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Resumen

La prediccién genémica consiste en predecir distintos fenotipos, es decir, las ca-
racteristicas observables de un organismo, a partir de su informaciéon gendémica. Esta
informacién viene dada por el ADN y se representa por la secuencia de bases que lo
componen. Esto hace que el problema de la predicciéon gendémica, sea un problema in-
teresante de abordar con algoritmos de Aprendizaje Automatico, ya que los modelos
pueden ser entrenados para aprender a mapear secuencias de bases a valores de los
fenotipos de interés.

Si bien los datos gendémicos son ttiles, factores ambientales como el clima y las
condiciones del suelo influyen significativamente en la expresion de los fenotipos. En este
proyecto exploraremos la integraciéon de datos gendémicos y ambientales para mejorar la
prediccion de fenotipos, utilizando un enfoque multimodal. Para esto, utilizaremos una
base de datos de maiz que contiene secuencias gendémicas y variables ambientales, como
datos histéricos de clima, datos del suelo, etc.

Aligual que en los proyectos de fin de carrera “PredGenlA” y "DNAT”, los cuales ins-
piran esta investigacién, utilizaremos modelos estadisticos y de Aprendizaje Automaético
para la tarea de prediccion genémica. En este caso utilizaremos modelos lineales mixtos,
gradient boosting y redes neuronales, con una arquitectura multimodal para integrar los
datos genémicos con los ambientales.

El objetivo principal de este proyecto es implementar y comparar estos modelos para
evaluar el impacto de los datos ambientales en la prediccién gendémica. Los resultados
muestran como la integracién de datos multimodales mejora la capacidad de capturar
las interacciones genoma-ambiente, ofreciendo predicciones de fenotipos més robustas y
realistas.
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Capitulo 1

Introducciodn

La prediccién genémica consiste en predecir diferentes fenotipos (cualquier carac-
teristica o rasgo observable de un organismo) presentes en un individuo a partir de
su informacién genémica (informacién dada por la secuencia de ADN). Este enfoque
aprovecha datos derivados de la secuenciacion de ADN para modelar y entender la re-
lacién entre variaciones genéticas y rasgos de interés, como el rendimiento de cultivos,
la resistencia a enfermedades, etc. Gracias a los avances en algoritmos de Aprendizaje
Automaético, se han logrado importantes avances en la capacidad para capturar patrones
complejos en los datos genéticos.

Sin embargo, el genoma por si solo no determina completamente el fenotipo, el am-
biente juega un papel crucial en la expresiéon de caracteristicas observables. Factores
como las condiciones climéticas, la calidad del suelo o las interacciones ecoldgicas influ-
yen de manera determinante en el desarrollo de un organismo. La integracién de datos
ambientales junto con los datos gendémicos representa un enfoque multimodal que per-
mite modelar no solo los efectos individuales de cada componente, sino también sus
interacciones.

Este proyecto surge como continuacion de los proyectos de grado anteriores, Pred-
GenlA 7] y DNAI [11], donde se utilizan distintas técnicas de Aprendizaje Automdtico
para la prediccién de distintos fenotipos haciendo uso tunicamente de la informacién
genémica. Para seguir con la investigacion en este campo, nuestro objetivo es combinar
ambas fuentes de informacién (genémica y ambiental) para obtener predicciones més ro-
bustas y realistas, abordando uno de los principales desafios de la prediccién gendémicas:
capturar y modelar la interaccion genoma-ambiente.

Para este proyecto, nos proponemos implementar y comparar diferentes tipos de
modelos de Aprendizaje Automatico y estadisticos. Entre ellos, destacan los modelos
lineales mixtos, ampliamente utilizados en predicciéon gendémica debido a su capacidad
para modelar efectos fijos y aleatorios. También exploraremos técnicas de Aprendizaje
Automatico como el Gradient Boosting, que ha demostrado ser efectivo en problemas
tabulares complejos, y redes neuronales profundas, que ofrecen la flexibilidad de capturar
relaciones no lineales en datos multimodales. El objetivo principal es evaluar el desem-
petio de cada modelo en escenarios con datos multimodales y ver el impacto de agregar
informacién ambiental para la prediccién gendémica, en lugar de utilizar solamente datos
gendmicos.
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Capitulo 2

Marco Tedrico Gendmica

2.1. ADN 101

Conceptos basicos

El acido desoxirribonucleico, conocido popularmente por sus siglas ADN, es una
sustancia compuesta por grandes moléculas (polimeros), formada por la repeticién de
nucleétidos (unién de una base nitrogenada, un azicar simple y un grupo fosfato). Las
bases nitrogenadas que componen los nucledtidos del ADN pueden ser de cuatro tipos:
adenina (A), timina (T), guanina (G) o citosina (C).

El ADN contiene la informacién necesaria para el desarrollo, funcionamiento y repro-
duccién de todos los seres vivos. Ademds es el encargado de la transmisién hereditaria,
es decir, la transmisién de las caracteristicas de los progenitores a sus descendientes.

El ADN se encuentra principalmente en el nicleo de las células, aunque también apa-
rece en otras partes de las mismas. Por ejemplo, en células eucariotas, también aparece
ADN en las mitocondrias; y en células vegetales, en los cloroplastos.

Cromosomas

El ADN se organiza en cromosomas, que son estructuras mas grandes y complejas.
Estas estructuras estan formadas por largas cadenas de ADN enrolladas y compactadas
alrededor de proteinas llamadas histonas.

En base a como se organizan los cromosomas dentro de las células las podemos
clasificar en haploides o diploides. Las haploides son aquellas en que los cromosomas
aparecen individualmente, mientras que en las diploides aparecen de a pares.

Los animales, por ejemplo, son organismos mayoritariamente diploides, pues todas
sus células, salvo los gametos, son diploides, mientras que, por ejemplo, los hongos son
predominantemente haploides. En general, para el resto de seres vivos, la condicién
mayoritaria cambia a lo largo de su desarrollo, o incluso entre sexos.
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Estructura del ADN

Cromosoma
Nucleosoma

Nucledétido

/ Pares de bases

y nucleotidicas:
/ [l Guanina

Citosina

Adenina
M Timina

Figura 2.1: Resumen de la estructura del ADN ﬂ

Estructura de doble hélice

El ADN tiene una estructura de doble hélice formada por dos cadenas de nucleétidos.
Las dos cadenas se unen mediante enlaces de hidrégeno entre las bases nitrogenadas de
cada nucleétido, siguiendo un criterio de complementariedad en el cual las adeninas se
unen con las timinas (A-T), y las guaninas con las citosinas (G-C). Este criterio se debe
al tamano de las mismas, puesto que la primera y la tercera tienen un tamafio mayor al
de la segunda y cuarta, por lo cual este criterio permite mantener una uniformidad a lo
largo de la doble cadena.

Gracias a esta complementariedad es que podemos describir al ADN mediante la
sucesion de bases de una unica de sus cadenas. Esta sucesion es entonces la que contiene
toda la informacién genética de un individuo. Se llama genoma a todo el conjunto de
ADN de una célula de una determinada especie.

Genes

Se le llama gen a una seccién especifica del ADN, la cual contiene la informacién
necesaria para sintetizar una proteina. Dentro de los genes a su vez se distinguen dos

4



2.2. Secuenciacién y genotipado

regiones: los exones, segmentos codificantes (es decir que codifican la sintesis de las pro-
tefnas) e intrones, segmentos no codificantes. Junto a él, también existen otras regiones
reguladoras, que indican cudndo, dénde y en qué cantidad debe expresarse el gen.

Es importante aclarar que solo una pequena fraccion del ADN estd compuesta por
genes. El resto del ADN tiene otras funciones mas variadas, siendo algunas aun desco-
nocidas, pudiendo llegar a ser incluso restos evolutivos sin utilidad.

Como en los organismos diploides los cromosomas se encuentran de a pares, cada
gen estd duplicado, ocupando el mismo locusﬂ en cromosomas homélogos.

A cada una de las versiones del gen (que no tienen por qué ser exactamente iguales),
se le llama alelo. Si un individuo tiene ambos alelos iguales se dice que es homocigoto
para ese gen. En cambio, si son diferentes se dice que es heterocigoto para el mismo.

El concepto de alelo se puede extender (por lo tanto también el de homocigoto o
heterocigoto) a una base nitrogenada especifica en vez de a un gen entero.

En la figura[2.1]se pueden observar las diversas partes del ADN descritas previamente.

SNPs

Se definen los polimorfismos de nucledtido simples, o por sus siglas en inglés [SNP
(Single nucleotid polymorphisms), como una variacién de una tnica base nitrogenada
respecto a un genoma de referencia. Es decir, una posicion fija del genoma que varia
respecto al comun de la especie. Para que una variacién sea considerada[SNP debe ocurrir
en al menos el 1% de la poblacién de la especie. Este umbral separa a un polimorfismo
(variacién relativamente frecuente) de una mutacion rara.

Los [SNPg pueden aparecer tanto en regiones codificantes del genoma como en partes
no codificantes. Cuando un aparece dentro de un gen, o en sus zonas reguladoras,
puede generar alteraciones observables en el individuo, pudiendo llegar incluso a producir
enfermedades.

Existe un fenémeno conocido como desequilibrio de ligamiento, que ocurre cuando
en una determinada poblacién, ciertos SNPs estan correlacionados entre si. Es decir,
que hay alteraciones que se dan conjuntamente mas frecuente de lo que seria esperable
por probabilidad. Esto suele darse por lo general en SNPs que se encuentran fisicamente
cercanos en el genoma.

2.2. Secuenciacién y genotipado

Junto con el ambiente, el genoma cumple un rol fundamental en el desarrollo de un
individuo. Por esta razén es que resulta de interés obtener la informacién contenida en
el mismo, tanto para un individuo concreto como para una poblacién.

Como se mencioné previamente, la informacién del genoma estda almacenada en el
orden en que aparecen las bases nitrogenadas de la cadena.

La determinacion del orden de aparicién de cada una de las bases del genoma se
denomina secuenciacién. Si bien todas las especies de seres vivos tienen un genoma
de distinto largo, este siempre es muy extenso. Por ejemplo, en animales o plantas, el

2Posicién de un gen dentro de un cromosoma.
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genoma tiene de cientos a miles de millones de bases. Por esto es que la secuenciacién
completa del genoma en algunas especies es un proceso complicado y costoso.

Mas alla del extenso largo del genoma, la mayoria de posiciones del mismo se mantie-
nen constantes a lo largo de individuos de la misma especie. Por ejemplo, en humanos, el
99.9 % del genoma es idéntico entre personas. Es por eso que resulta interesante observar
solo las posiciones en que se sabe que hay variaciones frecuentes, es decir los SNPs. A
este proceso se lo denomina genotipado, y resulta mucho menos costoso y complejo. Sin
embargo, requiere conocer de antemano los denominados marcadores genéticos, que son
las posiciones del genoma donde se ubican los SNPs.

Se define la densidad de un proceso de genotipado como la cantidad de marcadores
que analiza el mismo en relacién a la longitud total del genoma. A mayor densidad,
mas costoso resulta el genotipado, pero también proporciona una mejor cobertura del
genoma.

2.3. Fenotipo

Se define el fenotipo como el conjunto de caracteristicas observables o medibles de
un individuo. El fenotipo es el resultado de la interacciéon del genoma con el ambiente.
Es decir que dos individuos con la misma informacién genémica (clones), pueden poseer
un fenotipo diferente si estuvieron expuestos a distintas condiciones ambientales. En-
tendiéndose condiciones ambientales como todas las interacciones del individuo con su
entorno, por ejemplo, la alimentacién del mismo, el clima del lugar en que habita, el aire
que respira, etc.

Al porcentaje de la varianza del fenotipo que si se puede explicar tnicamente por

la genética se lo denomina [heredabilidad De esta manera, si un fenotipo tiene una

alta significa que su variacién estd més influida por la genética que por el
ambiente.

2.4. Prediccidén gendémica

La predicciéon genémica consiste en predecir un fenotipo de un individuo, en base a
su genoma, utilizando métodos estadisticos o de Aprendizaje Automatico.

Usualmente no se cuenta con el genoma entero, si no que se genotipa el mismo,
obteniendo una serie de [SNP¢ Para hacer este proceso, como ya mencionamos, se debe
analizar previamente el genoma de la especie para identificar en qué posiciones aparecen
los

La principal dificultad reside en que a priori no se sabe qué partes del genoma, o qué
mutaciones del mismo, pueden afectar al desarrollo del individuo. Menos aun cuéles de
estas estan asociadas al fenotipo que se desea predecir. Por lo que podria pasar que los
asociados a estas mutaciones ni siquiera hayan sido genotipados. Incluso pudiendo
identificar y genotipar estos [SNP4d sigue existiendo la dificultad de entender de qué
manera interactian entre si para afectar al fenotipo.

Por otro lado, como para muchos fenotipos la estd lejos de ser total, la
informacién gendmica no alcanza para predecir a los mismos, pues en estos casos existe



2.5. Contexto de los datos a utilizar

una influencia ambiental. Es por eso que usualmente se anade informaciéon ambiental
para intentar obtener predicciones mas precisas. A los modelos que incorporan tanto
informacién gendémica como ambiental se les llama multimodales.

Otra dificultad se encuentra en que, si bien una componente del fenotipo se puede
explicar tnicamente con la informacién gendémica, y otra tnicamente con la ambiental,
la parte restante es la resultante de la interaccién entre el genoma y el ambiente. Esta
interaccion es la mas dificil de entender, pues implica no solo comprender como el genoma
afecta directamente al fenotipo, sino también cémo lo hace indirectamente mediante la
interaccion con el ambiente.

Finalmente, nunca se dispone de la informacion suficiente como para describir com-
pletamente la influencia del genoma ni la de las condiciones ambientales. Por lo tanto,
hay una componente que inevitablemente se va a manifestar, aparentemente, aleatoria.

Suponiendo entonces que como informaciéon genémica disponemos de un conjunto de
variables GG, y de otro conjunto de variables F para la informaciéon ambiental, entonces
podemos modelar cualitativamente el fenotipo mediante:

F(G,E) :Fg(G) —|—FE(E)—|—FGE(G,E)+€. (2.1)

En este modelo el fenotipo F' se compone de cuatro factores. Primero Fg que representa
los efectos puramente genéticos, y que por lo tanto depende solo de G. Analogamente Fg
representa los efectos puramente ambientales y por tanto depende solo de E. Luego Fgg
es la resultante de la interaccién entre genoma y ambiente, por lo que depende tanto de
G como de E. Por ultimo € representa el error de este modelo, que lo suponemos como
un efecto aleatorio.

2.5. Contexto de los datos a utilizar

En nuestro caso trabajamos con datos de plantas de maiz, la cual es una planta
que se reproduce sexualmente a través de polinizacion cruzada. El maiz tiene ademads la
peculiaridad de tener los dos sexos en una misma planta, poseyendo tanto flor masculina
como femenina.

El maiz es una de las pocas especies diploides de los cultivos alimenticios, es decir,
que tiene dos juegos de cromosomas. Esta especie concreta cuenta con diez pares de
€romosomas.

Denominamos a las plantas (también llamadas individuos) que comparten ge-
noma. A cada una de las variaciones genéticas de una planta, las denominamos

Como estamos trabajando con plantas, los factores ambientales que afectan a su
desarrollo son principalmente el clima y el estado del suelo en que fue plantada. En este
contexto, se entiende clima como un amplio conjunto de condiciones atmosféricas.

Estas plantas fueron cultivadas en distintos lugares de los Estados Unidos y en dife-
rentes afios. A cada uno de estos lugares fisicos se les denomina En cambio,
a la combinacién de locacién y ano, se la denomina Esto viene del hecho de
que sabiendo dénde y cuando fue plantada se puede saber a qué condiciones ambientales
estuvo expuesta.

Se le llama a la combinacién de plantar un determinado hibrido en un
determinado ambiente, para luego registrar sus fenotipos a lo largo de su desarrollo. Un
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HIBRIDOS SNPs DATOS GENOMICOS
) ) [o]2[1] ~ TiTo]
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|0|0|2| — [1]1]

— ‘

BEED

Figura 2.2: Esquema de los componentes del problema. Se distingue como se genotipan los y
se registran variables de los [ambientes Luego para cada experimento se juntan ambas componentes
y se usan para predecir el fenotipo.

mismo experimento se puede repetir y obtener resultados distintos, por la componente
aleatoria. Al conjunto de experimentos, repetidos o no, junto a sus resultados, se les
llama muestras o registros.

Como estamos trabajando con un cultivo alimenticio, es comin medir los fenotipos
asociados a la calidad del alimento, o sea del grano. Como el grano es un alimento que se
comercializa en grandes cantidades, también es comtn medir el rendimiento productivo,
es decir, qué cantidad de grano se produce por hectarea sembrada.

En la figura se pueden visualizar varios de los conceptos mencionados, y cémo
forman parte del problema a resolver.
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Marco Tedrico Aprendizaje Automatico

3.1. Introduccién

El Aprendizaje Automadtico es una rama de la inteligencia artificial enfocada en
estudiar y desarrollar algoritmos estadisticos que permitan a un modelo matemaético
aprender patrones a partir de los datos y que éstos sean generalizables a datos nuevos.

Para el desarrollo de los modelos matematicos y los algoritmos de entrenamiento se
emplean herramientas de estadistica y de optimizacion matemaética respectivamente. Por
otro lado, el andlisis tedrico del desempeno de los algoritmos se realiza en el marco del
“Aprendizaje Probablemente Aprorimadamente Correcto”, mediante el cual se trata de
dar estimaciones para intervalos de confianza probables para los resultados en lugar de
garantizar la exactitud de los mismos.

Esta disciplina tiene aplicaciones en numerosas areas de la ciencia y la tecnologia.
Algunos ejemplos son: procesamiento de lenguaje natural, procesamiento de imagenes,
procesamiento de audio, fisica computacional, quimica, genética, robdtica y redes de
datos.

3.2. Aprendizaje supervisado vs. no-supervisado

Dentro de los diferentes paradigmas del Aprendizaje Automatico pueden desta-
carse dos paradigmas contrapuestos: el aprendizaje supervisado y el aprendizaje no-
supervisado. A continuacién se brinda una breve descripcion de ambos paradigmas.

Por un lado, el aprendizaje supervisado trata con datos representados como pares
(X,y), donde X es un vector que representa la entrada al sistema bajo estudio e y es un
vector que representa la salida del sistema para la entrada X correspondiente. De esta
forma, en el aprendizaje supervisado se busca entrenar un modelo de Aprendizaje Au-
tomatico que prediga las salidas y a partir de las entradas X . El adjetivo “supervisado”se
usa porque las predicciones que realiza el modelo son comparadas con un conjunto de
salidas de referencia, y la medida de desempeno del modelo surge de esta comparacién.
El problema de prediccién del rendimiento de una cosecha en base a datos genémicos y
ambientales entra dentro de esta categoria.
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Por otro lado, en el aprendizaje no-supervisado se trabajan con datos representados
por un vector X, pero sin una etiqueta o salida correspondiente. Entonces, bajo este
paradigma se busca entrenar modelos para que descubran relaciones o estructuras com-
plejas en los datos. En este caso, la medida de desempenio del modelo se basa tinicamente
en las predicciones que realiza, pero no existen etiquetas de referencia contra las cuales
comparar; de ahi que se emplee el termino “no-supervisado”.

3.3. Clasificacion vs. regresion

Bajo el paradigma de aprendizaje supervisado, existen dos tipos de problemas de
prediccion: clasificacion y regresion. En el caso de los problemas de clasificacién, la
etiqueta a predecir es una variable que toma valores discretos, por ejemplo la raza de
un perro presente en una imagen o el sentimiento que transmite un texto. Por otra
parte, en los problemas de regresién se busca predecir una etiqueta que toma valores
continuos, como por ejemplo el precio de un inmueble o los ingresos de una persona. El
problema tratado en este proyecto pertenece a esta ultima categoria de problemas, pues
los fenotipos usualmente son medidas continuas.

3.4. Métricas de desempeno

En esta seccion se presentan algunas métricas de desempeno comunmente utilizadas
en problemas de regresién para medir el desempeno de los modelos.

Error Cuadratico Medio y Raiz de Error Cuadratico Medio

El Error Cuadrdtico Medio (ECM o MSE por sus siglas en ingles) es una métrica
frecuentemente utilizada para evaluar el desempenio de un modelo predictivo. Se calcula
como el promedio de los cuadrados de las diferencias entre los valores reales y los valores
predichos por el modelo. Matematicamente se expresa como:

N
1

MSE = — i —0i)%,
N;:l(y 9i)

donde N es el niimero total de observaciones, {y;}Y, los valores reales e {g;}}*, los
valores predichos por el modelo. En general, un MSE més bajo indica un mejor ajuste
del modelo a los datos, aunque puede ser complementado con otras métricas para evaluar
el desempeno global.

El hecho de que estemos midiendo el cuadrado de los errores, facilita la deteccién
de outliersﬂ pues amplifica el error de estos. Sin embargo, tiene la contraparte de que
atenua los errores pequenos.

Adicionalmente se define la Raiz del Error Cuadratico Medio (RMSE por sus siglas
en inglés), que no mas que la raiz cuadrada del MSE. Se suele preferir esta medida de

Valores de un conjunto que se desvian significativamente del resto.
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error pues tiene las mismas unidades que la magnitud a predeciIEL lo que facilita su
interpretacién.

Coeficiente de correlacién de Pearson

El Coeficiente de correlacion de Pearson mide la magnitud y el signo de la relacién
lineal entre dos variables. En el contexto de las métricas de desempeno, mide el grado
de linealidad de la relacién entre los valores reales y las predicciones del modelo. Se
denota comuinmente como r y toma valores en el rango [—1,1]. Matemdaticamente se
define como:

D v S0 1 )
VEN - 92 SN @ - 9

Y

donde:

= N es el nimero total de observaciones,

{y;}}V, son los valores reales,

» {9}, son las predicciones del modelo,
= ¢ es la media empirica de los valores reales,

= 7 es la media empirica de las predicciones del modelo.

Es importante mencionar que, aunque una dependencia lineal proporcional entre
las variables implica valores de r cercanos a 1 (o —1 en el caso de una dependencia
inversamente proporcional), el reciproco no se cumple necesariamente. Prueba de esto
es el cldsico ejemplo del cuarteto de Anscombe (ver figura .

2El uso del RMSE en lugar del MSE es andlogo al uso de la desviacién estandar por sobre la
varianza.

11
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Figura 3.1: Cuarteto de Anscombe [44]. En la figura se muestran cuatro conjuntos de datos con
estadisticos muy similares hasta segundo orden (medias y varianzas), pero que en su estructura son
muy diferentes. En particular, los cuatro conjuntos de datos tienen r ~ 0,816, sin embargo el modelo
lineal basado en media y correlacién solo es apropiado para uno de los cuatro conjuntos de datos.

3.5. Modelos

3.5.1. Modelos Lineales Mixtos

A continuacién haremos una breve introduccién a los modelos lineales mixtos que
son unos de los modelos més utilizados en predicciéon gendémica y nos serviran como
referencia para comparar los demdas modelos de Aprendizaje Automatico.

Los modelos lineales mixtos (LMM por sus siglas en inglés) son extensiones de los
modelos lineales que se utilizan para modelar datos que presentan tanto efectos fijos como
aleatorios. Se introducen los efectos aleatorios para capturar la correlacién o variacién
aleatoria entre observaciones de un mismo grupo de individuos [34].

El modelo lineal mixto general viene dado por la ecuacion:

y=XB+Zb+¢,
donde:
s y € R™™! es el vector de respuesta aleatoria.
» X € R™(PHD) g ]a matriz de disefio para los efectos fijos.

= 3= (Bo,P1,---,0p) € RPTD*1 o5 ¢l vector de coeficientes de efectos fijos.
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s Z € R™Y es la matriz de diseno para los efectos aleatorios.

» b € R?! es el vector de efectos aleatorios, tiene distribucién A(0, D) con D una
matriz de varianza-covarianza € R7%9,

» ¢ € R™! es el vector de errores aleatorios, tiene distribucion A(0, R) con R una
matriz de varianza-covarianza.

En aplicaciones genémicas, por lo general b incluye efectos de genotipo y efectos
de interaccién genotipo-ambiente, mientras que X puede contener informacién sobre
covariables ambientales y otra informacién relacionada.

Surge de este modelo que E(y) = X/, y que la matriz de varianza-covarianza del
vector de respuesta es Var(y) = ZDZ" + R.

Un método para estimar los efectos fijos y aleatorios es el del mejor estimador li-
neal insesgado (BLUE, Best Linear Unbiased Estimator) y el del mejor predictor lineal
insesgado (BLUP, Best Linear Unbiased Predictor), desarrollado originalmente por Hen-
derson en 1975 |16]. Este método consiste en resolver las ecuaciones del modelo mixto
(MME, Mixed Model Equations):

XTR—ly
= ZTRfly )
para obtener BN y l;*, el mejor estimador insesgado para efectos fijos y el mejor pre-

dictor insesgado para efectos aleatorios respectivamente. Si se conocen las componentes
de varianza D y R se obtiene:

XTR-1X XTR'Z 3
ZTR-'X ZTR1Z+ D !| |pb*

b= DZ'V~l(y - Xp),

donde V = ZTDZ + R es la varianza marginal de y, y 3 = (XTVIX)"IXTV-ly esel
estimador generalizado de minimos cuadrados (GLS por sus siglas en inglés) de 3.

GBLUP

En prediccién genémica, generalmente p > n (mds SNPs que individuos), por lo
que el modelo anterior no puede aproximarse por minimos cuadrados. Una solucién es
tratarlo como un modelo de efectos aleatorios y, con con la informacién de los marcadores
construir una matriz de parentesco G [34]:

p
szu+2x]~kﬁk—l—sj = Y;=pu+g;+ej,
k=1

donde g = [g1, ... ,gJ]T NN(O,U;G) y G = %XXT con 03 :pag.
Por lo tanto, cuando se tiene la matriz de parentesco genémico (G) de las lineas, un
modelo muy 1til es el siguiente (GBLUP):
Y=1,u+Zb+c¢,

13
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Outlook
Sunny Overcast Rain
Humidity Yes Wind
High Normal Strong Weak
No Yes No Yes

Figura 3.2: Ejemplo de arbol de decisién para decidir si jugar al tenis. Fuente: |35]

donde p denota la media general, Z;, es la matriz disefio (o matriz de incidencia)
de las lineas, b ~ N (0, O‘SG) denota el vector de efectos aleatorios de las J lineas, y
e~ Ny (0,0%0).

En el modelo lineal mixto general:

X=1, Z=Z,, B=p D=0.G, R=0I,

3.5.2. Arboles de decisién

Los arboles de decisién son una técnica de Aprendizaje Automatico utilizada tanto
para problemas de clasificacién como de regresién. Se basa en un modelo de decisiones
jerarquicas que descompone un problema complejo en subconjuntos méas pequenos y
manejables, facilitando el analisis y la prediccién.

Los nodos internos de un &rbol de decisién representan preguntas o condiciones
basadas en los valores de una caracteristica, mientras que los nodos hoja contienen el
resultado final o la categoria a la que pertenece un ejemplo de datos (ejemplo: ver figura
53).

El entrenamiento de un arbol de decisién implica encontrar divisiones éptimas en
los datos que maximicen la ganancia de informacién (para clasificacién) o minimicen la
variacién (para regresién). Por ejemplo, en clasificacién, métricas como la entropia y el
indice de Gini son comunes para decidir la calidad de las divisiones.

Algunas ventajas de los arboles de decisiéon son su simplicidad e interpretabilidad.
Pueden manejar tanto datos numéricos como categéricos [21], sin necesidad de procesa-
miento previo, e incluso aceptando datos faltantes en muchos casos. Por otro lado, los
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arboles de decisién corren riesgo de sobreajuste si se permite que se vuelvan muy pro-
fundos. Ademas suelen ser poco robustos, ya que pequenas variaciones en los datos de
entrada pueden resultar en un drbol con una estructura completamente diferente [21].
Técnicas como la poda o el uso de modelos en conjunto, como los bosques aleatorios
(Random Forests), pueden mitigar estos problemas y mejorar la precisién y generaliza-
cién del modelo.

3.5.3. Gradient Boosting

El boosting es una técnica avanzada de Aprendizaje Automatico que busca mejorar
la precision de modelos simples combinandolos de manera secuencial para corregir los
errores de predicciéon de cada iteracién. En esencia, crea un modelo fuerte a partir de
multiples modelos débiles (normalmente drboles de decisién de baja profundidad). El
boosting se basa en entrenar varios modelos de manera secuencial, donde cada modelo
se entrena para corregir los errores del modelo anterior, asignandole mayor peso a las
observaciones mal clasificadas o con errores grandes. Por ultimo, la combinaciéon ponde-
rada de todos los modelos da como resultado el modelo final, que alcanza un rendimiento
superior.

El Gradient Boosting es una mejora del Boosting estandar que utiliza métodos de
optimizacién basados en el gradiente para minimizar una funcién objetivo especifica
(como el error cuadratico para regresién o la entropia para clasificacién). En el caso de
Gradient Boosting, el modelo base més tipicamente empleado son los arboles de decisién.

La técnica de Gradient Boosting consiste en los siguientes pasos:

1. Inicializacién del modelo: Comienza con un modelo inicial simple, que suele
ser una prediccién constante basada en la media o mediana del objetivo.

2. Caélculo del pseudo-residuo: Se evalian los pseudo-residuos, correspondientes
al gradiente de la funcién objetivo respecto del predictor.

= Para el caso de regresién empleando MSE como funcién objetivo, el pseudo-
residuo es directamente proporcional al residuo usual, entendido como la
diferencia entre el valor real y la prediccion.

3. Entrenamiento secuencial: Se entrena un nuevo modelo para predecir los pseudo-
restduos.

4. Actualizacion del modelo: Las predicciones del residuo del nuevo modelo se su-
man a las predicciones anteriores, ajustadas por un factor de aprendizaje ( Learning
Rate), para mejorar gradualmente la prediccién global.

La técnica de Gradient Boosting tiene la ventaja de permitir optimizar diversas
funciones de pérdida, por lo que puede adaptarse a problemas de regresion, clasificacién
y ranking. Ademas, controlando los hiperparametros de los modelos base, como el niimero
de arboles y la profundidad maxima en el caso de arboles de decision, puede evitarse el
sobreajuste. Por ultimo, ha demostrado tener un desempeno superior a otras técnicas en
tareas complejas con datos tabulares.
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Aunque tiene numerosas ventajas, entrenar multiples modelos secuencialmente puede
ser computacionalmente costoso. Afortunadamente, existen librerias como XGBoost (8]
y LightGBM [26] que optimizan el proceso. Por otro lado, alcanzar un buen desem-
peno depende de una buena configuracién de los hiperparametros, por lo que técnicas
de busqueda automatizada como busqueda de grilla u optimizacion bayesiana son fre-
cuentemente empleadas para encontrar configuraciones 6ptimas.

3.5.4. Redes neuronales
Introduccién

Las redes neuronales son modelos de Aprendizaje Automatico que estan inspirados
en el funcionamiento del cerebro animal. Estdn compuestas por nodos béasicos llamados
neuronas, que implementan funciones lineales y se interconectan formando una estruc-
tura en capas.

Mediante composiciones de operaciones lineales y activaciones no-lineales, las redes
neuronales son capaces de aprender patrones complejos a partir de los datos. Esta ca-
pacidad le ha permitido a las redes neuronales resolver problemas que otros modelos de
Aprendizaje Automatico no han sido capaces de resolver, como clasificacién y generacion
de imégenes y video, reconocimiento de voz o procesamiento de lenguaje natural.

Neuronas

La unidad bésica en una red neuronal se denomina neurona. Esta toma un vector de
entrada x = (z1,22,...,Ty) € R™ y produce una salida escalar y € R de la siguiente
formas:

(1,22, ..., Tm) — y = flwrz) + wozy + - -+ + Wy Ty + b)
donde w; € RV i€ {0,1,...,m} y b € R son los pardmetros de la neurona, y f : R — R
es una funcion no lineal. La operacion se ejecuta en dos pasos: primero se aplica una
transformacion afin al vector de entrada y luego se aplica una funcién de activacién no
lineal. En la figura se muestra un ejemplo con m = 3, b = 0y f = H la funciéon
escalon unitario.

Existen muchos tipos de funciones de activacion no lineales, entre las cuales se en-
cuentran:

= Escalén unitario: Se define simplemente como:

H(z) 0 sixz<0,
€Tr) =
1 siz>0.

» Sigmoide: Se define como f(z) = H% y toma valores entre 0 y 1.

r_ ,—x
Zurz,z y toma valores entre —1 y 1.

» Tangente hiperbdlica: Se define como f(z) =

= ReLU: La funcién ReLU o Rectified Linear Unit es una funcién a trozos definida

Ccomo:
0 siz<O0,

x six > 0.

ReLU(x) = {

16



3.5. Modelos

Output: h,(x) = step(x w)

Step function: step(z)

X, X5 X3 Inputs

Figura 3.3: Diagrama de una neurona con un vector de dimensién 3 y escalén unitario como funcién
de activacién. Fuente: [14].

Capas completamente conectadas

Las capas completamente conectadas toman como entrada un vector x = (z1, xg,...,Zm) €
R™ y producen un vector de salida (y1,¥2,-..,yn) € R™ de la siguiente forma:

Vie{l,...,n}: (x1,22,...,&m) = yi := fwirx1 + wipxs + -+ - + WimnTm + b;)

donde w;; € Ry b e RVie {0,1,...,m}, j € {1,...,n} son los pardmetros de la
capa, v f : R — R es una funcién no lineal. Es decir, la red completamente conectada
es la concatenacién de multiples neuronas con sus pardmetros tinicos pero empleando la
misma funciéon de activacion no lineal.

El teorema de aproximacién universal de redes neuronales indica que las capas com-
pletamente conectadas son capaces de aprender relaciones arbitrariamente complejas
entre las entradas, dada la cantidad suficiente de neuronas [19]. Sin embargo, el hecho
de que cada neurona esté conectada a cada una de las entradas implica que la cantidad
de pardametros es n x (m+ 1), por lo que depende tanto de la cantidad de neuronas como
del tamano de la entrada. Esto puede representar un problema para procesar datos de
dimensioén alta como iméagenes, senales de audio o documentos de texto.

Capas convolucionales

Las capas convolucionales unidimensionales son un tipo de capa de neuronas que se
diferencian de las completamente conectadas en dos aspectos importantes. Primero, en
que las neuronas en las capas convolucionales en general no estdn conectadas a todas
las entradas, sino a un subconjunto reducido de estas. Segundo, las neuronas en las
capas convolucionales no suelen tener parametros propios para cada una, sino que suelen
compartir parametros.

Las capas convolucionales son los componentes principales de las redes convoluciona-
les, que han sido ampliamente exitosas atacando problemas de procesamiento de iméage-
nes, audio y video. Esto se debe a que las redes convolucionales suelen tener una es-
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tructura jerarquica, procesando caracteristicas locales de las secuencias en las primeras
capas y caracteristicas globales de alto nivel en las tltimas [45].

Como su nombre lo indica, las capas convolucionales unidimensionales implementan
la operacién de convolucion de una secuencia unidimensional, que puede expresarse como:

k
Yi = in+j ~wj +b
j=1
donde:
= z; es el valor de la secuencia de entrada en el indice 17,
= w;j es el valor del filtro (o kernel) en el indice j,
s b es el término de sesgo y

s k es el tamano del filtro.

Capas de Pooling

Las capas de Pooling, también conocidas como capas de submuestreo, son componen-
tes fundamentales en las arquitecturas de redes convolucionales, diseniadas para reducir
la dimensionalidad de los datos y extraer caracteristicas clave. Estas capas aplican una
operacion de reduccién o agregacion sobre los datos de entrada, dividiendo el espacio
en dreas pequenas y seleccionando un valor representativo de cada drea (por ejemplo,
el valor maximo o el promedio). La reduccién en la cantidad de datos permite que las
redes sean més eficientes y menos propensas a sobreajuste, ademas de hacerlas menos
sensibles a pequenas variaciones o traslaciones en las imagenes de entrada, lo cual es
especialmente util en tareas de reconocimiento de imdgenes y visiéon por computadora.

Existen varios tipos de capas de Pooling, entre las cuales destacan el Max Pooling y el
Awverage Pooling. En el Max Pooling, se toma el valor maximo de cada regién de la senal,
lo cual es til para resaltar las caracteristicas més prominentes de la entrada (ejemplo
en figura . En el Average Pooling, en cambio, se calcula el promedio de los valores
de cada region, proporcionando una representacién mas suavizada y menos agresiva en
términos de reduccién de datos. Ademads, han surgido variantes como el Global Pooling,
que aplica Pooling en la senal entrada completa para obtener una representacién tnica
de la misma, y el Stochastic Pooling, que selecciona valores de manera probabilistica
para anadir una ligera aleatoriedad, promoviendo la generalizacion.

Batch Normalization

La técnica de Batch Normalization fue introducida en el trabajo Batch Normaliza-
tion: Accelerating Deep Network Training by Reducing Internal Covariate Shift [20]. En
este trabajo se menciona que se propone como forma de contrarrestar el hecho de que
la distribucion de las entradas de cada capa cambia a lo largo del entrenamiento, enlen-
teciéndolo y haciéndolo mas dificil cuando se emplean no linealidades saturantes. Para
contrarrestar esto se propone estandarizar cada mini-batch de datos a la entrada de cada
capa (ver figura , y hacer un re-escalado y re-centrado con pardmetros aprendidos
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Figura 3.4: Ejemplo de Max Pooling en una imagen sobre areas de 2 x 2. Fuente: .

Batch Norm

Figura 3.5: Visualizacion de la técnica de Batch Normalization. Si se considera el batch de datos
como un arreglo con dimensiones tamafio_de_batch x alto X ancho X canales, la normalizacién
se hace en las dimensiones tamafio_de_batch, alto y ancho. Es decir, se normaliza cada canal del
batch por separado.

durante el entrenamiento. Esto permite utilizar tasas de aprendizaje mayores y robus-
tecer el entrenamiento frente a la variabilidad causada por la inicializacién aleatoria de
los parametros.

Dropout

La técnica de Dropout surgié en el articulo Dropout: A Simple Way to Prevent Neural
Networks from Qwverfitting como una alternativa para lidiar con el problema del
sobreajuste en redes neuronales. La idea principal consiste en descartar neuronas y sus
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(a) Standard Neural Net (b) After applying dropout.

Figura 3.6: Visualizacién de la técnica de Dropout [4]

conexiones de forma aleatoria durante el entrenamiento (ver figura . Esto induce el
efecto de muestrear predicciones de un niimero exponencial de redes neuronales. Mientras
tanto, en tiempo de inferencia la prediccion se realiza usando una red neuronal que tiene
todas sus conexiones activas pero con sus pesos reescalados.

En el trabajo mencionado se muestra cémo el empleo de Dropout reduce el sobre-
ajuste de manera significativa y mejora el desempeiio de redes neuronales para vision
artificial, reconocimiento de voz, clasificaciéon de documentos y biologia computacional.

Para entender por qué esta técnica puede resultar beneficiosa, se puede realizar la
siguiente analogia: “En wun banco se capacita a los empleados para que sepan realizar
las tareas de los demds, de manera que si un empleado se ausenta, los demds puedan
realizar la tarea pese a su ausencia.” En esta analogia el banco seria la red entera, y
cada empleado una neurona.

3.6. Entrenamiento

Algoritmos de optimizacion

En el ambito del Aprendizaje Automatico los algoritmos de optimizacién permiten
seleccionar, dentro de una familia de modelos estadisticos, el modelo que minimiza una
funcién de pérdida determinada. En otras palabras, permiten encontrar el modelo que
mejor se ajusta a los datos de entrenamiento.

Dependiendo del tipo de modelo, las estrategias de optimizacién varian en compleji-
dad y enfoque. Por ejemplo, para el ajuste de un modelo de regresion lineal la ecuacién
normal resultante puede resolverse de forma analitica mediante Minimos Cuadrados
Ordinarios [10]. Sin embargo, cuando el célculo de la pseudo-inversa es ineficiente (por
ejemplo, por tratarse de una cantidad muy grande de datos), puede hallarse una solucién
que tenga un buen desempenio empleando alguna variante de descenso por gradiente [2].
Por otro lado, cuando se trata de modelos no-paramétricos se emplean otro tipo de al-
goritmos de optimizacién. Por ejemplo, para el entrenamiento de arboles de decisién el
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algoritmo més usado es una busqueda voraz (greedy) que selecciona divisiones minimi-
zando una métrica como la entropia en cada nodo [3].

El entrenamiento de redes neuronales es méas complejo debido a la naturaleza no
convexa de la funcién de pérdida y el gran nimero de pardmetros a optimizar. En este
caso suelen utilizarse variantes de descenso por gradiente, algunas de las cuales son:

» Descenso de Gradiente Estocédstico (SGD) [38]: Actualiza los pesos del modelo
usando pequefios lotes (mini-batches) de datos. Esto tiene dos efectos: reducir el
costo computacional en comparacion con el gradiente estandar, e introducir ruido
en el ajuste, lo que puede evitar que el algoritmo se estanque en un minimo local
de la funcién de perdida.

» SGD con Momentum [37): Los autores proponen acelerar el entrenamiento acu-
mulando gradientes pasados, lo que permite superar minimos locales.

= RMSProp: Presentado por Geoffrey Hinton en el curso Neural Networks for Ma-
chine Learning [17)], se propone ajustar dindmicamente la tasa de aprendizaje para
cada pardmetro del modelo segiin una media mévil del cuadrado de los gradientes
recientes.

» Adam (Adaptive Moment Estimation) [28]: Combina las ventajas de Momentum
y RMSProp, siendo uno de los métodos mas populares debido a su rapida conver-
gencia.

Generalizacién y sobreajuste

La generalizacion se refiere a la capacidad de un modelo para desempenarse bien
en datos no vistos durante el entrenamiento. Un modelo que generaliza adecuadamente
logra capturar los patrones subyacentes en los datos de entrenamiento, permitiéndole
hacer predicciones confiables sobre nuevos ejemplos. Esto es el objetivo dltimo en el
Aprendizaje Automatico: no solo encontrar un modelo que se ajuste a los datos (dentro
de la muestra de entrenamiento), sino que también generalice a datos no vistos (fuera
de muestra). Ademds, se entiende que si un modelo generaliza es porque se encontré un
equilibrio entre complejidad y ajuste a los datos.

Por otro lado, el sobreajuste es un sintoma que refleja la incapacidad del modelo
para generalizar. Este ocurre cuando un modelo se ajusta demasiado a los datos de
entrenamiento, capturando no solo los patrones generales, sino también el ruido o las
anomalias especificas del conjunto de entrenamiento (ver figura . Esto resulta en un
modelo que tiene un desempeno bueno en los datos de entrenamiento, pero pobre cuando
se aplica sobre datos nuevos.

Regularizacion

La regularizacién comprende a una familia de métodos disenados para combatir el
sobreajuste basados en imponer restricciones o penalizaciones durante el entrenamiento
de los modelos para evitar que se ajusten demasiado a los datos de entrenamiento.
De esta forma se incentiva al algoritmo de entrenamiento a encontrar modelos méas
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Figura 3.7: Visualizacién del fenémeno de subajuste (underfitting) y sobreajuste (overfitting). lz-
quierda: el modelo no logra ajustarse a los datos de entrenamiento. Centro: el modelo se ajusta
adecuadamente a los datos de entrenamiento, manteniendo un balance entre desempefio y generali-
zacion. Derecha: el modelo se ajusta al ruido presente en los datos de entrenamiento, perjudicando
su capacidad de generalizar a nuevos datos. Fuente: [18]

simples, priorizando patrones generales sobre detalles especificos. Algunos tipos comunes
de regularizacién son:

= Regularizaciéon Ls: A la funcién objetivo se agrega un termino de penalizacién
proporcional a la suma de los cuadrados de los parametros del modelo. Tiende a
reducir la magnitud de los parametros sin llevarlos a cero, evitando que algunos
parametros dominen sobre otros.

= Regularizaciéon Li: Similar al anterior, agrega una penalizacién proporcional a la
suma de los valores absolutos de los pardametros. En este caso se promueve la
esparsidadEl, llevando a cero parametros que contribuyen poco al desempeiio.

» FElasticNet [46]: Combina regularizaciéon L; y Lo, permitiendo controlar tanto la
esparsidad como la magnitud de los parametros.

= Dropout: Visto en la seccion [3.5.4] se considera una forma de regularizacion ya que
impone restricciones sobre el modelo durante el entrenamiento y ayuda a prevenir
el sobreajuste.

s Farly Stopping: Implica evaluar el modelo en un conjunto separado de validacién
durante el entrenamiento, y detenerlo cuando el desempeno en este conjunto deja
de mejorar.

3Cualidad de esparso, adaptacién de la palabra anglosajona sparse, que significa disperso o
poco denso.
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3.7. Evaluacién

Conjuntos de entrenamiento, validacién y test

En el desarrollo y entrenamiento de modelos de Aprendizaje Automaético, los datos
disponibles suelen dividirse en tres conjuntos diferentes con propositos especificos: en-
trenamiento, validacion y test. Estos conjuntos diferenciados contribuyen a garantizar
que el modelo no solo sea capaz de ajustarse a los datos utilizados para entrenamiento,
sino que ademas pueda generalizar a datos nuevos.

Conjunto de entrenamiento

El conjunto de entrenamiento es el subconjunto de los datos disponibles directamente
utilizado para ajustar los pardmetros del modelo mediante algoritmos de optimizacién.
Por ejemplo, en un modelo de regresién, se ajustan los coeficientes; en redes neuronales,
se actualizan los pesos a través de propagacion hacia atrds. Es fundamental que este
conjunto sea suficientemente representativo del problema a resolver, y suele comprender
la mayor parte del total de datos disponibles.

Conjunto de validacién

El conjunto de validacién se utiliza en paralelo al conjunto de entrenamiento durante
el proceso para evaluar el desempeno del modelo obteniendo una estimacién del error
fuera de muestra, es decir, de como se comportara el modelo con datos que no ha visto
durante el entrenamiento. Esto ayuda a evitar problemas como el sobreajuste donde el
modelo se ajusta demasiado a los datos de entrenamiento y pierde capacidad de generali-
zacién. También es la base de algoritmos de bisqueda de hiperpardmetros que permiten
encontrar valores para los hiperpardmetros del modelo (ej.: cantidad de neuronas en una
capa de una red neuronal) que logren un buen desempenio para una estimacién del error
fuera de muestra.

Conjunto de test

Por ultimo, una vez que el modelo ha sido entrenado y refinado, el conjunto de
test se emplea para evaluar su desempeno final. Sirve como una medida objetiva y no
sesgada de como el modelo funcionard en el mundo real. Este conjunto no debe haber
sido utilizado en ninguna etapa del entrenamiento o ajuste del modelo para garantizar
que los resultados sean validos.

Validacidén cruzada

Un problema que surge al dividir el conjunto de datos disponible en entrenamiento,
validacion y test es que la cantidad de datos que quedan disponibles para el ajuste de los
parametros del modelo se ve reducida, lo que puede provocar que no se aproveche plena-
mente la capacidad expresiva del modelo (subajuste). Una técnica comtinmente utilizada
para compensar esto, es conocida como validacién cruzada (Cross Validation o CV por
sus siglas en inglés). En términos generales, esta se adhiere al siguiente procedimiento:
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1. Se divide el conjunto de datos disponible en entrenamiento y prueba.
2. Sobre el conjunto de entrenamiento se aplican multiples iteraciones de:

a) Subdividir el conjunto en un subconjunto de entrenamiento y un subconjunto
de validacién en base a algin criterio determinado.

b) Entrenar el modelo usando el subconjunto de entrenamiento, usando el sub-
conjunto de validacién para la estimacion del error fuera de muestra.

c¢) Registrar el error fuera de muestra obtenido sobre el subconjunto de valida-
cién.

3. Se obtiene la estimacion final del error fuera de muestra promediando las estima-
ciones obtenidas en cada iteracion sobre el conjunto de entrenamiento.

La técnica de validacion cruzada tiene la ventaja de que todas las muestras dispo-
nibles en el conjunto de entrenamiento se utilizan también para validacion, aspecto 1til
cuando se dispone de pocos datos. Ademds, como se evaliia sobre multiples particiones,
es menos probable que se ajuste excesivamente a un subconjunto especifico de los da-
tos. Por otro lado, entrenar un modelo multiples veces para obtener una estimacién del
error fuera de muestra puede ser costoso, sobre todo si se trata de modelos complejos y
grandes volimenes de datos.

Una variante frecuentemente utilizada de validacién cruzada es k-folds Cross Va-
lidation, donde el conjunto de entrenamiento se divide en k subconjuntos (disjuntos)
llamados folds y se entrena el modelo k veces con k — 1 folds, evaluando siempre sobre
el fold restante. Otra variante utilizada es ejecutar multiples iteraciones de sortear alea-
toriamente una proporciéon dada de muestras del conjunto de entrenamiento para que
formen parte del subconjunto de validacién, dejando el resto de las muestras como el
subconjunto de entrenamiento.

Blsqueda de hiperparametros

La busqueda de hiperpardmetros es un proceso fundamental en el Aprendizaje Au-
tomatico que consiste en encontrar los valores 6ptimos para los hiperpardmetros de un
modelo. Los hiperparametros son configuraciones especificas del modelo o del proceso de
entrenamiento que no se aprenden durante el mismo (como los coeficientes de un modelo
lineal o los pesos de una red neuronal) sino que deben ser fijados previamente, como la
tasa de aprendizaje para el descenso por gradiente, el niimero de capas en una red neu-
ronal, la profundidad de un arbol de decisién o el nimero de vecinos en un clasificador
de vecinos més cercanos.

Elegir los valores adecuados para los hiperparametros es crucial, ya que afecta di-
rectamente el rendimiento del modelo. Un modelo con hiperparametros bien ajustados
puede mejorar su desempeno respecto a configuraciones predeterminadas de pardmetros.
Ademas puede reducir el costo computacional mediante configuraciones mas eficientes.

Algunas estrategias para llevar a cabo la bisqueda de hiperpardmetros son la bisque-
da en cuadricula (o Grid Search), donde se explora sistematicamente todas las combi-
naciones posibles de un conjunto predefinido de valores para los hiperparametros, o la
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bisqueda aleatoria, donde se selecciona un ntimero fijo de combinaciones de forma alea-
toria. También se emplean técnicas mas sofisticadas como la optimizacion bayesiana, que
utiliza modelos probabilisticos para estimar qué combinaciones de hiperparametros son
mas prometedoras, enfocando la busqueda en esas areas.
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Capitulo 4

Estado del arte

En esta seccion realizaremos una revisién de la literatura acerca de la prediccién
gendmica y los distintos métodos para incorporar informacién ambiental.

La prediccién genémica ha involucrado una amplia gama de modelos de aprendizaje
automatico y métodos estadisticos. Sin embargo, ningtin modelo se destaca por sobre los
demas, para cualquier conjunto de datos, debido a las variaciones en la estructura genéti-
ca entre las distintas poblaciones, la complejidad de los rasgos, el niimero de muestras
y la cantidad de SNPs. Estos factores afectan el rendimiento de los modelos y dificul-
tan las comparaciones, especialmente en ausencia de un conjunto de datos ampliamente
aceptado para evaluar y comparar los métodos.

Dentro de los modelos que més se han utilizado se encuentran los modelos lineales
mixtos y las regularizaciones bayesianas [1]. Estos modelos han obtenido buenos resul-
tados en varios conjuntos de datos pero tienen la limitacién de asumir relaciones lineales
entre las caracteristicas. Es por eso que con el auge del aprendizaje automatico surgen
distintos modelos como los arboles de decisién o Random Forest, las maquinas de vecto-
res de soporte (o SVM por sus siglas en inglés), redes neuronales [29], transformers |25],
etc.

En el estudio de la prediccion gendmica, la interaccién del genotipo con el ambiente
juega un rol esencial. Hay estudios que muestran que si no se considera, se tiene un peor
desempernio en ensayos multiambientes [5] [23] [15].

Aligual que vimos anteriormente, una estrategia cominmente utilizada en los ensayos
multiambientes son los modelos lineales mixtos. Una forma de incorporar la informacion
ambiental es utilizando modelos lineales con estructura factor analytic para modelar la
varianza entre ambientes [9]. Otra alternativa utilizando modelos mixtos es incorporar
los datos de ambiente con un modelo de norma de reaccién que utilice estructuras de
covarianza que tengan en cuenta la similitud genética entre genotipos y la similitud entre
las condiciones ambientales [22].

En el andlisis multimodal también estan ganando fuerza los modelos de Aprendizaje
Automaético, aunque todavia no hay un consenso sobre cudles son los mejores modelos
[33] [24]. Hay estudios con redes neuronales [36] [32], redes neuronales convolucionales
(CNNs [42]), redes neuronales profundas (DNN [27]), arboles de decisiéon (Random Fo-
rest, XGBoost, y LightGBM [43]). Estos modelos por lo general usan embeddings para
caracteristicas gendémicas, ambientales y también para la interaccién entre ambas, y fi-
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nalmente los concatenan para pasar por una capa completamente conectada y obtener
la salida.

El problema de los modelos de aprendizaje automatico es que para la mayoria de
los conjuntos de datos se tienen muchisimos SNPs para pocas observaciones, lo que
dificulta el ajuste de hiperpardametros. Algunos estudios usan técnicas de reduccion de
dimensionalidad como PCA [42] [27] aunque esto resulta en pérdida de trazabilidad en
las variantes genéticas, por lo que a veces se prefiere hacer una preseleccién.

Para nuestra investigacion, utilizamos los datos de la competencia Genomes to Fields
(G2F) Genotype by Environment Prediction Competition EL sobre la cual se hicieron va-
rias publicaciones interesantes. Entre ellas destacamos una de S. Sharma et al. [39] donde
disefian una red neuronal basada en procesamiento del lenguaje natural para manejar
datos gendémicos y de ambiente. Muestran que modelando el ADN como lenguaje natural
se obtiene un mejor desempeno que otras técnicas, prediciendo para nuevos ambientes
y, similar a otras, prediciendo hibridos desconocidos. Otra investigacién que tomamos
de referencia es la de I. K. Fernandes et al. [12], el segundo lugar de la competencia en
el ano 2022, donde incorporan informacién ambiental a modelos de Gradient Boosting
para prediccién gendémica mediante ingenieria de caracteristicas, logrando un enfoque
eficiente para modelar interacciones entre el genotipo y el ambiente.

En general, las estrategias de modelado de los datos gendémicos consisten en inter-
pretar a los SNPs como un conjunto, donde en cada elemento se indica ya sea la base
nitrogenada o si hay o no una alteracién respecto al genoma de referencia, y donde se
codifica empleando algtin mecanismo de vectorizacion, por ejemplo representandolo co-
mo nuimeros naturales o One-Hot Encoding. En principio, no se suele asumir a priori
una relacion particular entre los diferentes SNPs. Sin embargo, alginas técnicas que
modelan el genoma bajo el enfoque del procesamiento de lenguaje natural interpretan a
los diferentes nucledtidos como palabras en un vocabulario, y buscan obtener contexto
adicional en cada SNP a partir de su entorno local [39).

Thttps://www.genomes2fields.org/

28



Capitulo 5

Analisis y preprocesamiento de datos

5.1. Descripcion de los datos originales

Origen y contenido

Utilizamos los datos provenientes de la competencia Genomes to Fields (G2F) Ge-
notype by Environment Prediction Competition. Estos son una coleccién de datos genémi-
cos, ambientales y fenotipicos de plantas de maiz. El objetivo original de la competencia
es, a partir de los datos de 2014 a 2021, predecir el desempeno de las plantaciones de
2022, es decir, predecir los distintos fenotipos en base a los datos genémicos y ambientales
de las plantaciones de dicho ano.

Originalmente contamos con una base de datos compuesta por tres conjuntos. El
primero, de datos fenotipicos y con 136012 registros, donde cada uno corresponde a un
experimento. Cada uno de estos registros contiene, ademads de los fenotipos medidos,
cuél fue el hibrido sembrado y en qué ambiente (o sea en qué locacién y en qué ano).
En segundo lugar uno de datos gendémicos, que contiene el genotipado de los distintos
hibridos. Por tdltimo, en tercer lugar, uno de datos ambientales, que contiene diversas
mediciones de cada ambiente. El primer conjunto puede ser cruzado con los iltimos dos,
utilizando el nombre del hibrido para los datos gendmicos, y el del ambiente para los
ambientales.

Primeras observaciones

Dentro de los registros del primer conjunto, hay 4683 hibridos tinicos, en 217 ambien-
tes (ubicados en 50 locaciones a lo largo de 9 anos), y con 87412 combinaciones unicas
de ambos. De esto se concluyen tres cosas:

= Como 87412 < 136012, significa que necesariamente hay registros que comparten
hibrido y ambiente. Esto quiere decir que puede haber varias plantaciones del
mismo hibrido en el mismo tiempo y lugar, pero con fenotipos diferentes.

= Por otro lado 50 x 9 > 217, por lo que no todas las locaciones estdn presentes
todos los anos.
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s Finalmente, al ser 4683 x 217 > 87412, concluimos que no todos los hibridos
estan presentes en todos los ambientes (ni siquiera en todas las locaciones, pues
4683 x 50 > 87412).

Desglosado de los datos

Por un lado, tenemos los datos genémicos, que se representan con una serie de 437214
SNPs. Por otro lado, los datos que llamamos ambientales se dividen en tres grupos:
datos climéticos, datos del suelo y covariables ambientales. Los datos climéticos son 16
variables medidas diariamente a lo largo de un ano, conformando asi un conjunto de
series temporales. Los datos del suelo son 27 variables asociadas a mediciones realizadas
al suelo de la locacién, en un determinado afo. Finalmente, las covariables ambientales
son un conjunto ya procesado de 765 variables, obtenidas a partir de distintas mediciones
del ambiente. En el apéndice [A] se encuentra una descripcién mas detallada de todas las
variables de la base de datos.

En cuanto a los datos fenotipicos, se presenta una serie de mediciones de distintos
rasgos, en distintas etapas del desarrollo de la planta. Nosotros vamos a trabajar tni-
camente con la variable denominada Yield_Mg_Ha, que no es méas que el [tonelajd| de la
produccién que tuvo esa plantaciéon (en una plantacién se planta un dnico hibrido).

En resumen, podemos decir que los datos gendmicos son una matriz de dimensién:

Ny x 437214,
~ T
Hibridos SNPs

los ambientales una de dimensién:

Ng x (365 - 16 + 27 + 765 ),
~ = N N N
Ambientes Dias Series Suelo Cov.

y los fenotipicos un vector de largo 136012. Donde Ny es la cantidad de hibridos
genotipados y Ng la de ambientes de los que se tienen datos.

Ademas de la informacién mencionada, también se tienen metadatos con informacién
acerca del contexto de la plantacién a nivel de ambiente. Por ejemplo, en qué fecha fue
la siembra y cuando la cosecha, qué tipo de regado se utilizd, posicién geografica de la
plantacién, extensién de la misma, distancia a la estacién meteorolégica més cercana (de
donde se obtienen los datos climéticos), entre otras. Nosotros decidimos no utilizar esta
informacién para reducir la complejidad del problema.

Consideraciones acerca de los datos

Los mismos organizadores de la competencia informan que los datos no estan total-
mente verificados, ni tan siquiera disponibles en algunos casos, por lo que recomiendan
evaluar la integridad y usabilidad de los mismos. Como no disponemos del conocimiento
de la materia como para evaluar si los datos son verosimiles (sobre todo los genémicos),
supusimos que todos los datos disponibles eran utilizables y nos limitamos a realizar un
andlisis de datos faltantes, y en base a eso, realizar nuestro curado de los datos.

IMedido en toneladas por hectdrea sembrada.
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Distancia maxima | Porcentaje de locaciones
100 m 22.22%
1 km 55.55 %
10 km 80.55 %
100 km 88.88 %
395 km 100.00 %

Tabla 5.1: Distribucién acumulada de la distancia méxima que hubo entre las plantaciones de una
misma locacién a lo largo de los afos. Dada la distancia de la izquierda, se muestra a la derecha que
porcentaje de locaciones tienen una distancia maxima de variacién menor a esa distancia.

5.2. Geografia de las locaciones

Con el fin de tener un mejor entendimiento sobre el contexto de los datos, decidimos
analizar la geografia de las plantaciones. Para eso utilizamos los metadatos para ubicar
a las distintas locaciones en el mapa.

Desplazamientos y ubicacién de las plantaciones

Si bien las locaciones hacen referencia a un lugar geografico, la ubicacion exacta en
que se realizan las plantaciones va cambiando ano a ano. Por lo tanto, decidimos evaluar
si habia grandes desplazamientos entre los cultivos realizados en una misma locacién a
lo largo de los anos.

Lo anterior lo hicimos calculando la méxima distancia entre plantaciones de una
misma locacién a lo largo de los anos.

La tabla muestra qué porcentaje de locaciones tienen una distancia méaxima
entre plantaciones menor a cierto umbral (la columna de la derecha). Se puede apreciar
que las plantaciones no suelen moverse demasiado, pues el 80 % de las plantaciones no se
movieron mas de 10 km a lo largo de los anos. Estos movimientos no son suficientes como
para cambiar las condiciones climdaticas de la zona, aunque es factible que modifiquen
las cualidades del suelo.

En cuanto al 20 % de plantaciones que se movieron mas de 10 km, si pueden haber
experimentado cambios climaticos. Por lo que habria que dividir a estas locaciones en
dos, o mas, de manera que la distancia maxima de cada una de estas sea més acotada. Sin
embargo, cuando analizamos estos grandes desplazamientos, vemos que corresponden a
un unico afo en que las plantaciones se realizaron fuera de la zona habitual. Por lo que
por simplicidad, y para no anadir locaciones que apareciesen en un unico ano, decidimos
no hacer esta reasignacion.

Para complementar el analisis, decidimos ubicar las locaciones en el mapa de los
Estados Unidos, para entender qué tan lejos estaban entre si, y poder identificar zonas
de mejor o peor desempeno.

En la figura[5.1]se muestran las distintas locaciones ubicadas en el mapa por las coor-
denadas de las plantaciones del dltimo ano en que aparece la locacion. Estas locaciones
se encuentran coloreadas segun el desempenio promedio de la locaciéon y dimensionadas
segun la cantidad de registros disponibles en el ultimo ano en que aparece. Se puede
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Representacién de las locaciones l
en base a su desempefio y muestras registradas

Promedio Yield_Mg_Ha

Figura 5.1: Locaciones ubicadas en el mapa segln las coordenadas de las plantaciones del dltimo
afo en que aparece la locacién. Coloreado segiin desempefio promedio de la locacién y dimensionado
seglin cantidad de registros disponibles, en el Gltimo afo en que aparece.

ver que la mayoria de las locaciones se encuentran en la zona este del pais, y no hay
plantaciones ubicadas en el oeste ya que es una zona arida.

Respecto al desempeno de las locaciones, se observa como las que estan ubicadas en
la zona del noreste, tienen en promedio un mejor rendimiento que las que estdn maés al
sur.

Elevacién y tamano de las plantaciones

Finalmente, considerando que Estados Unidos es un pais que posee una gran variedad
topogréfica, decidimos analizar a qué altura estaban las plantaciones. En la metadata solo
tenemos informacién de latitud y longitud, por lo que para obtener la altitud utilizamos
la API de Open-Elevationf|

Por otro lado, también consideramos interesante analizar qué tan grandes eran las
plantaciones. En la metadata estan las coordenadas de cada uno de los vértices de la
plantacién. Para calcular el area a partir de estos datos, hicimos una aproximacion plana
(lo cual es razonable pues ninguna plantacién es tan extensa).

Zhttps://github.com/Jorl17 /open-elevation
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Figura 5.2: Locaciones ubicadas en el mapa (coordenadas de las plantaciones del dltimo afio en que
aparece la locacién). Coloreado segiin altitud y dimensionado segiin la extensién de las plantaciones,
en el dltimo afo en que aparece.

En el mapa de la figura [5.2] se muestran las distintas locaciones ubicadas geografica-
mente, coloreadas segin la altitud y dimensionadas segtn el tamano de las plantaciones.
Se puede ver que hay una variedad considerable de alturas, habiendo plantaciones a nivel
del mar y otras a méas de mil metros por encima del mismo. Sobre todo se ve que las
plantaciones con mayor elevacién son las que estan mas hacia el centro del pais, sobre
la zona de las montanas rocosas.

En cuanto a la extension de las plantaciones, identificamos de la figura [5.2] que no
hay plantaciones demasiado grandes, teniendo la mayoria menos de cinco hectareas.

5.3. Tratamiento de los datos ambientales

Los datos climaticos y las covariables ambientales ya venian integros totalmente,
por lo que no precisaron ninguna limpieza previa. En cuanto a los datos del suelo,
se realizaron algunos procesamientos asociados a imputar valores faltantes, codificar
columnas categéricas (One Hot Encoder) y codificar valores de las mismas con baja

aparicién.
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Resumen estadistico de los datos climaticos

Si bien, como explicaremos més adelante, utilizamos modelos que consumen la se-
rie temporal entera, también disenamos modelos que solo operan con un conjunto de
variables climéticas que son un resumen estadistico de estas series. El motivo de este
tratamiento fue en pos de reducir el poder de cémputo requerido, y considerando que la
informacién relevante para el desarrollo de la planta podia ser capturada en un resumen
estadistico de las distintas series.

Para construir este resumen partimos de las 16 series temporales asociadas a las
mediciones climaticas disponibles. Cada una de estas series fue segmentada en cuatro
periodos estacionales, en funcion de las estaciones del hemisferio norte, correspondiente
a la regién donde se realizaron las plantaciones.

Sobre cada una de estas particiones estacionales, calculamos los siguientes estadisti-
cos descriptivos:

= Media: promedio de los valores dentro de la particion.

= Desviacion estandar: medida de dispersién que refleja la variabilidad de los datos.
» Skewness: medida de la asimetria de la distribucién de los datos.

s Tercer cuartil: valor por debajo del cual se encuentra el 75% de los datos.

s Primer cuartil: valor por debajo del cual se encuentra el 25 % de los datos.

» Maéaximo suave: valor por debajo del cual se encuentra el 95% de los datos.

» Minimo suave: valor por debajo del cual se encuentra el 5% de los datos.

Estos estadisticos incluyen una combinacién de momentos y percentiles que permiten
caracterizar de forma robusta las distribuciones climéticas en cada periodo.

Dado que para cada ambiente contamos inicialmente con 16 series climéticas, y ca-
da serie fue dividida en cuatro periodos estacionales, calculando siete estadisticos por
periodo, el resultado final consiste en 16 x 4 x 7 = 448 variables por ambiente.

Este enfoque garantiza una representaciéon detallada y comprensible de las condicio-
nes climaticas para cada ambiente evaluado.

5.4. Codificacién de SNPs

En contraposicion a los datos ambientales, la informacién genémica si necesité un
mayor preprocesamiento. En primer lugar, como son datos gendémicos de especies diploi-
des, al momento de codificar un marcador asociado a un SNP, existen tres posibilidades:

= Homocigoto para el alelo de referencia: Ambos alelos presentan la misma base que
el alelo considerado de referencia. En los archivos originales, estos casos estan
representados por el simbolo 0/0. En nuestro sistema, los codificamos con un valor
de 0.
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Valor Porcentaje
0 (Homocigoto para el alelo de referencia) 65.68 %
1 (Heterocigoto) 30.52 %
2 (Homocigoto para el alelo alternativo) 3.80 %

Tabla 5.2: Distribucién del valor mas frecuente (entre individuos) de la codificacién de los SNPs.

= Heterocigoto: Un alelo como el de referencia y otro alternativo. Se representan con
1/0 o con 0/1. Los codificamos con un valor de 1.

= Homocigoto para el alelo alternativo: Ambos alelos tienen la misma base que el
alelo alternativo. En el archivo original, estan representados como 1/1 y en nuestra
codificaciéon se asigna un valor de 2.

» Casos atipicos: Existe un porcentaje reducido (menor al 0.01 %) de situaciones en
las que la base registrada en uno o ambos alelos no coincide ni con la del alelo de
referencia ni con la alternativa. Esto puede ocurrir porque el alelo alternativo re-
presenta la variacién mas comtn y no abarca la totalidad de las posibles variantes.
Para evitar complejidades adicionales, estos casos fueron codificados como valores

nulo$]

Al construir un genoma de referencia es importante considerar que existen posiciones
que, de forma natural, pueden ser heterocigotas en una poblacién. Esto significa que en
estas posiciones es comin encontrar individuos con alelos distintos (uno de referencia y
otro alternativo) en lugar de homocigotos para el alelo de referencia.

Por este motivo, el valor cero (que representa individuos homocigotos para el alelo
de referencia) no siempre es el mas frecuente en los datos codificados de los individuos
de una poblacién. Esta situacién se refleja claramente en los resultados presentados en
la tabla donde se observa que la distribucién de frecuencias no estd dominada por
el valor cero en ciertas posiciones genémicas.

5.5. Seleccién de SNPs

Debido a la gran cantidad de SNPs disponibles, con el objetivo de aligerar los costos
computacionales decidimos reducir la dimensionalidad de los datos genémicos, haciendo
una preseleccion de SNPs basada en diferentes criterio presentados a continuacion.

5.5.1. Criterio de correlacién individual

En primer lugar decidimos filtrar SNPs en base a la correlaciéon que tienen con el
fenotipo a predecir. Al hacer esto es verdad que podemos estar perdiendo aquellos SNPs
que no tengan una influencia directa pero si en conjunto con otros, o bien que tengan
una influencia no lineal (si bien esto ultimo es dificil que pase pues mayoritariamente
codificamos los SNPs con solo dos valores).

3Valores faltantes.
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Histograma de correlaciones
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Figura 5.3: Histograma de correlaciones de los SNPs con el fenotipo a predecir.

En la figura se presenta el histograma de correlaciones entre los SNPs y el feno-
tipo que se desea predecir. Este grafico evidencia que la mayoria de los SNPs poseen una
correlacién muy baja con el fenotipo (el 49 % de ellos tiene una correlacién menor a 0,1).
Este comportamiento sugiere que es posible optimizar el modelo reduciendo la cantidad
de SNPs utilizados, seleccionando tnicamente aquellos que muestran una correlacion
significativa con la variable objetivo.

Por su parte, la figura ilustra el andlisis de ParetoE], graficando el porcentaje de
correlacion total acumulada frente al porcentaje de SNPs. Este andlisis permite iden-
tificar la distribucién desigual de la correlacién total entre los SNPs. En concreto, se
observa que con tan solo la mitad de los SNPs més correlacionados, se acumula el 80 %
de la correlacion total. Esto ultimo respalda la viabilidad de una seleccién eficiente de
marcadores, para reducir su cantidad sin perder demasiada informacién.

En base a este andlisis elegimos como umbral el valor de 0,3 de correlaciéon minima
entre el SNP y el fenotipo, queddndonos asi con 20763 de los 437214 SNPs originales.

Una observacion importante de este proceso de reduccién es que también permitio
eliminar SNPs con poca varianza. En la figura [5.5] se muestra un histograma de la

4En un grifico de Pareto se muestra que porcentaje del efecto total es provocado por un
determinado porcentaje de las causas mds significativas. En particular se marca que porcentaje
de estas causas provoca el 80 % del efecto total.
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Pareto para la correlacion total
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Figura 5.4: Grafico de Pareto. Correlacion total acumulada segtin el porcentaje de SNPs mas corre-
lacionados con fenotipo.

proporcién del valor mayoritario para cada SNP, calculada como la frecuencia del valor
mé&s comuin dividido entre el total de valores (individuos genotipados). Es importante
recordar que el minimo valor posible en este andlisis es 1/3, ya que los SNPs fueron
codificados utilizando tres valores (0, 1 y 2). Como se ilustra en la figura, existen SNPs
con muy poca varianza, llegando a ser casi constantes en todos los individuos.

5.5.2. Criterio de valores nulos

Ademids del analisis basado en la correlacion, se llevé a cabo un segundo andlisis con
el objetivo de identificar y descartar los SNPs con una alta proporciéon de datos nulos.
Este analisis permitié optimizar aiin més el conjunto de datos al reducir la presencia de
informacién incompleta.

La figura muestra la distribucién de porcentajes de valores nulos por SNP. Se
observa que la gran mayoria de los SNPs tienen pocos o ningin dato faltante. En parti-
cular, el 91 % de los SNPs presenta menos del 5% de valores nulos. Esto sugiere que la
mayor parte de los datos genémicos disponibles es integra.

Para reforzar esta conclusién, la figura ilustra un analisis de Pareto, en el cual
se relaciona el porcentaje acumulado de valores nulos con el porcentaje de SNPs. Este

37



Capitulo 5. Andlisis y preprocesamiento de datos
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Figura 5.5: Histograma de la proporcién del valor mayoritario en los SNPs. Cantidad de veces que
aparece el valor més frecuente, entre la cantidad total de valores, o sea entre la cantidad de individuos
genotipados.

gréafico revela que el 80 % de los datos faltantes totales se concentran en tan solo el 15 % de
los SNPs. Por lo tanto, al descartar esta pequena proporcién de SNPs, se logra eliminar
la mayoria de los datos nulos sin afectar significativamente la cantidad de marcadores
disponibles.

Finalmente, la figura muestra como varia el porcentaje de SNPs utilizables en
funcién del umbral maximo permitido de valores nulos. Este grafico demuestra que,
incluso si limitamos la seleccién a los SNPs con una proporcién muy baja de datos
faltantes, ain disponemos de la mayoria de los marcadores originales.

En base a estos resultados y considerando que el principal recorte aplicado fue el
basado en la correlacién, se decidié establecer un umbral méximo del 10 % de valores
nulos por SNP. Esta decision permitié retener 407800 SNPs de los 437214 originales.
Los valores faltantes en los SNPs seleccionados (aunque en baja proporcién) fueron
imputados utilizando el valor més frecuente para cada marcador.

Al aplicar los dos filtros, reducimos la cantidad a 18902 SNPs, lo que significa una
reduccion al 4,3 % de la cantidad original.
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Histograma de valores nulos
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Figura 5.6: Histograma de porcentajes de valores nulos de cada SNP.
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Figura 5.7: Gréafico de Pareto. Muestra qué porcentaje del total de datos faltantes totales, alcanzamos
con un determinado porcentaje de los SNPs con méas datos faltantes.
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Figura 5.8: En el eje derecho y con linea negra, vemos el porcentaje de SNPs que podemos usar en
base al umbral maximo de valores nulos que permitimos. En el eje izquierdo y con barras celestes esta
el histograma de porcentajes de valores nulos de cada SNPs, pero esta vez en escala logaritmica.

5.5.3.  Criterio de correlacion mutua

Aunque la reduccién inicial fue suficiente para aliviar significativamente los cémpu-
tos, persistia un problema importante: la alta correlacién entre algunos SNPs. Esto se
traduce en la presencia de marcadores genémicos que son muy similares, incluso idénticos
en algunos casos (de los 18902 seleccionados, solo hay 12481 tnicos). Atin removiendo los
duplicados, sigue habiendo correlaciones muy altas. Esto probablemente esté asociado
con un desequilibro de ligamiento en la poblacién con la que estamos trabajando.

Podemos sustentar estas afirmaciones con la figura A la izquierda, se grafica el
histograma de las correlaciones maximas para cada SNP. Los resultados reflejan que para
casi todos los SNPs, existe al menos otro marcador que es casi idéntico, con correlaciones
cercanas a uno. A la derecha graficamos el histograma de las entradas de la matriz de
correlacion entre SNPs sin contar los unos de la diagonal ni los SNPs repetidos. Se puede
ver como en general los SNPs tienden a tener correlaciones significativas (mayores a 0,2)
entre ellos.

Inspirados en este analisis, se tomé la decisién de establecer un umbral de correlacién
maxima de 0,90. Esto significa que cualquier SNP con una correlacién superior a este
umbral con otro marcador ya incluido fue descartado. Este criterio redujo la cantidad
final de SNPs a 5144, lo que equivale a solo el 1,18 % del tamafio original de la base de
datos.
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Histograma de la maxima correlacién Histograma de entradas
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Figura 5.9: A la izquierda, histograma de las correlaciones maximas para cada SNP, es decir que el
conteo se realiza sobre el vector resultante de obtener el maximo de cada columna de la matriz de
correlaciones, sin contar los unos de la diagonal, ni los SNPs repetidos. A la derecha, histograma de
las entradas de la matriz de correlacién entre SNPs (nuevamente sin contar los unos de la diagonal).

5.6. Procesamiento de los datos fenotipicos

El conjunto de datos fenotipicos también requirié un breve preprocesamiento que
detallaremos a continuacién.

Fenotipos faltantes

En primer lugar, descartamos aquellos registros donde no teniamos disponible la
medicién del fenotipo de Yield_Mg_Ha. Pasando asi de los 136012 registros originales a
128167 (lo cual no fue una pérdida significativa).

Hibridos repetidos en el mismo ambiente

En segundo lugar, decidimos promediar el desempeno de los clones que estuviesen
plantados en el mismo ambiente, haciendo que el par hibrido-ambiente sea tinico. Esto
lo hicimos porque dos clones plantados en el mismo ambiente tienen los mismos datos
gendémicos y los mismos datos ambientales. Por lo tanto, frente a nuestros modelos que-
darian dos muestras idénticas con distinto valor a predecir, lo que puede introducir ruido
y dificultar la capacidad de generalizacion. De esta manera pasamos de tener 128167 a
84527 registros (aproximadamente una reduccién a dos tercios).

Lo anterior, lo podemos observar en la figura donde se grafican las ocurrencias
de hibridos repetidos en un mismo ambiente, por ejemplo, la primera columna del histo-
grama refleja que hay mas de 10* Unicos, mientras que la dltima columna
muestra que hay un experimento que se repite 20 veces. En general, la mayoria de los
experimentos son unicos (55 %), luego hay un 41 % que estéan duplicados, y solo un 4 %
que aparece mas de dos veces.

Como promediamos a nivel de experimento, es interesante analizar la variabilidad
que hay entre los resultados de experimentos repetidos, para evaluar la posible pérdida
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Figura 5.10: Histograma de la ocurrencia de experimentos. Con el eje vertical en escala logaritmica.

debido al promediado.. En la figura [5.11] se grafica un histograma de las desviaciones
relativas de cada uno de los conjuntos de experimentos, excluyendo a los experimentos
Unicos. Se puede observar que no hay una desviacion significativa en el desempeno de
los fenotipos. Esto tiene sentido, ya que al plantar los mismos clones en el mismo lugar
su produccion deberia ser similar.

5.7. Construccion de la base de datos

Luego de haber hecho los preprocesamientos correspondientes para cada fuente de
datos, creamos un tnico conjunto con todos los datos disponibles. Para crear este con-
junto final, se tomaron como base los registros de fenotipos, los cuales se cruzaron con
los datos gendmicos utilizando el nombre del hibrido, y con los ambientales segin el
ambiente en que estuvo la plantacién. Sin embargo, no todos los hibridos estaban ge-
notipados, ni todos los ambientes tenian datos disponibles de clima, suelo y covariables
ambientales.

En el caso de los hibridos no genotipados, no quedé otra opcién mas que descartar
sus datos asociados. En cuanto a los datos ambientales, se adopté la siguiente estrategia:
cuando un ambiente no contaba con informacién disponible, se examinaba la locacion
correspondiente (es decir, el mismo lugar geografico pero en anos distintos). Si esa loca-
cion tenia datos para al menos la mitad de los anos en que se cultivd, se imputaba el
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Figura 5.11: Histograma de las desviaciones relativas de cada uno de los conjuntos de experimentos.
Sin tener en cuenta los experimentos (nicos.

dato faltante del ano correspondiente utilizando la informacién del ano més cercano que
si estuviera disponible. Esta imputacion se fundamenta en la hipdtesis de que las con-
diciones ambientales no presentan variaciones significativas entre anos préximos, hecho
que verificamos posteriormente.

En las figuras[5.12]y [5.13]se muestra la proporcién de datos faltantes segmentando por
locacién, ano y fuente. De las mismas se puede ver que hay locaciones que no disponen
de datos para casi ningin ano. Por ejemplo, IAHIa, IAH1b y IAHIc en la figura [5.12]
de la izquierda se ve que tienen una proporciéon de datos faltantes cercana a uno para
los datos de suelo. Por lo tanto, para este tipo de locaciones no se pudieron imputar los
datos faltantes y hubo que descartarlas.

Una vez depurada la base de datos, nos quedamos con 82534 registrosEL dentro de
los cuales hay 4920 hibridos tinicos y 210 ambientes, ubicados en 34 locaciones a lo largo
de 9 anos. Ademaés del fenotipo, cada registro tiene asociadas 638!@ variables, que las
podemos desagregar en:

Variables ambientales

5144 + 488 + 28 + 765 .
SN~~~ ~N N~ =~
SNPs Clima  Suelo Cov.

Cabe aclarar que tras cruzar los distintos conjuntos, aquellos registros correspon-
dientes a un mismo hibrido, comparten datos genémicos, y por otro lado, aquellos co-
rrespondientes a un mismo ambiente, comparten datos ambientales.

5Que ahora si son una combinacién tnica de hibrido y ambiente.
6Suponiendo que como datos climaticos usamos el resumen estadistico de las series.

43



Capitulo 5. Andlisis y preprocesamiento de datos
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Figura 5.12: A la izquierda, proporcién de datos faltantes (escala de color) por locacién y por fuente;
a la derecha lo mismo pero ordenando los datos por indice y marcando el afio en el eje vertical.
En ambas, se muestra bajo el nombre de cada fuente, el porcentaje de datos faltantes de estas,
considerando la totalidad de la base de datos.

5.8. Analisis de los datos combinados

Conteos basicos

Como primera aproximacién a entender los datos con los que itbamos a trabajar se
observé la cantidad de muestras por ano y por locaciéon. En la figuras y se
presentan la cantidad de registros disponibles por ano, y por locacion, respectivamente.

Analisis de hibridos y locaciones tnicas

Debido a que cada muestra de los datos filtrados es una combinacién tinica de hibri-
do y ambiente, se analizé cémo evolucionan las locaciones e hibridos usados para las
plantaciones a lo largo de los afios.

Primero analizamos en que anos fueron usadas las distintas las locaciones. En la
figura se muestra una matriz de aparicion de locaciones a lo largo de los afios, en
blanco se indica si una locacién se usé en determinado ano, y en negro si no. Se puede
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Figura 5.13: Figura analoga a m pero segmentando por afio.
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Figura 5.14: Cantidad de registros disponibles por afio.
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Conteo de registros por locacién
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Figura 5.15: Cantidad de registros por locacion.

Aparicién de locaciones a lo largo de los afos
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Figura 5.16: Matriz de aparicién de las locaciones. Se marca en blanco si una locacién se usé en un
determinado afio, y en negro si no.

ver que son pocas las locaciones en las que se sembré todos los anos. La mayoria de
locaciones dejan de ser usadas en ciertos anos, aunque pueden volver a ser utilizadas
luego.

A partir de este andlisis, resulté interesante examinar de manera mé&s cuantitativa
cuéles locaciones se compartian entre los diferentes anos. En particular, para evaluar la
estabilidad en el uso de locaciones a lo largo de anos consecutivos

En la figura se muestra a la izquierda una matriz de intersecciéon que muestra
la cantidad de locaciones en comin entre dos afios y a la derecha la matriz normalizada.
Se observa que si bien hay variacién de locaciones a lo largo de los anos, no hay gran
variacién de ellas, sobre todo entre anos cercanos (se puede ver en la matriz de la derecha,
que tiene valores cercanos a uno cerca de la diagonal). Ademads se ve que la cantidad de
locaciones por ano se mantiene siempre en el mismo orden.

Al realizar el mismo analisis para los hibridos se descubrié un comportamiento clave
para el entendimiento de los datos. En la figura[5.18se muestran las mismas matrices que
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Figura 5.17: A la izquierda, tabla cruzada que muestra la cantidad de locaciones en comin entre
dos anos. En la diagonal se muestra la cantidad de locaciones utilizadas en un determinado afio.
A la derecha tabla cruzada que muestra la proporcién de locaciones de un afio (eje horizontal) que
aparecen en otro (eje vertical). A diferencia de la primera, esta no es necesariamente simétrica.
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Figura 5.18: Mismas tablas que en m pero analizando hibridos en lugar de locaciones.

antes pero para los hibridos en vez de las locaciones. Se puede apreciar que cada dos anos
se renuevan la mayoria de hibridos con los que se experimenta. Esto se ve claramente
en la tabla de la derecha donde aparecen bloques de largo dos sobre la diagonal. Mas
precisamente se puede ver que en los anos pares se cambian los hibridos, y ademas
una vez se remplazan no se vuelven a usar en anos posteriores. A su vez, se ve que
la cantidad de hibridos distintos usados en cada generacién (afio par y su consecutivo
impar), tampoco es constante.
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Capitulo 5. Andlisis y preprocesamiento de datos

Histogramas de los fenotipos por generacioén
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Figura 5.19: Histograma de los tonelajes de cada experimento, separado por generacién. Se marca
con una linea punteada la media en cada caso.

Fenotipo por generacién

Al descubrir la existencia de las generaciones de hibridos, decidimos investigar si el
desempeiio de las generaciones variaba sustancialmente.

Al observar los histogramas de la figura [5.19] se observa como a partir de la tercera
generacién (a partir del recambio de hibridos realizado en 2018) el desempeno de las
plantaciones tuvo un incremento, llegando a subir més de tonelada y media por hectarea.
Esto da la pauta de que si quisiéramos predecir a partir de 2018, no seria conveniente
usar anos previos al mismo para modelar, pues poseen distribuciones distintas.

5.9. Analisis exploratorio mediante PCA

5.9.1. Sobre los datos gendémicos

A modo de anélisis exploratorio, y con el objetivo de buscar patrones, decidimos hacer
una representacién grafica de los hibridos a partir de informacién genémica. Para esto
tomamos los datos genémicos ya filtrados y aplicamos una reducciéon de dimensionalidad
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5.9. Anilisis exploratorio mediante PCA

Representacion de hibridos mediante PCA

Coloreado segun desempeiio promedio del hibrido Coloreado por cantidad de registros disponibles
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Y
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Figura 5.20: Representacién en dos dimensiones de los hibridos (mediante sus datos genémicos),
donde cada punto representa el genoma de un hibrido, coloreados seglin distintos criterios; izquierda,
desempefio promedio del hibrido (fenotipo a predecir); derecha, cantidad de muestras disponibles de
ese hibrido.
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Figura 5.21: Representacién en dos dimensiones de los hibridos (mediante sus datos gendémicos),
utilizando PCA (izquierda) y TSNE (derecha), coloreando segiin generacién.

a dos dimensiones mediante PCA , capturando asf el 34 % de la varianza total.

En la figura [5.20] se muestra la representacién en dos dimensiones de los hibridos
donde cada punto representa el genoma de un hibrido. Se ve como existen dos grupos
bien definidos, aunque uno con muchos mas hibridos que el otro. También vemos que los
que tienen mejor desempeno (grafico de la izquierda), estan en el grupo mayoritario, y
orientados sobre un extremo del mismo. Esta tltima observacién nos alienta a pensar que
los datos genémicos contienen informacién 1til para predecir el desempeno. Respecto a la
cantidad de muestras de los hibridos (gréfico de la derecha), no parece tener correlacién
ni con los grupos ni con el desempeno.

Otro analisis que hicimos fue, utilizando la misma técnica, analizar qué tan diferentes
eran las generaciones de hibridos.

Como se ve en claramente se forman clusters en base a las generaciones. El
PCA que es una técnica lineal ya puede identificarlos, pero utilizando TSNE que es
capaz de detectar relaciones no lineales, quedan ain mas expuestos, incluso separando
a la primera generacién del resto, algo que PCA no hacia.
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Coloreado por desempefio promedio del ambiente

Coloreado por locacién en que se ubica el ambiente
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Figura 5.22: Representacién en dos dimensiones de los datos gendémicos, donde cada punto representa
el genoma de un hibrido, coloreados seglin distintos criterios; izquierda, desempeiio promedio del
ambiente; derecha, locacién en que se ubicé el ambiente. Considerando solo las diez locaciones con
més muestras (las cuales acumulan la mitad de las muestras).

Este comportamiento significa que las generaciones de hibridos son sustancialmente
diferentes entre si. Esto hace que el trabajo de comprender como afecta el genoma al
fenotipo, sea aun mas difcil, porque los SNPs de cada generacion se estructuran de una
manera diferente.

5.9.2. Sobre los datos ambientales

Se replico el anterior andlisis, pero ahora representando cada ambiente mediante sus
datos ambientales. Ahora la reduccién capturé solo un 17 % de la varianza total. La idea
del analisis era verificar si los ambientes mas productivos se ubicaban cercanos en el
espacio reducido.

Sin embargo de la gréfica de la izquierda de[5.22]se ve que no hay una clara correlacién
entre posicién y rendimiento. Aunque esto claramente no desvalida la utilidad de los
datos ambientales.

En cuanto a la gréafica de la derecha, tenia como objetivo verificar si las condiciones
ambientales de una misma locacién se mantenian similares a lo largo de los afos, lo
cual nos serviria para validar nuestro método de imputado descrito anteriormente. De
la misma vemos como efectivamente las locaciones tienden a mantenerse cercanas en el
espacio reducido, lo cual significa que las condiciones ambientales no varian demasiado
entre anos. O dicho de otra manera, afecta méas a la componente ambiental variar entre
locaciones en un mismo ano, que variar anos en una misma locacion.

5.10. Resumen

Debido a la extensiéon de esta seccidén, decidimos hacer un resumen de la misma.
A continuacion, se listan los puntos més importantes para entender la estructura de
los datos, asi como los descubrimientos mas relevantes que surgieron del anélisis de los
mismos.
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5.10. Resumen

Después del preprocesamiento, obtuvimos 82534 registros, cada uno de los cua-
les corresponde a una plantaciéon de un determinado hibrido, en un determinado
ambiente.

El fenotipo asociado a cada registro, que es el que intentaremos predecir luego, es
el tonelaje de la plantacién medido en toneladas por hectérea (Yield Mg _Ha).

Los ambientes se sitian temporalmente entre 2014 y 2022, y geograficamente en la
zona este de Estados Unidos, teniendo elevaciones desde los cero a los mil metros
por sobre el nivel del mar.

Si habia dos plantaciones en el mismo ambiente y con el mismo hibrido, la converti-
mos en una unica plantacion promediando su tonelaje, de modo que la combinacién
ambiente e hibrido sea tnica.

Para cada ambiente corresponde una serie de datos ambientales, mientras que
para cada hibrido una de datos gendémicos. Por lo tanto, cada registro tenemos
una combinacién Unica de datos ambientales y genémicos.

Los datos gendémicos originalmente eran un conjunto de 437214 SNPs que codi-
ficamos como 0, 1 o 2. Luego de filtrarlos segin porcentaje de nulos, correlacion
mutua y correlacién con el fenotipo, quedaron 5144 SNPs.

Los datos ambientales se dividen en tres, los del suelo, las covariables ambientales
y las series temporales climéticas. Ademads, creamos un resumen estadistico de las
series, tomando diversos estadisticos de las mismas para cada estacion del ano.

Estos datos ambientales son en general mas sensibles al cambio geogréafico que al
temporal. Esto lo usamos para imputar valores faltantes utilizando los de afos
anteriores.

Las ubicaciones en que se realizan las plantaciones no suelen cambiar entre anos.
Sin embargo, cada dos anos se cambia el conjunto de hibridos a sembrar. Es
decir que existen generaciones de hibridos. Ademads, estas generaciones son muy
diferentes genéticamente.
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Capitulo 6

Esquemas de validacion

En el contexto de la prediccion gendémica, es especialmente importante el disefio
de los conjuntos de validacién, pues la forma en que se arman estos conjuntos afecta
directamente a los resultados obtenidos.

Cuando se separa un conjunto para validacion, se hace con el objetivo de ver si
el modelo es capaz de generalizar sobre datos no vistos durante el entrenamiento. Sin
embargo, los datos estan compuestos de una componente genética y una ambiental. Esto
da matices a la separacién, pues puede que el modelo no haya visto la combinacion de
ambas, pero si alguna de ellas. Es razonable entonces, que los modelos desempeifien mejor
si ya conocen alguna de las componentes de los datos de validacion.

6.1. Esquemas a utilizar

Decidimos utilizar dos esquemas de validacién diferentes para nuestros experimentos,
cada uno de los cuales intenta responder a una pregunta diferente.

6.1.1. Hibridos desconocidos (HD)

Esta separacién consiste en predecir hibridos desconocidos, en ambientes conocidos.
Es decir, que el modelo, al momento de predecir, ya va a haber visto la componente
ambiental, pero no la genémica.

Esta forma de entrenar al modelo busca que el mismo sea capaz de responder la
pregunta de ;Cémo le hubiese ido a este nuevo hibrido si lo hubiese plantado en alguna
plantacién pasada? El modelo observa cémo se desempenaron algunos hibridos en de-
terminados ambientes, y busca predecir como se hubiesen desempenado nuevos hibridos
en esos ambientes ya conocidos.

Sin embargo, en este esquema donde buscamos ver como el modelo generaliza sobre
genomas no conocidos, es importante recordar la existencia de las generaciones de hibri-
dos. Si un modelo es capaz de generalizar, lo va a lograr sobre la distribucién de datos
con los que se entrend. Es por eso que si se entrena con hibridos de una generacién no
se deberia esperar que el modelo sea capaz de generalizar sobre los de otra generacién.



Capitulo 6. Esquemas de validacion

Esto es debido a que los hibridos son muy distintos entre generaciones, teniendo cada
generacion su propia distribucién, como mencionamos en el capitulo anterior.

Por estas consideraciones es que decidimos utilizar, para este esquema de validacién,

solamente los anos 2020 y 2021. Para crear los conjuntos de validacién y entrenamiento,
procedimos de la siguiente manera:

s Creamos dos conjuntos primarios de entrenamiento y validacion, 7'y V respec-

tivamente. T estd formado con los registros de 2020 y 2021, y V solo con los de
2021.

Llamémosle H al conjunto de hibridos unicos de V' (1179 hibridos). De mane-
ra aleatoria, partimos H en cinco subconjuntos H;—1 . 5 de aproximadamente el
mismo tamano.

Para cada uno de los H;, creamos un fold de validacion V; y otro de entrenamiento
T;.

e Cada V; se obtuvo seleccionando los registros de V' en que aparecian los
hibridos de H;.

e Cada T;, se obtuvo eliminando los registros de T" en que aparecian los hibridos
de Hl

Este esquema de validacién, implementado de esta manera, tiene algunas considera-

ciones a tener en cuenta:
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Los folds de entrenamiento estan formados por muestras de 2020 y 2021, mientras
que los folds de validacién, solo con muestras de 2021.

Los V; forman una particiéon de V.

Si bien cada fold de validacién tiene el mismo nimero de hibridos tnicos, no
necesariamente tienen el mismo niimero de muestras, pues no todos los hibridos
aparecen en la misma cantidad de locaciones. Como los hibridos de cada conjunto
fueron seleccionados al azar, estadisticamente, seria esperable que cada conjunto
tenga aproximadamente el mismo tamao.

Eventualmente podria pasar que, al elegir al azar los hibridos de cada particién,
haya alguna que tome todos los hibridos que habia en una locacién en 2021. Esto
haria que el respectivo fold de entrenamiento no tenga muestras de esa locacién en
2021, lo cual significaria que en validacién habrian hibridos en ambientes desco-
nocidos. Esto romperia con las premisas del esquema de validacién y constituiria
un problema maés complejo.

Sin embargo, lo anterior es poco probable, pues en el 20 % de hibridos de un H;,
deberiamos seleccionar (aleatoriamente) toda la variedad de hibridos que aparece
en una locacién. Dado que la locacién de 2021 con menos variedad, tiene 21 hibri-
dos, es poco probable que se genere un desbalance. De todas maneras, verificamos
al momento de la generacién de conjuntos que esto no pasase.



6.1. Esquemas a utilizar

# Entrenamiento | # Validacién | % Validacion
Fold 1 17983 2534 12.35
Fold 2 18159 2428 11.79
Fold 3 17984 2524 12.31
Fold / 18109 2453 11.93
Fold 5 18062 2496 12.14

Tabla 6.1: Cantidad de muestras para cada fold de entrenamiento y validacién, junto al porcentaje
del total que representan las muestras de validacién.

Después de generar los conjuntos, los tamanos (en términos de muestras) fueron los
de la tabla[6.1]

De se ve que, confirmando la hipétesis, la cantidad de muestras por fold se man-
tiene aproximadamente constante, asi como la proporcién de las mismas entre validacion
y entrenamiento.

6.1.2. Ambientes desconocidos (AD)

En contraposicion al esquema anterior, esta separacién consiste en predecir hibridos
conocidos, en ambientes desconocidos. Esta vez el modelo, al momento de predecir, va
a haber visto la componente genémica, pero no la ambiental.

Como la componente ambiental depende de la locacién y el ano, hay varias formas
de realizar este esquema, y cada forma intenta responder a una pregunta diferente.

= Usar para validacién locaciones conocidas pero en anos desconocidos. Es decir,
., Cémo desempenard este hibrido, que ya planté previamente en este lugar, el ano
que viene?

= Usar locaciones desconocidas, pero en anos conocidos. Es decir, ;Cémo hubiese
rendido esté hibrido, que este ano cultivé en determinados lugares, si lo hubiese
plantado en otros distintos?

= Usar locaciones desconocidas en anos desconocidos. Lo que equivale a ;Cémo des-
empenaré este hibrido, que ya planté previamente en determinados lugares, el ano
que viene, en otros lugares distintos?

Se observa que siempre que se habla de predecir en anos futuros, se asume que se
conocen las variables ambientales de los mismos. Esto no es realista en la practica, donde
las mismas son inciertas. Esta es una desventaja de usar la componente ambiental, pues si
quisiéramos hacer predicciones para anos proximos, deberfamos hacer un trabajo aparte
para inferir las condiciones ambientales futuras. Esto 1ltimo queda totalmente fuera del
alcance de este proyecto.

Si bien para una determinada locacién no hay variables ambientales que sean cons-
tantes entre anos, conocer la componente ambiental de la misma para anos previos puede
brindar algin tipo de informacion de cémo se comporta la locacién. De la misma manera,
aunque dado un ano, no hay variables ambientales que sean constantes entre locaciones,
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conocer la componente ambiental del mismo para otras locaciones ayuda a comprender
cémo se comportd el ano, sobre todo climédticamente.

Es por eso que las dos primeras variantes mencionadas resultan menos desafiantes
que la ultima. A su vez, como mencionamos en el capitulo anterior, la componente
ambiental se ve mas afectada por el cambio de locaciéon que por el de ano. Por lo tanto,
es esperable que la primera variante resulte mas sencilla que la segunda. En este proyecto,
por simplicidad y porque era la mas alineada con la competicion de la cual obtuvimos
los datos, elegimos implementar la primera variante del esquema.

En este caso, para crear los conjuntos de validaciéon y entrenamiento, procedimos de
la siguiente manera.

s Creamos dos conjuntos primarios, de entrenamiento y validacién V' y T'. Esta vez
formamos T a partir de los registros de 2019 y 2020, y V' con los de 2021.

= Filtramos el conjunto V', de manera que no aparezcan hibridos ni locaciones que
no estén en T'. De esta manera nos aseguramos que el inico factor desconocido en
validacion es el afio.

» Nuevamente definimos el conjunto H, formado por los hibridos tinicos de V' (ahora
1172 hibridos).

» Al igual que para el esquema anterior, obtuvimos los H;—, 5 partiendo H de
manera aleatoria en subconjuntos del mismo tamano.

s Para cada uno de los H;, volvimos a crear un fold de validacion V; y otro de
entrenamiento T;.

e Cada V; se obtuvo seleccionando los registros de V', en que aparecian los
hibridos de H;.

e Cada T; se obtuvo seleccionando los registros de 7', en que aparecian los
hibridos de H;; y se complement6 con un 40 % de muestras aleatorias de lo
que sobr6 de T'.

Por la forma en que se implementé6 este esquema, resulta pertinente detallar algunas
consideraciones a tener presente.

= Los folds de entrenamiento estan formados por muestras de 2019 y 2020, mientras
que los folds de validacién con muestras de 2021.

= Los conjuntos de validacién V; forman una particién de V.
» No necesariamente todas las muestras de T aparecen en un Tﬂ

= Cada T; esencialmente se conforma de dos partes, una que comparte hibridos con
Vi, y otra que complementa con otros hibridos que no estdn en V;. A estas partes
las nombramos S; y C; respectivamente, es decir, T; = .S; U C;.

!Esta casuistica se puede dar en hibridos que aparezcan en 7'y no en V, y no hayan sido
sorteados en ninguno de los complementos.
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6.1. Esquemas a utilizar

#5S; #C #V;
2019 | 2020 | Total | 2019 | 2020 | Total | Total
Fold 1 79 | 2035 | 2114 | 5267 | 3207 | 8474 | 2473
Fold 2 | 67 | 2011 | 2078 | 5261 | 3228 | 8489 | 2463
Fold 3 | 51 2044 | 2095 | 5302 | 3180 | 8482 | 2511
Fold 4 65 1926 | 1991 | 5277 | 3247 | 8524 | 2389
Fold 5 | 114 | 2112 | 2226 | 5281 | 3149 | 8430 | 2548

Tabla 6.2: Cantidad de muestras para cada fold de entrenamiento, segregado por afio y separando
en el conjunto seleccionado (el que comparte hibridos con validacién) y el complemento. Junto a ello
también se reportan la cantidad de muestras para los folds de validacién, las cuales son todas de
2021.

= Como los hibridos de los H; son de la generacion 2020-2021, cuando seleccionemos
los S;, la mayoria de las muestras van a ser de 2020. Por lo tanto, las muestras de
2019 de los folds de entrenamiento aparecen principalmente en los complementos

Ci.

= Incluir datos de 2019 en entrenamiento hace que tengamos dos distribuciones
gendémicas diferentes (una por cada generacién). Pero por otro lado también da
mayor riqueza a la distribucién de variables ambientales, lo que ayuda a generalizar
sobre ambientes desconocidos.

= Sino complementdsemos con el 40 % extra, cada fold de validacién tendria aproxi-
madamente las mismas muestras que su par de entrenamiento. Se elige la cantidad
de 40 % para lograr una proporcién aproximada de uno a cuatro entre folds de
validacién y entrenamiento.

En las tablas y se ejemplifican, en base a los conjuntos generados, las dis-
tintas consideraciones que mencionamos previamente. Por ejemplo, cémo se logra tener
aproximadamente un 20 % de muestras para validacién, o cémo las muestras de 2019
aparecen principalmente en el complemento.

# Entrenamiento | # Validacién | % Validacién
Fold 1 10588 2473 18.93
Fold 2 10567 2463 18.90
Fold 3 10577 2511 19.19
Fold 4 10515 2389 18.51
Fold 5 10656 2548 19.30

Tabla 6.3: Cantidad de muestras para cada Fold de entrenamiento y validacién, junto al porcentaje
del total que representan las muestras de validacién.
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Capitulo 6. Esquemas de validacion

Conjunto de test

Para este esquema, también creamos un conjunto de test, utilizando las muestras de
2022. Para mantener el paradigma del esquema deberiamos haber eliminado los hibridos
o locaciones que no apareciesen en 7. Para las locaciones fue posible hacer este filtro, sin
embargo, para los hibridos no. Esto debido a que en 2022 hubo un cambio de generacion,
es decir, que de la mayoria de hibridos presentes en ese ano, no teniamos histérico.

Creamos este conjunto con la idea de simular el funcionamiento de la competencia,
en la cual se predice sobre el proximo afio. Ademaés, predecir sobre el afio entrante es una
practica comun en la industria, por lo que resulté interesante ver qué tan bien realizaban
esta labor nuestros modelos.

La idea de utilizar estos dos esquemas de validacién, y la forma en que los generamos,
estuvo inspirada en el trabajo realizado por I. K. Fernandes et al. [12], el segundo puesto
de la competencia. En la literatura, es normal encontrar el nombre C'V1 para referirse
al primer esquema descrito, y C'V0 para el segundo.

6.2. Otros posibles esquemas de validacion

Decidimos utilizar los dos esquemas previamente descritos porque con ellos abarca-
mos las dos vertientes del proyecto. Si bien en ambos esquemas estd presente la inter-
accion genoma-ambiente, con HD nos centramos en la influencia del genoma, y con AD
en la del ambiente. Sin embargo, existen otros posibles esquemas de validacion, que se
centran en otras aplicaciones practicas.

ND (Ninguno desconocido)

En este esquema, se busca predecir sobre hibridos conocidos, en ambientes conocidos,
pero sin haber visto nunca la combinacion. Es decir, conocemos cémo le fue a un hibrido
en ciertas locaciones, pero queremos saber cémo le hubiera ido en otras donde no se
plantd, pero si se plantaron otras variedades.

Esta variante es la mas sencilla, pues el modelo ya conoce la componente ambiental
v la genémica por separado, y lo que tiene que generalizar es la interaccién entre ambas.

HAD (Hibridos y ambientes desconocidos)

En este caso, se busca predecir hibridos desconocidos en ambientes desconocidos.

Nuevamente, al igual que con el esquema AD estandar, existen varias maneras de
desconocer el ambiente. Generalmente se desconoce el ano, es decir, se conoce el des-
empeno de las locaciones pero para afios anteriores. De esta manera, la pregunta que
se busca responder seria: ;Cémo va a desempenar este hibrido, que voy a plantar por
primera vez, el ano que viene?

En contraposicion a ND, esta variante es la més complicada, pues el modelo desconoce
tanto la componente ambiental como la genémica. Teniendo por lo tanto que ser capaz
de generalizar sobre ambas a la vez, ademas de entender su interaccién.
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ND HAD

Figura 6.1: Representacion matricial de los distintos esquemas de validacién. Cada fila representa un
ambiente y cada columna un hibrido. Las celdas azules representan las combinaciones que son usadas
para el entrenamiento, las naranjas las que son usadas para la validacién y las blancas las que no son
usadas.

6.3. Representacion mediante matrices

Una forma de mostrar cémo funciona cada esquema, es mediante una matriz de am-
bientes contra hibridos. En las matrices de la figura cada fila representa un ambiente
y cada columna un hibrido, por lo que cada entrada de la matriz seria una muestra. En
ellas se representan, conceptualmente, particiones de entrenamiento y validacién para
cada esquema descrito.
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Capitulo 7

Modelos a utilizar

En este capitulo explicaremos los distintos modelos que utilizamos para la prediccién
gendémica. Introduciremos las estructuras de cada modelo, explicando cémo transforman
y utilizan las distintas fuentes de datos. También explicaremos, para cada uno de los
modelos, la forma en que los entrenamos, qué métricas monitoreamos, la forma en que
buscamos los hiperparametros éptimos y como evitamos el sobreajuste.

7.1. Modelos Lineales Mixtos

En el capitulo {4| acerca del estado del arte se menciona que los modelos lineales
son ampliamente utilizados en el drea de prediccién gendémica, obteniendo muy buenos
resultados. Es por eso que decidimos utilizarlos en nuestro proyecto con el fin de te-
ner modelos que sirvan de referencia para compararlos con modelos méds complejos de
aprendizaje automatico, como lo son los arboles de decisién y las redes neuronales.

Variantes del modelo

Para evaluar el rendimiento de un modelo entrenado utilizando datos multimodales,
es fundamental explorar cémo las distintas fuentes de informacion contribuyen al des-
empeno de los modelos predictivos. Para eso, definimos las siguientes configuraciones
basadas en las combinaciones de datos disponibles. Estas variantes permiten evaluar de
manera sistemaética el impacto de cada tipo de dato al hacer las predicciones.

= GENO: Se utilizan inicamente datos genémicos. Su objetivo es capturar la variacién
genética que influye directamente en los fenotipos.

= WEATHER: Se basa Unicamente en los datos climéaticos. Esta variante se centra en
cémo las condiciones ambientales temporales afectan el rendimiento.

= ENV: Incluye solo datos ambientales, un conjunto méas amplio que abarca informa-
cién climatica junto con las caracteristicas del suelo y las covariables ambientales,
proporcionando un panorama completo del entorno de crecimiento..
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= GENO_WEATHER: Datos gendmicos mas datos climaticos. Permite modelar interac-
ciones entre el genotipo y el clima.

= GENO_ENV: Datos gendémicos mas todos los datos ambientales. Esta configuracién
busca capturar interacciones complejas entre los genotipos y el entorno de creci-
miento

Notar que en la primera variante, al utilizar solo datos genémicos, todos los registros
correspondientes a un mismo hibrido van a tener las mismas variables predicadoras
pero distintos fenotipos. Podriamos haber promediado a nivel hibrido, para tener tantos
registros como hibridos y asi evitar este problema. Sin embargo, hacer esto reduciria la
varianza de los fenotipos, por lo que bajaria el orden del RMSE de las predicciones. Asi
que para mantener la comparabilidad entre variantes, decidimos no hacerlo.

Se puede razonar andlogamente para las variantes que solo usan informacién am-
biental y los registros que comparten ambiente.

GBLUP

En primera instancia, antes de realizar el andlisis multimodal, decidimos hacer una
serie de pruebas utilizando dnicamente la informacién gendémica. El objetivo de estas
pruebas era ver si los SNPs seleccionados contenian informacién relevante para la pre-
diccién del fenotipo.

Para lo anterior utilizamos las librerias sommer y rrBLUP de R para implementar
el modelo GBLUP. En el apéndice [C], se muestra el anélisis detallado donde se concluye
que los datos gendémicos tienen informacion relevante para la prediccién del fenotipo. En
este analisis se promedian los fenotipos por hibrido teniendo tinicamente 4415 registros
(la cantidad de hibridos tnicos). Por lo tanto, no se incluye en el andlisis multimodal al
no ser comparables.

Para la variante GENO de los modelos lineales, utilizamos la libreria rrBLUP de R
que implementa GBLUP ya que en el anélisis mencionado resulté mejor y mas rapida
que sommer.

Factor Analyitic Multiplicative Mixed Model

Para incorporar datos ambientales a los modelos lineales, nos basamos en la estruc-
tura de Factor Analytic para modelar la varianza entre ambientes motivados por algunos
estudios mencionados en el capitulo [4] [9] |12].

El Factor Analytic Multiplicative Mized Model (FA) es una extensién de los modelos
lineales mixtos que permite modelar de manera eficiente la interacciéon genotipo-ambiente
(G x E) al aprovechar informacién ambiental y genémica simultdneamente. Este enfoque
es particularmente 1til en estudios de prediccién gendémica donde se desea capturar
patrones complejos en los datos.

La estructura general de los modelos FA viene dada por:

Y =p+E+hE,G) +e,

donde:
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» Yj;: Valor esperado (BLUE) del hibrido j en el ambiente i.

= 4: Promedio global o intercepto general.

= F;: Efecto fijo del ambiente ¢, modela diferencias entre ambientes.

= h(E);;: Efecto aleatorio del hibrido j en el ambiente ¢, modela la interacciéon G x E.

» ¢;;: Término residual, modela las variaciones no explicadas asumiendo normalidad
e independencia. Tiene distribucién N'(0, 32)

El efecto aleatorio de la interaccién G x E, h(E);;, tiene distribucién N'(0, X,), donde
¥, es la matriz de covarianza entre hibridos en distintos ambientes, definida como:

29 = FAl X G,
siendo:

= FAy: Una matriz Factor Analytic de orden uno. Captura la estructura de corre-
laciones entre los ambientes y permite reducir la dimensionalidad al modelar la
interaccion G x E mediante factores latentes.

» G: La matriz de relaciones genémicas (GRM ). Representa las similitudes genéticas
entre hibridos basada en marcadores genémicos.

= ®: El producto de Kronecker, que combina las estructuras ambientales con las
gendémicas en un solo modelo.

Para implementar el modelo anteriormente descrito, utilizamos la libreria ASReml-R
4 de R [6].

Datos a utilizar

Para este modelo decidimos utilizar todos los datos ambientales: los climéticos (WEATHER),
los del suelo (SOIL) y las covariables ambientales (EC). De todos modos, hicimos va-
riantes de este modelo donde se suprimian algunas fuentes de datos (GENO, WEATHER,
GENO_WEATHER y GENO_ENV). Para los datos climéticos, en lugar de utilizar las series
temporales completas, empleamos el resumen estadistico para armar una matriz de am-
bientes con las distintas caracteristicas.

Entrenamiento

El entrenamiento de los modelos Factor Analytic con la libreria ASReml-R 4 se basa
en la estimacién de los parametros a través de métodos de maxima verosimilitud restrin-
gida (REML). Esto significa que no se utiliza directamente una funcién de pérdida como
en muchos algoritmos de aprendizaje automético modernos, sino que se optimiza una
funcién de verosimilitud que maximiza la probabilidad de los datos dados los parametros
del modelo.

63



Capitulo 7. Modelos a utilizar
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Figura 7.1: Canalizacién de los datos para el Gradient Boosting.

7.2. Gradient Boosting

Idea general

Para este modelado canalizamos los datos como se muestra en para luego intro-
ducirlos en un modelo de regresién. Debido a la alta dimensionalidad, decidimos utilizar
la técnica de PCA [13] a modo de embedding, sobre los datos de cada fuente, para luego
concatenarlos y usar el vector resultante para entrenar un modelo de Gradient Boosting
que estime el valor de Yield_Mg_Ha.
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Datos a utilizar

Al igual que con los modelos lineales, en este caso también utilizamos todos los datos
ambientales (WEATHER, SOIL y EC). De la misma manera que antes, hicimos variantes de
este modelo donde se suprimian algunas fuentes de datos.

Otra consideracién es que como datos climdaticos, en lugar de las series tempora-
les, utilizamos nuevamente el resumen estadistico. Principalmente para poder aplicar la
reduccién de dimensionalidad sin tener que hacer procesamientos previos mas que nor-
malizar los datos. Ademads, de esta manera nos aseguramos que lo que llega al modelo
de Gradient Boosting es simplemente un conjunto de datos tabulares, sin una relacién
temporal entre ellos. Esto no solo baja la complejidad, sino que brinda una mejor inter-
pretabilidad de los resultados.

Variantes del modelo

Al igual que para los modelos lineales, con la motivacién de entender cémo influencia
cada fuente de datos, en cada esquema de validacion, creamos diversas variantes del
modelo, alternando las fuentes de datos que se utilizan. Esto fue posible gracias a que
este modelo era el més rdapido de entrenar, por lo que pudimos realizar gran cantidad de
experimentos con él.

= GENO: Solo datos gendmicos.
s WEATHER: Solo datos climéaticos.
= ENV: Solo datos ambientales.

= GENO_OH_L: Datos genémicos mas un indicador de en que locacién fue plantada la
muestra.

= GENO_OH_E: Datos genémicos mas un indicador de en que ambiente fue plantada la
muestra. (Solo aplicable a HD, pues en AD predecimos en ambientes desconocidos)

= GENO_WEATHER: Datos genémicos méas datos climaticos.

= GENO_ENV: Datos genémicos més todos los datos ambientales.

Los indicadores introducidos para las variantes GENO_OH_L y GENO_OH_E fueron creados
utilizando One Hot Encoding y sin aplicarles PCA, para luego ser concatenados a los
datos genémicos ya reducidos en dimensionalidad.

Motivacién de usar PCA

Variables correlacionadas

Si bien procesamos los SNPs para eliminar aquellos con poca varianza o alta corre-
lacién entre si, sigue habiendo informacion redundante entre ellos. Lo mismo pasa con
las demds fuentes de datos, como se ve en En los datos climaticos, esto pasa porque
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Figura 7.2: Matriz de correlacién para cada fuente de datos. Las correlaciones se calculan a nivel
ambiente para las fuentes ambientales, y a nivel hibrido para los datos genémicos. En WEATHER,
las variables (descriptores estadisticos) aparecen agrupadas en base a la serie temporal de la que
provienen, de ahi la estructura en bloques de la matriz.

los distintos estadisticos obtenidos de una misma serie temporal tienden a estar corre-
lacionados entre si, sobre todo los asociados a percentiles y promedios. Ademds, puede
haber series temporales que midan variables que naturalmente estén correlacionadas, lo
que genera que sus descriptores también lo estén.

Por estos motivos es que consideramos prometedora la idea de reducir la dimensio-
nalidad para eliminar la informacion redundante atin existente en los datos.

Redundancia matematica

Si analizamos los anos 2019, 2020 y 2021 (que son los que vamos a usar para el
modelado), hay n = 35735 muestras, en las que aparecen r = 2313 hibridos diferentes.
Los datos genémicos tienen un total de m = 5144 variables, una por cada SNP.

Por lo tanto, la matriz G que posee unicamente los datos genémicos para cada
muestra, tiene dimensién n x m. Como los datos genémicos son a nivel hibrido, la matriz
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G tiene solo r filas distintas. Por lo que rank(G) < r < m. De esto tltimo surge que
la matriz de covarianza Y € My,xm, tiene como mucho r valores propios no nulos. Lo
que quiere decir que se puede aplicar PCA sobre los datos gendmicos, reduciendo a al
menos r el nimero de variables, mientras se conserva el total de la varianza.

En general podemos decir que la dimensién minima del espacio al que podemos
reducir los datos sin perder varianza, estd acotada superiormente por la cantidad de
valores Unicos que tengan los mismos.

Se puede seguir un razonamiento similar para cada una de las fuentes de datos
ambientales, donde ahora la cantidad de filas distintas va a ser r = 72, correspondiente
a la cantidad de ambientes Unicos.

Motivos practicos

Ademas existen motivaciones préacticas para reducir la dimensionalidad de los datos.
La principal de ellas es la reduccion del tiempo de entrenamiento, pero también esta la
reduccion de los recursos computacionales requeridos. Esto iltimo nos permitio ejecutar
los entrenamientos en computadoras convencionales sin tener que recurrir al cluster.

Analisis PCA

Si bien se puede comprimir cada fuente hasta llegar a tener tantas variables co-
mo valores Unicos de la misma, la existencia de variables correlacionadas indicaba que
podiamos reducir ain mas la dimensionalidad (sin perder demasiada varianza acumula-
da).

De se nota como la cantidad de variables de SNP, WEATHER y EC, se puede com-
primir a aproximadamente un 5%, perdiendo solo un 5% de la varianza original. En
cambio para SOIL, no podemos més que comprimir su cantidad de variables a la mitad,
para lograr una perdida no mayor al 5 %.

Fuente | # Var. orig. | # Var. PCA | % Reduccién | r
SNP 5144 285 5.54 2313
WEATHER 448 19 4.24 72
EC 765 29 3.79 72
SOIL 28 14 50.0 72
Total 6385 347 5.43 -

Tabla 7.1: Tabla con cantidad original de variables por fuente, la cantidad luego de aplicar PCA al
95 %, mostrada también como porcentaje de la cantidad original. Ademds se muestra la cantidad de
valores tinicos para cada fuente en la columna r.

En se puede ver como efectivamente pudimos reducir la cantidad de variables por
debajo del umbral de valores tunicos, lo cual significa que efectivamente habia variables
correlacionadas.

Finalmente notar que la reduccién total que en este caso fue aproximadamente al
5%, depende de los datos utilizados, pues al aplicar PCA seleccionamos el porcentaje
de varianza a preservar (95 %) y no la cantidad de componentes a utilizar. Esto tiene la
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Figura 7.3: Porcentaje de la varianza acumulada (medida de que tanta informacién estamos preser-
vando) en funcién de la cantidad de componentes principales utilizadas, expresada como porcentaje
de la cantidad de variables originales. Con lineas punteadas se marca el porcentaje en el que se alcanza
el 95% de la varianza acumulada.

desventaja de que la cantidad de variables que ve el modelo puede ser ligeramente distinta
en cada entrenamiento. Por otro lado, tiene la ventaja de que es capaz de adaptarse mejor
a los datos de entrada, pues siempre se van a elegir la cantidad de componentes necesarios
para alcanzar la varianza deseada.

Entrenamiento

Configuracién

Para el entrenamiento del modelo se utilizé6 MSE (Mean Squared Error) como funcién
de costo, que es una eleccién natural tratdndose de un problema de regresién. También
se evalud la posibilidad de utilizar la correlacién de Pearson como funciéon de ganancia,
sin embargo, esto no fue posible debido a que la implementacién de XGBoost exige que
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la funcién de costo sea separabldl]

Ademas, durante el entrenamiento se monitoreé el Coeficiente de Correlacién de
Pearson y el RMSE (Root Mean Squared Error), tanto en el conjunto de entrenamiento
como en el de validacién. Ambas métricas son de interés en problemas de regresién en
general, pero particularmente en los de prediccién gendémica.

Para evitar el sobreajuste se utilizé la técnica de Early Stopping. Monitoreando la
funcion de costo en el conjunto de validacién, y teniendo una tolerancia de hasta diez
épocas sin mejoras.

Procedimiento

El procedimiento de entrenamiento consistié en realizar una busqueda de hiper-
parametros mediante validacion cruzada para cada esquema de validacién, utilizando los
folds descritos previamente.

Para encontrar los valores 6ptimos de los hiperparametros (ver apéndice , de-
finimos un conjunto de valores para cada hiperpardmetro y evaluamos el modelo con
todas las posibles combinaciones de estos, buscando cudl alcanzaba la mejor correlacién
promedio en los folds. Pudimos realizar la bisqueda de esta manera tan directa pues
el tiempo de entrenamiento era menor a un minuto. Cabe aclarar que para encontrar
con precisién los hiperparametros, refinamos iterativamente los conjuntos sobre los que
buscabamos. Llegando asi a hacer tres busquedas distintas, cada una més especifica que
la anterior.

Para cada fold y para cada combinacién de hiperpardmetros, se entrend el modelo
durante un maximo de 500 épocas. Esta cantidad resulté mas que suficiente pues la
mayoria de entrenamientos se detenian antes de las 100, debido al Early Stopping.

7.3. Redes neuronales

Arquitectura general

Para el modelado utilizando redes neuronales empleamos la arquitectura presente en
la figura Esta vez decidimos utilizar como datos ambientales tinicamente los climéti-
cos, y empleando las series temporales completas. La arquitectura de la red consiste
en una rama que procesa los datos climaticos, otra encargada de procesar los datos
gendémicos y una cabeza final encargada de procesar de manera conjunta los vectores de
caracteristicas generados por ambas ramas y estimar el valor de Yield_Mg_Ha.

Datos de entrada
Datos ambientales de clima

La rama encargada de procesar los datos climaticos recibe como entrada un arreglo
bidimensional de tamafno n_weather_features X sequence_length (ignorando la dimen-

1Que la funcién de costo sea separable significa que se puede escribir como la suma de los
errores de cada muestra, o sea E(y,9) = >, E(ys, ¥:)-
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Figura 7.4: Arquitectura de red neuronal multimodal.

sién correspondiente al batch), siendo n_weather _features = 16 la cantidad de variables
climaticas medidas y sequence_length = 100 el largo de las secuencias a procesar. Para
generar este arreglo, de los datos climaticos EL se seleccionan solo aquellos correspon-
dientes a los dias entre la fecha de plantado y la fecha de cosechado del experimento en
cuestion. Luego se realiza una interpolacion en la dimension temporal a tamano 100 con
método nearest para garantizar el mismo largo de secuencia para todas las muestras.

Datos genémicos

La rama encargada de procesar los datos gendmicos recibe como entrada un arreglo
bidimensional de tamano 1 x sequence_length (ignorando la dimensién correspondiente
al batch), siendo sequence length = 5144 el largo de la secuencia de SNPs filtrada
descrita en la secciéon. Aunque especificar el 1 correspondiente a la dimensién de canales

2Cada serie temporal es previamente reescalada para tener un rango de variacién entre —% y

N
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parece redundante, esto lo hicimos por motivos de la implementacién de Pytorch, cuyos
modulos suelen requerir una cantidad de dimensiones especifica.

Variantes del modelo

Al igual que con los modelos anteriores, evaluamos diferentes variantes de la arqui-
tectura de red neuronal propuesta. En particular, probamos disponibilizando diferentes
combinaciones de datos para el entrenamiento.

= GENO: Para esta variante usamos solamente los datos gendmicos, ignorando la rama
de la arquitectura que procesa datos ambientales de clima y alimentando la cabe-
za de regresiéon unicamente con el embedding producido por el encoder de datos
gendémicos.

= WEATHER: Similar a GENO, pero usando solamente los datos ambientales de clima.

= MULTI: En este caso usamos ambas modalidades de datos, entrenando tanto el
encoder de datos gendémicos como el encoder de datos ambientales de clima y la
cabeza de regresion.

Implementacién de la arquitectura

En esta seccién se da una descripcion de como se compone cada una de las ramas de
la arquitectura y la cabeza final. Para més detalle pueden consultarse los diagramas de
los diferentes bloques presentes en el apéndice

Encoder de datos climaticos

El Encoder de datos climéaticos consiste de dos componentes principales: un extrac-
tor de caracteristicas y una capa completamente conectada con activacién no lineal. El
extractor de caracteristicas estd compuesto por una serie de capas convolucionales y
activaciones no lineales. Este se encarga de extraer informacion util de las series tem-
porales, contrayendo la dimensién temporal y dilatando la dimensién de los canales. De
esta forma, al aplicar una operacién de GlobalAveragePooling en la dimensién temporal
(ver seccién , al final del proceso se obtiene un vector que caracteriza a la serie
temporal.

Por otro lado, la capa completamente conectada toma como entrada el vector de
caracteristicas y le aplica una serie de transformaciones lineales y activaciones no lineales,
aumentando la capacidad expresiva del modelo y permitiendo capturar relaciones no
lineales entre las diferentes caracteristicas.

Encoder de datos genémicos

El Encoder de datos gendémicos es similar al Encoder de datos ambientales, ya que
contiene un extractor de caracteristicas basado en capas convolucionales y una red com-
pletamente conectada con transformaciones no lineales a la salida. Sin embargo, el En-
coder de datos gendémicos también incluye una capa de embedding en la entrada. Esta
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tiene la tarea de transformar la etiqueta categérica del alelo codificado como un entero
{0,1,2}, a un vector de valores reales en un espacio de embedding de dimensién mayor,
que corresponde a una codificacién mas apta para ser procesada por una red neuronal.

Cabeza de regresion

La cabeza de regresién a la salida del modelo corresponde a una red completamente
conectada idéntica a las que se encuentran a la salida de los FEncoders para ambas
modalidades de datos. Su estructura consiste en:

= Una capa lineal a la entrada, que transforma el embedding conjunto de entrada a
una dimensién mayor.

s Una funcién de activacién ReL U, que introduce una no linealidad.

= Una capa de Dropout como mecanismo de regularizacion para prevenir el sobre-
ajuste del modelo a los datos de entrenamiento.

= Una capa lineal a la salida, que proyecta los datos a una dimensién diferente. En
el caso de la cabeza de regresién, se proyecta a un escalar correspondiente a la
prediccién de Yield_Mg_Ha.

Entrenamiento
Configuracién

Para el entrenamiento del modelo volvimos a utilizar el MSE como funcién de costo.
Ademas volvimos a monitorear los valores del RMSE y de la correlacién de Pearson.

Por otro lado, durante el entrenamiento empleamos batches de 128 muestras tan-
to para el conjunto de entrenamiento como para el de validacién. Como optimiza-
dor utilizamos Adam con 1r = 1075, especificando ademds una regularizacién Ly con
weight_decay = 0,1.

Procedimiento

Para la bisqueda de hiperpardmetros procedimos de manera muy similar al mode-
lo anterior, utilizando validaciéon cruzada sobre ambos esquemas. La tunica diferencia
radicé en que, como los entrenamientos de este modelo eran mucho més costosos compu-
tacionalmente y por lo tanto requerian varias horas, hubo que optimizar la bisqueda de
hiperparametros. Para esto utilizamos el framework de optimizacion Optuna, que hace
una busqueda eficiente de los pardmetros que maximizan (o minimizan) una funcién.
En nuestro caso la funciéon a minimizar era el promedio de los RMSE en cada fold de
validacién, y los pardmetros justamente los hiperparametros del modelo (ver anexo).

Para cada fold y para cada combinacién de hiperparametros se entrend el modelo
durante un maximo de 1000 épocas, guardando un checkpoint con el modelo que obtuvo
el mejor desempeno en validacién hasta el momento, y finalizando el entrenamiento
si transcurrian 100 épocas sin mejoras en el desempeno. Finalmente utilizamos como
resultado del fold la correlacion registrada en el Gltimo checkpoint, que corresponde al
modelo que menor error alcanzo.
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Capitulo 8

Analisis de los datos multimodales,
integrando genoma y ambiente

8.1. Meétricas de comparacion

A modo de comparar resultados y evaluar si los modelos son capaces de aprender
de los datos, definimos una serie de predicciones triviales, sobre las cuales calculamos
métricas de comparacion.

= Fq: Consiste en predecir utilizando el promedio del fenotipo, pues es la constante
que minimiza el RMSE D Es lo mejor que se podria hacer si no se conoce nada de
la muestra a predecir. El RMSFE asociado a esta prediccién se puede interpretar
como una desviacién estandar del fenotipo.

= F: Implica utilizar como prediccion la media del fenotipo en la locacién que fue
sembrada la planta. Ahora la prediccion ya no es constante si no que depende de
la muestra. Este seria el mejor rendimiento que podria tener un modelo que solo
utilice la locaciéon como dato.

= Fg: Igual que la métrica anterior, pero utilizando el promedio por ambiente, que
es mas especifico que por locacion. Seria el mejor rendimiento que podria tener un
modelo que ademas de conocer la locacién de la planta, conoce también el ano en
que fue plantada.

s [y Andloga a las anteriores pero utilizando el promedio a nivel hibrido. Es la
mejor prediccién posible si solo se conoce a qué variedad pertenece la planta.

Notar que para el esquema de validacién HD (seccién [6.1.1) no podemos calcular
FEr, pues los hibridos que hay en los folds de validacion no estdn en entrenamiento.

IEn realidad como el error se calcula en validacion, la constante que lo minimiza es el promedio
del fenotipo en validacién, y no entrenamiento, que es el que podemos calcular. Sin embargo,
si suponemos que el fenotipo tiene una distribucién similar en ambos conjuntos, la media en
entrenamiento resulta una buena aproximacion de la media en validacién.
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RMSE por variante del modelo

4
L 2.2
wn
s
o
2.0 7y
) .
1.8+ T e )
°

GENO WEATHER GENO_WEATHER GENO_ENV
Variante

Figura 8.1: Boxplots del RMSE para cada fold, agrupados por variantes del modelo para el esquema
de validacién HD. En lineas punteadas se marcan los errores de comparacion.

Anélogamente no podemos calcular Erp en AD, pues en los folds de validacién hay
ambientes que no estan en entrenamiento (aunque como lo que varia es el ano y no las
locaciones, si podemos calcular ET,).

8.2. Modelos Lineales Mixtos

HD: Hibridos desconocidos

Tras entrenar los modelos lineales para cada variante, siguiendo el procedimiento des-
crito previamente en la seccién [7.1] evaluamos las mismas utilizando validacién cruzada
con los folds del esquema HD.

Resultados por fold

Se puede observar en las figuras y que al utilizar todas las fuentes de datos,
como en la variante GENO_ENV, mejora el desempefio superando todas las métricas de
comparacién tanto para el RMSFE como para la correlacion.

Este esquema de validacién busca predecir hibridos desconocidos en ambientes co-
nocidos, por lo que es esperable que la variante GENO que utiliza solamente los datos
gendmicos tenga un peor desempenio que las demds variantes. Sin embargo, se puede
observar en la figura que supera a la métrica de comparacién Eg dando a entender
que el modelo es capaz de generalizar en hibridos nunca antes vistos.
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CORR por variante del modelo

E
0.70- I I
0.65
o
0.60 5
=
& 0.55
O]
0.501
0.45
0.401
GENO WEATHER GENO_WEATHER GENO_ENV

Variante

Figura 8.2: Boxplots de la correlacién de Pearson para cada Fold, agrupados por variantes del modelo
para el esquema de validacion HD. En lineas punteadas se marcan las correlaciones de comparacion.

Al considerar solamente los datos climéticos (WEATHER), mejoran considerablemente
los resultados ya que se estan haciendo predicciones en ambientes conocidos. Al combinar
la informacién gendémica con la ambiental se tiene una leve mejora que puede estar
explicada por la interaccién entre ambos tipos de datos.

Resumiendo, al utilizar este esquema de validacion, los datos ambientales aportan
mas que los gendmicos, aunque los mejores resultados se obtienen cuando se combinan
ambas fuentes de informacién.

Resultados promediados

Finalmente, en la tabla presentamos los resultados pero promediando en los
distintos folds.

AD: Ambientes desconocidos

Luego de entrenar los modelos lineales para cada variante, siguiendo el procedimien-
to descrito previamente en la seccién evaluamos las mismas utilizando validacién
cruzada con los folds del esquema AD.

Resultados por fold

Nuevamente podemos ver en las figuras[8.3]y [8.4 que la variante GENO_ENV que utiliza
todas las fuentes de datos, obtiene los mejores resultados tanto en RMSE como en
correlacién.
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RMSE por variante del modelo
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Figura 8.3: Boxplots del RMSE para cada fold, agrupados por variantes del modelo para el esquema
de validacién AD. En lineas punteadas se marcan los errores de comparacion.
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Figura 8.4: Boxplots de la correlacién de Pearson para cada Fold, agrupados por variantes del modelo
para el esquema de validacién AD. En lineas punteadas se marcan las correlaciones de comparacion.
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8.2. Modelos Lineales Mixtos

Variante RMSE CORR
Eq 2.537 -
E; 2.008 0.609
Eg 1.846 0.666
GENO 2.33 0.41
WEATHER 1.96 0.61
GENO_WEATHER 1.87 0.66
GENO_ENV 1.76 0.71

Tabla 8.1: Promedio entre folds de distintas métricas, para cada variante del modelo. Las tres primeras
filas corresponden a las métricas de comparacién, las cuales también estan promediadas a nivel de
folds. Se marca en negrita el mejor resultado de cada métrica. Ver anexo para consultar la definicién
de cada métrica.

En este caso, a diferencia del esquema anterior, las variantes que utilizan solo un tipo
de datos, GENO y WEATHER, tienen un desempeno similar en términos de correlacion, pero
la variante WEATHER tiene peor RMSE. Que ni la variante GENO sea capaz de superar a
FEq, ni la variante WEATHER a Fp, significa que ninguna de estas estd siendo capaz de
generalizar. Esto muestra la necesidad de utilizar ambas fuentes de informacién para
generalizar sobre ambientes no conocidos.

Resultados promediados

Nuevamente para resumir, en la tabla presentamos los mismos resultados pero
promediando entre folds.

Variante RMSE CORR
Eq 9.489 ;
Ey 2.591 0.406
Er 2.852 0.363
GENO 2.57 0.42
WEATHER 2.82 0.41
GENO_WEATHER 2.75 0.47
GENO_ENV 2.27 0.52

Tabla 8.2: Promedio entre folds de distintas métricas, para cada variante del modelo. Las tres primeras
filas corresponden a las métricas de comparacién, las cuales también estdn promediadas a nivel de
folds. Se marca en negrita el mejor resultado de cada métrica. Ver anexo para consultar la definicién
de cada métrica.
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RMSE por variante del modelo
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Figura 8.5: Boxplots del RMSE para cada fold, agrupados por variantes del modelo. Notar que como
son cinco folds, cada linea del boxplot representa el error en un fold. En lineas punteadas se marcan
los errores de comparacién.

Comparacién entre ambos esquemas

En base a los resultados obtenidos utilizando ambos esquemas de validacién, con las
distintas variantes del modelo, podemos concluir que la componente ambiental aporta
mas informacién que la gendémica al hacer predicciones. Esto hace que generalizar sobre
hibridos desconocidos sea mas facil que sobre ambientes desconocidos, por lo cual las
métricas obtenidas bajo el esquema AD son siempre peores que bajo HD.

Comparando las gréaficas y que utilizan el esquema de validacién HD, con las
del esquema AD y las primeras tienen menor varianza entre folds. Esto se debe a
que en AD la componente desconocida a predecir es la ambiental, que como mencionamos
anteriormente, es la que aporta mas informacion para la prediccion, entonces tiene un
mayor rango de variacién.

8.3. Gradient Boosting

HD: Hibridos desconocidos

Tras obtener los hiperpardmetros éptimos para cada variante, siguiendo el procedi-
miento descrito previamente en la seccién[7.2] evaluamos las mismas utilizando validacién
cruzada con los folds del esquema HD.

Resultados por fold

El modelo que incorpora toda la informacion es el que obtiene mejores resultados para
ambas métricas, como se ve en las figuras[8.5]y Por otro lado, vemos que GENO_OH_E
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CORR por variante del modelo
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Figura 8.6: Boxplots de la correlacién de Pearson para cada Fold, agrupados por variantes del modelo.
En lineas punteadas se marcan las correlaciones de comparacion.

y GENO_ENV son las Unicas variantes que logran superar las métricas de comparacion, en
todos los folds.

Las variantes mencionadas logran resultados muy similares debido al esquema de
validacién utilizado. Recordando la ecuacién [2.1] ambos modelos van a predecir Fg de
igual manera, pues ambos disponen de la misma informacién genética. Por otro lado,
como estamos prediciendo en ambientes conocidos, la componente Fg ya fue vista en
entrenamiento, por lo que el modelo no debe generalizar sobre la misma. Es decir, que
alcanza con que el modelo pueda identificar el ambiente para conocer Fg. Por lo que en
lo tinico que se diferencian las predicciones de estos dos modelos, es en el término Fgg.
Entonces, o bien Fgg no es significativo frente a Fiz + Fg, o bien los modelos no estan
siendo capaces de aprender esta interaccién conjunta.

Que ENV tenga practicamente las mismas métricas que E'g tiene sentido, pues al no
tener que generalizar sobre otros ambientes, lo que termina aprendiendo el modelo es
el promedio de cada ambiente. Sin embargo, WEATHER, que utiliza solo datos climaticos,
no alcanza el mismo desempeno. Esto podria deberse a que los datos climéaticos no son
suficientes para distinguir completamente a los ambientes.

Por otro lado, que ENV o WEATHER tengan mejores resultados que GENO, indica que la
componente ambiental aporta mas informacién que la gendémica.

Al igual que para los modelos lineales, con este esquema de validacién, nos podemos
quedar con que los datos ambientales aportan mas que los genémicos, aunque los mejores
resultados se obtienen cuando se combinan ambas fuentes. Ademads, utilizar las variables
ambientales en lugar de un simple indicador del ambiente, no parece tener resultados
significativamente mejores.
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Resultados promediados

Por tltimo, presentamos en la tabla el promedio entre folds de las métricas
evaluadas previamente, junto a otras adicionales.

Variante MAE MAPE RMSE NRMSE CORR R?
Eq 1.998 26.80  2.537 0.406 - -
Er 1.560 18.92  2.008 0.156  0.609 0.341
Eg 1.385 16.94  1.846 0.128  0.666 0.444
GENO 1.786 23.90 2.311 0.331 0.417 0.128
WEATHER 1.482 19.90 1.954 0.213 0.614 0.377
ENV 1.386 16.97 1.846 0.129 0.666 0.444
GENO_OH_L 1.449 17.67 1.872 0.135 0.674 0.428
GENO_OH_E 1.275 15.60  1.697 0.114  0.728 0.529
GENO_WEATHER 1.365 18.54  1.820 0.195  0.678 0.459
GENO_ENV 1.256 15.31 1.678 0.109 0.735 0.540

Tabla 8.3: Promedio entre folds de distintas métricas, para cada variante del modelo. Las tres primeras
filas corresponden a las métricas de comparacién, las cuales también estdn promediadas a nivel de
folds. Se marca en negrita el mejor resultado de cada métrica. Ver [B.I] para consultar la definicién de
las métricas adicionales.

AD: Ambientes desconocidos

Nuevamente, siguiendo el procedimiento de la seccién obtuvimos los hiper-
parametros 6ptimos para cada variante, tras lo cual evaluamos las mismas utilizando
validacién cruzada con los folds del esquema AD.

Resultados por folds

Vemos en las figuras y como en ambas métricas, incluida la correlacién, el
modelo que mejor desempenio tuvo, fue nuevamente el multimodal GENO_ENV.

En contraste con el esquema anterior, esta vez todos los modelos tienden a superar
las métricas de comparacién. Esto puede significar que los modelos estan generalizando
mejor que antes. Otra razén para explicar este comportamiento, es que en este esquema,
como en validacién varia la componente ambiental, las predicciones que se basan en
utilizar promedios a nivel locaciéon o ambiente, normalmente van a desempenar peor.
Esto dltimo es 1égico, pues ahora ya no se cumple la hipétesis de que el fenotipo tenga la
misma distribucién en entrenamiento que en validacién. Pues como ya habiamos visto,
la componente ambiental, que es la que ahora cambia entre conjuntos, es la que mas
influencia tiene en el fenotipo.

Resulta interesante ver como ahora que los modelos deben generalizar sobre los datos
ambientales, ENV vuelve a tener un rendimiento superior a WEATHER. Esto, junto a que
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RMSE por variante del modelo
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Figura 8.7: Boxplots del RMSE para cada fold, agrupados por variantes del modelo. Notar que

nuevamente como son cinco folds, cada linea del boxplot representa el error en un fold. En lineas
punteadas se marcan los errores de comparacién.
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Figura 8.8: Boxplots de la correlacién de Pearson para cada Fold, agrupados por variantes del modelo.
En lineas punteadas se marcan las correlaciones de comparacién.
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GENO_ENV supera a GENO_WEATHER nos confirma la importancia de las variables de SOIL
y las EC para describir a los ambientes.

Por otro lado, que GENO_ENV supere a GENO_OH_L significa que la primera varian-
te estd siendo capaz de generalizar sobre los datos ambientales, cosa que la segunda
naturalmente no puede hacer.

Como conclusion de este esquema, podemos decir que los datos ambientales aportan
mas que los genémicos, aunque nuevamente los mejores resultados se obtienen al utilizar
las variantes multimodales. Ademds, esta vez se mostré que los datos ambientales apor-
taron maés que el indicador de locacién, lo que significa que el modelo pudo generalizar
sobre la componente ambiental.

Resultados promediados

Para dar cierre a la evaluacion del modelo en este esquema, presentamos en la tabla
los resultados promediados entre folds, para las dos métricas utilizadas y para otras
adicionales.

Variante MAE MAPE RMSE NRMSE CORR R?
Eq 1.926 26.96 2.489 0.440 - -
Ey 2.070 25.10 2.591 0.274 0.406 -0.095
E, 2.320 29.23 2.852 0.330 0.363 -0.326
GENO 1.872 24.80 2.391 0.351 0.415 0.067
WEATHER 1.770 24.11 2.320 0.346 0.382 0.122
ENV 1.785  23.70  2.295 0.309  0.427 0.140
GENO_OH_L 1.759 22.89 2.264 0.287 0.496 0.164
GENO_WEATHER 1.783 22.75 2.307 0.253 0.449 0.131
GENO_ENV 1.759 22.45 2.254 0.272 0.519 0.171

Tabla 8.4: Promedio entre folds de distintas métricas, para cada variante del modelo. Las tres primeras
filas corresponden a las métricas de comparacién, las cuales también estan promediadas a nivel de
folds. Se marca en negrita el mejor resultado de cada métrica. Ver [B.I] para consultar la definicién de
las métricas adicionales.

Conjunto de test

Finalmente, utilizando como conjunto de entrenamiento los datos de 2019 y 2020, y
los de 2021 como validacién para monitorear el Farly Stopping, entrenamos GENO_ENV
para predecir sobre el conjunto de test, compuesto por los datos de 2022.

En la tabla se ve como en el conjunto de test las predicciones del modelo no
resultan mejores que las triviales por locacién, aunque si lo son en validacién. Este
comportamiento indica que los datos de test no poseen la misma distribucién que los de
validacién. Por otro lado, que las predicciones en el conjunto de entrenamiento tampoco

82



8.3. Gradient Boosting

Conjunto Variante MAE MAPE RMSE NRMSE CORR
Entrenamiento FEp, 1.698  20.27 2.160 0.118 0.708
(2019-2020) GENO_ENV  1.555  20.30 1.982 0.141 0.837
Validacion Er 2.320 29.42  2.857 0.340  0.358
(2021) GENO_ENV  1.649 21.74 2.129 0.256 0.529
Test Ep 2.284 3299 2915 0.578 0.422
(2022) GENO_ENV 2383 31.56 2.905 0.469  0.350

Tabla 8.5: Resultados del modelo para cada conjunto de datos. Ademas se agregan las métricas de
comparacién de Ep, que resultd ser la mejor prediccién trivial.
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Figura 8.9: RMSE (funci6n de perdida) en cada conjunto, en funcién de la época. Se muestra ademas
con una linea punteada la época en que se obtuvo el menor error en validacién.

superen a las triviales, hace sentido, pues estas ultimas estdn sobreajustadas a este
conjunto EL mientras que el modelo busca generalizar.

Si observamos las curvas de entrenamiento en la figura[8.9] se ve que las de validacién
y entrenamiento siguen un comportamiento esperado, terminando la ultima por debajo
de la primera. Sin embargo, la curva de test tiene un comportamiento muy distinto a
la de validacion. Esto ultimo confirma que ambos conjuntos son muy distintos, por lo
que no es posible estimar el desempeno en test a partir del de validacién. Si bien no lo
podemos afirmar con certeza, es muy probable que la causa de esto sea que casi todos

2Pues las predicciones triviales E; se obtienen directamente de los promedios en entrena-
miento.
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los hibridos que aparecen en test, no estan ni en validacién ni en entrenamiento, por
tratarse estos de una nueva generacion.

Comparacién entre ambos esquemas

En base a los resultados obtenidos utilizando ambos esquemas de validacién, con las
distintas variantes del modelo, obtuvimos una serie de conclusiones, las cuales listamos
a continuacién:

= La componente del fenotipo Fg, es decir la ambiental, predomina por sobre Fg, la
genética. Esto hace que generalizar sobre hibridos desconocidos sea mas facil que
sobre ambientes desconocidos. Este es el motivo por el que las métricas al utilizar
AD, son siempre peores que al usar HD.

» Como se ve comparando las figuras[8.5| con y [8.6] con los resultados de AD
tienen mayor varianza entre folds que los de HD. Esto se desprende de lo anterior,
pues en AD la componente desconocida a predecir es Fg, que al ser la componente
predominante del fenotipo, tiene mayor rango de variacion.

s Usar los datos ambientales completos, en lugar de solo los climéticos, siempre
da mejores resultados. Esto sucede tanto en AD como en HD, donde estos datos
juegan un rol distinto.

8.4. Redes neuronales

HD: Hibridos desconocidos

Tras obtener los hiperpardmetros éptimos para cada variante, siguiendo el procedi-
miento descrito anteriormente en la seccién evaluamos las mismas utilizando valida-
cién cruzada con los folds del esquema HD.

Resultados por fold

En las figuras y se aprecia que la variante MULTI es la que mejor desem-
peno alcanza para ambas métricas evaluadas, aunque la variante WEATHER alcanza un
desempeno marginalmente inferior, y superando ambas las tres medidas de desempernio
de referencia. También se observa que ambas variantes mantienen un desempeno similar
al considerar todos los folds. Mientras tanto, la variante GENO no logra acercarse a los
niveles de desempenio del resto, superando solo la referencia E.

El pobre desempeiio de la variante GENO en comparacién a WEATHER y MULTI puede
explicarse recordando que en el esquema de validacion HD se busca predecir el desempeno
de hibridos desconocidos en ambientes conocidos. Por lo tanto, al solo considerar los
datos gendémicos el conjunto de datos de validacién es completamente desconocido para
el modelo, a diferencia de las otras variantes donde se dispone de datos ambientales de
clima ya vistos durante el entrenamiento.
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Figura 8.10: Boxplots de RMSE para cada fold, agrupados por variantes del modelo. En lineas
punteadas se marcan los errores de comparacién.
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Figura 8.11: Boxplots de CORR para cada fold, agrupados por variantes del modelo. En lineas
punteadas se marcan los errores de comparacién.
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Por otro lado, el hecho de que WEATHER tenga un desempeno marginalmente inferior
a MULTI indica que conocer la informacién genémica de un individuo contribuye poco a
la prediccién del fenotipo y que la contribucién principal proviene de conocer los datos
ambientales de clima correspondientes al entorno donde fue plantado el individuo.

Resultados promediados

A modo de resumen, en la tabla presentamos los resultados promediados entre

folds.

Variante RMSE CORR

Eq 2.537 -
Er 2.008  0.609
Egp 1.846  0.666
GENO 2.36 0.34
WEATHER 1.77 0.70
MULTI 1.74 0.70

Tabla 8.6: Promedio entre folds de ambas métricas, para cada variante del modelo. Las tres primeras
filas corresponden a las métricas de comparacién, las cuales también estdn promediadas a nivel de
folds. Se marca en negrita el mejor resultado de cada métrica.

AD: Ambientes desconocidos

Nuevamente, tras obtener los hiperparametros 6ptimos para cada variante, siguiendo
el procedimiento descrito previamente en la seccion|7.3] evaluamos las mismas utilizando
validacion cruzada con los folds del esquema HD.

Resultados por fold

Para este esquema de validacién se observa en las figuras N que la variante
MULTI es la que mejor desempeno tiene para ambas métricas, superando con un margen
considerable las medidas de desempeiio de referencia. Por otro lado, la variante GENO
obtiene el segundo lugar en RMSE, superando las tres medidas de referencia, y el tercer
lugar en correlacién, donde no alcanza a superar ninguna de las medidas de correlacién
de referencia disponibles. Por tltimo, la variante WEATHER tuvo un mal desempeno en
general, no superando ninguna de las medidas de referencia.

El pobre desempeno de la variante WEATHER puede deberse a que en términos genera-
les la prediccion del fenotipo es méas sensible a los datos ambientales, lo que ocasiona que
las predicciones para los ambientes donde el clima se encuentra fuera de la distribucién
vista durante el entrenamiento tengan un error mayor. Esto también puede explicar la
gran variabilidad que existe en los resultados en los diferentes folds para esta variante.

A su vez, la diferencia que existe entre el desempenio alcanzado por MULTI y las
variantes que emplean una sola modalidad de datos, indica que ambas modalidades
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8.4. Redes neuronales
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Figura 8.12: Boxplots de RMSE para cada fold, agrupados por variantes del modelo. En lineas
punteadas se marcan los errores de comparacién.
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Figura 8.13: Boxplots de CORR para cada fold, agrupados por variantes del modelo. En lineas
punteadas se marcan los errores de comparacién.
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contribuyen de manera no trivial a la prediccion del fenotipo para individuos de hibridos
conocidos que son plantados en ambientes desconocidos.
Resultados promediados

Por tltimo y a modo de resumen, en la tabla [3.7] presentamos los resultados prome-
diados entre folds.

Variante RMSE CORR

Eq 2.489 -
Ey 2.591 0.406
Er 2.852  0.363
GENO 2.46 0.28
WEATHER 3.07 0.34
MULTI 2.11 0.58

Tabla 8.7: Promedio entre folds de ambas métricas, para cada variante del modelo. Las tres primeras
filas corresponden a las métricas de comparacién, las cuales también estdn promediadas a nivel de
folds. Se marca en negrita el mejor resultado de cada métrica.

Comparacién entre ambos esquemas

Las conclusiones que sacamos de las pruebas realizadas evaluando las diferentes va-
riantes de la arquitectura de red neuronal desarrollada empleando las modalidades de
validacién cruzada HD y AD son similares a las concluidas en la seccién anterior. En
primer lugar, en estos experimentos se repite el hecho de que el desempeno alcanzado
al evaluar con HD es superior al alcanzado evaluando con AD, lo que sirve como evi-
dencia de que generalizar sobre hibridos desconocidos es mas facil que generalizar sobre
ambientes desconocidos también para las redes neuronales. Luego, la varianza en los des-
empenos entre los diferentes folds también es superior al evaluar con AD que con HD,
lo que indica que la variabilidad de los datos ambientales de clima no vistos durante el
entrenamiento en AD, introduce mayor ruido en la prediccién que la variabilidad de los
datos gendémicos no vistos en HD. Por ltimo, se cumple en todos los casos que la va-
riante MULTI es la que mejor desempeno alcanza, lo que indica que siempre es beneficioso
contar con ambas modalidades de datos.

8.5. Comparacién entre modelos

Tras realizar estos experimentos, seleccionamos para cada esquema y modelo las
variantes que mejores resultados obtuvieron para compararlas entre si.

En primer lugar, notar de las figuras [8.14] y de [8.15] que, como ya habiamos visto
en cada seccion, las variantes de cada modelo que mejores resultados obtuvieron fueron
siempre las multimodales. Otro comportamiento general que se puede observar fue que
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Figura 8.14: Boxplots de CORR y RMSE para para cada fold, de la mejor variante de cada modelo,
utilizando el esquema de validaciéon HD. En lineas punteadas se marcan los errores y correlaciones de
comparacién.
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Figura 8.15: Analogo a la figura previa pero utilizando el esquema de validacién AD.

todos los modelos alcanzaron mejores resultados en el esquema HD que en AD. Ademss,
cabe destacar que, mientras en HD los mejores resultados los obtuvo XGBoost, en AD
fueron las redes neuronales las que lograron los mejores resultados.

En cuanto a los modelos lineales mixtos, en HD desempenaron practicamente igual
que las redes neuronales, teniendo los primeros un grado mucho menor de complejidad.
Sin embargo, en A D, que resulté ser el esquema de mayor dificultad, si fueron superados
por las redes neuronales.

Resulta interesante que los modelos més simples fueron los que mejor pudieron uti-
lizar la informacion genémica para generalizar sobre genomas desconocidos. En contra-
parte, las redes, mucho mas complejas, fueron las que mejor entendieron el efecto del
ambiente al momento de generalizar sobre condiciones ambientales desconocidas.
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En particular, que al momento de generalizar sobre hibridos, los modelos lineales,
que solo son capaces de captar relaciones de este tipo, tuviesen resultados similares a las
redes, que pueden aprender cualquier tipo de relacién, indica que el efecto del genoma
sobre el fenotipo es mayormente aditivo El También podria haber pasado que los efectos
mas complejos del genoma, no los estemos siendo capaces de aprender ni siquiera con
las redes. Otra opcién es que al momento de hacer la seleccién de los SNPs, hayamos
descartado posiciones del genoma que servian para entender estas interacciones més
complejas.

Como resumen de todos los andlisis realizados en esta seccién, presentamos en la
tabla los resultados correspondientes a la mejor variante de cada modelo, en cada
esquema, promediados entre folds.

Esquema Modelo Variante CORR RMSE

NN GENO_WEATHER  0.702 1.744
HD XGB GENO_ENV 0.735 1.678
LMM  GENO_WEATHER 0.705 1.755

NN GENO_WEATHER 0.580 2.104
AD XGB GENO_ENV 0.496  2.264
LMM  GENO_WEATHER 0.513  2.276

Tabla 8.8: Promedio entre folds de ambas métricas, para la mejor variante de cada modelo y en cada
esquema de validacién. Se marca en negrita, para cada esquema, el mejor resultado de cada métrica.

3Que el efecto del genoma sea aditivo significa que el fenotipo se puede escribir como una
combinacién lineal de los SNPs ya codificados. O sea F = ), a;g;, donde los g; representan los
SNPs codificados y los a; los coeficientes de la combinacion.
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Capitulo 9

Importancia de variables

En este capitulo vamos a proponer e implementar un método que permite estimar la
importancia que el modelo le da a cada variable, incluso habiendo utilizado PCA. Vamos
a aplicarlo inicamente al segundo modelo, el del XGBoost, pues es justamente el que
utiliza PCA en su arquitectura. Ademads, este modelo fue el que mejores resultados obtuvo
para el esquema HD de hibridos desconocidos, por lo que fue el que mejor aprendié el
efecto del genoma en el fenotipo. Por esto, resulta especialmente interesante entender
sobre qué partes del genoma esta prestando mayor atencién este modelo.

9.1. Valores SHAP

Para obtener la importancia que el modelo le da a cada una de sus entradas, utili-
zamos la técnica SHAP [31] (SHapley Additive exPlanations). Esta técnica posee varias
ventajas, una de ellas es que mide la importancia en las mismas unidades que la va-
riable a predecir. Lo que hace esta técnica es estimar qué tanto pueden modificar las
predicciones cada una de las variables. Esto facilita la interpretabilidad, pues hace que
las importancias tengan sentido individualmente, més alla de la comparacién.

Otra de las ventajas es que permite ver las importancias a nivel modelo o a nivel
muestra. Esto quiere decir que, ademaés de entender a qué variables da méas importancia
el modelo, podemos también entender como el modelo llega a una predicciéon concreta
dada.

Finalmente, otra de las ventajas es que la técnica, si bien estd pensada para funcio-
nar de manera agnostica al modelo, tiene un procedimiento especializado para explicar
el comportamiento de drboles de decisién [30], que es el tipo de modelo que estamos
utilizando.

9.2. Importancia de las componentes

Preliminarmente decidimos utilizar SHA P para analizar que importancia le daban los
modelos de XGBoost a cada una de sus entradas, es decir a las componentes PCA. Para
hacer este andlisis, seleccionamos de ambos esquemas, el modelo correspondiente a la
variante que mejor rendimiento obtuvo. Aunque en este caso ambos modelos pertenecen
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Importancias SHAP de los componentes PCA

HD
1.0
Fuente

;:rr?o,g— Im SNP
) [ WEATHER
Z 06l m SOIL
i EC
1%
5 0.4
go
o
o
Eo02

0.0-

0.5
£0.4*
=
)
—0.3
©
©
j
£02
15
Q
Eo1
N I I I I I I I I ) > 5
Qs 7 7 N Y L/ N N e Qs Q7 b s (L7 v S/ K7 (L7 N
KN N E G G S
$(<Y @‘(y. $(</ SQ?. &‘(fv Q\@v $<</V,S @‘(Y $‘<y.
Componente

Figura 9.1: Veinte componentes con mayor importancia, para los modelos de cada esquema. Las
componentes se nombran primero con la fuente de la que provienen, y luego con un nimero que
indica el orden de la componente, siendo la niimero cero la que mayor varianza captura.

a la misma variante (GENO_ENV), son diferentes entre si, pues fueron entrenados bajo
distintos paradigmas y con distintos datos.

Si bien en la seccién previa ya habiamos analizado de manera cualitativa qué tan
importante era cada fuente de datos, este andlisis nos permitié hacerlo también de una
manera cuantitativa.

Componentes mas importantes

Para hacer el anélisis con el modelo de AD evaluamos el mismo sobre el conjunto
de test. Por otro lado, como en HD no tenfamos conjunto de test, usamos tres de los
cinco folds para entrenar, otro para monitorear el Farly Stopping y sobre el fold restante
evaluamos el modelo.

En la figura se puede observar que en ambos modelos la componente mas rele-
vante es la primera de los datos climaticos, lo cual nos indica de la importancia de las
condiciones climaticas para el desarrollo del fenotipo. Otro detalle a tener en cuenta es
que, en HD, dentro de las componentes mas importantes aparecen varias provenientes
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de los SNPs, mientras que en AD apenas aparece una en el top veinte. Esto tdltimo se
puede asociar a que, como en HD hay que generalizar sobre hibridos, es natural que el
modelo de este esquema preste mas atencién a la informaciéon gendmica.

Luego en la figura [9.2] agrupamos las importancias por fuente y las agregamos de
distintas maneras.

Al acumular importancia por fuente vemos como para HD la fuente mas importante
es la gendmica, aunque no es mas relevante que el conjunto de todas las ambientales. En
cambio, en AD la informacién gendémica pasa a tener muy poca importancia, tanto si se
compara con el resto con fuentes, como si se compara con la que tenia en HD. Esto hace
sentido con lo que comentamos previamente de que al no tener que generalizar sobre
hibridos en AD, la informacién genémica pierde valor. Més en general vemos como las
importancias son menores en AD que en HD, esto indica que la salida del modelo de HD
tiene mas varianza que la de AD.

Después, al promediar la importancia por cantidad de componentes en cada fuente
vemos que tanto en HD y AD las componentes que mas aportan individualmente son
las que provienen de los datos climéticos. En cambio, al promediar por la cantidad de
variable originales, es decir, antes de aplicar PCA, vemos como las variables que resultan
mas utiles son las asociadas a los suelos. Esto surge de que las variables del suelo, siendo
solo un 0,439% del total, capturan un 7,138 % de la importancia final en HD y un
16,27 % en AD.

Otro detalle no menor es que en HD necesitamos 171 componentes para capturar el
95% de la varianza de los datos gendmicos, mientras que en AD necesitamos 315, casi
el doble. Esto habla de que los hibridos utilizados en los conjuntos de entrenamiento de
AD, tienen mucha mas variabilidad que los de los conjuntos de HD. La explicacién de
esto estd en que en los conjuntos de entrenamiento de HD aparece solo una generacién
(2020-2021), mientras que los de AD aparecen dos (2020-2021 y 2018-2019).

9.3. Recuperacion de variables mas importantes

Previamente mostramos cémo se podia utilizar la técnica SHAP para obtener las
importancias asociadas a cada componente de los PCA, que son las que utiliza el modelo
para predecir. Sin embargo, para interpretar realmente qué estaba viendo el modelo era
necesario obtener las importancias de cada variable previas a aplicar PCA.

Si bien la reduccién de dimensionalidad mediante PCA es un proceso no reversible,
pues se pierde informacién, es posible redistribuir la importancia de las componentes
entre las variables que las formaron.

Proceso de redistribucién de importancias

Cada fuente de datos se puede representar como una matriz X € R™ ™ que vamos
a suponer centrada, donde n es la cantidad de muestras y m la de variables. Entonces,
al aplicar PCA lo que estamos haciendo es multiplicar la matriz X, por una matriz
Q € R™** donde k es la cantidad de componentes. Esta matriz Q) se compone de los
primeros k autovectores de la matriz de covarianza.
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Figura 9.2: En la primera fila, importancia acumulada por fuente de informacién. En la segunda,
importancia promedio de cada componentes. En la tercera, importancia promedio de cada variable
original. En la primera columna para HD y en la segunda para AD. En la primera y segunda fila se

marca la cantidad de componentes por fuente, y en la tercera la cantidad de variables.
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QZ[Ul (5 I vk], v; € R™.

Asi obtenemos los datos reducidos Y € R™*_ donde Y = XQ. Por lo que la compo-
nente i-ésima se puede escribir como

m
Y;; = X’Ui = ZXJ"UZ']'.
j=1

Es decir que los valores de los v; indican en que proporcién se combinan las distintas
variables para crear la i-ésima componente.

Por lo que si a la i-ésima componente, se le asigna una importancia Iy;, es razo-
nable dividir esta importancia usando las proporciones de v;. Por lo que para saber la
importancia de una variable, hay que recorrer todas las componentes e ir sumando la
proporcién de importancia que le corresponde.

Sin embargo hay una serie de detalles a tener en cuenta, pues los v; no son exacta-
mente vectores de proporciones. El primero es que como los v; indican direcciones, sus
valores pueden ser positivos o negativos. O sea que si queremos usar sus valores como
proporciones, hay que tomar el valor absoluto de estos. El segundo es que buscamos
que la importancia se conserve, es decir que si las componentes tenian una importan-
cia total Iy, = 25:1 Iy;, queremos que las variables originales tengan la misma, o sea
Ix, = Zf;l Ix, = Iy,. La forma de lograr esto es que los valores absolutos de los v;
estén normalizados, es decir que Y7 || = 1.

Por lo que si definimos

(@ = 50
j=1 1%ij

que no es mas que ) adaptada para que sus columnas si sean proporciones, podemos
recuperar las importancias originales

k
I, => Iy,Qij.
j=1

Donde Ix; es la importancia de la i-ésima variable original. También podemos escri-
birlo en forma matricial como:

Ix = yQ".

9.4. Variables mas importantes

Al redistribuir las importancias que habiamos calculado antes entre las variables
originales, pudimos calcular las variables mas importantes para cada modelo, como se
ve en

Todas las variables que aparecian dentro de la diez mas importantes, tanto para HD
como para AD, eran del suelo. Si bien esto concordaba con los andlisis previos, es posible
que para HD dichas variables solo estuviesen siendo usadas para identificar el ambiente.
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Top AD HD HD (SNPs)
1 WDRF Buffer pH Is Sandy Loam | S3_181064661
2 %H Sat %K Sat S10.10451292
3 %Ca Sat 9%Silt S7.165046947
4 1:1 Soil pH Is Silty Clay Loam | 52 205343430
5 Nitrate-N ppm N Y%Sand S4.211555188
6 Ibs N/A Potassium ppm K | S1.302246496
7 Calcium ppm Ca %Mg Sat S7.14190560
8 %Silt %H Sat S7.161184307
9 %Mg Sat Nitrate-N ppm N | S5.223681991
10 | 1:1 S Salts mmho/cm E Depth 5653031607

Tabla 9.1: Top diez de variables mas importantes para los modelos de cada esquema. Para HD se
muestra ademas, en la dltima columna, los diez marcadores méas importantes.

Por eso para HD mostramos ademas los marcadores mas importantes, que son los que
de verdad usa el modelo para generalizar.
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Figura 9.3: Grafico de violin para las importancias de cada variable, segmentado por fuente. Arriba
para HD y abajo para AD.

Finalmente analizamos la distribucién de las importancias de cada variable, como
se ve en [9.3l Estas distribuciones nos confirman que la informacién gendémica es mas
importante en HD que en AD. Pues incluso los marcadores menos relevantes en HD,
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siguen siendo maés importantes que cualquier otro en AD. Por otro lado, en cuanto a
las variables ambientales, las importancias tienen un comportamiento similar en ambos
esquemas, salvando que hay menor variabilidad de las mismas en AD. Esto tdltimo se
puede interpretar como que en AD el modelo presta atencién a las variables ambientales
de forma més equitativa que en HD.
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Capitulo 10

Conclusiones

10.1. Importancia de la informacién ambiental

El objetivo principal de este proyecto era investigar si en el contexto de la prediccién
gendmica, la informacion ambiental es capaz de complementar a la genémica para obtener
mejores resultados. En base a todos los resultados obtenidos, para los distintos modelos
y esquemas de validacién, concluimos que aquellas predicciones que tienen en cuenta la
informacién ambiental, siempre resultan mejores que las que no lo hacen. En particular,
observamos que en algunos casos la informacién ambiental aporta mas que la genémica.
De todas maneras, los mejores resultados siempre se obtuvieron al utilizar ambas fuentes
de informacion.

Por otro lado, se mostré la importancia de la seleccién del esquema de validacién.
Observamos que el problema de predecir sobre hibridos desconocidos es totalmente di-
ferente al de predecir en ambientes desconocidos. Siendo el dltimo un problema mucho
mas dificil de abordar, donde las predicciones resultan menos precisas.

En base a los comportamientos descritos previamente y a los resultados obtenidos,
concluimos que la componente ambiental juega un rol mas determinante que la compo-
nente gendémica en el problema abordado. Por lo tanto, estamos en condiciones de afirmar
que el fenotipo, en las condiciones dadas, es mas susceptible a factores ambientales que
genéticos.

10.2. Modelos

En cuanto a los modelos utilizados, obtuvimos resultados variados. Por un lado,
cuando hubo que generalizar sobre hibridos desconocidos, el XGBoost fue el modelo
que mejor resultados obtuvo. En cuanto a las redes, pese a su capacidad de aprender
patrones, no pudieron superar a los modelos lineales mixtos. Esto tltimo, indica que
modelar los efectos del genoma como aditivos, sigue siendo una buena aproximacion del
problema.

Sin embargo, cuando hubo que generalizar sobre condiciones ambientales desconoci-
das, las redes fueron las que mejores resultados obtuvieron. Esto muestra que la comple-
jidad de las redes, especialmente en la forma en que tratan las series temporales, resulta
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atil para entender los efectos climatolégicos en el desarrollo de las plantas.

Ma3s alld de lo realizado durante este proyecto, hay algunas pruebas que por mo-

tivos de tiempo no pudimos realizar, y que podrian haber mejorado los resultados. A
continuacién presentamos un lista de las mismas.

» Cuando diseniamos la arquitectura del XGBoost decidimos quedarnos con el 95 %

de la varianza en el PC'A. Seleccionamos este nimero porque apenas perdiamos
un 5% de la varianza y reduciamos significativamente la dimensionalidad de los
datos. Sin embargo, pruebas aisladas demostraron que reduciendo ain mas la
dimensionalidad, se lograban resultados mejores. Por esto es que resultaria intere-
sante analizar el porcentaje de varianza a conservar como un hiperpardmetro mas
del modelo.

Otra posible mejora que merece ser investigada es incorporar el resto de datos
ambientales a las redes neuronales, y no solo los climaticos. La motivacion de esto
surge de que el resto de modelos tuvieron un mejor desempefio cuando utilizaron
todos los datos ambientales, en comparacion a cuando usaron solo los climéticos.

Finalmente, mencionar que al momento de optimizar los hiperparametros que defi-
nieron la arquitectura de la red, nos vimos limitados por la capacidad computacio-
nal. Es por esto que si hubiésemos dispuesto de mas capacidad computacional, o
en su defecto, més tiempo, hubiéramos refinado mas la bisqueda de estos hiper-
parametros.

10.3. Trabajo futuro

Pensando en trabajos futuros, este proyecto deja varios frentes de investigacion abier-

tos. En los siguientes puntos detallamos algunos de ellos.

100

= En este proyecto utilizamos dos esquemas de validacién, sin embargo, cuando

fuimos a evaluar los datos de test, nos dimos cuenta que estos no caian en el
paradigma de ninguno de los dos. Es por eso que creemos importante el utilizar
otros esquemas de validacién, sobre todo el que describimos en

Como ya mencionamos previamente, el estar recortando la cantidad de SNPs a
utilizar, puede estar haciendo que perdamos informacién valiosa. Sobretodo, al
momento de entender los efectos mas complejos del genoma y la interaccion del
mismo con el ambiente. Por esto es que resulta interesante el implementar modelos
que utilicen un mayor nimero de SNPs, o incluso la totalidad de ellos.

En hablamos de los metadatos, una serie de registros que describen las condi-
ciones en que se realizaron los cultivos. Estos datos no los utilizamos pero podrian
haber aportado informacion, sobretodo habiendo visto la importancia que tienen
los factores externos por sobre los genéticos.



10.3. Trabajo futuro

= En los datos de la competencia, ademas del tonelaje, habia muchos otros fenotipos
registrados para cada experimento. Seria interesante por tanto ver como desem-
penan los distintos modelos al intentar predecir otros fenotipos. En particular se
podria analizar que partes del genoma afectan a cada fenotipo.

101



Esta pagina ha sido intencionalmente dejada en blanco.



Apéndice A

Variables de |a

Variables fenotipicas

base de datos

Nombre

Descripciéon

Pollen_DAP _days
Silk_DAP _days
Plant_Height_cm
Ear_Height_cm
Root_Lodging_plants
Stalk_Lodging_plants
Yield Mg _ha

Grain_Moisture

Twt_kg m3

Dias después de la siembra hasta que el 50 % de las
plantas liberan polen.

Dias después de la siembra hasta que el 50 % de las
plantas tienen sedas visibles.

Altura de la planta desde la base hasta el ligula de la
hoja bandera (cm).

Altura desde el suelo hasta el nodo principal que lleva
mazorca (cm).

Numero de plantas por parcela con encamado de
raices.

Numero de plantas por parcela rotas entre el nivel
del suelo y el nodo de la mazorca superior.
Rendimiento de grano en toneladas por hectérea al
15.5 % de humedad en el grano.

Contenido de agua en el grano al momento de la co-
secha (%).

Peso de prueba del grano desgranado (kg/m?).




Apéndice A. Variables de la base de datos

Variables del suelo

WDRF Buffer pH

1:1 S Salts mmho/cm
Texture No

Organic Matter LOI %
Nitrate-N ppm N

Ibs N/A

Potassium ppm K
Sulfate-S ppm S
Calcium ppm Ca
Magnesium ppm Mg
Sodium ppm Na
CEC/Sum  of
me/100g

%H Sat

%K Sat

%Ca Sat

%Mg Sat

%Na Sat
Mehlich P-IIT ppm P
% Sand

% Silt
% Clay
Texture

BpH

Zinc ppm Zn

Iron ppm Fe
Manganese ppm Mn
Copper ppm Cu
Boron ppm B

Cations

Variable Descripcion
E Depth Profundidad de recoleccién de la muestra de suelo.
1:1 Soil pH Nivel de pH del suelo en una mezcla, en peso, una

parte de suelo por una parte de agua destilada (H20).
Método de Woodruff para medir la acidez total del
suelo.

Concentracién de sales solubles en el suelo.

Anélisis del tamano de particulas (PSA) con compo-
nentes minerales menores de 2 mm.

Porcentaje de materia orgénica en el suelo.

Nitratos disponibles en partes por millén (ppm).
Cantidad de nitrégeno en libras por acre.

Potasio disponible en ppm.

Sulfato disponible en ppm.

Calcio disponible en ppm.

Magnesio disponible en ppm.

Sodio disponible en ppm.

Capacidad de intercambio cationico.

Porcentaje de hidrégeno.

Porcentaje de potasio.

Porcentaje de calcio.

Porcentaje de magnesio.

Porcentaje de sodio.

Extraccion de fésforo con fluoruro acido diluido.
Porcentaje de composicién de arena en la muestra de
suelo.

Porcentaje de composicién de limo en la muestra de
suelo.

Porcentaje de composicién de arcilla en la muestra
de suelo.

Proporcion de particulas de tamano arena, limo y
arcilla que componen el suelo.

Método de Sikora para medir la acidez del suelo.
Zinc disponible en ppm.

Hierro disponible en ppm.

Manganeso disponible en ppm.

Cobre disponible en ppm.

Boro disponible en ppm.
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Series temporales climaticas

Parametro

Descripcién

ALLSKY_SFC_PAR_TOT

TOMWET
QVaM

RH2M

T2M MAX

ALLSKY _SFC_SW_DWN

PS

GWETPROF
T2MDEW

GWETTOP

WS2M

T2M_MIN

T2M

GWETROOT
PRECTOTCORR
ALLSKY_SFC_SW_DNI

Radiacién Fotosintéticamente Activa (PAR) en Su-
perficie Total bajo Cielo Abierto (W/m?).
Temperatura de Bulbo Humedo a 2 Metros (°C).
Humedad Especifica a 2 Metros (g/kg).

Humedad Relativa a 2 Metros (%).

Temperatura Méxima a 2 Metros (°C).

Irradiancia Descendente de Onda Corta en Superficie
bajo Cielo Abierto (MJ/m?/dfa).

Presién en la Superficie (kPa).

Humedad del Suelo en el Perfil.

Punto de Rocio/Escarcha a 2 Metros (°C).
Humedad Superficial del Suelo.

Velocidad del Viento a 2 Metros (m/s).
Temperatura Minima a 2 Metros (°C).

Temperatura a 2 Metros (°C).

Humedad del Suelo en la Zona de Raices.
Precipitacién Corregida (mm/dia).

Irradiancia Directa Normal Descendente de Onda
Corta en la Superficie para Todo el Cielo

Covariables ambientales

Las covariables ambientales son una combinacién de una de las siguientes variables:

Variable Descripcion

SDR Relacién Oferta-Demanda de Agua.

TT Tiempo Térmico (Celsius).

biomass Biomasa aérea.

yield Rendimiento de grano.

Eo Evapotranspiracién potencial del sistema suelo-
planta completo (mm).

Eos Evaporacién potencial desde la superficie del suelo
(mm).

Es Evaporacién real de agua del suelo (mm).

ESW Agua extraible del suelo relativo a LL15 (mm).

Flow Agua moviéndose hacia arriba (mm).

FlowNO3 Pérdida de nitrégeno como NO3 de cada capa del
suelo (kg/ha).

Flux Agua moviéndose hacia abajo (mm).

Infiltration Infiltracién (mm).

PAWmm Agua disponible para las plantas (SW-LL15) (mm).
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Apéndice A. Variables de la base de datos

PotInf Infiltracién potencial: precipitacién menos agua in-
terceptada por el dosel y los residuos.

PotRunoff Escorrentia potencial (mm).

Runofft Escorrentia (mm).

SWmm Contenido de agua en el suelo (mm).

CoverGreen Cobertura total de planta verde de todos los 6rganos.

CoverTotal Cobertura total de planta de todos los érganos.

LAI Indice de &rea foliar.

AccumulatedTT Tiempo Térmico Acumulado (Celsius).

, con uno de los siguientes periodos fenoldgicos:

Variable Descripcion

pGerEme Germinacién a emergencia

pEmeEnJ Emergencia al fin de la etapa juvenil

pEnJFlo Fin de la etapa juvenil a la iniciaciéon floral

pFloFla Iniciacion floral a la hoja bandera

pFlaFlw Hoja bandera a floracién

pFlwStG Floracion al inicio del llenado de grano

pStGEnG Inicio del llenado de grano al fin del llenado de grano
pEnGMat Fin del llenado de grano a madurez

pMatHar Madurez a la cosecha/madurez comercial

y con una capa del suelo; representada con un nimero del uno al diez, donde uno es
la capa mas superficial y diez la més profunda.
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Apéndice B

Entrenamiento de los modelos

B.1. Calculo de métricas

A continuacién se detalla el cdlculo de las métricas usadas para evaluar los modelos
de XGBoost que no se utilizaron en los otros modelos.

Sean {y;}¥, el conjunto de valores reales e {3}, el de los predichos, entonces se
definen:

» MAE (Mean Absolute Error):
1 N
MAE = & 21 yi — il
1=

» MAPE (Mean Absolute Percentage Error):

1 o= lyi — il
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» NRMSE (Normalized Root Mean Squared Error):
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Apéndice B. Entrenamiento de los modelos

B.2. Hiperparametros de los modelos

XGBoost

En y se pueden ver los hiperpardmetros éptimos para cada variante en cada
esquema. Los hiperparametros que se optimizaron fueron:

» max_depth (MD): Maxima profundidad que puede alcanzar un érbol.
» eta (E): Learning Rate.
» subsample (Ss): Proporcién de submuestreo durante el entrenamiento.

» colsample bytree (CsBt): Proporcién de columnas utilizadas para la construc-
cién de cada arbol.

» gamma (G): Mejora minima requerida para realizar una particién de un nodo hoja
del arbol.

» reg lambda (RL): Termino de la regularizacién L2.

» reg alpha (RA): Termino de la regularizacién L1.

Para mas detalle sobre cada uno de estos hiperpardmetros consultar [8].

HD
Variante MD | E |Ss |CsBt| G
GENO 5) 0.01 | 0.8 0.3 1.0
WEATHER 10 0.1 |08 0.3 5.0
ENV 3 0.05 | 0.8 1.0 5.0
GENO_WEATHER 4 0.05 | 1.0 1.0 0.0
GENO_OH_L ) 0.1 109 0.3 1.0
GENO_OH_E 5 0.05 | 0.9 0.3 5.0
GENO_ENV 5) 0.03 | 0.9 0.9 0.1
Tabla B.1: Hiperpardametros 6ptimos de cada variante, utilizando el esquema HD.
AD

Redes Neuronales

En y se pueden ver los hiperpardmetros 6ptimos para cada variante en cada
esquema. Esta vez los hiperparametros que se optimizaron fueron los que definen la
arquitectura de la red. En este caso fueron:

» genotype_encoder/input_embedding/embedding dim (GED)
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B.3. Implementacién de bloques de redes neuronales

Variante MD | E Ss | CsBt | G | RL RA
GENO 10 | 0.01 10| 0.3 1.0 - -
WEATHER 2 0.1 | 1.0 1.0 1.0 - -
ENV 3 0.1 |09| 08 |0.0 - -
GENO_WEATHER 3 0.1 | 1.0 1.0 | 5.0 - -
GENO_OH_L 15 1 0.05(1.0| 05 |0.0]100.0]| 0.0
GENO_ENV 9 0.01 | 1.0 ] 0.6 | 0.0 250.0| 250.0

Tabla B.2: Hiperparametros 6ptimos de cada variante, utilizando el esquema AD.

» genotype_encoder/cnn feature_extractor/cnn stack/n_cnn blocks (GnCB)

» genotype_encoder/embedding layer/hidden_features" (GEHF)

» regressor/hidden features (RHF)

» weather_encoder/cnn _feature extractor/cnn_stack/n_cnn blocks (WnCB)

» weather encode/embedding layer/hidden features (WEHF)

HD
Variante | GED | GnCB | GEHF | RHF | WnCB | WEHF
GENO 4 5) 256 256 - -
WEATHER - - 128 4 256
MULTI 2 6 256 512 ) 256
Tabla B.3: Hiperpardmetros éptimos de cada variante, utilizando el esquema HD.
AD
Variante | GED | GnCB | GEHF | RHF | WnCB | WEHF
GENO 2 3 128 512 - -
WEATHER - - 256 3 256
MULTI 4 6 128 512 3 256
Tabla B.4: Hiperpardmetros 6ptimos de cada variante, utilizando el esquema AD.
B.3. Implementacién de bloques de redes neuronales
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WEATHER

n_features

1
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e _length

A

4
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convolucional

Caracteri
WEA]

n_features *
2”n_cnn_blocks

ticas de
THER

Fully-Connected Layer

WEATHER|embedding

weather_embedding_di

(a) Diagrama del Encode
tales de clima.
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1
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(b) Diagrama del Encoder de SNPs.

Figura B.1: Diagramas para los Encoder.



B.3. Implementacién de bloques de redes neuronales

Vector de entrada

in_features

Linear

hidden_features

Dropout

v

Linear

Vector de salida

out_features

Figura B.2: Diagrama del bloque completamente conectado.

111



Apéndice B. Entrenamiento de los modelos

Tensor de entrada
in_channels,

1
sequende_length

Y

Bloque convolucional

|

Bloque convolucional

Bloque
convolucional

in_channels *
2"n_cnn_blocks

sequence_length / 2*n_¢nn_blocks

Global Average
Pooling

Tensor de salida

in_channels *
2"n_cnn_blocks

>— n_cnn_blocks

(a) Diagrama del extractor de caracteristi-

cas convolucional.

Tensor de entrada

in_Chaan
1

sequenge_length

A\ 4

Conv1D

hidden_channels
1

sequence_length

A

RelLU

v

Batch
Normalization

v

Conv1D

hidden_channels
1

sequence_length

A

Max Pooling

Tensor de salida

hidden_channel

1
sequence_length / 2

(b) Diagrama del bloque convolucional.

Figura B.3: Diagramas de los médulos basados en redes convolucionales.

112



Apéndice C

Analisis utilizando solo datos genomicos

C.1. Reformulaciéon del problema

Todos aquellos registros correspondientes a un mismo hibrido plantado en distintos
ambientes, ahora que no vamos a utilizar la componente ambiental, van a tener la misma
informacién total. Es decir, que tenemos muestras con los mismos datos pero distinto
valor de fenotipo a predecir. Fue por esto que para este andlisis decidimos promediar el
desempeno de los hibridos en los distintos ambientes en que fueron plantados. De esta
manera obtuvimos tantos registros como hibridos unicos en el dataset, es decir 4415,
cada uno con sus 5144 SNPs.

Notar que este es un problema sustancialmente distinto al original, pues ahora no
queremos predecir el desempeno de una plantacién concreta, sino el de un hibrido histori-
camente.

C.2. Modelado

Para estas pruebas vamos a utilizar solamente los modelos GBLUP y XGBoost. Para
realizar las mismas se entrenaron los modelos haciendo validacién cruzada con diez folds,
utilizando el 80 % de los hibridos para entrenamiento y el 20 % para test (esto implica que
los folds de validacién no fueron disjuntos). En la figura se muestran los resultados
de RMSE y correlacion de Pearson para los distintos modelos.

Ademas, a modo de comparacion, se calculé para cada fold un RMSE base (Eg),
correspondiente a predecir utilizando el promedio del fenotipo en el conjunto de entre-
namiento [} Como en términos de error cuadratico la mejor prediccién constante es el
promedio, cualquier resultado que obtengamos por debajo de E¢ significa que el modelo
estd aprendiendo de la informacién gendémica.



Apéndice C. Analisis utilizando solo datos genémicos

Modelo RMSE CORR
Eq 1.471 -
XGBoost 0.899 0.791

GBLUP Sommer 1.012  0.758
GBLUP rrBLUP 0.943 0.767

Tabla C.1: Promedio entre folds de RMSE y correlacién, para cada modelo. La primera fila corresponde
al error de comparaciéon E¢, el cual también estd promediado a nivel de fold. Se marca en negrita el
mejor resultado de cada métrica.

RMSE por modelo CORR por modelo

1.5 0.90
0.851
1.44
0.801
N i
0.751
1.24
w a4
g Z 0.701
a4 O
1.14
0.651
1.04
0.601
o]
0.9 0.551
o
y T T 0.50 y T T
XGBoost GBLUP-Sommer  GBLUP-rrBLUP XGBoost GBLUP-Sommer  GBLUP-rrBLUP
Model Modelo

Figura C.1: RMSE y correlacién a nivel fold para cada modelo. Ademds se muestra el valor promedio
de los E¢ con una linea punteada.

C.3. Analisis de resultados

De se puede observar que todos los modelos mejoran el error base, por lo que
todos ellos estan siendo capaces de aprender de la informacién gendmica. Respecto a
la comparacién de modelos, en [C.1] se observa que el XGBoost supera levemente el
rendimiento de los modelos lineales, aunque sus bozplots se intersectan.

1Se puede interpretar a Eg como la desviacién estdndar del fenotipo en el conjunto de entre-
namiento.
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C.3. Anilisis de resultados

Observar que se utilizaron dos librerias distintas para implementar el modelo GBLUP,
sommer y rrblup. Se obtuvieron desempenos similares con ambas librerias, pero rrblup
tuvo un menor tiempo de ejecucién por lo que fue la que utilizamos de aqui en adelante
para aplicar el modelo GBLUP.

De estas pruebas concluimos que la informacion gendmica de un hibrido puede ser
usada para predecir su desempeno histérico. Esto lo podiamos intuir, pues cuando selec-
cionamos los SNPs observamos que algunos de ellos tenfan una correlacién considerable
con el fenotipo.

Por tultimo, recordar que estos resultados no son comparables a los del analisis mul-
timodal, donde se aborda el problema original. En particular, podemos decir que en este
enfoque, como estamos promediando fenotipos, estamos reduciendo la varianza de los
mismos, por lo cual es esperable tener un error menor.
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Glosario

ambiente Combinacién de locacién y ano. Representa una ubicacién geografica en un

momento dado. [7} [§]

clon Planta con la misma informacién genética que otra.

experimento Combinacién de hibrido y ambiente. Es la experiencia de plantar una
variedad genética en unas condiciones ambientales concretas.

heredabilidad Porcentaje de la varianza de un fenotipo que se debe tnicamente al
genoma. [0]

hibrido Variedad genética de una planta.
locacién Ubicacién geogréfica donde se realizan plantaciones. [7]

SNP Variacién con una frecuencia mayor al 1% de una base nitrogenada concreta
respecto a un genoma de referencia. [5] [0]

tonelaje Peso de la cosecha de una plantacién. Usualmente medido en toneladas por
hectdrea sembrada. B30
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