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1 Introducción

ENERCAST es una herramienta desarrollada en el software estadı́stico R(R Core Team, 2014)
que implementa algunas de las aproximaciones clásicas y otras mas recientes para la previsión
de demanda de energı́a eléctrica de corto plazo.

A continuación se presenta el problema de predicción y algunas de sus caracterı́sticas, para
luego en la sección 2 revisar algunos de los abordajes presentes en la literatura.

En la sección 3 se describe esta primera version del paquete de R donde se implementan
cuatro familias de modelos y en la sección 4 se presentan algunos resultados de la aplicación
con de Uruguay. Finalmente en la sección 5 se comentan algunas conclusiones y perspectivas.

1.1 Predicción de demanda de corto plazo

En la predicción de corto plazo de la curva de carga (Short-Term Load Forecasting - STLF)
la variable de interés a predecir es la carga horaria total del sistema. También son de interés los
picos diarios o valores a ciertas horas del dı́a.

El comportamiento del sistema está determinado principalmente por cuatro tipo de fac-
tores: económicos (demográficos, niveles de actividad idustrial, cambios en determinados sec-
tores, tendencias económicas), temporales (efectos estacionales, ciclos semanales y diarios, dı́as
feriados y festividades religiosas), climáticos (calefacción, acondicionamiento de aire, riego
agrćola), efectos aleatorios (Gross and Galiana, 1987).

La importancia del problema tiene componentes económico-financieros, de planificación
de corto y mediano plazo y operativas por la necesidad de equilibrio del sistema de carga.
Adicionalmente, frente al advenimiento de las fuentes de generación autodespachadas, cobra
especial importancia en la toma de decisiones de producción y distribución de energı́a eléctrica.

1.2 Algunas caracterı́sticas de la curva de carga

Recordemos brevemente algunas de las caracterı́sticas sobresalientes de la curva de carga
eléctrica.

la demanda de electricidad es altamente dependiente de las condiciones meteorológicas,
como la temperatura, la cobertura nubosa o la intensidad y dirección del viento. Estos
fenómenos inducen su ciclo estacional al consumo eléctrico.
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la demanda de electricidad es afectada por fenómenos sociales y económicos como por
ejemplo los periodos vacacionales, la dicotomı́a entre dı́as hábiles y fines de semana, o el
crecimiento económico.

la estructura semanal del calendario produce un ciclo semanal donde los perfiles de la
carga eléctrica varı́an no sólo en el nivel medio sino también en la forma de las curvas
diarias. Además, es posible distinguir diferencias al interior de la semana, especialmente
en los dı́as próximos a los fines de semana. A nivel diario, el perfil de la carga esta guiado
por una clara diferencia en los niveles de carga nocturnos y diurnos.

Estacionalidad. La demanda de electricidad tiene fluctuaciones estacionales, esencialmente
debidas a condiciones del clima (calefacción y acondicionamiento de aire), cambia con las
condiciones del clima (temperatura y numero de horas de luz diarias). A su vez el clima afecta
la oferta de electricidad, en algunos paı́ses como el nuestro, la producción hidráulica depende
fuertemente de las precipitaciones. Esto puede visualizarse en los datos a través de

1. comportamiento anual (’sinusoidal’)

2. Variabiliad intra-semanal, vinculada a la estructura de dı́as laborables y fin de semana

3. Variabiliad intra-dia, con pico matutino y en la tardecita.

Independientemente de que aproximación o modelización se elija, antes que nada, debe
testearse cual es el comportamiento estacional de los datos. Esto se puede hacer de dos maneras
complementarias, midiendo la correlación serial en el dominio del tiempo a través de la función
de autocovariancia y a través de la descomposición de Fourier en el dominio espectral.

Algunos factores que afectan la curva de carga. Dos factores importantes vinculados a la
predicción de la curva de carga son: la calidad de los datos y la posibilidad de incorporar factores
exógenos en los modelos (Weron, 2006).

La influencia de los factores temporales como el momento del año, el dı́a de la semana o la
hora del dı́a, se debe a los diferentes patrones de consumo en cada uno de ellos, ası́ los fines de
semana difieren de los dı́as laborables y entre estos los lunes y viernes suelen tener diferencias
con el resto, las vacaciones, feriados u otros tipos de dı́as también tienen sus particularidades.

Las climáticas son, además de los factores temporales, las variable exógenas mas influyente
en el caso de la STLF. Dentro de estas la temperatura y la humedad son las mas utilizadas,
aunque otras como la nubosidad o la velocidad del viento pueden tener un rol especifico cuando
se trata de hacer predicción en zonas particulares o en algunos momentos del tiempo. Algunas
veces se utilizan funciones o ı́ndices de las variables climatológicas en vez de estas directa-
mente.

Otros factores, como los precios o tarifas diferenciales y la actividad industrial también
tienen influencia en el comportamiento de la curva de carga. En nuestro paı́s, por ejemplo, a
nivel de zonas hay efectos locales cuando se comienza a regar el arroz, cuando algunos de
los grandes consumidores industriales tiene un cambio de comportamiento o de acuerdo a los
movimientos turı́siticos.
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2 Antecedentes y Metodologı́a

En general, todos los abordajes para la modelización propuestos en la literatura para este
tipo de datos intentan capturar las caracterı́sticas mencionadas anteriormente en 1.2.

La bibliografı́a cientı́fica disponible sobre la predicción de la curva de carga eléctrica es el
resultado de contribuciones tanto académicas como industriales e interdisciplinar, convergiendo
aportes desde la economı́a, ciencias de la computación, ingenierı́a eléctrica, estadı́stica, etc.

De acuerdo a la disciplina de la que provienen y las técnicas utilizadas los métodos pueden
clasificarse en dos grandes areas u orı́genes, métdos estadı́sticos y métodos de inteligencia ar-
tificial (Weron, 2006) (Hong, 2014), aunque la distinción es algo arbitraria. Entre los llama-
dos métodos basados en Inteligencia Artificial se encuentran las redes neuronales artificales
(ANN), la lógica difusa (fuzzy), los sistemas expertos y maquinas de vectores soportes (SVM).
Dentro de la aproximación estadı́stica, existen grosso modo cuatro grupos de aproximaciones
metodológicas a la predicción del consumo eléctrico basados en:

1. el análisis de series temporales;

2. la búsqueda de patrones similares;

3. el análisis de regresión; y

4. algoritmos de aprendizaje automático.

Las diferencias en los abordajes radican en los supuestos necesarios para asegurar la validez
de cada modelo. Los eventuales distanciamientos de los datos respecto a éstos supuestos im-
pactan en la calidad de las predicciones que se obtienen en cada uno de ellos. Una dificultad
adicional aparece con el advenimiento de nuevas tecnologı́as de producción, donde la distribu-
ción y transmisión son concentradas en un responsable de equilibrio del sistema pero la gen-
eración eléctrica pasa a ser descentralizada.

2.1 Antecedentes nacionales

A nivel nacional existieron algunos trabajos, a partir de convenios entre la UdelaR y UTE,
que se remontan a principios de la década del 1990, en donde se estudió la demanda de energı́a
eléctrica.

Recientemente el equipo liderado por B. Lanzilotta desde CINVE con el apoyo de ANII ha
elaborado modelos mas modernos con para la predicción de corto plazo de la curva de carga
con un abordaje de series temporales (Lanzilotta and Rodriguez, 2014).

2.2 Antecedentes internacionales

Una referencia general con una aproximación estadı́stica es el libro de R. Weron (Weron,
2006) que sintetiza y refiere los problemas asociados a la predicción tanto del consumo como
del precio de la energı́a eléctrica.

Si se observan algunas revisiones de métodos (Gross and Galiana, 1987; Alfares and Nazeerud-
din, 2002; Taylor, de Menezes and McSharry, 2006; Singh, Ibraheem, Khatoon, Muazzam and
Chaturvedi, 2012; Weron, 2006; Hong, 2014) de las últimas dos décadas puede observarse la
evolución en las técnicas utilizadas y algunos cambios en aspectos vinculados al problema de
STLF.

Si antes de los 90 ((Gross and Galiana, 1987)) los métodos utilizados estaban centrados en
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1. regresion lineal multiple,

2. series de tiempo (familia de modelos ARIMA)

3. alisado exponencial,

4. modelos de espacio mediante estados,

5. Knowledge-Based Approach,

durante esa década se proponen fundamentalmente métodos basados en inteligencia artificial,
principalmente asociados a la creciente potencia computacional disponible (Alfares and Nazeerud-
din, 2002). Se proponen aproximaciones que (Singh et al., 2012) denomina Soft Computing
Techniques:

1. mı́nimos cuadrados iterativos y reponderados,

2. métodos adaptativos,

3. modelos ARMAX basados en algoritmos genéticos,

4. lógica difusa (fuzzy logic),

5. redes neuronales.

2.3 Algunos modelos utilizados

Algunos de los métodos mencionados se describen muy brevemente a continuación

Regresión lineal múltiple. La demanda Yt en el momento t se escribe mediante la relación
lineal

Yt = βXt + εt ,

donde Xt es el vector de variables explicativas (e.g. tiempo, temperatura, otras variables
meteorológicas, dı́a laborable, etc.), β es el vector de coeficientes y εt es el error del mod-
elo en el momento t. Es una modelización popular gracias a su simpleza y a su prestacion
en terminos predictivos. Los problemas que se plantean en algunas referencias están par-
ticularmente en las estaciones de transición (otoño y primavera).

Análisis de Series Temporales. Esta aproximación combina los valores pasados de la se-
rie utilizando en general una forma paramétrica y lineal para obtener la predicción. Los
modelos utilizados son variantes de ARMA (Autoregressive Moving Average), ARIMA,
SARIMA, ARIMA doble estacionales, etc. El principal inconveniente de esta estrategia
es la incorporación de un efecto mecánico inducido por la forma paramétrica, lo que con-
duce a mayores errores de predicción especialmente durante los periodos de alta volatili-
dad del consumo eléctrico. Los a veces llamados modelos ARMAX, permiten incorporar
covariables explicativas (X) en la especificación del modelo ARMA o sus variantes.

La aproximación de (Cancelo, Espasa and Grafe, 2008) es manejar 24 modelos (por cada
hora del dı́a) y hacer la predicción del dı́a siguiente a un paso para cada modelo.

Una alternativa es utilizar métodos de alisado exponencial (Weron, 2006). En su forma
más simple la previsión de la demanda se obtiene mediante una formula de recurrencia
a partir de la previsiones pasadas. En series horarias se suelen terminos adicionales para
tener en cuenta la doble estacionalidad (diaria y semanal) (Taylor et al., 2006; Taylor,
2003).
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2.4 Otras propuestas metodológicas

A continuación enumeramos una serie de referencias que presentan aspectos innovadores
en el modelado de la demanda eléctrica.

GEFCom2012 La Global Energy Forecasting Competition 2012 organizada por el grupo
sobre predicción de energı́a de IEEE, muestra que hay mas técnicas que pueden ser exi-
tosas en la resolución del problema de predicción de corto plazo de la curva de carga. Por
detalles del problema puede verse (Hong, Pinson and Fan, 2014).

Particularmente los cuatro mejores resultados, en términos de menor error predictivo,
fueron publicados en un número especial del International Journal of Forecasting y
contienen ideas de Machine Learning como Gradient Boosting Machines y regresión
con Procesos Gaussianos(Lloyd, 2014), refinamientos sobre combinaciones de modelos
parmétricos de regresión (Charlton and Singleton, 2014), modelos aditivos generalizados
(Nedellec, Cugliari and Goude, 2014) y boosting sobre modelos de regresión(Ben Taieb
and Hyndman, 2014).

(Hoverstad, Tidemann, Langseth and Öztürk, 2015) proponen una aproximación en tres
etapas al STLF. El objetivo es simplificar y automatizar las estimaciones. Para ello re-
curren a un pre procesamiento de la series temporales con el fin de eliminar patrones
diarios y semanales utilizando datos históricos. Luego, se estima el modelo deseado con
los datos procesados, se predice el consumo y se re incorpora el patrón estimado para
lograr la predicción final.

En la aplicación se utilizan tres conjuntos de datos a tres niveles distintos, datos de dis-
tribución (Noruega), datos de transmision (Canadá) y los datos a nivel del sistema de
carga de la competencia GEFCom2012. Y se prueban varios modelos :ARIMAX, Double
Seasonal Holt Winter, Echo State Network, Wavelets, Hong’s Vanilla Benchmark y Mod-
elos vectoriales (24 modelos diarios estimados con algunos de los métodos anteriores).

En (Hoverstad, Tidemann and Langseth, 2013) también ponen énfasis en la etapa de pre-
procesamiento de los datos datos y sus resultados en la precisión de la predicción.

(Singh and Srivastava, 2014) propone un abordaje de Redes Neuronales Artificiales (ANN)
y destacan sus ventajas, fundamentalmente: adaptabilidad y operación en tiempo real. La
red que plantean (no muestran ningún resultado experimental) tiene una sola capa oculta.
El vector de inputs tiene 27 nodos: la carga de electricidad de 24 horas y temperatura
máxima, temperatura mı́nima y otra variable climática.

Los Modelos Aditivos Generalizado (GAM) (Wood, 2006) han sido aplicados con cierto
suceso, por ejemplo en (Wood, Goude and Shaw, 2015; Pierrot and Goude, 2011) a datos
de Francia y como se mencionó en la GEFCom2012 (Nedellec et al., 2014) . Las ventajas
de este tipo de modelos semi-parametricos con respecto al modelo lineal multiple es su
flexibilidad para estimar el vinculo entre la demanda y las variables explicativas. Además
su sencillez y claridad los hacen preferibles frente a los métodos de tipo redes neuronales.

(Goude, Nedellec and Kong, 2014) Mas recientemente los han aplicado a nivel de subesta-
ciones construyendo automáticamente para cada una un modelo de este tipo. También
han sido utilizados para extraer tendencia en la construcción de métodos hı́bridos (Cho,
Goude, Brossat and Yao, 2013).
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Las aproximaciones hı́bridas consisten en tomar mas de un tipo de modelo para niveles
diferentes la curva de carga. Por ejemplo (Cho et al., 2013) extraen la tendencia de largo
plazo con un GAM sobre los promedios semanales de demanda y luego utilizan regresión
lineal funcional.

Una serie de trabajos han puesto en evidencia la utilidad de representar la curva de carga
mediante técnicas de datos funcionales ((Cugliari, 2011; Vilar, Cao and Aneiros, 2012;
Antoniadis, Brosat, Cugliari, J and Poggi, 2012; Antoniadis, Brossat, Cugliari and Pog-
gi, 2013)). La previsión se puede obtener en estos casos mediante técnicas semi o no
paramétricas.

De manera alternativa a la construcción de un solo modelo de predicción (Goude, 2008)
explora la agregación de varios modelos (o expertos) mediante la combinación en lin-
ea de predictores. Trabajos en esta dirección han mostrado los beneficios teóricos de
la agregación (no hay pérdida de performance en las previsión ası́ obtenidas) ası́ como
mejoras significativas desde el punto de vista practico (Devaine, Gaillard, Goude and
Stoltz, 2013).

Finalmente, mencionamos un abordaje reciente es la utilización de Bosques Aleatorios
para la predicción de la demanda (Dudek, 2015a).
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3 El paquete ENERCAST

El paquete enercast en su versión inicial (disponible en la plataforma especializada Github)
propone la implementación de por lo menos un modelo de cada grupo ya mencionado dentro
de la aproximación estadı́stica al principio de la sección 2. Esto es:regresión (3.1), de series
temporales (3.2, 3.3), de aprendizaje automático (3.4) y de reconocimiento de patrones (3.5).

3.1 Modelo de regresión - HVB

Modelo. T. Hong (Hong, Wang and Willis, 2011) ha propuesto como referencia
o benchmark un sencillo modelo de regresión lineal múltiple, conocido como Hong Vanilla
Benchmark.

El modelo incluye un cierto número de interacciones aditivas, donde la variable central es
la Temperatura.

E(Load) = β0 +β1Trend +β2Day×Hour+β3Month+β4Month×Temp

+β5Month×Temp2 +β6Month×Temp3 +β7Hour×Temp

+β8Hour×Temp2 +β9Hour×Temp3

donde Hour, Day y Month son las variables vinculadas al tiempo que actúan como categorı́as;
Trend es una secuencia numérica que describe una tendencia lineal y Temp es la temperatura
horaria; y sus interacciones.

Construcción. La implementación informática (hong y predict.hong) recurre de
forma directa a la función lm del R.

Input/Output. A la función se le proporciona un data.frame con las variables
’year’,’month’,’wday’,’hour’,’temp’,’load’.

3.2 Modelo de series de tiempo - TSB

Modelo Time Series Benchmark. Se considera como benchmark la siguiente gen-
eralización del modelo ARIMA.

ΦP2(L
s2)ΦP1(L

s1)φp(L)∇D2
s2

∇
D1
s1

∇
d(Yt−Xtβ ) = ΘQ2(L

s2)ΘQ1(L
s1)θq(L)εt

donde Yt es el valor la serie de demanda eléctrica en el momento t, Xt es el valor de las
variables exógenas en t, β es un vector de coeficientes de regresión y εt es un ruido blanco.
En cuanto a los polinomios autoregresivos, ΦP2(L

s2) es el correspondiente a los movimientos
vinculados con la estacionalidad de perı́odo s2 (que en este caso, es la estacionalidad semanal,
por ende s2=168), ΦP1(L

s1) es el correspondiente a los movimientos vinculados con la esta-
cionalidad de perı́odo s1 (que en este caso, es la estacionalidad diaria, por ende s2=24) y φp(L)
corresponde a la dinámica inmediata de corto plazo. Análogamente se definen los polinomios
de medias móvlies ΘQ2(L

s2), ΘQ1(L
s1) y θq(L).

Al variar los valores de lo ı́ndices p,d,q,P1,D1,Q1,P2,D2 y Q2 se pueden representar diversas
dinámicas. Tı́picamente los valores de los operadores de diferenciación d, D1 y D2 adoptan
los valores 0 o 1, mientras que los valores de los ı́ndices autorregresivos y de medias móviles
puededen adoptar valores un poco mayores.

Esta alternativa difiere de la comunmente utilizada para series de esta frecuencia donde el
análisis se sub-divide en 24 series (una para cada hora de dı́a) independientes y la predicción de
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un dı́a resulta de la predicción a un paso de 24 modelos (esta metodologı́a es la propuesta por
en(Cancelo et al., 2008))

Construcción. La estimación de los parámetros se realiza mediante un método basa-
do en el método de los momentos que parte de la idea de que las regularidades de la serie (ade-
cuadamente trasformada para ser estacionaria) se representan en su función de autocorrelación
ρk. Por lo cual se trata de estimar el conjunto de parámetros que reproduzcan lo más fielmente
posible la funciónd e autocorrelación muestral ρ̂k. Siendo η el vector de todos los parámetros

del modelo, se intenta minimizar la función:
k=K

∑
k=1

(ρ̂k−ρk(η))2.

Ésta alternativa representa un gran incremento en cuanto a velocidad y ha probado ser una
buena aproximación a los estimadores máximo verosı́miles.

La variante implementada es un modelo sin variables exógenas.
Input/Output. A la función tsb se le proporciona un vector con la serie de demanda

observada, los parámetros para el modelo p, d, q, P1, D1, Q1, P2, D2, Q2 y las frecuencias
estacionales s1 y s2.

3.3 Modelo de series de tiempo - SSM

Modelo de Espacio de Estados. Estos modelos (SSM) componen una familia de
modelos que, entre otros, incluyen a los modelos clásicos de series temporales y los modelos de
regresión, de esta manera, se puede decir que por su flexibilidad, son capaces de modelar diver-
sas situaciones. Diversos SSM se pueden formular manipulando adecuadamente las siguientes
2 ecuaciones:

αt = ct +Ttαt−1 + vt
Yt = dt +Ztαt +wt

(1)

La primera de las dos ecuaciones expresadas en (1) es la llamada “ecuación de estados”. En
la misma se describe la evolución temporal del vector no observable αt a través de un vector de
“control” ct que afecta su media incondicional, una matriz Tt que afecta su media condicional y
un vector de “ruido” vt con matriz de covarianza Ht .

La segunda ecuación expresada en (1) es la llamada “ecuación de observación”. Es en esta
ecuación que se modela la evolución de los datos efectivemente observados Yt , dt contiene ele-
mentos que afectan la media de las observaciones sin tener en cuenta de observaciones pasadas,
Zt vincula el vector de estados con el vector de observaciones y wt es un vector aleatorio con
matriz de covarianza Gt .

Dordonnat et al (Dordonnat, Koopman, Ooms, Dessertaine and Collet, 2008) proponen,
entre otras alternativas, construir un modelo para la serie de demanda de energı́a eléctrica de
cada hora del dı́a. De esta manera la predicción de un dı́a completo se logra al combinar la
predicción a “un paso” de los 24 modelos involucrados. El modelo consta de una regresión
lineal con parámetros que evolucionan temporalmente según un random walk. Las ecuaciones
correspondientes serı́an las siguientes:

αt = αt−1 + vt

Yt = X f
t βt +Xa

t αt +wt
(2)

Donde X f
t contiene variables de regresión cuyos coeficientes (β ) se asume son constantes a lo

largo del perı́odo de estudio, el supradice f hace referencia a que el vector de coeficientes β

es de caracter f i jo. Por otro lado, Xa
t contiene las variables cuyos coeficientes (α) evolucionan
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temporalmente según se describe en la ecuación de estados, el superı́ndice a hace referencia al
caracter aleatorio de estos coeficientes.

Las variables contenidas en X f
t son indicatrices que “marcan” la presencia de dı́as especiales

(feriados fijos, feriados móviles, carnaval, semana de turismo, etc). Las variables contenidas en
Xa

t son de distinta ı́ndole:

una constante

una tendencia

funciones sinusoidales en frecuencias múltiplos de 24 para captar variaciones de la de-
manda asociadas al momento del dı́a.

funciones sinusoidales en frecuencias múltiplos de 168 (24 × 7) para captar variaciones
de la demanda asociadas al momento del semana.

funciones sinusoidales en frecuencias múltiplos de 8760 (24 × 365) para captar varia-
ciones de la demanda asociadas al momento del año.

funciones asociadas a un “spline cúbico restringido” (Durrleman and Simon, 1989)para
captar la posible relación no lineal entre la temperatura y la demanda.

Las funciones sinusoidales mencionadas anteriormente son de la siguiente forma:

j=J

∑
j=1

β j sin
(

2π jt
s

)
+ γ j cos

(
2π jt

s

)
(3)

Donde s representa la frecuencia que se pretende captar con el grupo de funciones sinusoidales.
Según lo descrito anteriormente s ∈ 24,168,8760 mientras que J fue fijado en 3.

En cuanto al término spline, se lo especificó de modo cúbico y restringido para evitar posi-
bles comportamientos “anómalos” cuando las temperaturas son muy bajas o muy altas. De esta
manera, al incluir K > 3 o más nodos t1, t2, . . . , tK para definir el spline, solo se necesitan k−2
funciones (además de una constante y a la variable involucrada).

SK,k = (X− tk)3
++

tK− tk
tK− tK−1

(X− tK−1)
3
++

tK−1− tk
tK− tK−1

(X− tK)3
+ (4)

Donde (z)+ = z cuando z > 0 y 0 en otro caso.
Construcción. La implemtación requiere los paquetes FKF y doParallel

Input/Output. A la función ssm se le pasan como argumentos la(s) formula(s) y el
conjunto de datos que puede ser extendido previamente utilzando las funciones rcs y trigon

3.4 Modelo de aprendizaje automático - RFS

Modelo Bosques Aleatorios. Random Forests es una técnica de agregación desarrol-
lada por Leo Breiman(Breiman, 2001), que mejora la precisión en la predicción (clasificación
o regresión) mediante la incorporación de aleatoriedad en la construcción de cada predictor
individual.

El predictor consiste en una colección de árboles de regresión aleatorizados {rn(X ,Θm,Dn)}m≥1,
donde Θ1,Θ2, . . . son variables aleatorias i.i.d.. Estos árboles se combinan formando un esti-
mador de regresión agregado r̄n(X ,Dn) = EΘ [rn(X ,Θ,Dn)], donde EΘ es la esperanza respecto
al parámetro aleatorio condicional en X y en la muestra de entrenamiento Dn.
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Los árboles utilizados como predictores individuales son variantes de Classification and
Regression Trees (CART) de Breiman(Breiman, Friedman, Olshen and Stone, 1984), cada uno
construido sobre remuestras del conjunto de entrenamiento, creciendo sin poda y en cada nodo
seleccionando aleatoriamente las variables que intervienen y las particiones.

La utilización de Random Forests en la previsión de demanda de corto plazo no ha sido
muy frecuente (Cheng, Qiu and P.K.K., 2012)(Dudek, 2015b)(Lahouar and Ben Hadj Slama,
2015)(Papadopoulos and Karakatsanis, 2015), a pesar de la sencillez de su implementación y
sus buenos resultados en términos de performance en otras aplicaciones.

En este caso se utilizaron como variables las de calendario, rezagos de la demanda y la
temperatura, construyendo un bosque para cada hora del dı́a.

Construcción. Esta implementación inicial recurre al paquete randomForests del R
paralelizando su uso.

Input/Output. Se requiere un set de datos, que puede ser extendido utilizando la
función newvars.rf que genera rezagos de la temperatura y la carga y otras variables.

3.5 Modelo de reconocimiento de patrones - SPM

Modelo SPM. Sea ~x j ∈ Rm, m = 24, el vector de demanda horaria de un dı́a j
cualquiera. La premisa básica es que las curvas de demanda de dı́as consecutivos, x j y x j+1,
están fuertemente vinculadas.

La hipótesis de trabajo de partida es que dicho vı́nculo se traduce en que el rango del espacio
generado por la concatenación de pares de dichas curvas

z j = [xᵀj |x
ᵀ
j+1 ]

ᵀ ∈ R2m

es mucho menor al espacio R2m que los contiene.
En los modelos esparsos (Bruckstein, Donoho and Elad, 2009)(Ramirez, 2011), se asume

que existe un diccionario D ∈ Rm×p tal que todo vector z j puede aproximarse muy bien como
combinación de unas pocas columnas de D. Dicho matemáticamente,

‖z j−Da j‖2�‖z j‖, ‖a j‖0 ≤ k� p (5)

donde ‖ · ‖0 es la pseudo norma que cuenta la cantidad de elementos no nulos de su argu-
mento. Lo anterior extiende la hipótesis básica en que ahora se asume que los datos pertenencen
a una unión de subespacios de bajo rango. El modelo (5) suele generalizarse sustituyendo ‖ · ‖2
por una función de ajuste a datos f (·) y a ‖ · ‖1 por una función de regularización g(·) que
promueva soluciones esparsas.

Asumimos ahora como nueva hipótesis que alcanza con la primera mitad de z j, es decir
el dı́a actual x j, para determinar la representación de z j en la unión de subespacios. Más aún,
asumimos que podemos hallar dicho a j mediante la resolución del siguiente problema:

a j = argmı́n
a
‖D0a−x j+1‖,

donde D0 ∈Rm×p son las primeras 24 filas de D, que se corresponde con la parte que representa
al “dı́a anterior” x j−1 en z j.

Asumiendo entonces que a j puede ser recuperado a partir de x j1, que es el dato que conoce-
mos, entonces podemos reconstruir la información faltante,~x j+1 como D1~a j, donde D1 es ahora
la mitad inferior de D, “encargada” de representar el dia que se quiere predecir. En resumen, la
aplicación de la idea anterior consta de tres etapas.
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1. Aprender diccionario. Resolver el siguiente problema, donde x j provienen de datos de
entrenamiento:

(D,A) = arg mı́n
(D̃,Ã)

n−1

∑
j=1

f
(

z j− D̃ · ã j
)
+g(ã j),

donde
z j = [ xᵀj |x j+1

ᵀ ]ᵀ

y f (), g(), son las funciones de ajuste a datos y regularización y

D = [Dᵀ
0 |D1

ᵀ ]ᵀ

2. Ajustar a datos conocidos. Para cada dı́a j en los datos de testing, resolvemos el siguiente
problema:

a j = argmı́n
a

f
(

x j−D0 ·a
)
+g(a)

3. Extrapolar.
x̂ j+1 = D1a j.

Construcción. Esta implementación inicial recurre al paquete spams del R.
Input/Output. Solamente requiere el vector de carga introducido en forma matricial.
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4 Experimentos

4.1 Los datos

Los datos horarios de demanda de Energı́a Eléctrica de Uuguay para el perı́odo 2003-2014,
obtenidos a través de del Despacho Nacional de Carga de UTE (DNC).

La definición de Demanda acordada con el DNC es la agregación de:

los grandes generadores de trasmisión de UTE (represas, parques eólicos, parques térmi-
cos y parques solares),

los generadores de distribución (generadores que están conectados a la red de distribu-
ción). Esta distinción es necesaria porque los medidores de distribución no se administran
en el DNC, solo se poseen las lecturas.

las importaciones menos las exportaciones (interesa considerar como demanda la im-
portación para satisfacer el consumo del paı́s pero no la que se importa para luego ser
exportada, ni la energı́a que se genera para ser exportada y por ende no va a satisfac-
er necesidades de consumo nacional). La forma de cálculo propuesta tiene un problema
cuando hay cantidades importante de energı́a en Tránsito en el SIN, pues en ese caso las
pérdidas por trasmisión quedan registradas como demanda del SIN.

la diferencia entre la energı́a entrante (EE) y saliente (ES) de los Cogeneradores. El con-
sumo de los cogeneradores para sus procesos internos no se considera en la demanda ya
que no se puede predecir las decisiones del agente sobre sus procesos internos (cuándo
van a apagar las calderas). La energı́a demandada por las plantas de celulosa (UPM, MPL)
cuando están consumiendo del SIN, la brinda algún generador al SIN como respaldo al
cogenerador y por tanto se resta.

Se cuenta con datos de demanda de energı́a medida en kilowatts por hora (kWh) desde la
hora 1 del 1/1/2003, hasta la hora 24 del 31/12/2014. El conjunto de datos de 105.192 observa-
ciones con cinco variables: cuatro de ellas especifican el momento del tiempo en que la demanda
es registrada, anio va del 2003 al 2014, mes de recorrido {1,2, ...,12}, la variable dı́a, de recor-
rido {1,2, ...,31} ésta varia su alcance dependiendo del mes en el que esta situado el dato y la
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variable hora de recorrido {1,2, ...,24}, y demanda es la que refiere a la cantidad demandada
de energı́a registrada en ese momento del tiempo, y registra valores entre {0,2129}, se agrega
una variable que identifica el dı́a de la semana del cual proviene el dato.

anio mes dia hora demanda diasem
1 2003 1 1 1 828,220 miércoles
2 2003 1 1 2 766,573 miércoles
3 2003 1 1 3 686,091 miércoles
4 2003 1 1 4 624,981 miércoles
5 2003 1 1 5 591,963 miércoles
6 2003 1 1 6 552,376 miércoles

Cuadro 1: Estructura del conjunto de datos.

Dos aspectos a considerar en los datos son:

Cambio de hora - Horario de Verano. Antes del año 2006 se dictaba un decreto puntual
en donde indicaba las fechas en que se producirı́a el adelanto de la hora legal, a partir del
2006 se dispuso que la hora legal se adelantara a partir de la hora 2:00 AM del primer
Domingo del mes de octubre de cada año y que a la hora 2:00 AM del segundo Domingo
del mes de marzo de cada año, se retrasar.

Grandes perturbaciones. Desde el DNC, se identifican los dı́as en los que se registró al-
guna interrupción del servicio (en Transmisión o distribución) mayor a 10 MW. Estas
perturbaciones tienen la capacidad potencial de afectar significativamente la demanda
registrada, ya que el tiempo de interrupción puede ser muy pequeño (de unos pocos min-
utos) y no afectar mayormente la demanda horaria.

Pueden observarse (4.1)la tendencia creciente y la estacionalidad anual de la serie.
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4.2 Protocolo de comparación

Simultaneamente a la proposición y construcción de los distintos modelos para predecir la
demanda, se requiere la definición de un protocolo de comparación adecuado. Esto es, un marco
único que permita comparar la performance de cada modelo cuantificarla y resumirla según un
criterio que mida la discrepancia entre las predicciones y la demanda efectiva.

Datos. Los datos disponibles provienen del Instituto Uruguayo de Meteorologı́a
(INUMET) y del Despacho Nacional de Carga de UTE (DNC).

Los meteorológicos son datos horarios de temperatura del aire en oC, relevados en la
Estación Meteorológica Carrasco (Aeropuerto de Carrasco). elevación 32.8m snmm.

La demanda de energı́a eléctrica es una serie de observaciones con frecuencia horaria.

El perı́odo que abarcan va desde la hora 00:00 del 1 de enero de 2007 hasta la hora 23:00
del 31 de diciembre de 2014.

Entrenamiento/Test. El esquema de división de los datos es el siguiente:

Training Set: desde la hora 00:00 del 01/01/2007 hasta la hora 23:00 del 31/12/2013.

Test Set: desde la hora 00:00 del 01/01/2014 hasta la hora 23:00 del 31/12/2014.

Criterio de error. Mean Averge Percentage (MAPE)

MAPE(y, ŷ) =
100
n

n

∑
i=1

∣∣∣∣yi− ŷi

yi

∣∣∣∣
donde y = (y1, ...,yn) es la demanda efectiva, ŷ = (ŷ1, ..., ŷn) es la prevision y n el numero de
observaciones (aqui n = 24 lo que corresponde a un dia de datos).

4.3 Condiciones Experimentales

No se utilizan predicciones de temperatura (Temp) sino la medida real.

El experimento se desarolla condiciones aproximadamente operacionales en donde el
modelo se estima diariamente sobre el Training Set y se predice el dı́a siguiente.

El experimento se desarrolla en la versión 3.1.2 del R, en una maquina con 64Gb de RAM
y 8 CPUs(2100Mhz) bajo Ubuntu 12.04-precise.

Observación. En situación operacional algunos de los modelos deberán reestimarse
periódicamente, no necesariamente, de forma diaria.
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4.4 Sintesis de Resultados

4.4.1. Modelo de regresión - HVB

El modelo de regresión implementado en enercast es Hong’s vanilla benchmark (HVB)
tal cual se describe en la sección 3.1. La predicción de cada dı́a demora aproximadamente 5
segundos.

Min. 1st Qu. Median Mean 3rd Qu. Max.
2,12 4,26 5,49 5,972 6,87 30,85

Cuadro 2: Resumen de MAPE para el año 2014

regular feriado
Min. 2,120 3,19
1st Qu. 4,238 5,56
Median 5,470 9,08
Mean 5,730 13,76
3rd Qu. 6,828 22,08
Max. 20,960 30,85

Cuadro 3: MAPE por tipo de dı́a para el año 2014

Mon Tue Wed Thu Fri Sat Sun
Min. 2,290 2,770 2,500 2,180 2,820 2,120 3,190
1st Qu. 4,128 4,198 4,270 3,982 4,258 4,625 5,002
Median 5,170 5,210 5,100 5,085 5,505 5,905 5,915
Mean 5,901 5,485 5,653 6,261 6,176 5,955 6,378
3rd Qu. 6,358 6,910 6,050 6,695 7,185 7,200 6,950
Max. 26,990 11,010 17,180 30,850 20,960 13,720 12,060

Cuadro 4: MAPE por dı́a para el año 2014
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4.4.2. Modelos de series de tiempo - TSB

Como se detalla en 3.2 el modelo de series temporales Time Series Benchmark (TSB) im-
plementado es un ARIMA que no tiene otras covariables intervinientes mas que la propia serie,
es decir que, a diferencia de los ARMAX que en etapas inciales del proyecto se testearon no se
incorporan datos de temperatura o calendario. La predicción de cada dı́a demora aproximada-
mente 3 minutos.

Min. 1st Qu. Median Mean 3rd Qu. Max.
0,65 2,23 3,14 4,127 5,11 22,03

Cuadro 5: Resumen de MAPE para el año 2014

regular feriado
Min. 0,650 2,970
1st Qu. 2,205 4,020
Median 3,105 6,430
Mean 4,032 7,174
3rd Qu. 5,047 9,935
Max. 22,030 14,960

Cuadro 6: MAPE por tipo de dı́a para el año 2014

Mon Tue Wed Thu Fri Sat Sun
Min. 0,750 0,860 0,650 0,770 1,020 1,040 1,170
1st Qu. 2,013 2,298 2,390 2,018 2,215 2,530 2,102
Median 2,840 3,245 3,310 3,245 3,180 3,275 3,070
Mean 3,416 4,375 4,084 4,035 4,489 4,568 3,924
3rd Qu. 4,368 5,265 4,940 5,055 6,122 5,523 5,100
Max. 11,380 17,130 12,870 14,960 11,860 22,030 13,420

Cuadro 7: MAPE por dı́a para el año 2014
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4.4.3. Modelos de series de tiempo - SSM

Uno de los Modelo de Espacio de Estados (SSM) implementado conduce al siguiente resul-
tado general:

Min. 1st Qu. Median Mean 3rd Qu. Max.
0,58 2,29 3,42 4,12 4,98 25,84

Cuadro 8: Resumen de MAPE para el año 2014

4.4.4. Modelo de aprendizaje automático - RFS

La implementación de Random Forests es simple, con parámetros utilizados por defecto en
la función y utiliza variables de calendario, temperatura y carga rezagadas.

Min. 1st Qu. Median Mean 3rd Qu. Max.
0,71 2,06 2,97 3,643 4,32 20,26

Cuadro 9: Resumen de MAPE para el año 2014

4.5 Modelo de reconocimiento de patrones - SPM

La implementación de Modelos Esparsos se realiza con parámetros por defecto en la fun-
ción. En principio solo se ha testeado esta aproximación con la propia variable de carga, sin
covariables adicionales.

Min. 1st Qu. Median Mean 3rd Qu. Max.
1,21 2,95 3,75 4,01 4,79 9,30

Cuadro 10: Resumen de MAPE para el año 2014
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5 Comentarios finales

Aún estamos en el proceso de ajustar los modelos y generar nuevos experimentos, pero los
primeros resultados obtenidos en el uso de ENERCAST muestran mejoras en términos predictivos
respecto a situación actual.

Este trabajo se ha desarrollado en el marco del proyecto “Modelos de previsión de deman-
dade corto plazo”(FSE 1 2013 1 10886) financiado por la Agencia Nacional de Investigación
e Innovación (ANII) a través del Fondo Sectorial de Energı́a. El objetivo del proyecto era de-
sarrollar una modelización para la previsión de la demanda de carga en el sistema eléctrico
uruguayo a corto y muy corto plazo.

Los datos utilizados en los experimentos han sido proporcionados por el Despacho Nacional
de Carga(DNC) de UTE y por el Instituto Uruguayo de Meteorologı́a(INUMET).

El vinculo productivo, generado en el trabajo conjunto con el DNC, permite que ENERCAST
se comience a utilizar, de forma paulatina, en condiciones operacionales. Además de buenas
predicciones se obtiene el beneficio de ser generadas internamente y generando una “trazabili-
dad” registrada del proceso.
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