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Resumen

El presente trabajo propone investigar formas de incorporar t�ecnicas de pro-
cesamiento de im�agenes y modelos de aprendizaje autom�atico en el estudio de
biopsias endometriales de yeguas con tinci�on hematoxilina y eosina (H&E). Las
muestras de tejido se encuentran en formatoWhole Slide Image(WSI), que son
im�agenes de muy alta resoluci�on que pueden alcanzar f�acilmente 30 000 millones
de p��xeles por canal y ocupar varios GB de almacenamiento.

La fertilidad animal es un tema ampliamente estudiado con el �n de promover la
crianza de animales que hereden caracter��sticas de sus progenitores. Especialmente
en los equinos, se tienen yeguas muy cotizadas, utilizadas para diferentes deportes
ecuestres, cuyo material gen�etico es muy valioso. Los equinos no se seleccionan por
sus caracter��sticas reproductivas como otros animales de producci�on, sino por sus
aptitudes deportivas o fenot��picas.

La salud uterina es fundamental para una gestaci�on saludable, por lo quees
de suma importancia conocer el estado del �utero de la yegua. Para esto, entre
otras t�ecnicas, se realizan las biopsias endometriales. En estas biopsias los pat�olo-
gos pueden estudiar la presencia y disposici�on de las diferentes estructuras en el
endometrio, y estimar el potencial grado de fertilidad del animal.

Este proyecto implementa un 
ujo de trabajo secuencial que abarca las si-
guientes tareas: realizar inferencia con modelos de segmentaci�on sobre toda una
WSI, alinear y cortar la WSI y las m�ascaras generadas en parches, posprocesar las
mismas y extraer datos cuantitativos. De los modelos de aprendizaje autom�atico
aplicados, dos de ellos se tratan de modelos preentrenados sobre otros dominios
(tejidos humanos), y segmentan gl�andulas y n�ucleos. El tercero se trata de un
modelo de segmentaci�on de �brosis, que es una de las patolog��as principales que
afecta la capacidad de las yeguas de llevar un embarazo a t�ermino. Este modelo
fue entrenado con una base de datos generada durante el desarrollo de este pro-
yecto. En cuanto a los datos cuantitativos a extraer, se explora sobre la densidad
de gl�andulas y se busca clasi�car los n�ucleos en dos clases: linfocito y no linfocito.

Los resultados iniciales se consideran exitosos. Se entren�o un modelo de seg-
mentaci�on de �brosis aplicando t�ecnicas de transfer learning, normalizaci�on de
color y aumentado de datos. Se logr�o procesar de punta-a-punta una WSI comple-
ta, en un mismo entorno y en una �unica ejecuci�on. Se obtuvieron mapas de calor
identi�cando zonas de la muestra que presentan alta densidad de las estructuras
biol�ogicas segmentadas. Se calculan datos cuantitativos del �area de las gl�andulas
y caracter��sticas de los n�ucleos, por medio del 
ujo de trabajo implementado.
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Cap��tulo 1

Introducci�on

La fertilidad animal es un tema ampliamente estudiado por veterinarioscon
el principal �n de la crianza de animales que hereden caracter��sticas de sus proge-
nitores. Especialmente en los equinos, se tienen yeguas muy cotizadas, utilizadas
para diferentes deportes ecuestres, cuyo material gen�etico es muy valioso. Los equi-
nos no se seleccionan por sus caracter��sticas reproductivas como otrosanimales de
producci�on, sino por sus aptitudes deportivas o fenot��picas.

Las yeguas son animales poli�estricos estacionales; es decir, que su ciclo estral
est�a presente en cierta estaci�on del a~no. El fotoper��odo regula la actividad repro-
ductiva de manera que el per��odo del ciclo de alta actividad ocurre durante las
estaciones con mayor cantidad de luz solar. En el caso del hemisferio sur, esto
ocurre de octubre a febrero aproximadamente, en las estaciones de primavera y
verano. De esta forma el parto se da en las temporadas m�as adecuadas para la
supervivencia de sus cr��as, seg�un la revisi�on [1]. El anestro,que es cuando no hay
actividad reproductiva, tiene lugar con la reducci�on del fotoper��o do.

El ciclo estral dura aproximadamente 21 d��as y puede dividirse en dos etapas:
el estro y el diestro. El estro dura de 4 a 7 d��as, siendo la ovulaci�on su evento clave.
Por otra parte, luego de la ovulaci�on, el diestro es la parte restantedel ciclo, donde
el sistema se prepara �siol�ogicamente para nutrir un embri�on en caso de gestaci�on.

La salud uterina es fundamental para el establecimiento de la gestaci�on, por
lo que es de suma importancia conocer el estado del �utero de la yegua. Para esto,
entre otras t�ecnicas, se realizan las biopsias endometriales. En estasbiopsias los
pat�ologos pueden estudiar la presencia y disposici�on de las diferentes estructuras
en el endometrio y estimar el potencial grado de fertilidad del animal.

1.1. Objetivos del proyecto

El objetivo general del proyecto es estudiar la posibilidad de incorporar nue-
vas t�ecnicas para el an�alisis de biopsias endometriales de yeguas. Las t�ecnicas a
analizar est�an principalmente abocadas al �area de procesamiento de im�agenes y
aprendizaje autom�atico. Tambi�en se incluye el estudio de herramientas de traba-
jo, como frameworks para el an�alisis de las muestras biol�ogicas y librer��as para el
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procesamiento digital de las mismas.
Dentro del alcance del trabajo se encuentra la tarea de identi�carestructuras

biol�ogicas de inter�es en las muestras, por medio de la aplicaci�on de modelos de
aprendizaje autom�atico de segmentaci�on.

Adicionalmente, se profundiza el an�alisis extrayendo informaci�on de inter�es de
las estructuras identi�cadas. La automatizaci�on de la extracci�on de datos cuan-
titativos aporta a la base de conocimientos del �area para generar estad��sticas y
uni�car criterios al respecto de las patolog��as estudiadas.

Por �ultimo, se organizan las tareas propuestas por medio de un 
ujo de trabajo
secuencial que integra las herramientas y los entornos de trabajo estudiados.

La implementaci�on de nuevas t�ecnicas en el �area ser��a de gran asistencia para la
labor cotidiana de los pat�ologos. Contar con herramientas que se~nalen una regi�on
de la muestra que requiere un an�alisis m�as detallado podr��a contribuir a enfocar los
esfuerzos y el tiempo de evaluaci�on de la muestra en las regiones m�asrelevantes.

1.2. Contexto del problema

1.2.1. Biopsias endometriales

La biopsia endometrial es un procedimiento que consiste en extraeruna secci�on
del endometrio de una yegua y estudiar la muestra a nivel microsc�opico. Inicial-
mente se coloca a la yegua en un cub��culo restringido, colocando lacola de manera
de no estorbar en la t�ecnica. Se realiza un lavado de los genitales externos y se in-
troduce una pinza para biopsias esterilizada en el tracto reproductivo. Mediante el
uso de un guante esterilizado que cubre todo el brazo, se introducela mano por el
recto con el �n de asistir y guiar la pinza. Al llegar a las paredes del �utero se cierra
la pinza, extrayendo una muestra. Posteriormente la muestra es conservada con
�jadores, como por ejemplo formalina al 4 % neutra tamponada, para �nalmente
laminarla y colocarla en el portaobjetos. El proceso de extracci�on de la muestra
se detalla en [2], y se ve ilustrado en la �gura 1.1.

La muestra es te~nida mediante hematoxilina y eosina (H&E), con el prop�osito
de visualizar diferentes estructuras de inter�es. La hematoxilina es un componente
b�asico que ti~ne estructuras �acidas (bas�o�las) en tonos azulados, comopueden ser
los n�ucleos celulares. Mientras que la eosina ti~ne estructuras de pH b�asico, como
son las componentes citopl�asmicas, con tonos rosa. Este tipo de t�ecnicapermite
la visualizaci�on de las diferentes estructuras endometriales, que var��an su estado y
disposici�on. La muestra est�a compuesta por el epitelio luminal,el estrato compacto
y el estrato esponjoso. El estrato compacto se caracteriza por una mayor densidad
en el estroma, mientras que en el estrato esponjoso la densidad disminuye. En la
�gura 1.2 se pueden ver las estructuras mencionadas.

Durante el inicio del estro el epitelio luminal se presenta estrati�cado y con
mayor altura (entre 15�m a 20�m ), y a medida que avanza el ciclo la altura del
epitelio disminuye progresivamente. Asimismo el estroma presenta edema (reten-
ci�on de l��quidos). Las gl�andulas proliferan caracteriz�andose por una disminuci�on
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1.2. Contexto del problema

Figura 1.1: Im�agenes que ilustran el proceso de obtenci�on de una biopsia uterina de yegua.

(a) Epitelio luminal (EL). Estrato compacto (EC). Estrato esponjoso (EE). Gl �andulas m�as espa-
ciadas (
echas blancas). Gl�andulas m�as compactadas (asterisco).

Figura 1.2: Muestra de endometrio de yegua te~nida con H&E [3]. Se se~nalan las distintas
estructuras de inter�es. Barra de escala a200�m .

en la luz y los n�ucleos de su epitelio presentan forma ovoide y elongada, en la
�gura 1.3 se presentan im�agenes en diferentes per��odos del ciclo.

Durante el per��odo de diestro se presenta un aumento de la densidad glandular,
que se acent�ua debido a la disminuci�on del edema. El epitelio luminal disminuye
en altura, en algunos casos hasta 10�m . En cuanto a la forma de las gl�andulas,
aumenta su luz, sus n�ucleos tienen forma m�as circular, y el citoplasma tiende
a tener una tinci�on m�as p�alida (aunque la intensidad de la coloraci�on tambi�en
depende de la tinci�on de cada muestra). Mientras que en el estro las gl�andulas se
presentan m�as proliferativas, en el diestro se vuelven m�as secretoras.

En el per��odo de anestro, la disposici�on celular es sumamente diferente a las
etapas anteriores. Las c�elulas del epitelio luminal se encuentran atro�adas y se
presentan de forma c�ubica, mientras que el citoplasma es m�as basof��lico (azulado).

3
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(a) Estro: Los n�ucleos se presentan m�as elongados
(
echa negra) y la luz de la gl�andula es m�as reducida
(asterisco). Barra de escala de30�m .

(b) Diestro: N �ucleos m�as circulares (
echa negra), au-
menta la luz de la gl�andula (asterisco) y el citoplasma
dentro de la gl�andula tiene una textura m�as espumosa
(
echa blanca).Barra de escala de 30�m .

(c) Anestro: Las c�elulas son m�as basof��licas que en
otros per��odos. La luz de las gl�andulas tiene elevado
material eosinof��lico (rosado). La densidad glandular
es mucho menor que en el estro y el diestro.

Figura 1.3: Diferencias de la disposici�on glandular entre cada per��odo del ciclo reproductivo.
Adaptada de [3].

Por otra parte, la luz de las gl�andulas tiene elevado material eosinof��lico (rosado)
y la densidad glandular es mucho menor.

Artefactos

Como menciona Snider et al [2], la calidad de las muestras puede estar alterada
por diferentes factores vinculados a su extracci�on, que generan los denominados
artefactos. Estos generan alteraciones en el tejido, pero no est�an vinculados con su
estado real, sino con la t�ecnica de extracci�on. Por ejemplo, demorarla inmersi�on
en el �jador puede causar la p�erdida de integridad de la muestra. Otros artefactos
son las roturas de la muestra, invaginaci�on del tejido (superposici�on), hemorragias
causadas en la extracci�on, entre otros.

4



1.2. Contexto del problema

1.2.2. Patolog��as y anomal��as
A continuaci�on se presentan algunos ejemplos de las patolog��as m�as frecuentes

y relevantes que se observan en la biopsia uterina.

Endometrosis

La endometrosis es una enfermedad equina, cuya frecuencia y severidad aumen-
tan con la edad de la yegua. Se basa en la generaci�on de una �brosis periglandular
la cual afecta su funcionalidad. Tambi�en es com�un encontrar �brosis bajo el epi-
telio luminal. Las �bras de col�ageno (generadas por los �broblastos) se disponen
de forma conc�entrica alrededor de una o varias gl�andulas, en forma de nido, ver
�gura 1.4c. En consecuencia, las gl�andulas quedan aisladas de los vasos sangu��neos
y no reciben la nutrici�on adecuada como tampoco el est��mulo hormonal normal.
Frecuentemente, las gl�andulas comienzan a dilatarse, generando deformaciones las
cuales se observan agrupadas en estructuras llamadas nidos glandulares, rodeados
de �brosis.

Es importante se~nalar que los nidos glandulares patol�ogicos deben ser dife-
renciados de los nidos que se dan en el estro a causa de la proliferaci�onde las
gl�andulas. Adem�as, la endometrosis no debe ser confundida con laendometriosis,
enfermedad que padecen los humanos y primates.

Endometritis

La endometritis es la in
amaci�on del endometrio, muchas veces causadapor
una infecci�on, aunque en otras ocasiones puede ser causada por la orinao el semen.
Esta patolog��a uterina es la m�as frecuente y la de mayor impacto econ�omico en
la cr��a equina. La endometritis es m�as frecuente en yeguas de mayoredad y en
aquellas que hayan tenido partos. A nivel microsc�opico, la endometritis se pre-
senta como un exceso de c�elulas inmunitarias respecto a la etapa del ciclo que se
encuentra. Puede tratarse de una endometritis super�cial, en el caso que la acu-
mulaci�on de c�elulas se encuentre en el estrato compacto, o endometritis profunda
si tambi�en est�an presentes en el estrato esponjoso. Asimismo, la in
amaci�on puede
caracterizarse como aguda o cr�onica, dependiendo del tipo de c�elula del sistema
inmune presente en el tejido. En caso de la in
amaci�on aguda, predominan los po-
limorfonucleares (PMN), mientras que en estado cr�onico predominan los linfocitos.
En las biopsias podemos encontrar diversos tipos de c�elulas in
amatorias, como
son por ejemplo los polimorfonucleares, neutr�o�los, linfocitos, eosin�o�los, bas�o�-
los, entre otros. Muchas de estas presentan caracter��sticas diferenciables, como por
ejemplo, los linfocitos tienden a ser m�as peque~nos, oscuros y redondos, mientras
que los neutr�o�los tienen un n�ucleo multilobulado (de 2 a 5 l�obul os conectados por
delgados puentes). En la �gura 1.5 se presentan algunas de ellas.

Lagunas linf�aticas

Las lagunas linf�aticas son dilataciones acentuadas en los vasos linf�aticos del
endometrio. Pueden tener m�ultiples formas y medir varias decenas de micr�ome-

5
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(a) Gl�andulas con deformaciones (
echas blancas) y
gl�andulas anidadas. Barra de escala de100�m .

(b) Fibrosis alrededor de la gl�andula (
echa blanca).
Degeneraci�on de la gl�andula provocando un desca-
mado intraluminal (
echa negra). Barra de escala de
20�m .

(c) Nido de gl�andulas. Algunas de ellas presentan dilataci�on. Ro-
deando al nido se observa una �brosis severa.

Figura 1.4: Muestras de epitelio con endometrosis. Adaptado de [3].

tros, adem�as de presentarse de forma aislada o distribuidas en toda la muestra. Su
presencia es importante cuando aparecen en gran n�umero. Es importantediferen-
ciarlas de artefactos de la muestra debido a su forma. En la �gura 1.6 se presenta
un epitelio con esta estructura.

Clasi�caci�on Kenney-Doig

Las biopsias endometriales son estudiadas por veterinarios pat�ologos. En cada
muestra se estudian la presencia y disposici�on de las estructuras y se reportan
anomal��as. En el a~no 1986 se presenta la escala de Kenney-Doig [4] que intenta
describir la particularidades de la muestra con el �n de clasi�carla en cuatro ca-
tegor��as. Estas categor��as se han correlacionado con la capacidad esperada dela
yegua de llevar a cabo una gestaci�on (tasa de parto oFoaling Rate). Esta clasi�-
caci�on se presenta en la tabla 1.1.
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(a) Presencia de m�ultiples linfocitos en toda la mues-
tra (c��rculo), tambi �en se encuentran algunos neutr�o�-
los (
echa �na). Contiene siderocitos (
echa negra),
que indican una hemorragia previa, y presencia de eo-
sin�o�los (
echa blanca). Barra de escala de 50�m .

(b) Acumulaci �on de linfocitos en el estrato compacto
(
echa negra).

Figura 1.5: Muestras de epitelio con endometritis [3].

La escala de Kenney-Doig es una referencia a la hora de dar un diagn�ostico, sin
embargo esta sujeta a la interpretaci�on y subjetividad de los pat�ologos (experiencia
y criterio). La falta de datos cuantitativos sobre la muestra provoca que los criterios
est�en abiertos a discusi�on. Estudiar estas muestras puede ser complejo ya que
contienen gran cantidad de informaci�on y observarlas en su totalidad requiere
tiempo y meticulosidad.

1.3. Antecedentes

La b�usqueda de antecedentes inicialmente procur�o identi�car trabajos que uti-
lizaran alguna t�ecnica de aprendizaje autom�atico para el an�alisis de im�agenes de
tejidos de animales. Sin embargo, se observ�o que dicha tarea reci�ense est�a co-
menzando a desarrollar con m�as fuerza en la medicina humana, y a�un noha sido
aplicada en el campo de la veterinaria. De esta forma, los antecedentescon los que
se trabaj�o est�an enfocados al estudio de patolog��as humanas.
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Figura 1.6: Laguna linf�atica. Barra de escala a1mm. Adaptada de [2].

Grado Caracter��sticas encontradas Tasa de Parto
I No muestra alteraciones signi�cativas > 80 % - 90 %

IIa

Endometritis leve o,
Endometrosis leve o,
Lagunas linf�aticas leve o,
Atro�a parcial del endometrio durante el estro

50 % - 80 %

IIb

Endometritis moderada o,
Endometrosis moderada o,
Lagunas linfatic�as moderadas o,
Infecundidad > 2 a~nos o,
Presencia de varios ��tems de la categor��a IIa

10 % - 50 %

III

Endometritis severa o,
Endometrosis severa o,
Marcadas lagunas linf�aticas o,
Marcada atro�a del endometrio
durante el estro o,
Presencia de 3 o m�as items de IIa o 2 o m�as
de la categor��a IIb o III

< 10 %

Tabla 1.1: Escala de Kenney-Doig. Adaptada de [2].

1.3.1. An�alisis de im�agenes en medicina para la identi�caci�on de
patolog��as

Permanentemente se est�an desarrollando nuevossoftware y aplicaciones inte-
gradas al 
ujo de trabajo de los m�edicos, para asistir y agilizar algunas tareas
espec���cas. En el �area de la patolog��a, se pueden encontrar interfaces gr�a�cas para
visualizar, anotar y procesar im�agenes de tejido en alta resoluci�on. Unejemplo
reciente es Halo AI [5]. Estas im�agenes se denominan WSI por sus siglas en ingl�es
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(Whole Slide Images) y son obtenidas a partir de un escaneo completo de un pre-
parado histol�ogico. Las WSIs tienen un amplio rango de resoluci�on y requieren un
espacio de almacenamiento considerable, pudiendo alcanzar valores de resoluci�on
como por ejemplo 180:000� 180:000 p��xeles y 4GB de tama~no. Por estos motivos,
cargar en memoria RAM y procesar estas im�agenes no se puede realizar por medio
de los programas normalmente utilizados, sino que requieren de optimizaciones y
m�etodos de trabajo especiales. En la secci�on 1.5 se pueden encontrar m�as detalles
de las herramientas existentes para ello.

En cuanto al uso de WSIs en el estudio de patolog��as se observa que, al tratarse
de im�agenes de tan alta resoluci�on, permiten caracterizar mejor el fenotipo de las
c�elulas o estructuras analizadas, y estudiar relaciones espaciales enel tejido. Las
c�elulas o estructuras se pueden analizar de forma individual o en suconjunto, apli-
cando pr�acticas de an�alisis estad��sticos. M�as a�un, las WSIs facil itan la obtenci�on
de informaci�on cuantitativa de toda la muestra. Previamente, las muestras se com-
paraban en t�erminos cualitativos y en base a la experiencia de cada profesional,
por lo que era dif��cil alcanzar un criterio �unico y objetivo en esta pr�actica.

Dos trabajos que fueron tomados como referencia y se~nalan el valor que tiene el
uso de las WSI en el campo de la patolog��a son [6] y [7]. Estos trabajos proponen
formas de integrar estas t�ecnicas al procedimiento de los pat�ologos. A modo de
ejemplo, en [6] se menciona la posibilidad de analizar tejidos utilizando WSIs para
obtener diagn�osticos m�as precisos y prever la respuesta a los tratamientos.

1.3.2. Aplicaci�on de t�ecnicas de aprendizaje profundo en medicina

Con el avance de las redes convolucionales (Convolutional Neural Network -
CNN) y su principal uso enfocado en el an�alisis de im�agenes, se han desarrollado
m�ultiples algoritmos en el campo de la medicina para detectar, segmentar, etique-
tar y clasi�car distintos tipos de estructuras biol�ogicas en WSIs. La intervenci�on de
los pat�ologos en el desarrollo de los algoritmos es fundamental para de�nir qu�e es
lo que se quiere identi�car, sus principales caracter��sticas, �jar par�ametros propios
del problema a tratar, como por ejemplo umbrales, y validar el desempe~no de las
redes entrenadas.

Un problema recurrente al querer entrenar una CNN para el an�alisis deim�age-
nes m�edicas es la falta de bases de datos etiquetadas y relacionadas al problema a
resolver. Anotar una WSI de forma completa requiere de varias horas de trabajo
de un t�ecnico especializado, por lo que etiquetar una cantidad de WSIs su�ciente
para entrenar una red resultar��a muy costoso. Una soluci�on habitual a este proble-
ma es trabajar con modelos preentrenados sobre bases de datos gen�ericas,como
por ejemplo ImageNet [8], y mantener los pesos de las capas m�as bajas que corres-
ponden a aspectos de bajo nivel (transfer learning). Luego se realiza un ajuste �no
entrenando las �ultimas capas con im�agenes espec���cas de la problem�atica a tratar
(�ne tunning ).

Para complementar lo anterior, en el trabajo [9] se sugiere un procesoiterativo
con intervenci�on humana para el entrenamiento de los modelos (active learning):
el modelo se inicializa haciendotransfer learning con un modelo entrenado so-
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bre ImageNet. Se comienza anotando unas pocas WSIs y se entrena con dichas
anotaciones. Con el resultado obtenido luego del primer entrenamiento se realiza
inferencia sobre nuevas WSIs y un especialista corrige las predicciones. Utilizando
las WSIs anotadas inicialmente y las correcciones realizadas, se vuelve aentrenar
el modelo, re�nando los pesos obtenidos del entrenamiento anterior. Se repiten los
mismos pasos hasta obtener una desempe~no satisfactorio al realizar inferencia.

Una de las tareas m�as recurrentes en las que se han aplicado pr�acticas de
aprendizaje profundo en el campo de la medicina ha sido el diagn�ostico de c�ancer.
En la tesis [10] se propone un 
ujo de trabajo de cinco pasos para identi�car la
presencia o ausencia de tumor, a partir de muestras de ganglios centinela de mama.
Esta tesis fue tomada como referencia, ya que hace an�alisis de WSIs con tinci�on
H&E mediante t�ecnicas de aprendizaje profundo. Los cinco pasos desarrollados en
el trabajo consisten en:

1. Detecci�on de la regi�on de inter�es (ROI)

Procesar una WSI completa es una tarea muy costosa computacionalmente,
por lo que en la etapa inicial se busca reducir el espacio de trabajoconvenien-
temente para optimizar el procesamiento posterior. Esto se hace generando
una m�ascara binaria que identi�que y separe el fondo del tejido.

2. Construcci�on de base de datos de entrenamiento

Las WSIs completas no conforman una entrada aceptable para ning�un mode-
lo de aprendizaje autom�atico, por lo que es necesario fraccionarlas en parches
m�as chicos. Luego se aplican t�ecnicas de aumentaci�on de datos, como recor-
tes y rotaciones, para aumentar la variabilidad y evitar el sobreajuste alos
datos de entrenamiento.

3. Entrenamiento del modelo de aprendizaje autom�atico

Dependiendo de la tarea a realizar se selecciona el modelo adecuado.En el
trabajo [10] se utiliza una red con arquitectura Inception-V3 [11]. Elcriterio
para seleccionar este modelo se bas�o en la velocidad y estabilidad del mismo.
La entrada a la red son im�agenes de 256� 256 p��xeles, y la salida es una
probabilidad de presencia de tumor en el parche evaluado.

4. Construcci�on de mapas de calor basados en las probabilidades es-
timadas por el modelo

Para continuar, se divide toda una WSI en parches de 256� 256 p��xeles
y se in�ere la probabilidad de presencia de tumor en cada uno de ellos. A
partir de dicha informaci�on se elabora un mapa de calor de la WSI completa,
se~nalando la zona de la muestra donde se localiza el tumor.

5. Posprocesamiento de los mapas de calor para la clasi�caci�on de la
muestra

A partir del mapa de calor generado se obtiene una �unica probabilidad por
WSI se~nalando la presencia o ausencia de tumor en la muestra. Para esta
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Figura 1.7: A la izquierda, imagen original. En el medio, segmentaci�on sem�antica: se reconoce
la clase silla y d�onde est�an ubicadas. A la derecha, segmentaci�on de instancias: adem�as de
reconocer la clase silla, se diferencia cada instancia con un color distinto [12].

�ultima parte se trabaja con modelos de aprendizaje autom�atico cl�asicos,
como por ejemplo Support Vector Machine (SVM) y Random Forest (RF).
Se extraen del mapa de calor 28 caracter��sticas dise~nadas a mano, y se corre
el modelo para predecir el resultado �nal.

A modo de resumen se observa que esta metodolog��a es com�unmenteutilizada
al trabajar con WSIs. A grandes rasgos, se selecciona la regi�on de la muestra donde
se encuentra el tejido, se fracciona la WSI en parches, se procesacada imagen por
separado y se extraen caracter��sticas globales de la muestra.

1.4. Estudio de herramientas
En esta secci�on se presentan las herramientas y t�ecnicas que resultan de im-

portancia en la desarrollo del proyecto, ya sea porque son utilizadas como parte
de la implementaci�on �nal, o porque parte del trabajo est�a basado en ellas.

1.4.1. Modelos de segmentaci�on
La segmentaci�on sem�antica de im�agenes es la tarea de agrupar en regioneslos

p��xeles de una imagen seg�un la clase a la que pertenecen. Para resolver este proble-
ma se debe reconocer qu�e hay en la imagen, y d�onde est�a ubicado. A diferencia de
la segmentaci�on de instancias, en esta tarea no se distinguen diferentes instancias
de la misma clase. En la imagen 1.7 se presenta un ejemplo de lo mencionado.
Tambi�en es diferente a la tarea de detecci�on de objetos, ya que enesta �ultima se
reconoce la posici�on del objeto en la imagen, pero no se especi�can cu�ales son los
p��xeles que conforman el objeto.

1.4.2. Fully Convolutional Network (FCN)
Es una red neuronal profunda que consiste �unicamente de capas convolucio-

nales. Fue presentada en el trabajoFully Convolutional Networks for Semantic
Segmentation [13] del a~no 2015. Su objetivo es la segmentaci�on sem�antica de la
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entrada, con especial �enfasis en el detalle de la segmentaci�on. Es labase para otras
arquitecturas que se presentan en las secciones posteriores.

Esta arquitectura tiene menor cantidad de par�ametros que una con capasfully-
connectedque brinde resultados similares, lo que resulta en menor tiempo de entre-
namiento e inferencia, y requiere menor cantidad de datos para entrenar. Adem�as,
es capaz de aceptar una entrada de tama~no arbitrario, y sacar una salida detama~no
acorde a la entrada [13], lo que es �util a la hora de trabajar con im�agenes.

1.4.3. U-Net

Esta red fue presentada en el trabajoU-Net: Convolutional Networks for Bio-
medical Image Segmentation[14] en el a~no 2015, con el objetivo de realizar seg-
mentaci�on sem�antica en im�agenes biom�edicas. El proyecto fue tan novedoso que
el mismo a~no de su lanzamiento gan�o el ISBI cell tracking challenge1. Hasta ese
momento las arquitecturas convencionales constaban de capas sucesivas donde la
dimensi�on de las capas de activaci�on disminuye a medida que avanzabala red.

La idea central de esta arquitectura es generar una estructura sim�etrica que
permita captar caracter��sticas de los datos de entrada a distintas escalas. Con
este �n, en lugar de tener un modelo convencional, se propone la estructura de
la �gura 1.8. Esta consiste en un camino que se va contrayendo, seguidode un
camino expansivo, obteniendo as�� la forma de 'U' que le da nombre a la red.

El camino contractivo (tambi�en llamado encoder) consiste en aplicar sucesivas
veces la siguientes operaciones: dos convoluciones conkernel de tama~no 3� 3,
seguida de una activaci�on ReLU (en el esquema de la �gura 1.8 se~naladocomo
una 
echa azul), y un max pooling de 2� 2 que reduce a la mitad el alto y ancho
de las activaciones (
echa roja). Este conjunto de operaciones es llamado "bloque
de downsampling". Entre un bloque de downsamplingy el siguiente, se duplica la
cantidad de mapas de activaci�on de entrada.

El bloque m�as inferior de la �gura 1.8, que tiene dos capas convolucionales de
1024 �ltros cada una, y produce los mapas de activaci�on de menor dimensi�on de
toda la red, ser�a llamado espacio latente.

El camino expansivo (llamadodecoder) busca una simetr��a con elencoder utili-
zando una operaci�on deupsampling en lugar de unmax pooling (se~nalado con una

echa verde hacia arriba). Adem�as, la entrada a un bloque deupsampling se con-
catena con el mapa de activaci�on correspondiente del paso contractivo (marcado
con una 
echa gris en el esquema); esta conexi�on resulta en una mejor localizaci�on
de la segmentaci�on en la imagen de salida. Entre dos bloques deupsampling se
reduce la cantidad de mapas de activaci�on a la mitad. El camino expansivo �naliza
con una convoluci�on con un kernel de tama~no 1� 1.

De esta red se obtienen segmentaciones de mayor precisi�on a nivel espacial,
caracter��stica de especial inter�es en las im�agenes biom�edicas.
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Figura 1.8: Arquitectura de la U-Net. Los4 bloques dedownsamplingforman el camino con-
tractivo. Le sigue el llamado espacio latente. Los4 bloques deupsamplingforman el camino
expansivo. Adaptado de [14].

1.4.4. SegNet

En este trabajo [15] del a~no 2016 se desarrolla una FCN basada en una arqui-
tectura encoder-decoderdise~nada para lograr segmentaci�on p��xel-a-p��xel e�ciente-
mente. Fue desarrollada para aplicaciones de comprensi�on de escenas de calles y
carreteras, donde se requiere que la red sea capaz de comprender el contexto entre
las diferentes clases, adem�as de delinear los objetos detectados con precisi�on. De-
bido a que es una FCN, cuenta con menor cantidad de par�ametros que redes que
usan capasfully connected, lo que la hace m�as e�ciente comparativamente, tanto
en su entrenamiento como en inferencia, y permite trabajar con datos de entrada
de tama~no variable.

1.5. Frameworks

1.5.1. Quick Annotator

Este proyecto tiene por objetivo acercar el aprendizaje autom�aticoa personas
de �areas biom�edicas que no se especializan en ello (por ejemplo, pat�ologos), facilitar
el manejo y etiquetado de WSIs, agilizar el proceso de etiquetado, entrenar un
modelo de segmentaci�on, y hacer inferencia a partir del modelo [16].
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Figura 1.9: Parche de biopsia endometrial de yegua segmentada en superp��xeles generados por
QuickAnnotator. Se agrupan los p��xeles en regiones de color similar.

Consiste de una interfaz web en la que se puede armar una base de datos a
partir de parches de WSIs, anotarlos, y usarlos para entrenar un modelo. Inicial-
mente, el usuario genera los parches utilizando una herramienta provista en el
proyecto. El modelo a entrenar es una U-Net, y no est�a previsto entrenar con otras
arquitecturas.

Con el �n de inicializar los par�ametros del modelo, �este es entrenadode forma
no-supervisada de la misma forma que se entrenar��a unautoencoder. El objetivo
de un autoencoder es aprender un espacio de dimensi�on reducida que permita
codi�car la entrada, para luego reconstruirla de forma precisa. Seg�un encontr�o
Schmidhuber [17] en su revisi�on hist�orica de trabajos relevantessobre aprendizaje
autom�atico, este m�etodo fue utilizado por primera vez por Ballard et al.(1987) [18],
y es popular en la actualidad a la hora de inicializar redes profundas. Enesta
etapa el modelo es capaz de segmentar la imagen ensuperp��xeles, lo que facilita el
proceso de anotaci�on. En la �gura 1.9 se ve un ejemplo de una imagen segmentada
en superp��xeles.

Luego comienza un proceso deactive learning, en el cual el usuario hace algu-
nas anotaciones manuales sobre algunos parches (sin asistencia o aprovechando los
superp��xeles generados) y entrena el modelo de forma supervisada. Posteriormen-
te, cuando se selecciona un nuevo parche, el modelo lo segmenta, y el usuario tiene
la posibilidad de aceptar, rechazar o corregir las anotaciones generadas. Eventual-
mente se reentrena el modelo con las correcciones realizadas. El proceso termina
cuando el usuario est�a conforme con el resultado, o cuando el mismo nopresenta
mejor��a. En la �gura 1.10 se ve un ejemplo de una segmentaci�on generadapor
QuickAnnotator.
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Figura 1.10: Parche de biopsia endometrial de yegua con gl�andula segmentada usando QuickAn-
notator. El color celeste representa la clase positiva, mientras que la etiqueta rosada representa
la clase negativa. Los superp��xeles ayudan al etiquetado ya que cada regi�on se pinta del mismo
color.

Al terminar con el proceso deactive learning, queda generada una base de datos
con anotaciones de las estructuras biol�ogicas de inter�es, que puede ser utilizado
luego para entrenar otros modelos de aprendizaje autom�atico y continuarcon el
an�alisis. Adicionalmente se cuenta con el modelo de segmentaci�on entrenado.

1.5.2. NoCodeSeg

NoCodeSeg [19] se trata de un proyecto que busca implementar un segmentador
de im�agenes biom�edicas por medio de programas de c�odigo abierto donde nosea
necesario programar. El objetivo del proyecto es que pat�ologos y otros cient���cos,
sin conocimientos de programaci�on, puedan entrenar un modelo de aprendizaje
profundo que permita detectar estructuras biol�ogicas dentro de una WSI. Est�a im-
plementado por medio de tres programas que permiten aplicar un proceso iterativo
para entrenar el modelo deseado.

Uno de los programas utilizados se llama QuPath [20]. Este programa sirve
para realizar anotaciones sobre WSIs y luego exportar parches de la misma, con
su respectiva m�ascara de segmentaci�on. Para implementar y entrenar un modelo
de aprendizaje profundo se utiliza DeepMIB. Este programa cuentacon una inter-
faz gr�a�ca donde es posible �jar ciertos par�ametros caracter��sticos del modelo a
entrenar. De momento cuenta con 3 modelos posibles, U-Net 2D y 3D, y SegNet.
Una vez �jados los par�ametros del modelo se puede realizar el entrenamiento desde
la misma interfaz. Por �ultimo, el tercer programa se llama FastPathology [21], y
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Figura 1.11: Flujo de trabajo propuesto en el proyecto NoCodeSeg [19]. Se comienza por abrir
una WSI en QuPath y anotar estructuras de inter�es (imagen superior izquierda). La imagen
y su m�ascara son recortados en parches, y con ellos se entrena un modelo segmentador, a
trav�es de DeepMIB. Luego se hace inferencia sobre nuevos parches de la WSI con el modelo
entrenado, y se exportan a QuPath, donde se modi�can a gusto del usuario, para volver a
repetir este proceso.

sirve para realizar inferencia a partir de modelos de aprendizaje autom�atico. El
programa genera una m�ascara de segmentaci�on de toda la WSI a partir delmo-
delo entrenado y cuenta con una interfaz que permite visualizar elresultado. Esta
herramienta est�a desarrollada de forma de optimizar recursos a la hora de hacer
inferencia.

La �gura 1.11 muestra el proceso iterativo propuesto en este proyecto, donde
a trav�es de un m�etodo de active learning se logra no solo obtener el modelo de
segmentaci�on entrenado, sino que tambi�en se alcanza el etiquetado de una base de
datos.

1.6. Organizaci�on del documento

Los cap��tulos que contin�uan este documento se organizan de la siguiente for-
ma: el cap��tulo 2 presenta una descripci�on de las im�agenes de trabajo y la base
de datos generada. Tambi�en expone acerca de una t�ecnica de preprocesamiento de
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im�agenes de distintos dominios para lidiar con la diversidad de tonalidades que
se pueden presentar; el cap��tulo 3 se concentra en la b�usqueday evaluaci�on de
modelos de segmentaci�on de estructuras, y a su vez describe el proceso de entrena-
miento de un modelo de segmentaci�on entrenado con la base de datos delproyecto.
A continuaci�on, el cap��tulo 4 propone un 
ujo de trabajo para ensambl ar las so-
luciones halladas, y el cap��tulo 5 detalla los resultados obtenidos. Para �nalizar,
el cap��tulo 6 comprende las conclusiones �nales del trabajo y la orientaci�on que
podr��a tener el trabajo a futuro.
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Cap��tulo 2

Im�agenes y t�ecnicas de
preprocesamiento

Las muestras utilizadas para el desarrollo del proyecto fueron puestasa disposi-
ci�on por la tutora Mar��a Jos�e Estrad�e. Se tratan de WSIs de biopsias e ndometriales
de yeguas con tinci�on H&E (hematoxilina y eosina). Las biopsias fueron extra��das
y procesadas en distintas instancias y en distintos laboratorios. En este cap��tulo se
describen las caracter��sticas principales de estas im�agenes y se profundiza en una
t�ecnica de preprocesamiento denominada normalizaci�on de color.

A partir del an�alisis bibliogr�a�co realizado se constat�o que los proc edimien-
tos de normalizaci�on de color son una pr�actica frecuente en el procesamiento de
im�agenes histol�ogicas, debido a la diferencia de tonos que pueden presentar dos
im�agenes de muestras del mismo tejido. Estas diferencias son inherentes al proceso
de generaci�on de las muestras. Generalmente la normalizaci�on de color se aplica
previo a entrenar modelos de aprendizaje autom�atico, con el objetivode reducir
la variabilidad de color de un conjunto de im�agenes. Su aplicaci�on pretende mo-
di�car el espacio de color de las im�agenes, adaptando la distribuci�on crom�atica a
otra distribuci�on conocida y/o deseada.

Durante la ejecuci�on del proyecto se consider�o relevante el estudio de estas
t�ecnicas para evaluar los resultados que pod��a brindar su aplicaci�onprevio al en-
trenamiento de los modelos de segmentaci�on. Se estudiaron varios m�etodos y se
probaron implementaciones disponibles sobre las im�agenes de trabajo.

2.1. Descripci�on de los datos

Inicialmente se contaba con trece WSIs con tinci�on H&E y resoluci�on en el
entorno de 60 000� 120 000 p��xeles. El tama~no de cada uno de estos archivos WSI
var��a entre 213 MB y 1; 2 GB, y presentan una magni�caci�on m�axima de 40� .
Los microscopios presentan un lente �jo que aumenta 10 veces la realidad, y lentes
objetivos que tienen magni�caciones variables de 10� , 20� , o 40� . Es decir que
cuando se habla de una magni�caci�on m�axima de 40� , implica aumentar 400 veces
el tama~no real.
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(a) Imagen de tama~no 1000 � 1000 p��xeles a mag-
ni�caci �on 10� . Se ven m�as estructuras con menor
detalle.

(b) Imagen de tama~no 1000 � 1000 p��xeles a mag-
ni�caci �on 40� . Se ve menor cantidad de estructuras,
aunque m�as detalladas.

Figura 2.1: Ejemplos de im�agenes de igual resoluci�on a distinto nivel de magni�caci�on.

Las im�agenes del tipo WSI almacenan la informaci�on en un formato ti� pi-
ramidal; esto signi�ca que se guardan varias im�agenes de la muestra original, con
distintos niveles de resoluci�on, en el mismo archivo. Dependiendo el nivel de au-
mento que se quiera observar, qu�e nivel del archivoti� ser�a adecuado para ello.
Por ejemplo, si se quiere observar la muestra completa ser�a m�as adecuado el nivel
de magni�caci�on m�as bajo. En la �gura 2.1a se observa una imagen a magni�caci�on
10� donde se puede aprecia mayor contexto de la muestra. De lo contrario, si se
quiere observar una secci�on de la muestra con m�as detalle, por ejemplo los n�ucleos
o gl�andulas, una mayor magni�caci�on ser�a la m�as conveniente. En la � gura 2.1b
se observa la misma muestra con una magni�caci�on a 40� . Ambas im�agenes en la
�gura 2.1 son del mismo tama~no (1000� 1000), es decir tienen la misma resoluci�on,
pero tienen distinta magni�caci�on.

De estas muestras, algunas presentan las patolog��as introducidas en la sec-
ci�on 1.2.2, con un grado de avance leve a moderado. Se ha de notar que muchas
de las WSIs proporcionadas presentan alg�un tipo de desperfecto como por ejem-
plo: zonas borrosas, tejido desgarrado y pliegues superpuestos. Por estemotivo,
algunas de las muestras disponibles no pudieron ser consideradas para eltrabajo.

M�as avanzado el transcurso del proyecto se recibieron veinti�unWSIs adiciona-
les. Un subconjunto de estas muestras se obtuvo a partir de las mismas biopsias
que la partida inicial. Fueron extra��das en el mismo laboratorio, por el mismo per-
sonal y con los mismos elementos que las primeras muestras. A pesar de ello, las
im�agenes obtenidas di�eren ampliamente de las originales. En la �gura 2.2 se pue-
de observar la comparaci�on entre ambas. Debido a que estas dos series deim�agenes
surgen de las mismas muestras, el grado de avance de las patolog��as es el mismo,
de leve a moderado. Se observ�o que algunas de las WSIs nuevas presentanuna
coloraci�on m�as acentuada. Esto podr��a deberse a que los recortes de estas nuevas
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(a) Imagen perteneciente a la WSI 560-BO5.svs en
escala de referencia 500� m . Presenta algunos plie-
gues y se encuentra desgarrada en algunas zonas.

(b) Imagen perteneciente a la WSI 560bdnueva.svs
en escala de referencia 500� m . Se observa el tejido
un poco mas sano y coloraci�on m�as rosada que la en
la primera tanda de muestras del mismo tejido.

(c) Imagen perteneciente a la WSI 148-D5.svs en
escala de referencia 100� m . Se observa que el tejido
esta desgarrado en muchas zonas.

(d) Imagen perteneciente a la WSI
148biod5nueva.svs en escala de referencia
100 � m . Se observa el tejido un poco mas sano y
coloraci�on m�as intensa.

Figura 2.2: Comparaci�on de las WSIs iniciales y las de la nueva partida. Las im�agenes 2.2a
y 2.2b corresponden a la yegua 560, mientras que las im�agenes 2.2c y 2.2d corresponden a la
yegua 148.

muestran son m�as gruesos que los anteriores, o que las mismas fueron expuestas
por m�as tiempo a la tinci�on. Esta situaci�on demuestra la gran variab ilidad de las
muestras generadas, a�un para un mismo tejido, mediante este tipo det�ecnica.

Dentro de las nuevas WSIs obtenidas, tambi�en se encontraban algunas mues-
tras proporcionadas por la doctora en veterinaria Sandra Fiala, profesora de la
Universidad Federal de Pelotas. Estos archivos fueron obtenidos a trav�es de la tu-
tora Mar��a Jos�e Estrad�e. La particularidad de esta serie de WSIs esque presentan
patolog��as con un mayor nivel de gravedad, como por ejemplo, gl�andulas dilatadas
y dispuestas en forma de nido (signo de �brosis periglandular), y edemas, entre
otras alteraciones. En la �gura 2.3 se pueden ver algunos ejemplos. Obtener mues-
tras con patolog��as con un amplio espectro de gravedad es necesario para tener un
conjunto de im�agenes variado.

Esta serie de WSIs se particulariza por tener un bajo nivel de hematoxilina en
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Figura 2.3: WSI de la base de datos del proyecto - archivosandram6.svs. La 
echa verde se~nala
gl�andulas dilatadas y dispuestas en forma de nido. La 
echa celeste marca las �bras de col�ageno
que envuelven al nido de gl�andulas, generando la patolog��a llamada �brosis. El tama~no puede
compararse con las estructuras de las �guras 2.2c y 2.2d, cuya escala de referencia tambi�en es
de 100� m.

comparaci�on con el primer grupo de WSIs adquirido. Este desperfectoen la tinci�on
provoca que las WSIs sean m�as rosadas. A pesar de ello se opt�o por incluirlas
dentro del conjunto de im�agenes de trabajo, ya que presentaban caracter��sticas
patol�ogicas y estructurales de inter�es para el estudio.

2.2. Normalizaci�on de color

El caso de estudio cuenta con tres dominios claramente diferenciados: uno aso-
ciado a la primer partida de WSIs (13 archivos); otro correspondientea la segunda
partida, que se trata de las mismas muestras que las WSIs originales peroprocesa-
das en otra oportunidad (12 archivos); y un tercer grupo conformado por muestras
que presentan patolog��as m�as severas (9 archivos). Para simpli�car lareferencia
hacia los dominios reconocidos, estos fueron denominados dominio violeta,rojo,
y rosado respectivamente, por ser estos los tonos de color predominantes de cada
grupo.

La �gura 2.4 presenta una imagen de referencia de cada uno de los dominios.
Por ejemplo, la imagen 2.4a corresponde al subconjunto violeta. El dominiovio-
leta se caracteriza por presentar ambas tinciones, hematoxilina y eosina, sin que
predomine una por sobre la otra. La imagen 2.4b pertenece al dominio rojo, enel
cual la eosina toma un color m�as intenso, rosado oscuro o rojo, en comparaci�on con
las muestras originales. Por �ultimo, la imagen 2.4c se trata de un representante del
dominio rosado, que se destaca por la predominancia de la eosina, caracterizada
por su coloraci�on rosada.

Considerando la totalidad de las im�agenes disponibles en el estudio, se identi-
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(a) Dominio Violeta. (b) Dominio Rojo.

(c) Dominio Rosado.

Figura 2.4: Recortes de WSIs que muestran los tres dominios presentes en el conjunto de
im�agenes.

�caron dos situaciones que merec��a la pena analizar previo al procesamiento de las
mismas. La primera consiste en la presencia de un dominio no representativo den-
tro del contexto del problema, y la segunda se trata del desbalance entre im�agenes
de distintos dominios. Ambas ser�an explicadas a continuaci�on.

En cuanto a la primer situaci�on, el dominio rosado no conforma la normalidad
de las im�agenes que se pretende estudiar, debido al desperfecto en la t�ecnica de
coloraci�on. Por este motivo se busc�o una t�ecnica de normalizaci�on de color para
poder incluirlas sin afectar la distribuci�on normal de los datos.

Por otro lado, si se consideraran las im�agenes m�as t��picas del problema atratar,
es decir las pertenecientes al dominio rojo o violeta, a�un as�� se observan diferencias
en la coloraci�on de las estructuras a detectar. El desbalance de datos deuno u otro
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dominio podr��a confundir al modelo y/o conducirlo hac��a una soluci�on equivocada,
por ejemplo asociando ciertos tonos a patolog��as particulares.

A pesar de que los problemas mencionados surgen por causas distintas, la
estrategia propuesta para mitigar sus efectos es la misma: aplicar una t�ecnica
de normalizaci�on de color. La t�ecnica puede ser aplicada de diferentes formas
dependiendo si el objetivo es aumentar la cantidad de datos de alg�un dominio
o llevar todas las im�agenes a un dominio com�un. Previo a su implementaci�on se
estudiaron varios algoritmos para seleccionar aquel que mejor se adaptara a las
WSIs disponibles.

2.2.1. Investigaci�on de algoritmos

Se estudiaron algunos de los algoritmos disponibles que implementan m�etodos
de normalizaci�on de color y presentan c�odigo abierto. En total cuatro algoritmos
fueron puestos en pr�actica; tres de ellos aplican m�etodos tradicionales de procesa-
miento de im�agenes y el restante aplica aprendizaje autom�atico. A continuaci�on
se presenta un breve resumen de cada uno de estos.

Algoritmo de Macenko et al. (2009) [22]

Este m�etodo parte de una imagen de referencia y el objetivo es hallar lo que
denominan los vectores de tinci�on. Estos vectores capturan la intensidad de cada
tipo de tinte expresada en funci�on de los canales rojo, verde y azul (RGB). Pos-
teriormente, se realiza una deconvoluci�on entre estos vectores y una imagen que
se busca cambiar de dominio. Como resultado se obtiene una imagen por cada
tinci�on, donde cada una representa el aporte de la tinci�on analizadaal resultado
global. Para obtener el resultado global se deben sumar todas las im�agenes.

La Ley de Beer-Lambert [23] establece una relaci�on entre la intensidadde luz
que atraviesa un material y las propiedades del mismo. Resulta oportuno recordar
que para observar una muestra en el microscopio, la muestra se encuentra en el
portaobjetos y la iluminaci�on se realiza de abajo hacia arriba. Es decir, la luz
atraviesa la muestra, y cuanto m�as tejido con coloraci�on haya, m�as oscura se
percibir�a la zona observada.

Si se denominaI a la intensidad de luz detectada luego de atravesar la muestra,
I 0 a la intensidad de luz que alcanza la muestra,A a la cantidad de tinci�on admi-
nistrada y c al factor de absorci�on, la relaci�on de Beer-Lambert se puede escribir
de la siguiente forma:

I c = I 0;ce� Acc :

El sub��ndice c indica que esta relaci�on se aplica a cada canal de la imagen. A partir
de la f�ormula se hace evidente que existe una relaci�on no lineal entre la intensidad
de luz percibida por canal y la concentraci�on de tinciones. Por este motivo, el
algoritmo de Macenko et al. propone aplicar una transformaci�on para trabajar
en un nuevo espacio de color. La transformaci�on aplicada consiste en calcular la
Densidad �Optica (OD) haciendo uso de la siguiente f�ormula:
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(a) (b)

Figura 2.5: A la izquierda se visualiza una gr�a�ca de una imagen con tinci�on H&E en el espacio
RGB y a la derecha en el espacio OD. Se observa que en el espacio OD los p��xeles violetas son
linealmente separables de los rosados. Imagen adaptada de [22].

I OD = � log10(I=I 0); (2.1)

dondeI e I 0 son las mismas que se de�nieron previamente, y el logaritmo se aplica
sobre cada canal del vector resultante. La densidad �optica, tambi�en conocida como
absorbancia, se puede interpretar como la capacidad del tejido de bloquear la luz.

Luego de aplicar la transformaci�on se continua trabajando en un espacio de
tres dimensiones. La principal ventaja que presenta el espacio OD es que existe una
relaci�on lineal entre los canales RGB de�nidos en este espacio y la concentraci�on
de tinciones, como se prueba en el trabajo [24]. Esto permite separarlinealmente
cada tinte. La �gura 2.5 presenta una imagen representada en ambos sistemas de
coordenadas.

Como paso siguiente se procede a �ltrar los p��xeles enI OD que presentan
valores muy bajos, que corresponden al fondo. Estas regiones dejan atravesar gran
parte de la luz que reciben, por lo que presentan valores altos en el vector RGB
y se corresponden con valores cercanos a cero de OD. Se suele poner un umbral y
�ltrar estos p��xeles ya que no son de inter�es para el an�alisis.

A continuaci�on, se procede a encontrar el plano 2D que presenta la mayor va-
rianza. Para ello se utiliza la descomposici�on SVD y se toman los dos primeros
vectores propios. Luego se proyectan todos los p��xeles sobre este plano y se nor-
malizan los valores en el rango [0; 1]. Este procedimiento es posible ya que como
la imagen presenta dos tinciones principales, no se pierde demasiada informaci�on
al descartar el tercer vector propio obtenido de la descomposici�on.

El paso siguiente consiste en hallar el �angulo entre todos los puntos dela imagen
en el plano 2D y el primer vector propio indicado por la descomposici�onSVD. A
partir de los �angulos hallados se determina la direcci�on de los vectores de tinci�on.
Se seleccionan dentro de todos los �angulos obtenidos, aquellos que abarquen del
percentil � al (100 � � ), con � � 2, para sortear valores at��picos y hacer m�as
robusto el algoritmo.
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(a) (b)

Figura 2.6: En la gr�a�ca de la izquierda en el espacio OD se se~nalan los 2 vectores propios
principales. En la gr�a�ca 2D de la derecha se muestra la proyecci�on de todos los p��xeles sobre
el plano formado por los 2 vectores propios principales. Tambi�en se se~nalan en la imagen los
vectores de tinci�on. Figura adaptada de [25].

Los vectores de tinci�on re
ejan las concentraciones m�as puras de H y E presen-
tes en la imagen. Los otros tonos que se pueden apreciar se tratan de una combina-
ci�on lineal de estos vectores, y por lo tanto, todos los p��xeles de la imagen quedan
comprendidos en el primer cuadrante del sistema de coordenadas conformado por
los vectores de tinci�on. Se puede observar en la �gura 2.6 el plano determinado por
los dos vectores propios principales, y tambi�en se se~nalan los vectores de tinci�on
hallados.

Por su parte, los vectores de tinci�on quedan expresados como una combinaci�on
lineal de los canales RGB en el espacio OD. Para transformar una imagen de
dominio se debe agregar un tercer componente ortogonal a esta base de vectores.
Esta componente tendr�a la misma direcci�on que el tercer vectorpropio obtenido
a partir de la descomposici�on SVD. Los 3 vectores conforman la matriz cuadrada
V , que luego se invierte y se multiplica por la imagen a transformar. La ecuaci�on
que expresa este resultado es la siguiente:

I OD = V S ! S = V � 1I OD ;

donde I OD representa una imagen en el espacio OD,V la matriz conformada por
los vectores propios y la tercer componente ortogonal, yS la intensidad de cada
tinci�on. Por �ultimo, para obtener la imagen con el aporte de una de las tinciones,
basta con multiplicar la componente deS que representa la saturaci�on de dicha
tinci�on, por el vector de tinci�on correspondiente. Se repite el procedimiento con
la otra tinci�on, y si se desea se pueden sumar ambas im�agenes para obtener la
transformaci�on de dominio.

Algoritmo de Reinhard et al. (2001) [26].

Este trabajo propone modi�car propiedades estad��sticas de una imagenpor las
misma propiedades obtenidas de una imagen de referencia. La implementaci�on se
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lleva a cabo en un espacio de color adecuado para aplicar las transformaciones.
Se comienza a partir de una imagen de referenciaI t (target), y una imagen a

la cual se le va a cambiar el espacio de color para que se parezca al deI t , llamada
I s (source). Lo primero que hace es transformar los tres canales RGB de ambas
im�agenes a un nuevo espacio de color. De acuerdo a los autores existe una fuerte
correlaci�on entre canales en el espacio RGB. Es decir, si un p��xeltiene un nivel
alto en el canal rojo y en el verde, probablemente tenga un nivel alto en el canal
azul tambi�en. De este modo, se busc�o trabajar en un espacio de color donde la
correlaci�on entre los canales fuera m��nima. Esta caracter��stica est�a presente en el
espacio de colorl�� desarrollada en [27]. El hecho de que los ejes presenten muy
poca correlaci�on entre s��, hace posible aplicar distintas operaciones a cada canal
sin correr el riesgo de que los otros canales se vean afectados por esto.

La transformaci�on que lleva del espacio RGB al espaciol�� requiere de varios
pasos intermedios. De todo este proceso vale la pena mencionar que las transfor-
maciones son invertibles, por lo que es posible pasar de un espacio a otro y luego
aplicar la transformaci�on inversa para volver al espacio de color inicial.

La t�ecnica de transferencia de color de una imagen a otra tiene lugar enel
espaciol�� . Las transformaciones propuestas imponen la media y la desviaci�on
est�andar de I t sobre los p��xeles deI s, para cada canal. Estas operaciones est�an
expresadas por las ecuaciones que se presentan a continuaci�on:

ls;t =
� l

t

� l
s
(ls � � l

s) + � l
t ;

� s;t =
� �

t

� �
s

(� s � � �
s ) + � �

t ;

� s;t =
� �

t

� �
s

(� s � � �
s ) + � �

t ;

donde ls;t , � s;t , y � s;t , corresponden a los canales de la imagenI s transformada al
dominio de I t , en el espaciol�� .

Algoritmo de Vahadane et al. (2016) [28]

El objetivo de este trabajo es modelar la imagen histol�ogica por mediode dos
matrices, una que captura la apariencia de color, y otra que contiene la informaci�on
geom�etrica de las estructuras presentes en la misma. De esta forma,para una
imagen dada es posible modi�car su matriz de color por la de otra imagen de
referencia, alterando �unicamente el color mientras la morfolog��a delas estructuras
no se ve afectada.

El procedimiento de normalizaci�on de color consiste en dos etapas. La primera
se trata de un problema de representaci�on de tinciones y densidades de tinciones
a nivel de p��xel, que se obtiene mediante la t�ecnica defactorizaci�on en matrices
dispersas no negativas[29]. La segunda consiste en unanormalizaci�on de color con
preservaci�on de estructuras, y es cuando se trans�eren las propiedades de color de
una imagen a otra.
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El algoritmo se basa en la Ley de Beer-Lambert y aplica la de�nici�on de densi-
dad �optica, ambos conceptos fueron introducidos previamente. Antes decontinuar
con las ecuaciones que formulan el problema se presentan las variables enjuego. Se
consideraI 2 Rm� n como la matriz RGB de intensidades de una imagen, donde
m = 3 corresponde a los canales RGB, yn corresponde al n�umero de p��xeles.I 0 es
la intensidad de luz que ilumina la muestra. SeaW 2 Rm� r la matriz de apariencia
de color, cuyas columnas representan la base de color de cada tinci�on, porlo que r
corresponde a la cantidad de tinciones (en este caso,r = 2). H 2 Rr � n que corres-
ponde al mapa de densidad de tinciones donde las �las de la matriz representan la
concentraci�on de cada tinci�on.

Haciendo uso de estas variables, la Ley de Beer-Lambert establece que una
imagen I puede escribirse de la siguiente forma:

I = I 0e� W H ;

donde la exponencial se aplica elemento a elemento.
Si tomamosI OD como la densidad �optica, que fue de�nida en la ecuaci�on 2.1,

y combinamos ambas expresiones obtenemos:

I OD = log 10(e)W H:

La primera etapa del m�etodo es entonces lafactorizaci�on en matrices dispersas
no negativas. Este procedimiento se basa en los principios de no-negatividad y
dispersi�on para modelar las matrices que representan las estructuras, llamadas
mapas de densidad de tinci�on. Estos principios son de�nidos a continuaci�on:

No-negatividad: la densidad de tinci�on puede tomar valores positivos o cero
para un p��xel dado, pero no puede ser negativa. Un valor de densidad de
tinci�on negativo signi�car��a que la muestra emite luz.

Dispersi�on: a cada estructura biol�ogica, como los n�ucleos o el citoplasma, se
le adhieren ambas componentes de la tinci�on H&E, en mayor o menor me-
dida. Se asume que las proporciones relativas de tinci�on son �jas para cada
estructura para una imagen, y se le denomina tinci�on efectiva a lacombina-
ci�on de tinciones presente en estas estructuras. De esta forma, cada p��xel de
la imagen, que pertenece a un tipo de material biol�ogico, se caracteriza por
un tono de tinci�on efectivo.

La factorizaci�on se logra por medio de un proceso de optimizaci�on, donde
a partir de la imagen I se calcula la densidad �optica correspondienteI OD , y el
objetivo es hallar la matriz de apariencia de colorW y el mapa de densidades de
tinci�on H . Esta etapa tiene en cuenta los principios vistos con anterioridad para
delimitar el rango de las posibles soluciones. TantoW como H tienen todos sus
elementos positivos o nulos, y la dispersi�on est�a dada por la discretizaci�on de las
estructuras biol�ogicas. Es decir, cada estructura tiene una extensi�on espacial �nita,
y se caracteriza por una tinci�on efectiva de acuerdo al material biol�ogico que se
trate.
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La estimaci�on conjunta de ambas matrices se trata de un problema de opti-
mizaci�on no convexo, por lo que puede converger a un m��nimo local y noas�� al
m��nimo global. Este problema se resuelve alternando entre ambas matrices, dejan-
do los par�ametros de una �ja mientras se optimiza la otra.

La siguiente etapa es lanormalizaci�on de color con preservaci�on de estructuras.
En esta etapa se busca normalizar la matriz de apariencia de color de unaimagen
I s con respecto a la de una imagen de referenciaI t . Se aplica el paso anterior
y se descomponeI OD;s en WsHs y I OD;t en Wt H t . A continuaci�on una versi�on
escalada deHs se combina conWt , y a partir de ello se logra preservar la estructura
contemplada en la matriz Hs, modi�cando la apariencia de color de la imagenI s

por medio deWt .

HistAuGAN (Wagner et al. 2021) [30]

Se trata de un algoritmo de normalizaci�on de color para im�agenes histol�ogi-
cas que reconoce dos aspectos relevantes de las im�agenes para tratarlos deforma
diferenciada. Por un lado trabaja con un codi�cador de contenido (Ec), que es in-
variante ante los distintos dominios y codi�ca informaci�on acerca de laestructura
de los tejidos, como por ejemplo los tama~nos y las formas. Por otro lado utiliza
un codi�cador de atributos ( Ea), que es distinto para cada dominio y aprende las
caracter��sticas espec���cas de color.

Para lograr comprender la l�ogica del algoritmo es necesario mencionar los con-
ceptos y m�etodos introducidos en los trabajos anteriores. El primero de estos, y
donde se sientan las bases de los modelos generativos que se utilizar�an,es el pro-
yecto donde se desarrollan las redes generativas adversarias (GAN) [31]. Le sigue
el trabajo de las Cycle-GAN [32] que utiliza dos GANs para obtener un mapeo
entre dos dominios. Por �ultimo, DRIT++ [33] propone un modelo para generar
un mapeo entre dominios, donde a partir de una imagen de entrada perteneciente
a uno de los dominios, se pueden obtener m�ultiples im�agenes correspondientes en
el otro dominio.

Las GANs fueron introducidas en 2014 y desde entonces han sido un recurso
muy frecuente en el �area del aprendizaje autom�atico. Consisten enun m�etodo de
aprendizaje no supervisado que cuenta con dos subredes: un generador y un discri-
minador. El generador, tambi�en llamado modelo generativo, recibe como entrada
un vector aleatorio de largo �jo y como salida produce una imagen que tratade
imitar a las im�agenes con las que fue entrenado. En otras palabras, aprende la
distribuci�on de probabilidad de los datos y logra establecer una correspondencia
entre un vector que contiene ruido y el dominio de las im�agenes de entrenamiento.
Por otro lado, el discriminador act�ua como un clasi�cador. El objetivo de este mo-
delo es determinar si la imagen que se le presenta como entrada fue producida por
el generador, o si se trata de una imagen real de la base de datos. Esta subred solo
se utiliza en la fase de entrenamiento para evaluar que tan bueno es el generador.
Despu�es de la etapa de entrenamiento, el discriminador se descarta y el modelo
generativo se convierte en el enfoque principal.

Posteriormente surgen las GAN condicionales, que se caracterizan por imponer
una condici�on sobre la imagen a generar. Tanto el generador como el discriminador
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Figura 2.7: Imagen obtenida del informe de Cycle-GAN [32] que muestra los componentes
del modelo y explica gr�a�camente la funci�on de p�erdida de consistencia de ciclo. La entrada
x 2 X se convierte al dominioY a trav�es deG, para luego ser devuelta aX por la funci�on
F , obteniendox̂. La funci�on de consistencia de ciclo es calculada entrex y x̂. El proceso es
an�alogo para la entraday 2 Y .

reciben la condici�on como un par�ametro de entrada adicional. La condici�on puede
ser una etiqueta o una imagen y sirve para dirigir la salida hacia un subdominio
del conjunto de datos. A modo de ejemplo, en el trabajo donde se introducen estas
redes [34], se entrena una GAN sobre la base de datos de d��gitos MNIST [35] y
como condici�on de entrada se proporciona la etiqueta correspondiente a la imagen
del n�umero que se quiere generar.

Continuando con la idea del condicionamiento para la generaci�on de im�agenes,
en 2018 se publicaImage-to-image translation with conditional adversarial net-
works [36]. Este trabajo realiza transferencia entre pares de im�agenes a partir de
GANs condicionadas. El concepto de transferencia entre im�agenes se re�ere a la
capacidad de aplicar el conocimiento adquirido de un dominio de im�agenes a otro
dominio de im�agenes relacionado. En el trabajo se mencionan algunos ejemplos
de esta tarea, como puede ser generar im�agenes a partir de mapas de bordes, o
sketches, o la coloraci�on de im�agenes en blanco y negro.

Incrementando la complejidad del problema, en 2020 se introducen las Cycle-
GAN para realizar tareas de transferencias de imagen a imagen, entre im�agenes
sin correspondencia. El objetivo de este trabajo consiste en aprender una relaci�on
rec��proca entre dos dominios X e Y, dados datos de entrenamientox i 2 X e
yi 2 Y. Esto implica dos funciones de mapeoG : X ! Y y F : Y ! X, y tambi�en
son necesarios dos discriminadoresDx y Dy . Dx busca diferenciar entre im�agenes
del dominio X e im�agenes generadas porF , de la misma forma queDy busca
diferenciar entre im�agenes del dominioY y generadas porG. En la �gura 2.7 ( a)
se muestran gr�a�camente como interact�uan estos componentes.

Adem�as de las funciones de costo caracter��sticas de las GANs, que sirven para
penalizar cuando las im�agenes producidas por un generador di�eren de lasim�age-
nes del dominio que est�an tratando de imitar, este trabajo introduce las funciones
de p�erdida de consistencia de ciclo. Estas funciones buscan que,para cada imagen
x del dominio X, el ciclo de transferencia entre im�agenes sea capaz de mapear a
x consigo misma. En la �gura 2.7 (b) se muestra el proceso completo donde al
aplicar el generadorG a la imagenx el resultado es ^y, que imita a los elementos
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del dominio Y. Si luego aplicamos el otro modelo generadorF sobre la imagen ^y
obtenemos un elemento del dominioX, que deber�a parecerse lo m�as posible a la
imagen original x. Lo mismo aplica para las im�agenesy del dominio Y, ver �gu-
ra 2.7 (c). Minimizando estas funciones de costo se logra el cometido del trabajo
de generar el mapeo entre los dos dominios principales.

La tercera fuente de referencia es DRIT++; HistAuGAN se basa fuertemen-
te en este trabajo. DRIT++ propone hacer transferencia entre im�agenes que no
presentan una correspondencia y adem�as plantea la posibilidad de que la salida
del algoritmo sean varias im�agenes, todas igualmente v�alidas y pertenecientes al
mismo dominio.

Para conseguir este objetivo, este trabajo propone desagregar la informaci�on
de las im�agenes en dos espacios: un espacio com�un a ambos dominios de entra-
da, denominado espacio de contenido, y un espacio espec���co para cadadominio,
denominado espacio de atributos. El trabajo cuenta con varias funciones de costo
apropiadas para lograr la desagregaci�on de los dos espacios: una correspondiente
al espacio de contenido, que evita que los vectores incluyan informaci�on propia de
los dominios; y otra referida al espacio de atributos, que complementala tarea del
discriminador caracter��stico y penaliza las im�agenes generadas.

Para comprender la metodolog��a de trabajo propuesta en DRIT++ se puede
observar la �gura 2.8 que expone una vista general del m�etodo. Se partede dos
dominios X � RH � W � 3 e Y � RH � W � 3, sin correspondencia entre ellos. Se cuenta
con dos codi�cadores de contenidoE c

X ; E c
Y , dos codi�cadores de atributosE a

X ; E a
Y ,

dos modelos generadoresGX ; GY , y tres discriminadores, uno para cada dominio
DX ; DY , y otro asociado al espacio de contenidoDc

adv.
Tomando el dominio X como ejemplo, el codi�cador de contenido genera un

vector en el espacio de contenido, que es invariante ante dominios:Ec
X : X ! C .

Por otro lado, el codi�cador de atributos genera un vector con informaci�on propia
del dominio Ea

X : X ! A X . Luego el generadorGX toma ambos vectores como
entrada y genera un imagen que trata de imitar al dominioX . A continuaci�on se
aplica el discriminador DX que debe reconocer si la imagen es real o fue generada.
A su vez, tambi�en participa el discriminador de contenido Dc

adv que debe reconocer
de qu�e dominio proviene el vector de contenido generado por el codi�cador.

La representaci�on desagregada de la informaci�on de las im�agenes permite rea-
lizar transferencias entre estas, combinando el vector de contenidode una de ellas
con el vector de atributos de la otra. Para lograr este cometido el trabajo de refe-
rencia propuso una funci�on de costo que se denomina consistenciade ciclo cruzado.
El primer paso del entrenamiento consiste en tomar dos im�agenes, unadel dominio
X y otra del dominio Y, y obtener los respectivos vectores de los espacios de conte-
nido y atributos. Luego, como el espacio de contenido es com�un a ambos dominios,
se intercambian ambas representaciones. Se utilizan ambos modelos generadores
para producir nuevas im�agenes del dominioX e Y, con los vectores de contenido
intercambiados. El siguiente paso consiste en volver a utilizar los codi�cadores y
producir nuevos vectores en los espacios de contenidos y atributos, sobre las im�age-
nes generadas. Por �ultimo, se vuelven a intercambiar los vectores de contenidos, y
se generan otros representantes del dominioX e Y. El objetivo de esta pr�actica es
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Figura 2.8: Imagen obtenida de [33]. En la secci�on (a) se expone la metodolog��a propuesta
para el entrenamiento. Cada dominio (X; Y ) cuenta con un codi�cador de contenido (E c

X ; E c
Y )

y otro de atributos (E a
X ; E a

Y ). A cada entrada (x; y) se le calcula los vectores de contenido
y atributos utilizando los codi�cadores de su dominio. Luego, el generador de cada dominio
(GX ; GY ) toma como entrada los atributos de su dominio y el contenido del otro, generando
im�agenes intermedias. En este paso se calculan las funciones de costo de los adversarios de
cada dominio (L domain

adv ). Luego se calculan los vectores de cada imagen generada y se repite el
ciclo anterior, dondeGX acepta el vector proveniente deE a

X , y el vector deE c
Y . Lo an�alogo se

hace paraGY . Cada generador genera una imagen (x̂ e ŷ) que, de ser perfecto, ser��a id�entica a
la original. Las secciones (b) y (c) representan distintas formas de utilizar el modelo para hacer
inferencia. En (b) se genera una imagen del dominioY a partir de un vector de contenidos del
dominio X , y un vector de atributos aleatorio. Esto da como salida una imagen del dominio
Y con el contenido de la entrada. En (c) se genera una imagen del dominioY a partir del
vector de contenido de una imagen del dominioX y el vector de atributos de una imagen del
dominioY .

ser capaz de generar resultados lo m�as similar posibles a las im�agenes originales de
cada dominio. En la �gura 2.8 (a) se puede observar la representaci�on esquem�atica
del 
ujo de trabajo reci�en descrito.

En la misma �gura 2.8 (b) y ( c) se presentan dos formas posibles de utilizar el
modelo para hacer inferencia. Una opci�on es partir de una imagen de entrada, de
la cual se obtiene el vector de contenido, y sortear de una distribuci�on normal un
vector de atributos. La otra forma es utilizar una imagen de cada dominio yextraer
de una de ellas la representaci�on de contenido y de la otra el vectorde atributos.
Como resultado en ambos casos se obtienen im�agenes generadas del dominio al
que pertenece el vector de atributos.
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2.2. Normalizaci�on de color

Figura 2.9: Figura obtenida del informe de HistAuGAN [30]. En la secci�on (a) se muestran
ejemplos de im�agenes de histolog��a con tinci�on H&E. En la secci�on (b) se presenta el 
ujo de
trabajo para entrenar el modelo, y en la secci�on (c) para hacer inferencia.

Por �ultimo HistAuGAN [30], el algoritmo probado para la tarea de normaliza-
ci�on de color, aplica el mismo procedimiento de trabajo introducido por DRIT++
espec���camente a im�agenes histol�ogicas. Este trabajo propone el 
ujo que se ob-
serva en la �gura 2.9. La sub�gura (a) muestra los distintos dominios que pueden
componer un problema en el �area de la histolog��a. Luego la sub�gura (b) muestra
parte del proceso de entrenamiento, y c�omo el modelo generador recibe vectores
de contenido y atributos de distintos dominios y los combina para producir nue-
vas im�agenes. Finalmente, la sub�gura (c) representa el proceso de inferencia. Se
obtiene la representaci�on en el espacio de contenido de la imagen deentrada, se
muestrea un vector de atributos a partir de la distribuci�on aprendida, y se crea un
vector d que determina el dominio de transferencia. Los tres vectores se tomanco-
mo entrada del modelo generador, que es el encargado de producir una imagen con
la morfolog��a de la imagen de entrada y las caracter��sticas de color determinadas
por el vector de atributos, de acuerdo al dominiod.

2.2.2. Pruebas realizadas

Luego de estudiar en profundidad los algoritmos presentados en la secci�on
anterior, se continu�o con las pruebas pr�acticas. Las pruebas fueron llevadas a cabo
con im�agenes de la base de datos recopilada para el proyecto. La evaluaci�onde los
resultados consisti�o en la valoraci�on visual de las im�agenes obtenidas.

Para los algoritmos de Macenko et al. y Reinhard et al. se decidi�o emplearel
c�odigo disponible en el repositorio torchstain [37], accesible a trav�es de Github.
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(a) Imagen de referencia perteneciente al dominio vio-
leta.

(b) Imagen a modi�car perteneciente al dominio ro-
sado.

Figura 2.10: Im�agenes obtenidas a partir de WSIs recopiladas para el proyecto. Estas im�agenes
fueron utilizadas para probar los algoritmos de Macenko et al. y Reinhard et al.

Como referencia de color se utiliz�o la imagen 2.10a del dominio violeta,mientras
que como imagen a modi�car se tom�o la imagen 2.10b.

Los resultados obtenidos aplicando Macenko et al. y Reinhard et al. se pueden
observar en las �guras 2.11 y 2.12 respectivamente. Es oportuno mencionar que la
implementaci�on de Macenko et al. permite desagregar ambas tinciones y observar
los aportes de cada una por separado. Con ninguno de estos dos algoritmos se
obtuvieron resultados satisfactorios, ya que ninguno alcanz�o a replicar los tonos
violeta y rosado que predominan en la imagen fuente. Ambos resultados denotan
cierta uniformidad o continuidad en la coloraci�on de las im�agenes obtenidas, que
no se corresponde con la variabilidad en los tonos del dominio de destino.

En cuanto al algoritmo de Vahadane et al., el mismo fue evaluado con la imple-
mentaci�on disponible en el repositorio fast-stain-normalization [38],disponible a
trav�es de Github. La imagen de destino utilizada, sobre la cual se quer��a aplicar la
normalizaci�on, fue la misma que para las pruebas de Macenko et al. y Reinhard et
al. Sin embargo, como imagen de referencia se utiliz�o 2.13a. Esta elecci�on di�ri�o de
los casos anteriores, ya que se obtuvieron mejores resultados al utilizarla imagen
mencionada en lugar de otras pertenecientes al dominio violeta. El resultado se
puede observar en la �gura 2.13c.

La implementaci�on de Vahadane et al. testeada parece ser mejor que los m�eto-
dos anteriores. Los tonos rosado y violeta de la imagen obtenida se aproximan m�as
a los de la imagen de referencia. No obstante, en este ejemplo se pudo apreciar
una de las principales carencias de este y los anteriores procedimientos: todos ellos
toman una sola imagen como referencia. Esto hace que los algoritmos no logren
replicar la diversidad de tonos presentes en una WSI completa, y queden sujetos
solo al rango de colores provisto en la referencia.

La cuarta implementaci�on evaluada es la presentada por el proyecto HistAu-
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(a) Tinci �on Eosina. (b) Tinci �on Hematoxilina.

(c) Tinci �on H&E.

Figura 2.11: Im�agenes obtenidas con el algoritmo de Macenko et al. En las �guras (a) y (b)
se muestran cada tinci�on por separado, y la �gura (c) es una combinaci�on de las anteriores.

GAN. Este m�etodo se diferencia del resto por ser el �unico algoritmo implementado
con aprendizaje autom�atico. La cantidad de im�agenes que se utiliza paraaprender
el espacio de colores hace que el m�etodo sea m�as robusto y tenga mayordiversidad
en las tonalidades resultantes.

Otro aspecto que diferencia el modelo de HistAuGAN del resto de losalgo-
ritmos es que la aplicaci�on es multi-dominio, lo que implica que a partir de una
imagen de entrada se puede obtener la normalizaci�on de color para cualquiera de
los dominios de trabajo.

Su implementaci�on se puede encontrar en el siguiente repositorio de Github [39],
y tiene disponible un modelo pre-entrenado con la base de datos de Camelyon17 [40].
Esta base de datos surge de un desaf��o que propuso detectar y clasi�carmet�astasis
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Figura 2.12: Resultado obtenido con el algoritmo de Reinhard et al. Imagen llevada del dominio
original (rosado) al dominio de referencia (violeta).

de c�ancer de mama en im�agenes histol�ogicas de secciones de nodos linf�aticos. Las
im�agenes provienen de cinco centros m�edicos, por lo que el trabajo cuenta con un
total de cinco dominios distintos.

Tambi�en es posible entrenar un modelo con datos propios. En el caso de estu-
dio se entren�o un modelo por 59 �epocas, tomando im�agenes de dos dominios de
referencia, el dominio rosado y el violeta. Se utilizaron 997 y 994 im�agenesde cada
dominio respectivamente. En la �gura 2.14 se puede ver el resultadode inferencia
del modelo entrenado.

Sin dudas el algoritmo de HistAuGAN es el que presenta mejores resultados.
Las im�agenes obtenidas con este m�etodo replican satisfactoriamente elespacio de
color del dominio que se quiere imitar y genera salidas realistas. A modo de resumen
se incluye la �gura 2.15 donde se compara la salida de los cuatro algoritmos.En
la secci�on 5.1 se comentar�an los detalles de un nuevo entrenamientorealizado,
teniendo en cuenta los tres dominios de trabajo, y c�omo se integr�o la t�ecnica de
normalizaci�on de color al entrenamiento de los modelos de segmentaci�on.
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(a) Imagen de referencia del dominio violeta. (b) Imagen a modi�car del dominio rosado.

(c) Resultado de llevar la imagen del dominio rosado
al dominio violeta.

Figura 2.13: Las �guras (a) y (b) se tratan de im�agenes obtenidas a partir de WSIs recopiladas
para el proyecto. La �gura (c) es resultado alcanzado con el algoritmo de Vahadane et al.

37



Cap��tulo 2. Im�agenes y t�ecnicas de preprocesamiento

(a) Imagen original del dominio violeta. (b) Imagen transformada al dominio rosado.

(c) Imagen original del dominio rosado. (d) Imagen transformada al dominio violeta.

Figura 2.14: Inferencia usando HistAuGAN sobre im�agenes de la base de datos.
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(a) Imagen de referencia. (b) Imagen a modi�car.

(c) Resultado del algoritmo
de Reinhard et al.

(d) Resultado del algoritmo
de Macenko et al.

(e) Resultado del algoritmo
de Vahadane et al.

(f) Resultado del algoritmo
de HistAuGAN.

Figura 2.15: Las im�agenes (a) y (b) fueron utilizadas para probar los algoritmos de normali-
zaci�on de color de Reinhard et al., Macenko et al. y Vahadane et al. Los resultados obtenidos
se pueden observar en las im�agenes (c), (d) y (e) respectivamente. En cuanto al algoritmo de
HistAuGAN, se utiliz�o el modelo entrenado con la base de datos recopilada para el proyecto y
los resultados de transformar la imagen (b) se pueden observar en la �gura (f).
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Cap��tulo 3

Segmentaci�on de estructuras

Dentro de todas las estructuras biol�ogicas que quedan comprendidas enuna
muestra de endometrio de yegua, el trabajo se concentr�o en tres categor��as de
inter�es: n�ucleos, gl�andulas y �brosis. Estas clases fueron elegidas porque permiten
identi�car en una muestra la presencia de las patolog��as descritasen la escala de
Kenney-Doig. Este cap��tulo describe los modelos de segmentaci�on evaluados para
identi�car las clases mencionadas. En particular, para la segmentaci�onde �brosis,
como no exist��a un modelo disponible que segmentara esta patolog��a, se entren�o un
modelo con las im�agenes disponibles y etiquetas anotadas por el equipo de trabajo.

Tal como se describi�o en la secci�on 1.2.2, la endometritis se caracteriza por la
acumulaci�on de c�elulas del sistema inmunol�ogico. La segmentaci�on y clasi�caci�on
de n�ucleos, y un estudio posterior de densidad, permite estudiarsi se trata de una
acumulaci�on o simplemente una distribuci�on normal.

Por otra parte, la endometrosis se caracteriza por la �brosis periglandular,
los nidos glandulares y la deformaci�on/dilataci�on de las gl�andulas. La �gura 1.4c
muestra estas caracter��sticas. En este caso, tanto la segmentaci�on de �brosis como
la de gl�andulas adquieren relevancia, porque hacen posible la identi�caci�on de
nidos o dilataciones glandulares en cada caso.

En lo que respecta a la detecci�on de lagunas linf�aticas, otra de las patolog��as
presentes en la clasi�caci�on deKenney-Doig, no fue posible generar un modelo
para su segmentaci�on, dado que los datos disponibles no contaban con su�cientes
muestras de dicha anomal��a.

3.1. Segmentaci�on de gl�andulas

Las gl�andulas presentan gran variabilidad de formas, ya que no solo dependen
del corte al momento de tomar la muestra sino que tambi�en var��an su forma de-
pendiendo del per��odo estral en el que se encuentre la yegua. Como se describi�o en
la secci�on 1.2.1, en el estro las gl�andulas se presentan m�as elongadas y laluz de la
gl�andula es mas reducida, mientras que en el diestro son m�as circulares, aumenta
la luz y sus n�ucleos son m�as circulares (ver �gura 1.3).

Con el �n de obtener una segmentaci�on de gl�andulas se probaron dos modelos
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Figura 3.1:Im�agenes de entrenamiento del modelo de epitelio de colon: A la izquierda,
la imagen original recortada. En el centro la predicci�on del modelo reportado y a la derecha las
anotaciones. La 
echa roja muestra los l��mites aproximados para el tama~no m��nimo del ori�cio
del t�ubulo (lleno o no lleno) utilizado durante las anotaciones.

diferentes. Inicialmente la b�usqueda de este modelo se bas�oen encontrar soluciones
que resolvieran inferencias en toda una WSI y no �unicamente en im�agenes. Es
importante resaltar que todos los modelos resuelven la inferencia anivel de imagen,
sin embargo no todos est�an integrados a herramientas para reconstruir la inferencia
en una WSI. El tener la inferencia para toda la WSI permite reconstruir un archivo
de tipo ti� , que no solo sirve para una visualizaci�on global de toda la muestra sino
que tambi�en da la posibilidad de recortar la segmentaci�on a distintos tama~nos.
Por ejemplo, hacer inferencia con un modelo con cierta magni�caci�on,ensamblar
todas las inferencias en un archivoti� , y luego recortar el archivo a otro nivel de
magni�caci�on.

El primer modelo considerado fue el segmentador de epitelio en muestras de
mucosa de colon desarrollado en el trabajo [?], obtenido del repositorio de modelos
de FastPathology [21]. Estas muestras fueron extra��das en el Hospital Universita-
rio St. Olavs (Noruega) a pacientes con enfermedades in
amatorias intestinales
con�rmadas, o simplemente pacientes con controles sanos. La base de datos com-
pleta consiste en 251 WSIs escaneadas a una magni�caci�on de 40� . Las im�agenes
extra��das se recortaron en parches de 2048� 2048 p��xeles y fueron reescaladas a
512� 512 p��xeles, es decir que la magni�caci�on resultante de estas im�agenes es
equivalente a una magni�caci�on de 10� . La arquitectura utilizada para este mo-
delo fue una U-Net. En la �gura 3.1 se aprecian las anotaciones del modelo junto
con la inferencia. Este modelo fue entrenado para segmentar epitelio; para el caso
de las im�agenes de trabajo esto comprende el epitelio glandular y tambi�en el epi-
telio luminal. Cuenta con la ventaja de estar integrado en FastPathology; es decir,
resuelve la inferencia en una WSI completa, y los resultados se pueden visualizar
sobre la misma, todo en un solo paso.

Sin embargo, para poder utilizar este modelo fue necesario realizar cierto pos-
procesamiento a la segmentaci�on. Observando las inferencias se destacan dos pro-
blemas: el primero consiste en rellenar la luz en las gl�andulas m�as dilatadas y el
segundo en eliminar las inferencias en los contornos del tejido.

El primer �ltrado de relleno de m�ascaras se bas�o en dos pasos. El primero fue
una operaci�on morfol�ogica de closing que consiste en una dilataci�on seguido de una
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3.1. Segmentaci�on de gl�andulas

Figura 3.2:Filtro de relleno de huecos: En la imagen de la izquierda se tiene la inferencia
cruda del modelo. La 
echa roja se~nala la discontinuidad en el borde de la gl�andula. En la
imagen del centro se tiene la m�ascara luego delclosingcon los bordes de las gl�andulas unidos.
Mientras que en la imagen de la derecha se tienen las m�ascaras luego de aplicar el algoritmo
de Flood Fill.

erosi�on. Esto ayuda a rellenar peque~nos agujeros sobre las m�ascaras, pero su ob-
jetivo principal fue conectar bordes de gl�andulas que no hab��an sidosegmentados.
En la �gura 3.2 se presenta un ejemplo de ello. Esto es necesario para el siguiente
paso donde se aplica el algoritmo deFloodFill [41] implementado por OpenCV.
Dado un punto en la m�ascara (en este caso un punto correspondiente alfondo), el
algoritmo busca todas las componentes conexas de ese punto rellenando el fondo.
Una vez obtenida la m�ascara del fondo se invierte para obtener la m�ascara de las
gl�andulas.

El segundo �ltrado consisti�o en eliminar las inferencias de epitelio correspon-
dientes al borde del tejido de la muestra. En la �gura 3.3 se representa el 
ujo de
trabajo para este �ltrado. Inicialmente fue necesario reconocer enqu�e parches se
encontraban los bordes de la muestra. Umbralizando la imagen original se obtiene
una m�ascara del tejido, y si el porcentaje de fondo es mayor a ciertoumbral, se
considera que la imagen corresponde a un borde. Posteriormente se rellenaron los
huecos de la m�ascara de tejido para obtener una m�ascara conexa y se aplica una
operaci�on morfol�ogica de erosi�on para reducir los bordes de la m�ascara de teji-
do. La m�ascara erosionada se compara con la m�ascara de epitelio original como
se muestra en la �gura 3.3. Por �ultimo se aplica un algoritmo de separaci�on de
instancias en la m�ascara de epitelio y se compara con la m�ascara de tejido ero-
sionada. Se eliminan las instancias de epitelio que no coincide con la m�ascara de
tejido, consider�andolas que corresponden a bordes.

A pesar de invertir este esfuerzo en posprocesar las m�ascaras, las inferencias
resultantes no fueron completamente satisfactorias. En la �gura 3.4a seobserva
uno de los problemas del algoritmo deFlood Fill , el cual presenta limitaciones
al momento de rellenar agujeros cuando est�an sobre el borde de la imagen. Es-
to compromete la caracterizaci�on de la forma de las gl�andulas. Adicionalmente,
haciendo una evaluaci�on visual se observa que muchas de las gl�andulas no son
detectadas por el modelo. Sin embargo el problema m�as signi�cativo radica en la
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Cap��tulo 3. Segmentaci�on de estructuras

Figura 3.3:Filtro de eliminaci�on de epitelio luminal: al comparar las m�ascaras binarias se
coloca el tejido en el canal rojo y el epitelio en el canal verde. Para la visualizaci�on se observa
que los p��xeles donde coinciden ambas m�ascaras poseen color amarillo (coinciden los canales
rojo y verde), mientras que las instancias que no coinciden (debido a la erosi�on) tienen color
verde. Se desea eliminar las instancias de la m�ascara de epitelio que contienen p��xeles de color
verde.

separaci�on en instancias de la m�ascara. Esto se ejempli�ca en la �gura 3.4b donde
la m�ascara no es lo su�cientemente precisa para determinar correctamente los bor-
des de las gl�andulas. Asimismo, al utilizar un algoritmo dewatershedla separaci�on
de instancias es insatisfactoria.

Estos resultados dieron pie a la b�usqueda de un modelo espec���co de gl�andulas
e indagar la posibilidad de introducirlo manualmente en una interfazque resolviera
el manejo de WSIs. En el a~no 2015 MICCAI1 lanz�o un desaf��o de segmentaci�on
de gl�andulas en im�agenes de histolog��a de colon (GlaS). En el resumen[42] se
presenta una descripci�on de la base de datos junto con los resultadosde los mejores
equipos. Los datos liberados consisten en 165 im�agenes de tinci�on H&E a una
magni�caci�on de 20� . A pesar de que se cuenta con la descripci�on de los trabajos
con mejor desempe~no en la competencia, no se tienen implementaciones o�ciales
de los ganadores del concurso. Sin embargo, se encontr�o el repositorio [43] con
una implementaci�on del desaf��o, el cual desarrolla una soluci�on utilizando una
arquitectura U-Net en PyTorch. En la �gura 3.5 se ilustra una comparaci�on entre
la inferencia del modelo con las im�agenes de GlaS y las im�agenes de estudio.

Debido a las caracter��sticas de las im�agenes con las que fue entrenadoel modelo,
se observ�o que tambi�en ten��a problemas con im�agenes correspondientes al borde
del tejido. Es por esto que se decidi�o mantener el mismo posprocesamiento de las
m�ascaras, tanto para el modelo de epitelio como para el modelo de gl�andulas.

Con el �n de estudiar ventajas y desventajas de cada modelo, en el cap��tulo 5
se estudia en m�as profundidad la comparaci�on de cada uno de estos modelos.
Quedan ambos disponibles en la implementaci�on del trabajo para que el usuario
pueda elegir cual utilizar dependiendo de su �nalidad.

1Medical Image Computing and Computer Assisted Intervention Society
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3.2. Segmentaci�on de n�ucleos

(a) Errores en el �ltro de relleno de huecos. Las m�ascaras sobre los bordes de la imagen
no est�an cerradas, por lo tanto el modelo no lo detecta.

(b) Errores al separar en instancias. Varias gl�andulas quedan bajo la misma segmentaci�on

Figura 3.4: Resultados no satisfactorios del modelo de segmentaci�on de epitelio de colon.

3.2. Segmentaci�on de n�ucleos

Tal como se coment�o previamente, el objetivo de utilizar un modelode seg-
mentaci�on de n�ucleos consiste en detectar n�ucleos de c�elulas del sistema inmune.
Estas c�elulas est�an presentes en mayor cantidad cuando la muestratiene infecci�on,
lo cual es un indicio de endometritis. Dependiendo del tipo de c�elula detectada, es
posible obtener un indicio del grado de la in
amaci�on. En l��nea con lo mencionado
en la secci�on 1.2.2, las infecciones pueden ser clasi�cadas como agudas o cr�oni-
cas, y las c�elulas del sistema inmune predominantes en cada caso son neutr�o�los
polimorfonucleares o linfocitos, respectivamente.

Los neutr�o�los polimorfonucleares se caracterizan por aparentar tener muchos
n�ucleos con formas irregulares, cuando en realidad contiene un �unicon�ucleo lobu-
lado conectado por delgados puentes. Por otro lado, los linfocitos se diferencian
por presentar un n�ucleo bien redondo y oscuro, y debido a que el n�ucleo abarca
casi la totalidad de la c�elula, presentan textura uniforme. En la �gu ra 3.6 se puede
ver una imagen de referencia de cada una de estas c�elulas.

Luego de analizar las im�agenes de trabajo, se opt�o por identi�car �unicamente
linfocitos. Se consider�o que el nivel de magni�caci�on no era su�ciente para observar
con detalle caracter��sticas de los n�ucleos, y se pre�ri�o observar rasgos m�as generales
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Cap��tulo 3. Segmentaci�on de estructuras

(a) Inferencia en las im�agenes de colon de GlaS. (b) Inferencia en las im�agenes de�utero de yegua.

Figura 3.5: Inferencias con el modelo de segmentaci�on de gl�andulas. A pesar de que las im�agenes
de entrenamiento de este modelo provienen de tejidos distintos al caso de estudio, se observa
la similitud entre ambos.

(a) Neutr �o�los polimorfonucleares. Se caracterizan por la forma de
su n�ucleo, que parece estar dividido en varias regiones.

(b) Linfocitos. Se caracterizan por su n�ucleo redondo, de color
oscuro y uniforme, que ocupa gran parte de la c�elula.

Figura 3.6: C�elulas del sistema inmune en muestras con tinci�on H&E. Adaptado de [44].

como la forma y el color.

En una primera instancia la b�usqueda de modelos se concentr�o en aquellos
que permitieran identi�car linfocitos directamente. Entre los m odelos vistos que
cumpl��an este requisito, vale la pena mencionar el trabajo de Shvetsov et al. [45].
Este modelo usa la arquitectura propuesta por Graham et al. [46], denominada
HoVer-Net. Se trata de una red convolucional que segmenta y clasi�ca n�ucleos.
Comienza con unbackbonede extracci�on de caracter��sticas que se inspira en la red
Preact-ResNet50 [47] y le siguen tres ramas que cumplen las tareas de determinar
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3.2. Segmentaci�on de n�ucleos

si un p��xel corresponde al fondo o un n�ucleo, separar instancias de n�ucleos que se
encuentren pegadas, y clasi�carlos.

El trabajo de Shvetsov et al. toma la arquitectura de HoVer-Net y replica sus
resultados. Tambi�en lo entrena con otras bases de datos distintas, y realiza algunas
pruebas con datos de distintos conjuntos para ver qu�e tan bien generaliza el modelo.
Adem�as, se eval�ua la variaci�on del desempe~no ante diferentes t�ecnicas de aumento
de datos. Sin embargo, comprueba que si la base de datos de entrenamientoes lo
su�cientemente grande y los tejidos que la conforman son variados, las t�ecnicas de
aumentado de datos no tienen incidencia en los resultados.

Entre las bases de datos probadas se encuentra PanNuke. Se trata de una base
de datos creada por Gamper et al. [48] que contiene m�ascaras de segmentaci�ony
clasi�caci�on de n�ucleos de m�ultiples tipos de c�ancer, para 19 tip os de tejidos distin-
tos. Provienen de aproximadamente 27 000 WSIs distintas, con diferentes niveles de
magni�caci�on, obtenidas de diversas instituciones, y cuentan con un total de unos
216 000 n�ucleos etiquetados. Las categor��as propuestas para la clasi�caci�on de los
n�ucleos son las siguientes cinco: c�elulas in
amatorias, tejido conectivo, neopl�asico,
epitelial, y n�ucleos muertos. El modelo entrenado por Shvetsov et al., con la base
de datos de PanNuke, se encuentra disponible en el repositorio de FastPathology.

La �gura 3.7 muestra un ejemplo de la inferencia del modelo sobre una imagen
de la base de datos del presente proyecto. Los linfocitos se clasi�can dentro de la
categor��a in
amatorio, conforme a las clases introducidas por la base de datos de
PanNuke. De acuerdo con la evaluaci�on de la doctora en veterinaria Mar��a Jos�e Es-
trad�e, y tal como se puede ver en la �gura 3.7, la inferencia del modelo no muestra
resultados satisfactorios. Los linfocitos no son siempre clasi�cados comoin
ama-
torios, adem�as de que otros n�ucleos no relevantes para los objetivos deseados son
incluidos dentro de esta clase.

La b�usqueda de modelos destinados a la segmentaci�on y clasi�caci�on de n�ucleos
no arroj�o resultados prometedores. En consecuencia, se prosigui�o con la explora-
ci�on de modelos para segmentaci�on de n�ucleos �unicamente. En esteescenario, la
estrategia consisti�o en implementar un procesamiento cl�asico posterior, destina-
do a diferenciar los n�ucleos de linfocitos respecto a los dem�as n�ucleos detectados.
La elecci�on de un procesamiento cl�asico se plante�o con el prop�osito de evitar el
etiquetado manual de datos.

El modelo de segmentaci�on de n�ucleos seleccionado tambi�en se encuentra dis-
ponible en el repositorio de FastPathology. Se trata de un modelo con arquitectura
Lightweight U-Net presentada en el trabajo [49], entrenado con la base de datos de
PanNuke, utilizando solamente las m�ascaras de segmentaci�on. Cuenta con� 7:87
millones de par�ametros, y su entrada es de 256� 256 p��xeles y una magni�caci�on
de 20� . El modelo fue entrenado por los creadores de FastPathology [21].

En la �gura 3.8 se observa una inferencia realizada con el modelo sobre una
secci�on de una WSI de la base de datos recopilada para el proyecto. El modelo pa-
rece detectar un alto porcentaje de los n�ucleos presentes en la imagen. En t�erminos
generales, se concluy�o que el modelo ten��a un rendimiento aceptable para la tarea
propuesta. Como paso siguiente se procur�o posprocesar las m�ascaras obtenidas
para reducir la cantidad de n�ucleos a clasi�car.
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Cap��tulo 3. Segmentaci�on de estructuras

Figura 3.7: Inferencia del modelo de Shvetsov et al. [45] sobre imagen del proyecto. Los n�ucleos
pintados de amarillo se clasi�can como c�elulas muertas, los azules como c�elulas in
amatorias,
los verdes como neopl�asicos, y los turquesa como epitelial no neopl�asicos. Hay una categor��a
adicional que no aparece en la imagen que son los n�ucleos del tejido conectivo.

Para realizar el posprocesamiento se trabaj�o a nivel de parche, y sesuperpusie-
ron las m�ascaras de segmentaci�on del modelo de gl�andulas y del modelo de n�ucleos.
El primer paso consisti�o en descartar los n�ucleos de las c�elulas que conforman el
epitelio de las gl�andulas. Para ello se superponen ambas m�ascaras y se descartan
los n�ucleos que queden dentro de una segmentaci�on de gl�andula.

Luego, como se observ�o que las m�ascaras de gl�andulas no inclu��an un alto
porcentaje de las gl�andulas presentes en las muestras, y se quer��acontinuar des-
cartando n�ucleos, se llev�o a cabo una segunda etapa de posprocesamiento que
realiza lo siguiente: se dilatan los n�ucleos y se toman las componentes conexas
cuya �area es mayor a un umbral (se considera que �estas se tratan de n�ucleos del
epitelio de gl�andulas que no fueron captadas por el modelo). Por este motivo, se
descartan los n�ucleos que quedan comprendidos dentro de las regiones conexas
seleccionadas. En la �gura 3.9 se pueden ver algunas im�agenes ilustrativas que
muestran las distintas instancias del posprocesamiento.

3.3. Segmentaci�on de �brosis

En cuanto a la segmentaci�on de �brosis, no se encontraron modelos disponibles
que realizaran dicha tarea en im�agenes con tinci�on H&E. Es por esto quese opt�o
por entrenar un modelo propio a partir de las WSI recolectadas, con la ayuda de
la herramienta Quick Annotator (QA), presentada en la secci�on 1.5.1. Elframe-
work de NoCodeSeg, presentado en la secci�on 1.5.2, no fue utilizado para entrenar
ning�un modelo, debido a que la exportaci�on de una m�ascara de segmentaci�on desde
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3.3. Segmentaci�on de �brosis

Figura 3.8: Inferencia del modelo de segmentaci�on de n�ucleos con arquitectura Lightweight
U-Net y entrenado con la base de datos de PanNuke, sobre imagen del proyecto.

QuPath a otra aplicaci�on requer��a demasiado tiempo (� 4 horas).
Luego de inspeccionar las WSIs disponibles en busca de la anomal��a en cuesti�on,

10 de ellas fueron elegidas para ser etiquetadas.
Como se menciona en la secci�on 1.5.1, el primer paso para usar QA es cortar

las WSIs en parches de tama~no y magni�caci�on adecuados, y para ello hay que
determinar dichos par�ametros. Siguiendo la gu��a [50] se eligi�o un tama~no de parche
de 1000� 1000 p��xeles a una magni�caci�on de 10� . Esta con�guraci�on es tal que
permite apreciar nidos de gl�andulas dilatadas en un solo parche, al tiempo que se
distinguen las �bras de col�ageno alrededor de las mismas, como se apreciaen la
�gura 3.10. Estas son caracter��sticas histol�ogicas importantes de la �brosis, como
se vio en la secci�on 1.4. La elecci�on tambi�en estuvo ligada a que, debido a que
no era practicable etiquetar las �bras de col�ageno por separado de las gl�andulas,
dado su forma y tama~no, se enfocaron los esfuerzos a etiquetar la totalidad del
nido glandular o de la gl�andula dilatada, incluyendo las �bras en la segmentaci�on.

Usando la herramienta se obtuvieron parches con las caracter��sticas mencio-
nadas, de las 10 WSIs seleccionadas. Se utiliz�o adem�as una funcionalidad de QA
que descarta los parches en los que no hay tejido; esto baja la cantidad de parches
signi�cativamente.

3.3.1. Primer acercamiento

Como se explica en la secci�on 1.5.1, trabajar con QA es un proceso iterativo,
donde se anotan algunas im�agenes, se entrena el modelo, y se vuelve a anotarde
forma sucesiva. La interfaz permite seleccionar regiones de inter�es de los parches
sobre la cual se genera una m�ascara de segmentaci�on; a estas seccionesser�an lla-
madas ROIs (por region of interest) siguiendo la nomenclatura de la herramienta.
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Cap��tulo 3. Segmentaci�on de estructuras

(a) M �ascara generada por el modelo segmentador de
n�ucleos.

(b) M �ascara de gl�andulas y regiones conexas mayores
al umbral seleccionado superpuestas.

(c) M �ascara de segmentaci�on de n�ucleos posprocesada.

Figura 3.9: Im�agenes del proceso de posprocesamiento realizado sobre las m�ascaras de n�ucleos.
Se parte de la segmentaci�on de n�ucleos (imagen (a)). Un primer paso consiste en eliminar
las instancias de n�ucleos que coinciden con las de gl�andulas. A continuaci�on se dilatan los
n�ucleos remanentes y se eliminan las regiones conexas mayores a cierto umbral, asumiendo
que corresponden a gl�andulas no detectadas. En la imagen (b) se muestra la m�ascara de
gl�andulas junto con las regiones conexas mayores al umbral. Por�ultimo, la imagen (c) muestra
la diferencia entre la imagen (a) y (b).

QA guarda una m�ascara para cada parche combinando las m�ascaras generadas pa-
ra cada ROI del mismo. Se utilizaron ROIs de tama~no 512� 512 p��xeles, pudiendo
etiquetar tres clases: positivo, negativo, ydesconocido. En la �gura 3.11 se observa
el 
ujo de QA, donde las etiquetas en color celeste son positivas y las rosadas
negativas. Para un mismo parches pueden seleccionarse varias ROIs, incluso ROIs
superpuestas.
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3.3. Segmentaci�on de �brosis

(a) Parche de tama~no 1000 � 1000 p��xeles a magni-
�caci �on 10� .

(b) Parche de tama~no 1000 � 1000 p��xeles a magni-
�caci �on 40� .

Figura 3.10: Ejemplos de parches de igual tama~no a distintos niveles de magni�caci�on.

Figura 3.11: Flujo de trabajo para el etiquetado de Fibrosis. A la izquierda se tiene la WSI que
es recortada en parches de1000� 1000. En el centro se observa un parche que tiene tres ROIs
etiquetadas, y a la derecha se tiene la ROI seleccionada, de tama~no 512� 512 p��xeles.

En el proceso deactive learning se re�n�o seis veces el modelo de segmentaci�on,
que corresponde a una U-Net. En total se etiquetaron 500 parches, generando1023
ROIs, de las cuales 62 % integran el conjunto de entrenamiento y 38 % el conjunto
de validaci�on. Ambos conjuntos tienen la misma proporci�on de p��xeles positivos y
negativos. La funci�on de costo optimizada durante el entrenamiento esla entrop��a
cruzada ponderada, de�nida por la ecuaci�on:

H (p; q) =
1

MN

MX

m=1

NX

n=1

1X

i =0

� ! i p
n;m
i logqn;m

i ; (3.1)

donde, dado el p��xel en la posici�on (n; m) de la imagen,qn;m
i representa la probabi-

lidad inferida por el modelo de que pertenezca a una clasei , y pn;m
i la probabilidad
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real de que pertenezca a esa clase (obtenida de la etiqueta).M y N son las di-
mensiones de la entrada. En la funci�on de costo se ignoran los p��xelesde la clase
desconocido, por lo que este es un problema binario donde tenemos dos clases com-
plementarias: la clase positiva (presenta �brosis), y la clase negativa (no presenta
�brosis).

Como la �brosis no est�a presente en todas las im�agenes del conjuntode datos,
existe un gran desbalance entre la clase positiva y la negativa. Es por esto que
QA calcula pesos para cada clase, de forma de balancear su aporte a la funci�on de
costo. Este par�ametro se actualiza en cada iteraci�on del proceso deactive learning
seg�un las f�ormulas siguientes:

! 1 = 1 �
Ppix

Ppix + Npix
=

Npix
Ppix + Npix

;

! 0 = 1 � ! 1;
(3.2)

donde Ppix corresponde a la cantidad de p��xeles positivos en todo el conjunto
de datos y Npix a la cantidad de p��xeles negativos. N�otese que a lo largo de las
iteraciones estos valores van cambiando a medida que se agregan nuevas etiquetas.
Finalizado el etiquetado los pesos utilizados fueron! 1 = 0 :940 y ! 0 = 0 :060.

Por defecto, QA aplica las siguientes transformaciones a los datos de entrada:
rotaciones, escalados, cambios en el contraste, cambios en los niveles de intensidad,
blurring (�ltrado pasabajos), y adici�on de ruido. Se aplican a cada ROI antes de
entrar a la red, con cierta probabilidad de ser aplicadas. Adem�as, cada ROI se
submuestrea a tama~no 256� 256 p��xeles al entrar a la red. Algunos ejemplos de
aumentaciones de datos se muestran en la �gura 3.12.

En la �gura 3.13 se observa, para cada iteraci�on, la evoluci�on a lo largo delas
�epocas de las funciones de costo en entrenamiento, junto con la m�etrica deaccuracy.
Es interesante observar c�omo luego de las primeras dos iteraciones el modelo tiende
a estancarse y no tener grandes mejor��as. M�as a�un, la funci�on de costo de la �ultima
iteraci�on ( 6 Apr28 03-04-44 ), es superior a las iteraciones anteriores. Esto se debe
a que, para esta ultima iteraci�on, se introdujeron im�agenes de lasegunda serie de
WSIs (im�agenes con distinta coloraci�on a las originales).

Para evaluar el modelo generado se reservaron 57 parches (11 % de todo el
conjunto de datos) y se reportaron las m�etricas m�as utilizadas para evaluaciones
de modelos de segmentaci�on. Estas m�etricas son IOU (Intersection Over Union) y
el coe�ciente de Sorensen-Dice:

IOU =
T P

T P + F P + F N
(3.3)

DC =
2T P

2T P + F P + F N
; (3.4)

donde true positives (TP) se re�ere a los p��xeles acertados en la predicci�on,false
positives (FP) son los p��xeles err�oneamente etiquetados como positivos, yfalse ne-
gatives (FN) los err�oneamente etiquetados como negativos. Ambas m�etricas est�an
comprendidas entre 0 y 1, y un valor m�as cercano a 1 signi�ca que la predicci�on

52



3.3. Segmentaci�on de �brosis

Figura 3.12: Ejemplos de las aumentaciones de datos de QuickAnnotator. En la �la de arriba
se observan las im�agenes originales. En la de abajo, las transformadas. Se puede ver como la
t�ecnica de manejo de bordes, elblur, y las modi�caciones sobre el color de las im�agenes hacen
que se pierda detalle de las estructuras, valioso a la hora de entrenar.

de la clase positiva se asemeja m�as a la etiqueta. En el Anexo A.1 se detalla m�as
informaci�on sobre estos entrenamientos, junto con otras m�etricas de evaluaci�on.

Para todas las iteraciones del modelo se reportan las m�etricas mencionadas
para el conjunto detest en la tabla 3.1. Se observa que para las �ultimas iteraciones
el modelo mejora de forma moderada, sin embargo siguen siendo muy bajas.

3.3.2. Problemas con Quick Annotator

Los resultados expuestos en la secci�on anterior indican que el modelode seg-
mentaci�on de QA, entrenado de esa manera, no logra resolver la tarea de manera
satisfactoria. Fue necesario indagar en la implementaci�on del proyecto y hacer mo-
di�caciones para intentar mejorar los resultados. En esta secci�on se presentan las
medidas adoptadas para resolver esta situaci�on.

A partir de este punto ya no se etiquetaron parches adicionales; la base de datos
de �brosis se conforma por las im�agenes etiquetadas hasta el momento. Adem�as
se dej�o de lado elframework (interfaz gr�a�ca, backend, base de datos) y se entren�o
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Cap��tulo 3. Segmentaci�on de estructuras

Figura 3.13: M�etricas de los entrenamientos correspondientes al proceso deactive learning
realizados con QuickAnnotator. A la izquierda se gr�a�ca la entrop��a cruzada sobre el conjunto
de entrenamiento. A la derecha se presenta elaccuracysobre el mismo conjunto.

Iteraci�on IOU Coe�ciente de Sorensen-Dice
1 0.080 0.133
2 0.161 0.241
3 0.194 0.277
4 0.175 0.261
5 0.202 0.288
6 0.217 0.311

Tabla 3.1:Primer acercamiento a QA: m�etricas de iteraciones del modelo de segmentaci�on
de �brosis sobre el conjunto detest.

�unicamente con el c�odigo de entrenamiento de QA.
Al modi�car el entrenamiento, los requerimientos computacionales parallevar-

lo a cabo incrementaron, y los recursos computacionales personales ya noeran
su�cientes. Fue necesario ejecutar los entrenamientos en el Centro Nacional de Su-
percomputaci�on (ClusterUY) [51]. En el Anexo B se detalla la con�guraci�on del
ambiente necesario para realizar entrenamientos en ClusterUY.

Tama~no de entrada al modelo

El primer cambio realizado tuvo que ver con el tama~no de las im�agenesde
entrenamiento. Tal como se desarrolla en la secci�on 3.3.1, el tama~no delas im�agenes
de entrada al modelo es de 256� 256 p��xeles. Esto se debe a que, por defecto, cada
ROI es submuestreada a este tama~no antes de entrar a la red. En basea los
criterios mencionados para elegir el tama~no del parche (ver secci�on3.3), un nuevo
proyecto de QA fue creado para entrenar con los parches de 1000� 1000 p��xeles.
En el anexo A.2 se describen las modi�caciones necesarias para ejecutar estos
entrenamientos. En la �gura 3.14 se comparan los distintos tama~nos de entrada.

Siguiendo los pasos de QA, primero fue entrenado elautoencoder (modelo
base, ver secci�on 1.5.1). La �gura 3.15 muestra el error cuadr�atico medio entre las
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3.3. Segmentaci�on de �brosis

(a) Ejemplo de entrada a la red con tama~no por de-
fecto (256 � 256).

(b) Ejemplo de entrada a la red con nuevo tama~no
(1000 � 1000).

Figura 3.14: Comparaci�on entre tama~nos de im�agenes de entrenamiento de la red de QuickAn-
notator.

Figura 3.15:Experimento de tama~no de imagen: Error cuadr�atico medio entre las im�agenes
de entrenamiento delautoencoder, promediado por�epoca.

im�agenes del conjunto de entrenamiento y las im�agenes generadas por elmodelo,
promediado por �epoca. Al ser un entrenamiento no-supervisado, no existe conjunto
de validaci�on ni de prueba. Se puede ver que en pocas �epocas el modelo aprende
a reconstruir las im�agenes de entrada de manera adecuada.

Luego fue entrenado el modelo de segmentaci�on, inicializando sus pesos con los
del modelo base. Las m�etricas de este experimento, reportadas en la �gura 3.16,
muestran que mientras el modelo tiene buenos resultados sobre el conjunto de
entrenamiento, su desempe~no es pobre sobre el conjunto de validaci�on.

En la �gura 3.16b se puede ver que la funci�on de costo en validaci�on diverge
alrededor de la �epoca 25. Adem�as se ve que elTrue Positive Rate (TPR), es decir,
la cantidad de p��xeles verdaderos positivos en relaci�on al total de p��xeles, tiene
gran variaci�on entre iteraciones.

La divergencia de la entrop��a cruzada puede deberse a varios factores, por
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Cap��tulo 3. Segmentaci�on de estructuras

(a) M �etricas sobre el conjunto de entrenamiento (train).

(b) M �etricas sobre el conjunto de validaci�on (val).

Figura 3.16:Experimento de tama~no de imagen: Entrop��a cruzada ponderada (loss) y
relaci�on de verdaderos positivos (TPR), en funci�on del numero de�epocas. La gran variaci�on
del TPR entre�epocas, junto con la divergencia de laloss en validaci�on, que se ven en la
�gura 3.16b, revelan un problema con el entrenamiento.

ejemplo: el gran desbalance de clases presente en el conjunto de datos,el aumentado
de datos, o la inicializaci�on de los pesos de la red. Por este motivo se opt�o por
simpli�car el entrenamiento y afectar de a una estas �areas, haciendoexperimentos
y respondiendo en base a los resultados.

Durante los experimentos subsecuentes ser�a entrenada �unicamente la red de
segmentaci�on, tomando como inicializaci�on el modelo base obtenido. Esdecir, to-
dos los experimentos a continuaci�on comparten los pesos iniciales, a noser que
se explicite lo contrario. El tama~no de los datos de entrenamiento semantuvo de
1000� 1000 p��xeles.

Funci�on de costo

El siguiente de los cambios realizados fue la funci�on de costo. El gran desbalan-
ce de clases del conjunto de datos hace que sea favorable para la red predecir gran
parte de la salida como clase negativa. Es por esto que fue cambiada la funci�on
de costo del modelo por el coe�ciente de Sorensen-Dice (DC), de�nido en la ecua-
ci�on 3.4. Este coe�ciente se calcula en base a la clase positiva exclusivamente, por
lo que es favorable en este contexto. Esta funci�on de costo corresponde a 1� DC ya
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3.3. Segmentaci�on de �brosis

Figura 3.17:Experimento de funci�on de costo: Funci�on de costo de Dice (loss) y TPR sobre
conjuntos de entrenamiento (train) y validaci�on (val), en funci�on de las�epocas.

que el objetivo del entrenamiento es minimizarla, a diferencia de lo que se buscar��a
usando el coe�ciente de Dice.

En las m�etricas de la �gura 3.17 de este experimento, se ve que la funci�on de
costo sobre el conjunto de entrenamiento (train/loss) no presenta grandes mejor��as
respecto al valor inicial, por m�as que la tendencia es decreciente. Sobre el conjunto
de validaci�on se observa gran variabilidad (val/loss), al igual que utilizando la fun-
ci�on de entrop��a cruzada. Como este cambio no introdujo mejoras en los resultados,
fue descartado.

La variabilidad en la funci�on de costo sugiere que el modelo no logra ajustarse
a los datos, lo que dio lugar a revisar las transformaciones de datos aplicadas por
QA.

Aumentado de datos

Por defecto, QA aplica las transformaciones mencionadas en la secci�on 3.3.1.
En la �gura 3.12 se pueden ver ejemplos de c�omo estas transformaciones intro-
ducen artefactos que no son naturales del problema, o p�erdida de detalle de las
estructuras. Para evitar este tipo de alteraciones se opt�o por utilizar �unicamente
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Cap��tulo 3. Segmentaci�on de estructuras

Figura 3.18:Experimento de aumentado de datos: Entrop��a Cruzada y TPR sobre conjuntos
de entrenamiento y validaci�on, en funci�on de las�epocas. Las m�etricas sobre el conjunto de
entrenamiento (train) muestran un comportamiento normal. El TPR sobre el conjunto de
validaci�on (val) muestra gran variabilidad a lo largo de las�epocas, y laloss no muestra una
disminuci�on respecto a su valor original.

transformaciones de rotaci�on m�ultiplo de 90 grados.
Como se puede ver en la �gura 3.18, el comportamiento es similar al observado

entrenando con todas las transformaciones de datos, por lo que no se le puede
atribuir el mal desempe~no del modelo a las mismas.

Cambio en la inicializaci�on de los pesos

Originalmente, para inicializar los par�ametros del segmentador, QA entrena
una U-Net de forma no supervisada utilizando todas las im�agenes de la base de
datos de �brosis. A diferencia del segmentador, este modelo es unautoencoder; su
objetivo durante el entrenamiento es aprender un espacio de dimensi�on reducida
que permita codi�car la entrada, para luego reconstruirla. Ambos modelos di�eren
en su arquitectura �unicamente en la �ultima capa; mientras la salida delautoencoder
es de 3 canales (RGB), la del segmentador es de 2 canales (clase positiva,clase
negativa). Esto permite inicializar todos los pesos del segmentador con los del
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3.3. Segmentaci�on de �brosis

autoencoder, salvo la capa de salida.
Habiendo experimentado con los par�ametros del entrenamiento mencionados

anteriormente, y observando los resultados, se opt�o por aplicar otra t�ecnica de
inicializaci�on de los par�ametros de la red. Espec���camente, se hizo transfer learning
de un modelo que resuelve una tarea relacionada: segmentaci�on de n�ucleos en
tinciones H&E.

Base de datos de segmentaci�on de n�ucleos Las bases de datos de segmentaci�on
de tinciones H&E m�as grandes, y disponibles p�ublicamente, son de segmentaci�on
de n�ucleos. Una de ellas fue la desarrollada en el trabajo [52], donde segeneraron
(de manera semi-autom�atica) segmentaciones de n�ucleos de c�ancer para m�as de
5 000 WSIs, correspondientes a tinciones H&E de diversos pacientes, laboratorios,
y tipos de tejidos. Los datos segmentados pertenecen al repositorio de muestras
de The Cancer Genome Atlas Program (TCGA). Cada p��xel es clasi�cado como
positivo (canceroso) o negativo (no canceroso).

Esta base de datos presenta la ventaja (respecto a otras como PanNuke)de que
tanto las im�agenes como las segmentaciones est�an en formatoti� . Esto permiti�o
generar los parches y m�ascaras de entrenamiento con el tama~no y magni�caci�on
m�as adecuado para el caso de estudio.

A modo de probar el m�etodo, fueron elegidas 10 WSIs de c�ancer urotelial, de
las cuales fueron generados 2 161 parches de tama~no 1000� 1000 p��xeles a mag-
ni�caci�on 10 � . En la �gura 3.19 se ven ejemplos de estas muestras. Las im�agenes
se separaron en conjuntos de entrenamiento y validaci�on, de 1 728 y 433 parches
respectivamente. Esta base de datos ser�a referida como BLCA-DB (Bladder Can-
cer Database, siguiendo la nomenclatura de los autores de la base de datos). El
tama~no y magni�caci�on de los parches son iguales que los de la base de datos de
�brosis (de ahora en m�as F-DB).

Luego fue entrenado el segmentador de QA con el 10 % de la BLCA-DB. El
objetivo de este primer entrenamiento es sobreajustar el modeloa los datos, para
evaluar si la red tiene capacidad su�ciente. Los pesos y sesgos fueron inicializados
mediante la opci�on por defecto, que corresponde a una distribuci�onuniforme; las
caracter��sticas de la misma pueden verse en la documentaci�on dePyTorch [53].
Los resultados de este entrenamiento no fueron buenos. De manera similar a los
entrenamientos anteriores, la funci�on de costo presenta gran varianza a lo largo
de las �epocas, tanto para el conjunto de entrenamiento como para el devalida-
ci�on. En una siguiente iteraci�on se entren�o inicializando con el m�etodo de Xavier
(desarrollado en el trabajo [54]), pero los resultados fueron los mismos.

Conclusi�on

Al no lograr entrenar el segmentador de QA de manera satisfactoria, incluso
luego de las modi�caciones desarrolladas en esta secci�on, y ni siquiera al usar una
base de datos externa, fue elegida otra implementaci�on de U-Net en PyTorch para
ser entrenada; precisamente, un proyecto llamado Pytorch-UNet2.

2PyTorch-UNet fue desarrollado para competir en el desaf��o CARAVANA de Kaggle.
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Cap��tulo 3. Segmentaci�on de estructuras

(a) Parche 1. (b) Parche 2.

(c) M �ascara del parche 1. (d) M �ascara del parche 2.

Figura 3.19: Ejemplos de parches de BLCA-DB (�guras (a) y (b)) junto a sus m�ascaras (�guras
(c) y (d)), originarios del trabajo [52]. Cada parche es de tama~no 1000� 1000 p��xeles. Los
p��xeles de color blanco de las m�ascaras pertenecen a clase positiva (n�ucleo canceroso).

3.3.3. Cambio de implementaci�on: Pytorch-UNet

Como se menciona en la secci�on anterior, este proyecto fue elegidocomo al-
ternativa al 
ujo de entrenamiento provisto por QA. El repositorio c ontiene la
implementaci�on de una U-Net y su entrenamiento, usando la librer��a PyTorch.
Con el objetivo de segmentar �brosis, este modelo fue entrenado primero con la
base de datos BLCA-DB a modo de inicializaci�on, y luego fue reentrenadocon
F-DB. A continuaci�on se describe la arquitectura utilizada y las caracter��sticas de
los entrenamientos. Luego se presentan resultados de los mismos.
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3.3. Segmentaci�on de �brosis

Descripci�on del modelo

La arquitectura implementada es exactamente la que se ve en la �gura1.8, a
diferencia del tama~no de la entrada; es decir, la cantidad de bloques dedownsam-
pling y upsampling es la misma, as�� como la cantidad de �ltros en cada bloque.

Descripci�on del entrenamiento

La funci�on de costo optimizada durante el entrenamiento fue

L = H (p; q) + (1 � DC ) ; (3.5)

es decir, la suma de la entrop��a cruzada (ecuaci�on 3.1) y la funci�on de costo de
Dice (ecuaci�on 3.4).

El optimizador utilizado es RMSProp. Se caracteriza por mantener unlear-
ning rate adaptativo, que se ajusta seg�un una media m�ovil de la magnitud de los
gradientes en unbatch, para cada peso de la red.

La inicializaci�on de los pesos de la red es la usada por defecto en PyTorch;
muestras de una distribuci�on uniforme.

El entrenamiento se hace por �epocas, donde en cada �epoca se itera sobre todos
los batchesdel conjunto de entrenamiento. El tama~no de unbatch es de 8 im�agenes.
Cada 5batchesse hace una ronda de evaluaci�on, en la que se reporta el coe�ciente
de Dice sobre el conjunto de validaci�on.

Resultados

Entrenamiento con BLCA-DBA modo de prueba de concepto se entren�o la U-
Net con 10 % de la base de datos BLCA-DB. Para agilizar el entrenamiento, las
im�agenes son submuestreadas a tama~no 500� 500 p��xeles antes de entrar a la red.

En la �gura 3.20 se pueden ver las m�etricas de entrenamiento y validaci�on para
este experimento, donde se aprecia que el modelo se ajusta correctamente a los
datos y logra un buen desempe~no en el conjunto de validaci�on.

Entrenamiento con F-DBEl modelo mencionado anteriormente se reentren�o
usando la base de datos de �brosis. Un trabajo anterior [55] report�o que losre-
sultados de reentrenar una U-Net �jando los pesos del espacio latente sonpr�acti-
camente iguales a reentrenar toda la red, por lo que durante este entrenamiento
se congelaron dichos pesos. Esta secci�on concentra aproximadamente lamitad de
los par�ametros de la red, por lo que es una optimizaci�on signi�cativa a la hora de
hacer �ne tuning .

Para este entrenamiento se utilizaron todos los datos de la base de datos de
�brosis, 90 % para el conjunto de entrenamiento y 10 % para validaci�on. Adiferen-
cia del entrenamiento sobre BLCA-DB, se mantuvo �jo el valor de learning rate
en 1� 10� 5. Los datos son submuestreados a tama~no 500� 500 p��xeles antes de
entrar a la red. Se entren�o el modelo durante 10 �epocas.

Las m�etricas del entrenamiento re
ejan un comportamiento extra~no, como se
puede ver en la �gura 3.21. Durante los primeros 140batches, la funci�on de costo de
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(a) Funci �on de costo sobre el conjunto de entrenamiento.

(b) Coe�ciente de Dice sobre el conjunto de validaci�on.

Figura 3.20: M�etricas de entrenamiento de PyTorch-UNet sobre BLCA-DB, en funci�on del
batch (5 �epocas en total).

entrenamiento tiene una tendencia decreciente, al igual que el coe�ciente de Dice en
el conjunto de validaci�on. Luego, a partir del batch 140, el costo de entrenamiento
tiende a estancarse, mientras que el DC en validaci�on incrementa repentinamente
y se mantiene en 0:75 para el resto del entrenamiento, lo que supone un buen
desempe~no sobre este conjunto. Tomando muestras de la inferenciaen validaci�on,
se ve a partir delbatch 140 la red predice m�ascaras completamente negativas, tanto
para parches que no tienen �brosis como para parches que s��. Este comportamiento
llama a hacer un an�alisis conceptual sobre el c�alculo del DC en el contexto de esta
base de datos.

Debido a la naturaleza de la �brosis, la F-DB consta principalmente de im�age-
nes con etiquetas completamente negativas; es decir, sin �brosis. Cuando se calcula
el coe�ciente de Dice sobre una m�ascara completamente negativa, el conjunto true
positives es vac��o. >Qu�e ocurre con el DC cuandoT P = 0, y la predicci�on de la
red es completamente negativa? La implementaci�on del DC usada en esteentre-
namiento lo calcula de la siguiente manera

DC =
2T P + �

2T P + F P + F N + �
; (3.6)
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(a) Funci �on de costo sobre el conjunto de entrenamiento.

(b) Coe�ciente de Dice sobre el conjunto de validaci�on.

Figura 3.21: M�etricas de entrenamiento de PyTorch-UNet sobre base de datos de �brosis, en
funci�on delbatch (10 �epocas en total).

donde � = 1 � 10� 6 se utiliza para dar estabilidad num�erica. En este caso, las
cantidades false positive (FP) y false negative (FN) tambi�en son 0, ya que la
predicci�on y el ground truth son iguales. Seg�un la de�nici�on 3.4 el DC presenta
una indeterminaci�on 0=0, y la implementaci�on utilizada (ecuaci�on 3.6) la resuelve
de�niendo DC = 1 arbitrariamente.

La gran cantidad de parches completamente negativos (63 % del total), junto
con la participaci�on del DC en la funci�on de costo, incentivan a la red a prede-
cir m�ascaras completamente negativas ante cualquier entrada. Para resolver esta
situaci�on se removieron de F-DB todos los parches con etiqueta completamente
negativa.

Entrenamiento con F-DB sin datos completamente negativosSe repiti�o el en-
trenamiento con la base de datos de �brosis, esta vez excluyendo los datos men-
cionados. Las m�etricas del entrenamiento, reportadas en la �gura 3.22 muestran
que el modelo logra ajustarse a los datos.
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(a) Funci �on de costo sobre el conjunto de entrenamiento.

(b) Coe�ciente de Dice sobre el conjunto de validaci�on.

Figura 3.22: M�etricas de entrenamiento de PyTorch-UNet sobre base de datos de �brosis, en
funci�on delbatch (100 �epocas en total).

Conclusi�on

Cuando el DC forma parte de la funci�on de costo, se debe prestar especial
atenci�on a la presencia de datos con etiqueta completamente negativa.El estu-
dio realizado no permite concluir nada sobre eltransfer learning realizado, m�as
que no da~na al entrenamiento. En la secci�on 5 se presentar�an resultados de un
entrenamiento �nal y comparaciones con otros entrenamientos.

3.3.4. Modi�caciones a F-DB

Dados los resultados anteriores, fueron removidos de F-DB los parches cuyas
etiquetas fueran completamente negativas.

Naturalmente, fue entrenado el modelo segmentador de QA con la base de datos
modi�cada. Como muestran los resultados del experimento, en la �gura 3.23, el
entrenamiento fue exitoso en cuanto a la estabilidad de la funci�onde costo sobre
el conjunto de validaci�on. Adem�as, el resto de las m�etricas (accuracy, TPR, True
Negative Rate(TNR)) mejoran a medida que avanza el entrenamiento, tanto sobre
el conjunto de entrenamiento como en el de validaci�on.
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Figura 3.23: M�etricas del entrenamiento de QA sobre base de datos de �brosis en funci�on de
las �epocas, sin datos completamente negativos.

Entrop��a cruzada y predicciones negativas

Dado que el entrenamiento con la F-DB original incentiva a la red a predecir
segmentaciones negativas ante cualquier entrada, existe la posibilidadde que el
valor de la entrop��a cruzada tome valores muy grandes; por ejemplo, como se ve en
la �gura 3.16 (val/loss), el promedio en una �epoca se eleva a 5� 108. La expresi�on
de la funci�on de costo del entrenamiento es la ecuaci�on 3.1.

En el caso que la funci�on se eval�ua para un p��xel pertenecientea la clase
positiva, se tienepn;m

1 = 1 y pn;m
0 = 0, por lo que los t�erminos de la ecuaci�on 3.1

asociados a la clase negativa valen 0. Dado los valores que alcanza la funci�onde
costo, y que la red sobrepredice la clase negativa, el valorqn;m

1 tiene que ser muy
cercano a cero.

Al tener datos con etiquetas completamente negativas, el modelo se ajusta
r�apidamente a esos datos, ya que al dar una salida completamente negativael valor
de H (p; q) es cero para estas im�agenes. Los casos que s�� tienen p��xeles positivos
son tan escasos que, o bien no son su�cientes para balancear el valor deH (p; q),
o hacen que alcance valores extremadamente grandes, lo que hace imposible el
aprendizaje.

Luego de que la red aprende a predecir segmentaciones completamente nega-
tivas ante cualquier entrada, el desbalance de clases junto al gran porcentaje de
datos completamente negativos, recompensan a la red por este comportamiento,
haciendo que llegar a otra soluci�on sea inconveniente. Es importantedestacar la
diferencia entre tener un desbalance de clases, a tener m�ascaras completamente ne-
gativas. En el primer casoH (p; q) no es cero ya que hay p��xeles de clase positiva,
y la situaci�on puede balancearse mediante los pesos de las clases.
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3.3.5. Conclusiones
Con el prop�osito de generar un modelo segmentador de �brosis fue que se

llevaron a cabo los experimentos expuestos en esta secci�on. A continuaci�on se
resumen las principales conclusiones de los mismos.

QuickAnnotator fue �util para la generaci�on y el manejo de la base de datos. Sin
embargo, no cumpli�o con el objetivo de acelerar el etiquetado de datos mediante
su modelo segmentador, que no logr�o desempe~narse bien con los datos generados
por la plataforma misma. Su uso en una computadora personal es inviable, ya que
cada reentrenamiento requiere de horas de ejecuci�on y recursos computacionales
que no est�an disponibles en este tipo de dispositivos.

Como ya fue mencionado, la �brosis es un fen�omeno que escasea en la mayor��a
de las WSIs con las que se cuenta. Al usar QuickAnnotator, es importante tener
en cuenta la cantidad de parches completamente negativos que conforman la base
de datos �nal.

Por otro lado, el modelo del proyecto PyTorch-UNet muestra buen comporta-
miento durante el entrenamiento y ser�a utilizado como parte de lasoluci�on imple-
mentada, que se describe en el cap��tulo 5.
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Cap��tulo 4

Flujo de trabajo

Hasta el momento se describieron los datos de trabajo, la normalizaci�on decolor
como t�ecnica de preprocesamiento, los modelos de segmentaci�on de las estructuras
de inter�es, y el posprocesamiento de las m�ascaras generadas. En estecap��tulo se
desarrolla la integraci�on de las tareas anteriores en un �unico 
ujo de trabajo. El
objetivo de esta pr�actica consiste en contar con un procesamiento completo (punta
a punta) de toda una WSI, ensamblando losframeworks, modelos de aprendizaje
autom�atico, librer��as o todas aquellas t�ecnicas necesarias, en un mismo entorno.
Adem�as, se combina la informaci�on extra��da de las WSIs para realizarun an�alisis
cuantitativo de la muestra.

Los datos cuantitativos son de gran inter�es para los pat�ologos; esta informaci�on
ayudar��a a determinar el grado de las anomal��as presentes en una muestra biol�ogica
de forma objetiva. Actualmente la escala deKenney-Doig utiliza criterios abiertos
para determinar la categor��a en que se encuentra una yegua 1.1, lo quehace que
la discusi�on entre distintas interpretaciones contin�ue vigente [56].

M�as a�un, contar con datos cuantitativos habilita la realizaci�on de an�ali sis es-
tad��sticos, la comparaci�on cuantitativa entre WSIs, o de regiones distintas de una
misma WSI. En particular, para este �ultimo caso, a partir del 
ujo d e trabajo
completo es posible volver a la WSI para se~nalar la o las regiones que presentan
valores por fuera de los rangos medios. Es decir, regiones donde ser��a aconsejable
prestar mayor atenci�on a la hora del an�alisis cl��nico.

A pesar de las bondades de la extracci�on de datos cuantitativos, es importante
se~nalar que el foco del 
ujo de trabajo propuesto no se centra en esta �nalidad.
El �enfasis de la investigaci�on se encuentra en la uni�caci�on de las herramientas de
trabajo en un mismo entorno, y en el an�alisis punta a punta de una WSI completa.

La implementaci�on fue desarrollada en Python y hace uso de la librer��a FAST [57,
58]. Esta herramienta es de c�odigo abierto, desarrollada enC++, y fue dise~nada
para realizar procesamiento de alto rendimiento, inferencia de modelos de apren-
dizaje autom�atico y visualizaci�on de im�agenes m�edicas. Ofrece la posibilidad de
trabajar con varios tipos de procesadores (multi-core CPUs, GPU) y con diversos
motores de inferencia (OpenVINO, TensorRT, Tensor
ow), evitando que el usua-
rio tenga que interactuar con lasAPIs de cada una de estas librer��as directamente.
Adem�as, optimiza el manejo de memoria y acepta una amplia variedad de formatos
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Figura 4.1: Flujo de trabajo propuesto, dividido en cuatro m�odulos principales: inferencia de
modelos, alineaci�on y extracci�on de parches, re�namiento de segmentaci�on y extracci�on de
datos.

para los datos de entrada; dos aspectos importantes en el �area del procesamiento
de im�agenes m�edicas. Puntualmente para el caso de estudio, esto esfundamental
para trabajar con WSIs. Resulta oportuno mencionar que FAST fue desarrollado
por el mismo equipo de trabajo que FastPathology. En de�nitiva, FastPathology
se trata de una interfaz gr�a�ca que utiliza FAST de base.

El 
ujo de trabajo consiste en la ejecuci�on secuencial de una serie de etapas, tal
como se muestra en el diagrama de la �gura 4.1. El primer paso consiste enrealizar
la inferencia sobre toda la WSI con cada modelo de segmentaci�on, y generar las
m�ascaras correspondientes. A continuaci�on se recorta cada m�ascara enparches
de igual tama~no y magni�caci�on. Se posprocesan las m�ascaras a nivel de parche,
combinando la informaci�on de cada estructura, para mejorar los resultados. Por
�ultimo, se calculan algunas caracter��sticas sobre toda la WSI y se se~nalan sobre ella
regiones que requieren de mayor atenci�on. En las siguientes secciones se describe
en profundidad cada etapa del 
ujo de trabajo.

La implementaci�on desarrollada se encuentra disponible en Githubbajo el
nombre del proyecto Mare FEst

4.1. Inferencia de los modelos de segmentaci�on
Inicialmente se realiza inferencia con los modelos de segmentaci�on. Para ello

es necesario partir la WSI en parches y correr el modelo sobre cada parche. El
tama~no de imagen y la magni�caci�on dependen de los datos con los que haya sido
entrenado cada modelo. Una vez realizada la inferencia sobre todos losparches,
estos se vuelven a unir y se genera una m�ascara de toda la WSI en formato ti� .
FAST proporciona funcionalidades para realizar estas tareas.
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El procedimiento completo requiere de la con�guraci�on de varios par�ametros,
como el tama~no de las im�agenes que entran a la red, el grado de solapamiento entre
las mismas, y su magni�caci�on (que determina las dimensiones de las estructuras
biol�ogicas que ve la red). Estos tres par�ametros determinan la cantidad de parches
resultantes de la WSI. A mayor solapamiento y magni�caci�on, y menor tama~no de
imagen, aumenta la cantidad de im�agenes necesarias para cubrir la WSI.Como el
modelo de n�ucleos requiere de mayor magni�caci�on y menor tama~no deentrada
que los modelos de gl�andulas y �brosis, se le con�gur�o un menor solapamiento, de
modo de disminuir la cantidad de parches y as�� acelerar la inferencia sobre toda la
WSI.

Otro par�ametro importante en modelos de segmentaci�on es el umbral desalida
de la red. Como fue descrito en cap��tulos anteriores, varios modelosde segmenta-
ci�on tienen dos canales de salida: uno representa la probabilidad de cada p��xel de
pertenecer a la clase positiva, y el otro representa la probabilidadcomplementaria.
Una pr�actica habitual es asignarle al p��xel la clase de mayor probabilidad, para
condensar la informaci�on en forma binaria en un solo canal. Tambi�en es posible
determinar un umbral e imponerlo en el canal de inter�es. Este fue el caso para
el modelo de gl�andulas y el de epitelio, donde en base a resultados sobre algunas
im�agenes representativas del conjunto de datos, se toma un umbral de 0:2 para
captar mayor cantidad de p��xeles.

FAST cuenta con la posibilidad de utilizar un archivo escrito en pseudo-c�odigo
para especi�car estos atributos, junto con las tareas a ejecutar. En muchos casos
este m�etodo de implementaci�on puede ser de ayuda, ya que no es necesario contar
con conocimientos de programaci�on para ejecutarlo. En FastPathology esta esla
�unica opci�on de con�guraci�on posible. En el anexo B.1.1 se incluye el archivo
utilizado para generar inferencias con el modelo de n�ucleos, a modode ejemplo.

Los algoritmos de segmentaci�on seleccionados para llevar a cabo el an�alisis
completo son: el modelo de gl�andulas (el usuario puede optar si utilizar el modelo
de epitelio [?] o el de gl�andulas de GlaS [43]), el modelo de n�ucleos [21], y un
modelo de segmentaci�on de �brosis entrenado con datos propios. Los modelos de
gl�andulas y n�ucleos fueron introducidos en el cap��tulo 3, mientras que el modelo
�nal de �brosis es presentado en el cap��tulo 5.

Una pr�actica habitual para optimizar el proceso de inferencia es umbralizar
la WSI completa de forma de obtener una m�ascara de segmentaci�on de tejido.
FAST proporciona una funcionalidad para esto, utilizando procesamiento cl�asico
de im�agenes. Al fraccionar la WSI en parches tambi�en se divide la m�ascara de
segmentaci�on de tejido; luego, al momento de trabajar sobre cada parche sede-
termina si el porcentaje de fondo (donde no hay tejido) es mayor a unumbral. En
caso de que lo sea, se descarta el parche.

En cuanto al formato de almacenamiento de los pesos y arquitectura del modelo
se trabaj�o siempre con la extensi�ononnx. Se trata de un formato abierto para mo-
delos de aprendizaje autom�atico que permite intercambiar desarrollos provenientes
de distintos frameworks. En algunos casos, como los modelos de segmentaci�on de
gl�andulas o �brosis, fue necesario convertirlos depth (formato de PyTorch) a onnx
para hacerlos compatibles con FAST.
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(a) Inferencia en im�agenes del proyecto a magni�caci�on 40� con el modelo de epitelio, previo a su
re�namiento.

(b) Inferencia en im�agenes del proyecto a magni�caci�on 40� con el modelo de n�ucleos, previo a su
re�namiento.

Figura 4.2: Etapa de extracci�on y alineaci�on de m�ascaras. Inferencias de gl�andulas y n�ucleos
previos al re�namiento. Se observa que la magni�caci�on de40� es adecuada para detectar las
dos clases.

4.2. Alineaci�on y extracci�on de parches
Una vez que se cuenta con los archivosti� que contienen las m�ascaras de

segmentaci�on de toda la WSI, una para cada modelo, se procede a alinear y recortar
en parches. Para realizar esto se utiliza un archivo de con�guraci�on,donde se
establecen todas las variables para determinar este recorte. Este archivo se guarda
junto con los parches para mantener un registro de las mismas. Estas variables
corresponden al tama~no de recorte de la imagen, nivel de magni�caci�on,orden de
los canales donde se guardan las m�ascaras, y opcionalmente el tama~no de escalado
de la imagen al momento de realizar el re�nado de las m�ascaras (para acelerarel
procesamiento).

Como las inferencias de las segmentaciones son realizadas con niveles de mag-
ni�caci�on y tama~nos de imagen diferentes (adecuados a cada modelo), esnecesario
alinearlas para que coincidan entre s��. Para esto se toma la informaci�on del alto y
largo de toda la WSI y tambi�en de los archivos ti� , y se escalan para que todas
coincidan en un mismo punto. Luego, una funcionalidad de FAST permite extraer
cada imagen y convertirlo a un tipo de dato adecuado al posprocesamiento.De
modo de no perder la informaci�on de espacialidad, las coordenadas dentro de la
WSI de donde es extra��da la imagen son guardadas en el nombre del archivo(tanto
en el parche como en la m�ascara). Cada m�ascara es guardada como una imagen
de 3 canales, donde cada canal representa una segmentaci�on.

En esta oportunidad, las m�ascaras y la WSI son recortadas del mismo tama~no
(1024 � 1024 p��xeles), a una magni�caci�on de 40� . La elecci�on del tama~no de
parche y magni�caci�on ten��a que adecuarse simult�aneamente a todos los modelos
utilizados. De esta forma, la magni�caci�on de 40� permite apreciar los n�ucleos con
su�ciente detalle, mientras que el tama~no de parche de 1024� 1024 p��xeles capta
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una regi�on su�cientemente grande como para apreciar gl�andulas completas. En la
�gura 4.2 se ilustran estas caracter��sticas.

En esta etapa se genera un archivo de reporte de tipojson que contiene no solo
informaci�on de la con�guraci�on sino que tambi�en guarda datos de la misma WSI,
como sus dimensiones, nombre, etc. Posteriormente otros datos de relevancia son
guardados en este archivo.

4.3. Re�namiento de las m�ascaras de segmentaci�on
El tratamiento posterior sobre las m�ascaras de gl�andulas y n�ucleos fue descrito

en las secciones 3.1 y 3.2 respectivamente. En el primer caso el objetivo es mejorar
la segmentaci�on obtenida, rellenando la luz de las gl�andulas, y �ltrar segmentacio-
nes no deseadas, como el tejido luminal. Mientras que en el segundo, el prop�osito
consiste en �ltrar instancias que no forman parte del objeto de inter�es, es decir,
descartar n�ucleos que se sabe de antemano que no son linfocitos. Por otro lado,
no se hicieron posprocesamientos adicionales sobre las m�ascaras obtenidas con el
modelo segmentador de �brosis.

De acuerdo con lo que se describi�o en la secci�on 3.2, para llevar adelante la
segmentaci�on de n�ucleos se utiliza la segmentaci�on de gl�andulas. El argumento que
avala esta pr�actica es que un n�ucleo que se encuentra dentro de una gl�andula no se
trata de un linfocito. De este modo, remover estos n�ucleos de la m�ascara simpli�ca
la tarea posterior de clasi�caci�on, donde las clases son linfocito o nolinfocito.

Dentro de estos procesamientos se realizan operaciones morfol�ogicas quetien-
den a ser computacionalmente muy costosas. Con el �n de acelerar este procedi-
miento, las m�ascaras son transformadas a tama~no 512� 512 (o cualquier dimensi�on
determinada en el archivo de con�guraci�on) durante el re�namiento y luego son
devueltas a su tama~no original.

La ventaja de tener todas las m�ascaras en las mismas coordenadas es que per-
mite cruzar informaci�on de las mismas. Como se mencion�o en cap��tulosanteriores,
se utiliza la m�ascara de gl�andulas para re�nar n�ucleos, y los parchesde la imagen
para re�nar las gl�andulas. Tambi�en se podr��a haber cruzado informaci �on entre
otras segmentaciones, como por ejemplo entre gl�andulas y �brosis, dado que estas
presentan varios puntos en com�un. Sin embargo durante el desarrollo del proyecto
no se exploraron estas alternativas. En la secci�onTrabajo a futuro 6.2 se comentan
algunas opciones que podr��an ser interesantes para mejorar las segmentaciones de
�brosis.

En este m�odulo tambi�en se calculan los mapas de densidad para cada canal.
Con la informaci�on de la ubicaci�on de cada imagen dentro de la WSI se genera
un mapa de calor donde se pueden observar regiones con acumulaci�on de n�ucleos
o alta densidad de gl�andulas. En el caso del mapa de �brosis y de gl�andulas, se
reporta para cada imagen la cantidad de p��xeles con detecci�on positiva sobre �area
total de la imagen. Mientras que para n�ucleos se reporta cantidad de instancias de
n�ucleos por imagen. En la �gura 4.3 se observan estos mapas. Esta informaci�on se
almacena en un archivo de la librer��a Numpy density map.npy, donde se tiene en
cada canal las densidades de cada segmentaci�on y un cuarto canal con informaci�on
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Figura 4.3: Mapas de calor de la densidad de gl�andulas, n�ucleos y �brosis, de la WSILady.svs,
generados utilizando los modelos de segmentaci�on. La escala de los mapas de gl�andulas y
�brosis est�a normalizada, y la densidad en esos casos se mide como la cantidad de p��xeles
segmentados sobre el total de p��xeles, por parche. En el caso del mapa de densidad de n�ucleos,
la densidad se calcula como la cantidad de n�ucleos por parche.

binaria de existencia o ausencia de tejido.

4.4. Extracci�on de datos cuantitativos
Finalmente, las m�ascaras de segmentaci�on recortadas y procesadas son uti-

lizadas para calcular caracter��sticas de las instancias detectadas. A partir de las
m�ascaras de gl�andulas se estudia la distribuci�on del �area, y a partir de las m�ascaras
de n�ucleos se busca clasi�car los mismos.

4.4.1. Extracci�on de informaci�on de gl�andulas

En lo que re�ere a las m�ascaras de gl�andulas se decidi�o mantener ambosmo-
delos para que el usuario decida cu�al utilizar seg�un su prop�osito.En el caso del
modelo entrenado con GlaS muchas gl�andulas no son detectadas; aquellas que s��
lo son presentan una de�nici�on precisa de sus l��mites. Este tipo de inferencia es
buena si se quiere realizar un an�alisis de la forma de las gl�andulas, sin embargo al
no detectar gran cantidad de gl�andulas, no es bueno para un an�alisis de densidad.
Por otra parte, el modelo de segmentaci�on de epitelio logra detectar conjuntos
de gl�andulas, mientras que la forma no se caracteriza correctamente;es un mejor
modelo si se quiere caracterizar densidad. Es por esto que el mapa dedensidad
se reporta en cantidad de p��xeles sobre �area total, en vez de reportarcantidad de
gl�andulas por imagen.

Para calcular la densidad de gl�andulas, se identi�ca cada instancia de gl�andula
en las m�ascaras y se calcula su �area relativa a la imagen. Visualizando algunas in-
ferencias se aplic�o un �ltrado para eliminar aquellas instancias con �areas menores a
cierto umbral, consider�andolas espurias. En la �gura 4.4 se observan las inferencias
para cada modelo y la comparaci�on de ambos histogramas. Es interesante observar
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(a) Inferencia de gl�andulas en la WSI deLady.svs con el modelo de epitelio.

(b) Inferencia de gl�andulas en la WSI deLady.svs con el modelo de GlaS.

(c) Histograma del �area de gl�andulas para el modelo de epitelio y el modelo de GlaS para la WSI
de Lady.svs.

Figura 4.4: Comparaci�on de inferencias para ambos modelos de detecci�on de gl�andulas teniendo
en cuenta el�area relativa de las gl�andulas para la WSI deLady.svs.

como el histograma para el modelo de epitelio posee m�as datos en �areas mayores a
0:8, se~nalando posibles nidos glandulares, mientras que el modelo de GlaS in�ere
�areas mucho menores. En el caso de que se tenga la informaci�on de la escala del
p��xel (es decir, cual es la medida real en micr�ometros cuadrados decada p��xel),
es posible convertir el histograma y expresar el �area absoluta en lugar del �area
relativa.

Se genera un archivocsv que contiene la informaci�on de todas las gl�andulas de
la WSI. Para cada una se guarda un identi�cador, su ubicaci�on dentro de la WSI
(coordenadas de la imagen donde fue extra��da), un identi�cador de la gl�andula
dentro de la imagen, y su �area relativa.
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Figura 4.5: Parche recortado de la WSILady.svs. Se se~nalan con 
echas verdes los linfocitos
presentes en la imagen. Pude observarse que estos n�ucleos tienden a ser m�as peque~nos, circu-
lares y oscuros que el resto.

4.4.2. Extracci�on de informaci�on de n�ucleos

En cu�anto a las m�ascaras de n�ucleos, como no se contaba con datos etiqueta-
dos para entrenar un modelo de clasi�caci�on, se opt�o por calcular caracter��sticas
que permitan identi�car los linfocitos de forma no supervisada. Debido a esto, el
enfoque de esta secci�on fue exploratorio y deja abierta la puertaa varias l��neas de
investigaciones futuras.

Las caracter��sticas seleccionadas son: �area, circularidad, nivel de intensidad,
y textura. A continuaci�on se detalla la raz�on por la que se seleccionaron estos
atributos y se incluye la �gura 4.5 como referencia para observar las caracter��sticas
susodichas.

�Area: se observ�o que los linfocitos presentan n�ucleos con �area relativamente
constante. El c�alculo de esta caracter��stica se obtiene aplicandouna funci�on
de la librer��a OpenCV. Mas detalles acerca de la funci�on aplicada yqu�e
par�ametros se utilizaron se pueden encontrar en el anexo C.

Nivel de intensidad: el color del n�ucleo es de intensidad baja. Paraobtener
el nivel de intensidad se toma la imagen en escala de grises y se calcula la
intensidad media de cada n�ucleo.

Circularidad: se de�ne mediante la siguiente f�ormula:

circularidad =
4�A
P2 ;
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donde A representa el �area y P el per��metro. Puede tomar un valor de 1
(m�aximo valor posible) cuando la regi�on es un c��rculo, y �= 4 cuando es un
cuadrado. Los linfocitos suelen ser bien redondos, por lo que se esperaque
tomen un valor cercano a 1 para este descriptor. Al igual que para obtener
el �area, para hallar el per��metro se utiliz�o una funci�on de Open CV destinada
para ello. Mas informaci�on acerca de su aplicaci�on se puede encontrar enel
anexo C.

Textura: de acuerdo a lo mencionado con anterioridad 3.2, la textura de
los linfocitos es uniforme. Se utilizaron tres medidas distintas para evaluar
esta magnitud. Para todos los casos fue necesario hallar previamente el his-
tograma normalizado de los niveles de intensidad en escala de grises, que
quedan comprendidos en la segmentaci�on. A este histograma se lo denota
como pz(i ), donde z es una variable aleatoria que toma niveles de gris, esto
esz = i con i en el rango [0; 255].

La primera medida utilizada se calcula de la siguiente forma:

R(z) = 1 �
1

1 + � 2(z)
;

donde � 2(z) representa el desv��o est�andar de la variable z en la imagen.
Esta medida toma valores cercanos a 0 cuando la zona es poco texturada, y
valores pr�oximos a 1 cuando la textura es fuerte.

Otra medida utilizada es:

U(z) =
255X

i =0

p2
z(i );

que tambi�en re
eja el grado de variabilidad de la textura. Como pz toma
valores en el rango [0; 1] y su suma es igual a 1, el valor deU es m�aximo
cuando todos los niveles de intensidad son igualmente probables (uniformi-
dad m�axima) y decrece en otros casos.

Por �ultimo, la tercer medida de textura implementada es la entrop��a, de�nida
como:

e(z) = �
255X

i =0

pz(i ) log2 pz(i ):

La entrop��a es una medida de incertidumbre y vale 0 para regiones constan-
tes.

Se comienza el an�alisis estudiando si �jar un umbral para una de las carac-
ter��sticas permite identi�car posibles candidatos. Luego se contin�ua analizando la
distribuci�on de las caracter��sticas dos a dos, para ver si �jar umbrales en dos ca-
racter��sticas permite obtener la clasi�caci�on deseada. Y por �ulti mo se aplica un
algoritmo para agrupar las distintas instancias de acuerdo al grado de similitud
que presentan entre s��, en base a todas las caracter��sticas halladas.Esto se discute
en profundidad en el cap��tulo 5.
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Cap��tulo 5

Resultados

El objetivo principal del trabajo consiste en explorar la incorporaci�on de nue-
vas t�ecnicas para el an�alisis de biopsias endometriales de yeguas. Las t�ecnicas a
analizar deb��an provenir principalmente de las �areas de procesamiento de im�agenes
y aprendizaje autom�atico. Tambi�en se propuso estudiar herramientasde trabajo
y frameworks para el an�alisis de las muestras biol�ogicas, as�� como librer��as para el
procesamiento digital de las mismas.

Con respecto al procesamiento de im�agenes, se propuso identi�car estructuras
biol�ogicas de inter�es en las muestras, por medio de la aplicaci�on de modelos de
aprendizaje autom�atico de segmentaci�on. Para el caso de las gl�andulas yn�ucleos
se utilizaron modelos preentrenados que se encontraban disponibles yten��an un
desempe~no aceptable en las im�agenes de trabajo; pero para la segmentaci�on de
�brosis se decidi�o entrenar un modelo con datos propios.

En la secci�on 3.3 se describi�o el primer acercamiento alframework de trabajo,
utilizado para etiquetar datos y entrenar un modelo de segmentaci�on de �brosis
(QA). Tambi�en se expusieron las di�cultades que se encontraron al utilizar la
herramienta, y un nuevo modelo al que se recurri�o ante las di�cultades atravesadas.
El desenlace llev�o a tener que modi�car la base de datos de �brosis yremover las
im�agenes sin etiquetas positivas.

Todos los cambios implementados aportaron para que el modelo comenzara a
aprender. En este cap��tulo se describen los entrenamientos posteriores, tanto con
el modelo de QA como con el de Pytorch-UNet. Se detallan las particularidades de
cada entrenamiento; como por ejemplo, cantidad de �epocas, m�etodos deaumenta-
ci�on de datos, inicializaci�on de los pesos de la red, y t�ecnicas de normalizaci�on de
color. Sobre este �ultimo punto, tambi�en se presentan los resultadosobtenidos al
entrenar el modelo de HistAuGAN, junto con un an�alisis de sus limitaciones.

En cuanto a la arquitectura de los modelos, estas fueron introducidas pre-
viamente y no se aplicaron cambios adicionales en esta secci�on. Se presenta la
metodolog��a de evaluaci�on implementada y los resultados obtenidos a partir de
estos entrenamientos.

En lo que re�ere al estudio de losframeworks y herramientas, luego de analizar
varios recursos disponibles y probar su desempe~no sobre los datos de trabajo,
se opt�o por utilizar la librer��a FAST. Adem�as de las facilidades que brinda esta
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librer��a para trabajar con WSIs, poder implementar la propuesta � nal en Python
resulta conveniente porque permite aplicar t�ecnicas de posprocesamiento y c�alculos
de datos cuantitativos, con herramientas com�unmente utilizadas en el �area de
procesamiento de im�agenes.

El 
ujo de trabajo punta a punta, que es donde se aplican las t�ecnicasseleccio-
nadas para analizar una WSI de forma completa, permite combinar la informaci�on
de las diferentes estructuras biol�ogicas estudiadas a partir de una �unica ejecuci�on.
En este cap��tulo se presenta el an�alisis de los resultados obtenidos al aplicar el

ujo de trabajo descrito en la secci�on 4.

Resulta oportuno aclarar que el m�odulo donde se realiza el c�alculo deresultados
cuantitativos fue desarrollado con �nes exploratorios. Se estudia la posibilidad de
analizar la distribuci�on del �area de las gl�andulas, con los dos modelos disponibles
para ello; y se analiza la viabilidad de clasi�car linfocitos, sin contar con datos
etiquetados para entrenar un algoritmo supervisado.

5.1. Entrenamiento de HistAuGAN
Se entren�o el modelo de HistAuGAN con los tres dominios de trabajo para

aplicar una t�ecnica de normalizaci�on de color sobre las im�agenes de entrenamiento.
Se utilizaron im�agenes de tama~no 1000� 1000 con nivel de magni�caci�on de 10� .
La base de datos de entrenamiento conten��a 241 im�agenes del dominio violeta,
213 del dominio rosado y 226 del dominio rojo. Los par�ametros de entrenamiento
fueron un redimensionamiento de las im�agenes a 256� 256 p��xeles y un recorte
aleatorio de 216� 216 p��xeles.

Se tomaron cuatro im�agenes de cada dominio de tama~no 1000� 1000 p��xeles
para conformar una base de datos de prueba. Vale aclarar que estas im�agenes no
integraban el conjunto de entrenamiento. Se pueden ver los resultadosde inferencia
del modelo entrenado sobre algunas de las im�agenes de prueba en la �gura 5.1

Los resultados de la transferencia de dominio con el modelo de HistAuGANson
muy buenos. Las im�agenes generadas son realistas y logran captar la distribuci�on
del espacio de color de cada dominio. Sin embargo, se puede ver en varias de
las im�agenes generadas un patr�on cuadriculado de 4� 4 p��xeles. Este patr�on se
observa principalmente en el fondo de la muestra, donde los tonos son m�as claros
y uniformes. A partir de las pruebas realizadas se observ�o que el patr�on no variaba
de tama~no al modi�car las dimensiones de las im�agenes de entrada a la red, ni el
valor de redimensionamiento. En la �gura 5.2 se muestran algunos ejemplosdel
patr�on cuadriculado observado.

Al investigar el origen de este defecto, se encontr�o que los patrones cuadricu-
lados son un artefacto com�un de los modelos generativos. Estos modelos cuentan
con capas de deconvoluci�on, tambi�en conocidas como convoluci�on traspuesta, que
realizan un proceso de interpolaci�on para pasar de un espacio de baja dimensi�on a
otro de mayor. Cuando el tama~no del n�ucleo de convoluci�on no es divisible entre
el tama~no del paso, se produce solapamiento sobre algunos p��xeles, porlo que el
modelo pasa dos veces por el mismo lugar y se suma la informaci�on generada. Con-
siderando que los modelos cuentan con varias capas de deconvoluci�on, observamos
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5.1. Entrenamiento de HistAuGAN

Figura 5.1: Resultados con im�agenes de prueba del modelo entrenado de HistAuGAN. La
columna de la izquierda contiene las im�agenes originales, a la derecha de cada imagen se
encuentran las im�agenes generadas por el modelo en los otros dominios.

que este problema afecta a varios niveles de escala de la red.
El art��culo [59] propone una alternativa sencilla a las capas de deconvolu-

ci�on que es realizar una interpolaci�on del tipo vecino m�as cercanoo interpolaci�on
bilineal, seguido de una capa convolucional. Esta modi�caci�on no fuepuesta en
pr�actica debido a que exced��a el alcance del proyecto, sin embargo se deja expuesta
esta l��nea de trabajo para futuros acercamientos.

En cuanto a c�omo integrar el algoritmo seleccionado con el proyecto de estudio,
se consideran dos posibilidades que podr��an tener efectos positivosen los entrena-
mientos de los modelos de segmentaci�on. El primero podr��a ser transformar todas
las im�agenes que entran al modelo a un mismo dominio, tanto las de entrenamiento
como las de prueba, de forma de reducir la variabilidad de color que pueden tener
las estructuras a detectar. La segunda opci�on evaluada consiste en pasartodas las
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im�agenes de entrenamiento a todos los dominios existentes en la basede datos.
Esto constituye una t�ecnica de aumentaci�on de datos, y por lo tanto introduce
mayor cantidad de im�agenes para entrenar.

Ambas opciones son v�alidas y presentan sus ventajas. La primera opci�on im-
plica que el modelo de segmentaci�on no deba ser reentrenado cada vez que observa
un nuevo dominio. Sin embargo, el modelo de HistAuGAN s�� debe entrenarse para
poder mapear im�agenes del nuevo dominio al dominio de referencia. Porlo que
esta opci�on requiere de un preprocesamiento al hacer inferenciaque conlleva mayor
tiempo y trabajo.

Por otro lado, la segunda opci�on tiene como ventaja que se logra una mayor
independencia entre la detecci�on de las estructuras y los colores, por lo que el mo-
delo ya entrenado podr��a servir para im�agenes de dominios nunca vistos por �este.
La desventaja es que entrenar un modelo de esta forma es m�as costosocomputacio-
nalmente, ya que las im�agenes de entrenamiento se multiplican por la cantidad de
dominios existentes en el problema.

5.2. Entrenamientos del modelo de �brosis

Una vez que se encontr�o la causa del mal desempe~no de los modelos entrenados
con F-DB, mencionada en la secci�on 3.3.4, se experiment�o cambiando algunos
hiperpar�ametros de los modelos segmentadores de �brosis para observar su impacto
en el desempe~no sobre el conjunto de prueba.

Para el modelo de QA se hicieron tres entrenamientos: sin aumentaci�on de
datos, con aumentaci�on de datos, y con la normalizaci�on de color de HistAuGAN.
Con el modelo de Pytorch-UNet se experiment�o haciendotransfer learning entre
BLCA-DB y F-DB, y tambi�en con la normalizaci�on de color de HistAuGAN.

En esta secci�on se describen las caracter��sticas de los entrenamientos, el con-
junto de pruebas, y �nalmente se presentan los resultados obtenidos.

5.2.1. Aumentaciones de datos conservadas de QA

Como fue mencionado en la secci�on 3.3.2, las aumentaciones de datos originales
de QA introducen algunos artefactos en las im�agenes que no son naturales al
problema en cuesti�on. A la hora de entrenar el modelo �nal, se aplic�o el siguiente
subconjunto de las transformaciones originales de modo de no introducir dichos
artefactos:

Normalizaci�on: todas las im�agenes son normalizadas en el rango [0; 1] previo
a entrar a la red.

Rotaci�on: cada imagen tiene probabilidad 0:5 de ser rotada 180° respecto a
los ejes vertical y horizontal.

Blur : se aplica un �ltro pasabajos conkernel de tama~no aleatorio (entre 3
y 7), con probabilidad 0:25.
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Brillo: se modi�ca el brillo de cada imagen, con probabilidad 0:25. Este se
aumenta o disminuye una cantidad aleatoria entre 0 y 20 %.

Contraste: se aumenta/disminuye el contraste, con probabilidad 0:25, una
cantidad aleatoria entre 0 y 20 %.

Gamma: se transforma, con probabilidad 0:25, la intensidad de la imagen
(I) de acuerdo a la siguiente expresi�on

I transformada = I 
 ; (5.1)

donde 
 toma un valor aleatorio entre 0:8 y 1:2, y la potencia se aplica p��xel
a p��xel.

HSV: con probabilidad 0:5, la imagen se convierte desde el espacio de color
RGB al espacio HSV (Hue-Saturation-Value). A sus valores en cada canal
se le suma/resta un valor aleatorio en los rangos (0; 20), (0; 10), y (0; 10)
respectivamente. Luego se devuelve la imagen al espacio RGB.

En la �gura 5.3 se puede ver el efecto de cada una de estas transformaciones
sobre una imagen de prueba (recordar que los par�ametros de la transformaci�on
son aleatorios y var��an en cada aplicaci�on). En la �gura 5.4 se puede ver elefecto
de aplicarlas todas al mismo tiempo.
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Figura 5.2: Patr�on cuadriculado de4� 4 p��xeles obtenido en im�agenes generadas con el modelo
de HistAuGAN.
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5.2. Entrenamientos del modelo de �brosis

Figura 5.3: Transformaciones de datos conservadas de QA. En la �la de arriba se ven las
im�agenes originales. En la �la de abajo, las transformaciones aplicadas una a la vez. De izquierda
a derecha: contraste, brillo,blur, rotaci�on, gamma, HSV.

Figura 5.4: Ejemplo de imagen de F-DB transformada con las aumentaciones de datos con-
servadas de QA. Se observa que la imagen transformada mantiene la naturaleza de la imagen
original. La misma puede observarse en la �gura 5.3.
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5.2.2. F-DB aumentada con HistAuGAN

Con el �n de tener un modelo que generalice sobre una mayor cantidad dedo-
minios de color, se gener�o una versi�on aumentada de F-DB, donde se transform�o
cada imagen desde su dominio original a los dos dominios de color restantes, me-
diante la red de HistAuGAN presentada en la secci�on anterior 5.1. Luego deesta
aumentaci�on de datos, F-DB qued�o conformada por 664 im�agenes, de las cuales
140 pertenecen al dominio violeta, 229 pertenecen al dominio rosado, y 295 per-
tenecen al rojo. A su vez, 532 de ellas pertenecen al conjunto de entrenamiento,
y las 132 restantes al de validaci�on. Ejemplos de los datos aumentados se pueden
ver en la �gura 5.1.

Con la base aumentada, y excluyendo las aumentaciones mencionadas en la
secci�on 5.2.1, se entren�o el modelo segmentador de QA, de la misma forma que se
describi�o en secciones anteriores: se entren�o elautoencoder, y se usaron sus pesos
para inicializar el modelo segmentador.

5.2.3. Transfer learningentre BLCA-DB y F-DB

En la secci�on 3.3.3 se prob�o hacertransfer learning entre un modelo segmen-
tador de n�ucleos y uno de �brosis, de modo de mitigar supuestos problemas de
inicializaci�on del segmentador de QA. Durante el desarrollo de ese experimento se
descubri�o el verdadero problema, el cual no ten��a que ver con la inicializaci�on del
modelo. Sin embargo, al tratarse de tareas relacionados, es interesante vercomo
se desempe~na una U-Net entrenada de esta manera y compararla con el resto de
los segmentadores de �brosis.

Entonces, para este experimento, fue utilizado el proyecto de Pytorch-UNet.
Primero, el segmentador fue entrenado (como se describe en la secci�on 3.3.3) con
la totalidad de BLCA-DB, durante 30 �epocas, con datos escalados a 0:5 veces el
tama~no original (es decir, im�agenes de 500� 500 p��xeles). Este modelo alcanz�o un
coe�ciente de Dice promedio de 0:69 sobre el conjunto de prueba de BLCA-DB.

Luego fue reentrenado con la totalidad de F-DB, tambi�en con im�agenes esca-
ladas a 0:5 veces su tama~no original. Esta vez, se congelaron los pesos del espacio
latente y se mantuvo �jo el learning rate en 1� 10� 5 a lo largo del entrenamiento.
Se hicieron dos variantes de este experimento: una con F-DB en su estado original,
y otra con F-DB aumentada mediante HistAuGAN. La reducci�on de tama~no de la
entrada a la red durante el entrenamiento se hizo para habilitar un mayor tama~no
de batch. En este entrenamiento unbatch es de 8 im�agenes, y no es posible tomar
m�as debido a limitaciones computacionales.

En un tercer experimento se prob�o entrenar con F-DB a resoluci�on original
(es decir, 1000� 1000 p��xeles). En este caso fue necesario reducir a 3 im�agenes el
tama~no debatch.

5.2.4. Conjunto de prueba

Para evaluar los distintos experimentos, se utiliz�o un conjunto deprueba que
consiste de 35 im�agenes de tama~no 1000� 1000 p��xeles obtenidas con magni�caci�on
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#E AD #IB TE LR DC Duraci�on (hs)
300 - 8 1000� 1000 1� 10� 3 0:45 3
300 QA 8 1000� 1000 1� 10� 3 0:48 3
288 HistAuGAN 8 1000� 1000 1� 10� 3 0:48 9

Tabla 5.1: Resultados de los entrenamientos del modelo segmentador de �brosis de QA sobre los
datos de prueba. Las caracter��sticas por columna representan: n�umero de�epocas (#E), t�ecnica
de aumentaci�on de datos aplicada (AD), cantidad de im�agenes delbatch (#IB), tama ~no de la
entrada a la red en p��xeles (TE),learning rate(LR), el valor del coe�ciente de Dice promedio
sobre el conjunto de prueba (DC), y la duraci�on del entrenamiento en horas.

#E AD #IB TE LR DC Duraci�on (hs)
10 - 3 1000� 1000 1� 10� 5 0:17 5
100 - 8 500� 500 1� 10� 5 0:52 5
130 HistAuGAN 8 500 � 500 1 � 10� 5 0:54 5

Tabla 5.2: Resultados de los entrenamientos del modelo segmentador de �brosis de Pytorch-
UNet sobre los datos de prueba. Las caracter��sticas por columna representan: n�umero de�epocas
(#E), t �ecnica de aumentaci�on de datos aplicada (AD), cantidad de im�agenes delbatch (#IB),
tama~no de la entrada a la red en p��xeles (TE), learning rate(LR), el valor del coe�ciente de
Dice promedio sobre el conjunto de prueba (DC), y la duraci�on del entrenamiento en horas.

10� . Estas fueron etiquetadas durante la generaci�on de F-DB y no participaron
de los entrenamientos. Todas presentan �brosis.

Para medir el desempe~no de los modelos se calcul�o el coe�cientede Dice (seg�un
la ecuaci�on 3.4) de las predicciones de cada modelo sobre la base de prueba.

5.2.5. Resultados
A continuaci�on se detallan los resultados de los entrenamientos descritos sobre

el conjunto de prueba.
La tabla 5.1 incluye los resultados de los entrenamientos del modelo deQA; la

tabla 5.2 muestra los de Pytorch-UNet. En la �gura 5.5 se muestra la inferencia del
mejor modelo sobre una imagen del conjunto de prueba. Para ver m�as ejemplos,
referirse a la �gura A.3.1.
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(a) Imagen etiquetada. (b) Inferencia realizadas con el modelo de �brosis que
obtuvo mayor coe�ciente de Dice sobre el conjunto de
prueba.

Figura 5.5: Imagen del conjunto de prueba. Inferencia del mejor modelo segmentador de �brosis.

5.2.6. Conclusiones
Comparando los entrenamientos del modelo de QA, se puede ver que la aumen-

taci�on de datos, tanto las descritas en la secci�on 5.2.1, como las de HistAuGAN,
mejoran los resultados respecto al entrenamiento sin aumentaciones dedatos, aun-
que levemente.

Respecto a los entrenamientos con la red de Pytorch-UNet, se observa primero
que el entrenamiento con tama~no debatch de 3 im�agenes dur�o 10 �epocas; fue cor-
tado por l��mite de tiempo, ya que luego de 5 hs no alcanz�o un resultado aceptable.
En comparaci�on, el entrenamiento con tama~no debatch de 8 im�agenes escaladas
a 0:5 veces su resoluci�on original, alcanz�o los resultados que se muestranen la
tabla 5.2, en el mismo tiempo.

Por �ultimo, comparando los resultados entre los experimentos de QA y Pytorch-
UNet, se observa que el mejor modelo es el resultante deltransfer learning entre
BLCA-DB y F-DB, entrenado con la aumentaci�on de HistAuGAN. Por lo tanto, se
puede concluir que esta t�ecnica es pertinente a la hora de resolver el problema de
segmentar �brosis, y que HistAuGAN ayud�o a mejorar el desempe~no delmodelo.

5.3. Extracci�on de informaci�on cuantitativa
En la siguiente secci�on se detallan los experimentos e informaci�on resultante de

aplicar el 
ujo de trabajo presentado en el cap��tulo anterior 4. Los datos obtenidos
de las m�ascaras de segmentaci�on se utilizaron para llevar a cabo un an�alisis de la
distribuci�on, densidad, forma y color de las estructuras biol�ogicas. En particular
el an�alisis se concentra en la informaci�on extra��da para las gl�andulas y n�ucleos.
Combinado esta informaci�on junto con la obtenida del modelo de �brosis, se abre
un amplio camino a futuras investigaciones.
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5.3.1. Experimentos realizados con m�ascaras de gl�andulas

Comparaci�on entre modelos

Durante el desarrollo del proyecto se hizo �enfasis en lograr mejorar la seg-
mentaci�on de gl�andulas, ya que la calidad de la inferencia no era satisfactoria para
extraer cierto tipo de caracter��sticas, como forma o cantidad. Como se describi�o en
la secci�on 3.1, inicialmente se experiment�o con el modelo de segmentaci�on de epite-
lio. Posteriormente, al concluir que su inferencia no era adecuada para caracterizar
la forma de las gl�andulas, se decidi�o buscar nuevos modelos de segmentaci�on. El
modelo entrenado con la base de datos de GlaS parec��a ser mas adecuado para esta
tarea, ya que efectivamente fue entrenado con m�ascaras de gl�andulas. Sin embargo,
en la pr�actica este modelo demostr�o una alta tasa de falsos negativos, por lo que
no fue conveniente para un c�alculo de densidad. A modo exploratoriose opt�o por
realizar un an�alisis de densidad de las gl�andulas, calculando la cantidad de p��xeles
detectados por instancia sobre �area total del parche.

En la �gura 5.6 se observan los histogramas en escala logar��tmica, generados
para diferentes WSIs, comparando ambos modelos. Estos histogramas represen-
tan el �area de cada gl�andula individualmente. Tal como se hab��a observado en la
secci�on 4.4.1, el histograma del modelo de epitelio posee mayor cantidad de infe-
rencias para un gran rango de �areas en comparaci�on con el modelo de gl�andulas,
validando as�� la hip�otesis inicial. Otra interpretaci�on de esos h istogramas, es que
el modelo de epitelio tiende a sobre-estimar el �area ocupada por las gl�andulas, ya
que cada instancia de la inferencia puede englobar un conjunto de gl�andulas. En la
�gura 5.7 puede observarse la inferencia del modelo de epitelio para varios rangos
de �area. Por ejemplo en el rango comprendido de 0:06mm2 a 0:075mm2 el modelo
in�ere una �unica gran instancia, sin embargo se trata de un conjunto de gl�andulas
aglomeradas.

Una utilidad de inter�es para estos datos, es prestar especial atenci�on a aquellas
im�agenes con rango de �areas mayores a cierto umbral. Estas im�agenes podr��an
representar gl�andulas dilatadas o nidos glandulares en caso de tener un �unica
inferencia de gran �area. Por ejemplo, en la �gura 5.8 se observan aquellasmuestras
mayores a un umbral de 0:8 para la WSI de Lady.svs. Es decir, aquellos parches
donde exista una instancia de gl�andulas cuya �area sea superior al 80 %del �area
del parche. Se observa efectivamente que varias de las gl�andulas se encuentran
dilatadas y muchas otras agrupadas. Como se conoce las posiciones de las im�agenes
dentro de la WSI es posible saber en qu�e parte del mapa de calor se encuentran.

Comparaci�on entre muestras de una misma yegua

Otra aplicaci�on interesante es comparar las inferencias de dos muestras distin-
tas de una misma yegua. Esto podr��a ser de utilidad cuando se tieneuna yegua
con historial de muestras y quiere compararse su evoluci�on a lo largo deltiempo.
O por ejemplo si se quiere comparar el �utero de la yegua antes y despu�es de un
acontecimiento, como podr��a ser una intervenci�on quir�urgica o tener cr��as.

Para las muestras disponibles se tienen dos WSIs44-Pre.svs y 44-D5.svs ,
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(a) Inferencia en la WSI de Lady.svs.

(b) Inferencia en la WSI de 44-D5.svs.

(c) Inferencia en la WSI de 44-pre.svs.

Figura 5.6: Comparaci�on de histogramas en escala logar��tmica para una misma WSI con ambos
modelos de gl�andulas, el modelo de epitelio (en rojo) y el modelo de gl�andulas de GlaS (en
azul).

correspondientes a la yegua 44. El su�joD5corresponde a que la muestra fue ex-
tra��da cinco d��as luego de la ovulaci�on, en esta etapa la yegua seencuentra en
el diestro. Por otra parte el su�jo Pre corresponde a que la muestra fue extra��da
previo a un an�alisis cl��nico particular, sin embargo no se conoce el d��a del ciclo
que fue extra��da. En la �gura 5.9 se muestran los histogramas de las gl�andulas
para ambos modelos. Se puede observar que si bien los histogramas son distintos
para cada modelo, la muestra44-D5.svs tiene mayor densidad de gl�andulas que
la muestra 44-pre.svs . Es decir, que la informaci�on brindada por ambos histogra-
mas es an�aloga. Para complementar el an�alisis se incluyen las �guras 5.9c y 5.9d
que corresponden a las im�agenes de las muestras de44-D5.svs y 44-Pre.svs res-
pectivamente. Se puede ver gran densidad glandular en ambos casos, por un lado
en la �gura 5.9d se ven algunos nidos, mientras que en la �gura 5.9c posee varias
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Figura 5.7: Inferencias realizadas con el modelo de epitelio que representan distintas instancias
de gl�andulas detectadas, con valores en rangos de�areas (mm2) indicados en el t��tulo de cada
imagen.

Figura 5.8: A la izquierda se observa el mapa de calor de toda la WSI para la segmentaci�on de
gl�andulas. A la derecha, gl�andulas con�areas mayores al80 % y se se~nala su ubicaci�on dentro
del mapa. Sobre cada parche se especi�ca la ubicaci�on en p��xeles dentro de la WSI, al m�as
alto nivel de resoluci�on.

gl�andulas dilatadas.

Inferencia en distintos dominios de color

En secciones anteriores se presentaron las problem�aticas surgidas a partir de
la variabilidad en las tinciones de las muestras. A continuaci�on se presenta la
comparaci�on de las inferencias entre distintos dominios de color, y como�estas
presentan limitaciones en cada dominio. En esta secci�on se muestranresultados
obtenidos con el modelo de epitelio.

En la �gura 5.10 se muestran los histogramas y visualizaciones de inferencia
para dos im�agenes del dominio rosado. Es interesante observar como en la �gu-
ra 5.10a el histograma de inferencias est�a concentrado en los valores de �area mas

89



Cap��tulo 5. Resultados

(a) Comparaci�on de histogramas de las WSIs44-pre.svs y 44-D5.svs con el modelo de epitelio.

(b) Comparaci�on de histogramas de las WSIs44-pre.svs y 44-D5.svs con el modelo de GlaS.

(c) Imagen de 44-D5.svs con barra de escala a400� m.
La 
echa verde se~nalan gl�andulas dilatadas.

(d) Imagen de 44-pre.svs con barra de escala a
400�m . Las 
echas celestes se~nalan nidos en la ima-
gen.

Figura 5.9: Comparaci�on de una misma yegua en dos muestras distintas.

peque~nos y no hay inferencias de gran �area. Esto se ve re
ejado en lavisualiza-
ci�on, donde las m�ascaras parecen tener su�ciente detalle en su contorno. Esto se
puede deber a que, en esta muestra, las gl�andulas parecen estar muy dispersas, a
diferencia de los ejemplos anteriores.

Por otra parte en la �gura 5.10b el histograma est�a concentrado en gl�andulas
de mucho menor �area. Mirando solo esta informaci�on el usuario podr��a asumir que
se trata de una muestra con baja densidad glandular. Sin embargo, en las im�agenes
se observa que las gl�andulas est�an muy dilatadas y las inferencias son muy escasas.
Por lo tanto esa inferencia no es buena para esta muestra y el histograma induce
a una conclusi�on err�onea.
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(a) Inferencia para la WSI de sandra5.svs e histograma de densidad de gl�andulas.

(b) Inferencia para la WSI de sandra06slide2.svs e histograma de densidad de gl�andulas.

Figura 5.10: Inferencias con el modelo de epitelio para muestras del dominio rosado. En la
�gura a) se ven im�agenes del dominio rosado con baja densidad glandular, mientras que la
�gura b) muestra gl�andulas dilatadas. El modelo muestra di�cultad para detectar gl�andulas de
gran �area.

Tambi�en se hicieron inferencias en im�agenes del dominio rojo. En la �gura 5.11
se tiene la visualizaci�on del histograma junto con inferencias de diferentes rangos
�area. Se observa que las inferencias en este dominio de color tiendena ser menos
precisas, tomando conjuntos de gl�andulas. Es por esto que los valores delhisto-
grama tienden a dispersarse sobre todos los rangos, sin embargo no son buenas
inferencias.
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Figura 5.11: Inferencia con el modelo de epitelio para la WSI de560bd5nueva.svs del dominio
rojo (el rango de�area indicado se encuentra en mil��metros cuadrados). Debajo se presenta el
histograma de densidad de gl�andulas.

5.3.2. Experimentos realizados con m�ascaras de n�ucleos

La primera etapa necesaria para extraer informaci�on de n�ucleos es elc�alculo de
caracter��sticas a partir de las im�agenes y las m�ascaras de segmentaci�on. Adem�as
de las caracter��sticas introducidas en la secci�on 4.4.2 (�area, circularidad, nivel de
intensidad y 3 m�etricas para evaluar textura), tambi�en se calcula el per��metro de
cada n�ucleo, y se obtienen los p��xeles que conforman su contorno. Todoslos datos
son almacenados en una estructura de datos tabular, junto con el nombre dela
imagen donde se encuentra dicho n�ucleo, para futuras referencias.

El procedimiento de extracci�on de datos de 9 439 n�ucleos (100 im�agenesen
este caso), demora 26:45s; es decir, un aproximado de 0:0028s por n�ucleo. Una
WSI suele tener unas 1 600 im�agenes y cada imagen puede tener 100 n�ucleos. Lo
que dar��a un total de 7:5 minutos para extraer las caracter��sticas de los n�ucleos,
por WSI. En resumen, se observa que es una tarea que requiere mucho tiempo.
En caso que se quiera analizar las mismas im�agenes en m�as de una ocasi�on, ser��a
recomendable guardar la informaci�on de los n�ucleos, por ejemplo en un archivo csv,
para evitar tener que volver a calcularlas. Queda a criterio del usuario incorporar
esta modi�caci�on.

A efectos de obtener resultados con la implementaci�on desarrollada seextra-
jeron caracter��sticas de n�ucleos de 300 im�agenes provenientes de 3WSIs (100
im�agenes de cada una), todas pertenecientes al dominio violeta. En total se calcu-
laron caracter��sticas de 31 890 n�ucleos. Vale aclarar que los datos fueron calculados
a partir de im�agenes con nivel de magni�caci�on de 40� , por lo que los datos de
per��metro y �area son comparables siempre que se trabaje con el mismo nivel de
magni�caci�on. Tambi�en es relevante notar que las caracter��sticas de textura, que
utilizan el histograma normalizado de los niveles de intensidad del n�ucleo en es-
cala de grises, pueden variar entre un dominio y otro; por lo que tampocoser��an
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comparables estas magnitudes para im�agenes de distintos dominios.
Una vez que se cont�o con los datos, el primer paso consiste en �ltrar los n�ucleos

con �area muy peque~na. Se observ�o que estas instancias se trataban de detecciones
esp�ureas por lo que se opt�o por desestimarlas. Luego se procedi�o a normalizar en
el rango [0; 1] las caracter��sticas halladas para la clasi�caci�on. Se excluyeron los
percentiles menores a 0:1 y mayores a 99:9, para cada caracter��stica, de forma de
evitar valores at��picos. Luego se gra�caron las distribuciones de cada una;estas
gr�a�cas se presentan en la �gura 5.12. Analizando las distribuciones de a una no se
observa ninguna que permita se~nalar una clase de n�ucleos claramente diferenciable
del resto.

A pesar de que a partir de los histogramas no se observa ninguna caracter��stica
que permita diferenciar alguna clase de n�ucleos, se hizo la prueba de �jar un umbral
para la circularidad y observar aquellos n�ucleos que quedaban por encima de ese
valor. Tal como se coment�o previamente, los linfocitos son bastante redondos, por
lo que se esperaba que esta clasi�caci�on arrojara resultados positivos.

El umbral elegido corresponde al percentil 90 de los valores de circularidad.
En la �gura 5.13 se observan los n�ucleos detectados con este m�etodo; tambi�en
se se~nal�o en la imagen original un n�ucleo redondo no detectado. La clasi�caci�on
obtenida no fue satisfactoria, algunos linfocitos quedaban afuera de la selecci�on,
mientras que otros que no eran linfocitos quedaban adentro. Esto se puede deber
a que la m�ascara no se ajustaba lo su�ciente a la forma del n�ucleo.Tambi�en
puede hacer falta otras formas de caracterizar la circularidad para complementar
la clasi�caci�on.

Se prob�o variar el valor del umbral seleccionando percentiles m�as altos y m�as
bajos, para ver si todos los posibles linfocitos quedaban dentro de ladetecci�on. Sin
embargo no se observaron mejoras. Se concluy�o que hac��an falta m�as variables para
obtener una mejor clasi�caci�on, como por ejemplo relacionadas a la intensidad.
En la imagen se puede ver que algunos de los n�ucleos seleccionados tienen una
coloraci�on muy tenue.

Se contin�uo el estudio comparando dos a dos las caracter��sticas. El objetivo
era el mismo, lograr visualizar clases de n�ucleos diferenciables, eneste caso en
las distribuciones conjuntas. En la �gura 5.14 se presentan las distribuciones dos a
dos. No se observa para ninguna combinaci�on de dos caracter��sticas una separaci�on
entre clases de n�ucleos. Se prosigui�o el an�alisis combinando m�as caracter��sticas para
lograr una clasi�caci�on. Para ello se prob�o un algoritmo de agrupaci�on.

Con el �n de evaluar el desempe~no del algoritmo, se confeccion�o una base de
datos de prueba. Se tomaron 6 im�agenes de cada WSI de las que se extrajeron
las caracter��sticas de los n�ucleos, y se identi�caron aquellos que pod��an llegar a
ser linfocitos. Se se~nalaron con una 
echa sobre la imagen estos n�ucleos, tal como
se muestra en la �gura 4.5. Es importante mencionar que las caracter��sticas de
los n�ucleos de prueba tambi�en fueron normalizadas, teniendo en cuenta los rangos
establecidos seg�un los datos de entrenamiento.

El algoritmo de agrupaci�on implementado se trata de unk-means, implementa-
do con la librer��a scikit-learn. Se probaron 3 modelos distintos variando la cantidad
de clases a detectar: tres, cinco u ocho. Se observ�o que en el caso del modelo con
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tres clases, hab��a una clase que detecta la mayor��a de los linfocitos pero inclu��a
tambi�en muchos otros n�ucleos que no correspond��an. Por otro lado, al realizar in-
ferencia con el modelo de ocho clases se observ�o que eran demasiadasy no hab��a
una clase principal que se pudiera asociar a los linfocitos. Por �ultimo, el modelo
con cinco clases fue el que obtuvo mejores resultados. En la �gura 5.15 se puede
ver un ejemplo de la inferencia realizada con este modelo. Sin embargo, hay dos
clases que se asocian con linfocitos; de acuerdo a los colores vistos en la imagen de
referencia, estas ser��an la roja y la rosada. En t�erminos generales se observa que
los n�ucleos presentes en la clase rosada son m�as circulares, sin embargo presentan
texturas m�as variadas que los que quedan comprendidos en la clase roja.

Las pruebas realizadas con las segmentaciones de n�ucleos fueron de car�acter
exploratorio. El an�alisis comenz�o con el �ltrado de las detecciones esp�ureas y la
normalizaci�on de las caracter��sticas. Luego se observ�o que �jar umbrales sobre
una de las caracter��sticas o sobre dos de ella en simult�aneo, no era su�ciente para
reconocer linfocitos. Por �ultimo, el algoritmo de agrupaci�on utilizad o �ja umbrales
sobre todo el conjunto de caracter��sticas y a�un as�� tampoco se lograron clasi�car
correctamente los linfocitos. Para poder lograr identi�car estos n�ucleos se deber��an
explorar otras t�ecnicas. En la secci�on 6.2 se comenta acerca de qu�e otras pruebas
se podr��an realizar para continuar con esta investigaci�on.
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(a) Distribuci �on del �area.

(b) Distribuci �on de la circularidad.

(c) Distribuci �on de la intensidad media.

(d) Distribuci �on de la textura R.

(e) Distribuci �on de la textura U en escala logar��tmica. 95
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(f) Distribuci �on de la textura E.

Figura 5.12: Histograma de las caracter��sticas halladas para la clasi�caci�on de n�ucleos, norma-
lizadas en el rango[0; 1].

Figura 5.13: En la imagen de la izquierda, detecci�on de n�ucleos con valor de circularidad mayor
al percentil90. En la derecha, parche original con los n�ucleos detectados se~nalados con 
echas
verdes, de manera de apreciar mejor su forma. En la misma imagen se marc�o con un c��rculo
rojo otro n�ucleo redondo no detectado con este m�etodo.
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Figura 5.14: Distribuci�on de las caracter��sticas de n�ucleos tomadas de a2. Se puede notar
que las gr�a�cas ubicadas en la diagonal representan la distribuci�on de cada caracter��stica. No
se observa para ninguna combinaci�on de dos caracter��sticas una separaci�on entre clases de
n�ucleos.
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Figura 5.15: La �gura de la izquierda muestra una imagen del conjunto de prueba con los
linfocitos se~nalados. A la derecha, los resultados obtenidos con el modelok-means entrenado
con 5 clases. Las clases predichas se pintan cada una con un color distinto. Se observa que los
linfocitos se~nalados quedan comprendidos en las clases roja y rosada.
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Cap��tulo 6

Conclusiones

6.1. Conclusiones generales

Este proyecto de �n de carrera comienza con la interiorizaci�on en la tem�atica
del an�alisis cl��nico de las biopsias endometriales de yeguas, la revisi�on del estado del
arte del procesamiento de im�agenes cl�asico y modelos de aprendizaje autom�atico en
el �area de las im�agenes m�edicas, y el estudio de las herramientas y metodolog��as
utilizadas habitualmente. La informaci�on estudiada est�a referida a la medicina
humana. A diferencia de esta �ultima, donde las investigaciones en el�area est�an
en pleno crecimiento, en el campo de la veterinaria no se encontr�o bibliograf��a
que indicara que se estuviera implementando t�ecnicas de aprendizaje autom�atico
para el estudio de las muestras biol�ogicas. De todas formas, las metodolog��as y las
t�ecnicas aplicadas son an�alogas, ya que en la mayor��a de los casos se tratan tejidos
biol�ogicos de similares caracter��sticas.

Se encontraron m�ultiples herramientas para trabajar con este tipo deim�age-
nes. Varias de estas est�an centradas en la visualizaci�on y etiquetadode datos, y en
muchos casos tambi�en cuentan con funcionalidades para obtener medidas de forma
manual. Otra rama de herramientas m�as reciente, incorpora el entrenamiento de
modelos de aprendizaje autom�atico por medio de una interfaz gr�a�ca, buscando
evitar que el usuario deba tener conocimientos de programaci�on para entrenarlos.
Si bien estas aplicaciones son intuitivas y completas en cuanto a sus capacidades,
contar con conocimientos de programaci�on ayuda a adaptar los modelos al pro-
blema a tratar, modi�cando aspectos como la arquitectura, m�etricas y par�ametros
utilizados.

De todas las herramientas exploradas se destaca la librer��a FAST. Creada es-
pecialmente para el an�alisis de im�agenes del �area m�edica, es muy completa en
cuanto a las tareas que permite realizar, es compatible con muchos formatos, est�a
optimizada para el manejo de recursos, y por sobre todas las cosas, est�a en con-
tinuo desarrollo, incorporando mejoras y nuevas funcionalidades. Adem�as, en las
ocasiones que fue necesario recurrir a sus creadores por consultas acerca de �oomo
utilizar algunos m�odulos, sus respuestas siempre fueron claras y de mucha ayuda.

En cuanto a las im�agenes de trabajo se constat�o una notable presenciade
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artefactos. El m�etodo de generaci�on de las l�aminas es un proceso manual y las
muestras obtenidas pueden alterarse a causa de variaciones menores; como por
ejemplo el pliegue del tejido, que sea demasiado �no y se desgarre, oque quede
alg�un residuo comprendido entre la muestra y el porta-objetos. Para un humano
estos artefactos no son dif��ciles de detectar y desestimar. Sin embargo, para un
algoritmo de detecci�on estos desperfectos podr��an acaparar el foco deatenci�on de
las muestras. Por otra parte, las WSIs son tan grandes que es posible descartar
las zonas donde se observan estos artefactos y continuar analizando el resto. De
todas formas se observ�o que su presencia es muy alta, y podr��a decirse que todas
las muestras contienen al menos un desperfecto.

A pesar de ello, se pudieron aplicar modelos de segmentaci�on preentrenados
con otros tejidos, y un modelo entrenado con datos recopilados para el proyecto.
Los modelos preentrenados se emplearon sin modi�caciones y sus resultados fueron
satisfactorios para la segmentaci�on de gl�andulas y n�ucleos, tal como se describi�o en
el cap��tulo 5. Se observa que una mejora posible en su funcionamiento podr��a ser
un ajuste �no para que aprendan a reconocer el tejido y los dominios detrabajo.

Por otro lado, el modelo de segmentaci�on de �brosis fue trabajado en profun-
didad. Los cambios introducidos a la estructura base, provista por elframework
de QuickAnnotator, dieron lugar a un conocimiento acabado del modelo (U-Net)
y las m�etricas adecuadas para este trabajo (la entrop��a cruzada y el coe�ciente de
Dice). De los cambios introducidos es oportuno mencionar que la inicializaci�on de
los pesos de la red, con una base de datos que contiene gran cantidad de im�agenes
etiquetadas y fue creada para realizar una tarea similar (segmentaci�onde n�ucleos),
fue una buena pr�actica y mejor�o los resultados de entrenamiento. Se puede ver la
tabla 5.2 para mayor referencia.

Otra t�ecnica que tambi�en contribuy�o a la mejora de los resultad os fue aplicar
normalizaci�on de color en las im�agenes de entrenamiento. Adem�as, debido a que
cada imagen se transformaba a los otros dos dominios de trabajo, se logr�o de esta
forma triplicar la base de datos. HistAuGAN present�o resultados muy sorpren-
dentes, a pesar de los patrones cuadriculados generados arti�cialmente por este
tipo de redes. Las im�agenes generadas son realistas y representan de forma satis-
factoria las tonalidades de los distintos dominios. Sin embargo, se puede concluir
que la mejora introducida por esta t�ecnica no es lo su�cientemente signi�cativa en
comparaci�on con el trabajo que conlleva (una diferencia de 0:02 en el coe�ciente
de Dice detest). Adem�as, se not�o una clara diferencia en los tiempos de entrena-
miento en el modelo de QA. En la tabla 5.1 se observa que cuando se introduce la
aumentaci�on de datos con HistAuGAN se triplican los tiempos de entrenamiento,
lo cual tiene sentido por el aumento en la cantidad de datos.

Adicionalmente, tambi�en se modi�c�o la base de datos etiquetada de �bro-
sis. Los inconvenientes en el entrenamiento de los modelos determinaron que la
cantidad de im�agenes sin etiquetas positivas entorpec��an el aprendizaje de los al-
goritmos, lo que llev�o a remover estas im�agenes de la base de datos. Fue esta
modi�caci�on la que permiti�o el entrenamiento. La funci�on de cost o utilizada no
estaba dise~nada para ser entrenada con datos de estructuras an�omalas, como lo es
la �brosis; las im�agenes con etiqueta completamente negativa provocan que los mo-
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delos aprendan r�apidamente que predecir todos los p��xeles como negativos decrece
la loss y una vez que alcanzan este estado no se modi�can sus pesos.

Cuando por �n se logr�o entrenar los modelos de segmentaci�on de �brosis,los
mejores valores de Dice reportados son del orden de 0:5. Vale recordar que el coe�-
ciente de Dice toma valores en el rango [0; 1], siendo 1 una segmentaci�on �optima.
Al observar las inferencias en la �gura A.5, se deduce que el modelo aprende a
reconocer gl�andulas dilatadas o nidos glandulares. Parece ser que el nivel de mag-
ni�caci�on utilizado (10 � ) no fue su�ciente para que aprendiera a reconocer las
�bras de col�ageno ubicadas alrededor de las gl�andulas, que es de hecho loque
origina la patolog��a. Una mejora al modelo podr��a ser etiquetar datos a otro ni-
vel nivel de magni�caci�on, etiquetando �unicamente las �bras, para q ue aprenda a
reconocer esta estructura.

Otra observaci�on al respecto del entrenamiento del modelo de �brosis es que la
ejecuci�on del mismo debi�o ser realizada en ClusterUY. Los recursoscomputacio-
nales personales no fueron su�cientes para soportar el proceso. ClusterUY fue una
herramienta muy accesible y bene�ciosa para el proyecto.

En una etapa posterior a los modelos de segmentaci�on se trabaj�o con las m�asca-
ras generadas por estos. Los resultados obtenidos del 
ujo de trabajo permitieron
concluir que las segmentaciones de los modelos, principalmente con elmodelo de
epitelio, no eran su�cientemente precisas como para obtener m�etricas en base a la
forma de las estructuras, a pesar de los re�namientos subsiguientes.Las evaluacio-
nes realizadas en la secci�on 5.3.1 permiten ver que los segmentadores de gl�andulas
no tienen buenos resultados a la hora de separar instancias individuales; al hacer
un an�alisis de densidad glandular sobre la WSI, no es posible determinar si un alto
valor de densidad se debe a que hay muchas gl�andulas, o las gl�andulas quehay
est�an dilatadas.

En cuanto a las m�ascaras de n�ucleos se podr��a agregar que las caracter��sticas
halladas no fueron su�cientes para lograr la clasi�caci�on de linfocitosbuscada. Una
mejora a realizar podr��a ser incorporar m�as caracter��sticas, por ejemplo algunas
relacionadas al color, ya que las halladas hacen referencia a la imagen en escala de
grises.

M�as all�a de las particularidades de los resultados experimentales obtenidos
con los modelos de n�ucleos y gl�andulas, se quiere destacar que estos resultados
fueron posibles gracias al 
ujo de trabajo punta a punta implementadodurante el
proyecto. Este integra las tareas, modelos de aprendizaje autom�atico,frameworks
y t�ecnicas de trabajo necesarias para el estudio de las biopsias endometriales, en
un mismo entorno y en una �unica ejecuci�on.

A modo de resumen, en la medicina humana son notorios los avances de inves-
tigaci�on en frameworks y algoritmos de aprendizaje autom�atico, mientras que las
investigaciones en el �area de la veterinaria se encuentran naturalmente demoradas.
Este trabajo cumpli�o con los objetivos generales planteados inicialmente en cuanto
a estudiar la posibilidad de incorporar nuevas t�ecnicas para el an�alisis de biopsias
endometriales de yeguas. Los resultados obtenidos son una primera versi�on de la
herramienta, que sin dudas tienen lugar a mejoras para seguir construyendo sobre
la implementaci�on ya realizada.
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6.2. Trabajo a futuro
Durante el desarrollo del proyecto se identi�caron varias �areas que podr��an

mejorar aspectos de la implementaci�on, conducir a resultados m�as precisos, y abrir
nuevas l��neas de investigaci�on no exploradas.

Algunas de estas ideas se basan en mejorar el 
ujo de trabajo general para que
este se ensamble de manera m�as �optima. Por ejemplo, realizar la inferencia y el
procesamiento de las m�ascaras en un mismo bloque, o acelerar la inferencia de las
mismas logrando aumentar el tama~no debatch en la librer��a FAST. En relaci�on a
la visualizaci�on, se podr��a volver a unir las m�ascaras de segmentaci�on, luego de su
re�namiento, alinearlas y guardarlas en un formatoti� piramidal. De esta manera,
ser��a posible superponer la WSI y su m�ascara para una mejor visualizaci�on.

Tambi�en se podr��an realizar otras tareas en pos de mejorar la calidad de las
m�ascaras; por ejemplo, utilizar las detecciones de n�ucleos y buscar el contorno de
las gl�andulas que no fueron detectadas. En muchos casos, la disposici�onde los
n�ucleos del epitelio glandular hace evidente que pertenecen a una gl�andula y no
a otra estructura. Otro re�namiento posible podr��a ser utilizar la segmentaci�on
de gl�andulas, detectando aquellas que presentan �area mayor a ciertoumbral, para
complementar la detecci�on de �brosis y corregir la segmentaci�on.

Se observa que la falta de datos etiquetados limit�o el alcance de los resultados
del proyecto. Una l��nea de investigaci�on posible podr��a ser replicar el m�etodo de
etiquetado de forma no supervisada implementado en el trabajo [52],de donde
fue obtenida BLCA-DB, para etiquetar linfocitos. Este m�etodo permiti�o crear uno
de los repositorios de segmentaci�on de tinciones H&E m�as grandes y disponibles
p�ublicamente.

Otra forma distinta de mitigar el problema de la escasez de datos etiquetados
podr��a ser modi�car el enfoque del modelo de segmentaci�on de �brosis, y entrenar
un modelo de detecci�on de anomal��as. La �brosis se trata de una anomal��a, por
lo que no est�a presente en todas las yeguas, ni en todas las WSIs. Los modelos
de detecci�on de anomal��as m�as recientes se entrenan de forma de aprender la
distribuci�on normal de los datos, por lo que no hace falta generar una basecon
datos segmentados.

Por �ultimo, sin dudas que aplicar alguna t�ecnica de interpretabili dad al modelo
de segmentaci�on de �brosis complementar��a el an�alisis realizado, y con�rmar��a la
sospecha al respecto de que el modelo se centra sobre las gl�andulas yno sobre los
�bra de col�ageno, al momento de realizar la predicci�on.
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Ap�endice A

Experimentos del modelo de �brosis

A.1. Primeros experimentos del modelo de �brosis
El etiquetado de datos de �brosis fue un proceso que se bas�o en anotar algu-

nas im�agenes y entrenar un modelo de forma iterativa. Para estos entrenamien-
tos se utiliz�o una NVIDIA GeForce GTX 1650 Ti Mobile con 4Gb de memo-
ria. Los par�ametros utilizados para este entrenamiento fueronbatchsize = 32 ,
numearlystopepochs = 100 (cantidad de �epocas sin disminuir la loss de valida-
ci�on antes de parar el entrenamiento) y pclassweight aproximadamente 0; 95.
Este �ultimo par�ametro consiste en un coe�ciente para balancear losdatos positi-
vos y se calcula en cada entrenamiento. Las siguientes �guras corresponden a los
primeros entrenamientos de este modelo. Los experimentos son parcialmente com-
parables ya que para cada entrenamiento se agregaban m�as im�agenes etiquetadas.
Es decir que cada iteraci�on del modelo entrena con una base de datos con m�as
im�agenes que el anterior. A pesar de este punto se se~nalan algunas observaciones.
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Figura A.1: Funci�on de costo en entrenamiento. La m�etrica utilizada se trata de la entrop��a
cruzada.

En primer lugar las primeras dos iteraciones del modelo presentan curvas de
entrenamiento con inclinaci�on m�as acentuada que las siguientes iteraciones, y pen-
diente negativa. Para las iteraciones tres, cuatro, cinco y seis, las m�etricas de
entrenamiento del modelo no var��an signi�cativamente. Por otra part e, las m�etri-
cas deaccuracy, tasa de verdaderos positivos y tasa de verdaderos negativos son
mucho mas ruidosas que las de entrenamiento. Este fue el primer indicio que el
modelo no estaba entrenando de forma correcta. Por �ultimo, se observa que para
la �ultima iteraci�on del modelo (la n�umero seis) la tasa de ver daderos positivos es
notoriamente inferior a las iteraciones cuatro y cinco. Esto puede deberse a que
en la �ultima iteraci�on se agregaron im�agenes con coloraci�on notoriamente distin-
ta a las im�agenes anteriormente etiquetadas, im�agenes pertencientes a los otros
dominios de trabajo.
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Figura A.2: M�etrica deaccuracypara entrenamiento y validaci�on.

Figura A.3: Tasa de verdaderos negativos para entrenamiento y validaci�on.
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Figura A.4: Tasa de verdaderos positivos para entrenamiento y validaci�on.
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A.2. Migraci�on de la base de datos de QuickAnnotator
Esto implic�o migrar el proyecto anterior cambiando el tama~no de lasROIs a

1000� 1000 p��xeles, mediante el uso delscript import annotations cli.py incluido
en la base de c�odigo de QA. Este paso es necesario ya que genera la estructura de
directorios y archivos que necesitan losscripts de entrenamiento para funcionar
correctamente.

A.3. Resultados de la inferencia sobre los datos de prueba
de �brosis

A.3.1. Mejor modelo
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Ap�endice A. Experimentos del modelo de �brosis

Figura A.5: Inferencia del mejor modelo segmentador de �brosis sobre los datos de prueba.
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Ap�endice B

Con�guraci�on del ambiente de
entrenamiento en ClusterUY

QA consiste en una interfaz gr�a�ca que permite al usuario pedir entrenamien-
tos, y cuenta con un backend que los ejecuta. Los hiperpar�ametros, los archivos
que conforman los conjuntos de datos, entre otros aspectos con�gurables que son
relevantes para el entrenamiento, son mantenidos en una base de datos. El backend
utiliza la base de datos para ejecutar losscripts de entrenamiento de QA llamados
train ae.py, que entrena el AutoEncoder (modelo base), ytrain.py , que entrena la
U-Net (modelo de segmentaci�on). Ambos son implementados en Python usando
PyTorch.

Para entrenar la U-Net, fue necesario transferir el proyecto de QA (junto con
los datos) a ClusterUY. Siguiendo la gu��a [60] se implement�o unscript que permite
pedir recursos para ejecutartrain ae.py y train.py manualmente (sin elframework
completo de QA).

Los recursos pedidos para correr losscript fueron: 4 CPUs, 32GB de memoria
RAM, GPU NVIDIA P100 (12GB VRAM), y un total de 10hs de ejecuci�on. El
tiempo de ejecuci�on fue estimado en base a entrenamientos anteriores, para ser
con�rmado luego de una corrida de prueba.

La versi�on de Python disponible en ClusterUY al momento de prueba era
Python 3:4. Como QA requiere una versi�on superior, y no fue posible instalar
paquetes mediante el manejador de paquetes deCentOS 7 (debido a falta de per-
misos), se realiz�o una instalaci�on local dePython 3:9 descargando su c�odigo fuente
y compil�andolo en el cluster.

B.1. Pipelines de FastPathology

B.1.1. Pipeline para uso del modelo segmentador de n�ucleos

Pipel ineName " Nuc le i segmentat ion "
P i p e l i n e D e s c r i p t i o n "Patch= wise segmentat ion o f c e l l n u c l e i
at 20x magn i f i ca t i on us ing U= Net"



Ap�endice B. Con�guraci�on del ambiente de entrenamiento en ClusterUY

Pipe l ine InputData WSI "Whole = s l i d e image"
Pipel ineOutputData Segmentat ion s t i t c h e r 0
At t r i bu te c l a s s e s "Background ; Ce l l n u c l e i "

### Process ing chain

ProcessObjec t t i s s u e S e g TissueSegmentat ion
Input 0 WSI

ProcessObjec t patch PatchGenerator
A t t r i bu te patch = s i z e 256 256
At t r i bu te patch = magn i f i ca t i on 20
At t r i bu te patch = over lap 0 .1
Input 0 WSI
Input 1 t i s s u e S e g 0

ProcessObjec t network SegmentationNetwork
At t r i bu te sca le = f a c t o r 0.003921568627451
At t r i bu te model " $CURRENT PATH $/ . . / models / h i g h r e s n u c l e i u n e t . onnx"
Input 0 patch 0

ProcessObjec t s t i t c h e r Pa tchSt i t che r
Input 0 network 0

### Renderers
Renderer imgRenderer ImagePyramidRenderer
Input 0 WSI

Renderer segRenderer Segmentat ionRenderer
A t t r i bu te border = opac i t y 0 .5
Input 0 s t i t c h e r 0
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Ap�endice C

C�alculo de caracter��sticas con funciones
implementadas por OpenCV

A partir de las m�ascaras de n�ucleos se obtiene el contorno de cada instan-
cia con la funci�on �ndContours de OpenCV. De acuerdo a la documentaci�on de
OpenCV [61], los par�ametros de esta funci�on son: la m�ascara de segmentaci�on, un
modo de devoluci�on del contorno, y un m�etodo de aproximaci�on del mismo. La
devoluci�on del contorno adquiere relevancia cuando en la �gura que se quiere apli-
car la operaci�on tiene varios contornos anidados, es decir, al menos un contorno
se encuentra adentro de otro. Por este motivo es importante establecer como se
quiere obtener la informaci�on que devuelve esta funci�on, para poder interpretarla
claramente. De los m�etodos que ofrece OpenCV, que se pueden ver en detalle en
el art��culo [62], el seleccionado en este caso se trata deRETR EXTERNAL . Esta
opci�on determina que solo se quiere obtener el contorno exterior. En cuanto al
m�etodo de aproximaci�on de contorno, es posible obtener una aproximaci�on de las
coordenadas de los p��xeles que lo conforman, o por el contrario, obtener las coor-
denadas de todos los p��xeles. En el mismo art��culo tambi�en se describen las dos
opciones posibles. En este caso se opt�o por el m�etodoCHAIN APPROX SIMPLE
que comprime la informaci�on del contorno de forma que cuando se tieneuna l��nea
horizontal, vertical o diagonal, solo se indican las coordenadas de los p��xeles de los
extremos.

El resultado de utilizar la funci�on �ndContours con los par�ametros indicados
anteriormente es una tupla. La primer componente de la tupla se tratadel contorno
de la instancia indicada por la m�ascara de segmentaci�on. La segunda componente es
la jerarqu��a del contorno devuelto. En este caso este �ultimo datono tiene relevancia
porque �unicamente se devuelve el contorno exterior.

A partir de la informaci�on del contorno es que se calcula el per��metro y el �area
del n�ucleo, la implementaci�on de OpenCV de las funciones utilizadas se puede
encontrar en el repositorio [63]. El per��metro se obtiene con la funci�on de OpenCV
arcLength. Esta funci�on calcula el per��metro como la suma de la distanciaentre
cada p��xel del contorno ([x i ; yi ]) y el inmediato anterior ([ x i � 1; yi � 1]). Vale aclarar
que la m�etrica de distancia utilizada se trata de la distancia eucl��dea. La siguiente
ecuaci�on representa la forma de c�alculo:
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OpenCV

perimetero =
N � 1X

i =1

p
(x i � x i � 1)2 + ( yi � yi � 1)2;

donde N representa el total de p��xeles que conforman el contorno.
Por otro lado, para obtener el �area del n�ucleo se aplica la funci�oncontourArea.

Esta funci�on obtiene el �area aplicando el teorema de Green [64]. Este teorema
de c�alculo vectorial relaciona la integral de l��nea de una curva cerrada C con la
integral doble sobre un regi�on del plano determinada por la misma curva:

I

C
(Ldx + Mdy) =

x

D

(
@M
@x

�
@L
@y

)dxdy:

Si tomamosC como el contorno de la instancia detectada, y las funciones L y M
como las funciones expresadas a continuaci�on:

M =
1
2

x )
@M
@x

=
1
2

L = �
1
2

y )
@L
@y

= �
1
2

;

I

C
�

1
2

ydx +
1
2

xdy =
x

D

1dxdy:

La integral de la regi�on D se trata del �area que queremos hallar, por lo que para
obtener el resultado buscado debemos resolver la integral de l��neaen la curva
cerrada C. Dicha integral se puede expresar en el dominio discreto de la siguiente
forma:

X

x

X

y

�
1
2

yi (x i � x i � 1) +
1
2

x i (yi � yi � 1) =

1
2

X

x

X

y

� yi x i + yi x i � 1 + x i yi � x i yi � 1 =

1
2

X

x

X

y

yi x i � 1 � x i yi � 1

(C.1)

La expresi�on C.1 es la que se utiliza en OpenCV al aplicar la funci�on contourArea.
A partir de las funciones implementadas por OpenCV, es necesario notar que
el �area y el per��metro de las instancias de n�ucleos detectadas no tienen valores
enteros.
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