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Resumen: En este trabajo se construyeron modelos de predicción de coliformes 
fecales (CF) para su aplicación en la gestión de calidad de agua de playas recreativas de 
Montevideo. Se analizó la base de datos histórica del monitoreo de CF en playas 
realizado por el Laboratorio de Calidad Ambiental de la Intendencia de Montevideo 
(IM), y se generaron modelos basados en Aprendizaje Automático (AA) para predecir 
excesos (CF > 2.000). Los datos abarcan 10 años de monitoreo en 21 playas de la 
capital (N=19359, noviembre 2009 a septiembre 2019), y presentan un amplio rango de 
salinidad y turbidez, con marcadas diferencias entre playas. Los CF presentaron una 
distribución asimétrica (mínima=4, mediana=250, media=1.047 y máxima=1.280.000) 
con excesos a la normativa en todas las playas. Las variables registradas in situ, 

meteorológicas y oceanográficas, fueron utilizadas para entrenar modelos de AA. El 
mejor modelo fue un bosque aleatorio estratificado con un porcentaje de acierto para 
los excesos del 86%. La predicción de excesos mejoró un 60% respecto al criterio actual 
de cierre de playas las 24 horas posteriores a precipitaciones. La generación de datos 
de calidad por parte de la Intendencia de Montevideo, junto con estrategias de 
modelización inteligente, resultan un insumo relevante para la gestión de playas 
recreativas. 
  
Palabras clave: bosques aleatorios, datos desbalanceados, contaminación, playas 
recreativas, salud humana. 
 

Abstract: We constructed Machine Learning (ML) models to predict faecal coliforms 
(FC) for water quality aid management in recreational beaches. Historical data base 
generated by the Laboratorio de Calidad Ambiental de la Intendencia de Montevideo 
(IM) was analyzed and ML models were constructed to predict FC excess (FC > 2.000). 
Ten years of monitoring 21 recreational beaches (N=19359, November 2009 to 
September 2019) presented a wide range of salinity and turbidity variability among 
beaches. FC showed an asymmetric distribution (min=4, median=250, average=1.047 
and max=1.280.000) with values exceeding the threshold in all beaches. In situ 

registered, meteorological and oceanographic variables were used to train ML models. 
A stratified Random forests showed the best performance in the evaluated metrics with 
an overall accuracy of 86% and 60% of improvement in true positive rates with respect 
to baseline. High quality data generated by governmental institution together with 
modelling strategies provided a relevant framework to aid in beach and public health 
management. 
 
Keywords: random forests, unbalanced data, contamination, recreational beach, 
human health. 
 
Resumo: Construímos modelos de aprendizado de máquina (AM) para prever a 
qualidade da água a fim de auxiliar o gerenciamento em praias recreativas e a 
balneabilidade. A base de dados históricos gerada pelo Laboratório de Calidad 
Ambiental de la Intendencia de Montevideo foi analisada e modelos de AM foram 
construídos para prever o excesso de coliformes fecais (CF > 2.000). Dez anos de 
monitoramento de 21 praias de lazer (N=19359, novembro de 2009 a setembro de 
2019) apresentaram uma ampla gama de variabilidade de salinidade e turbidez entre as 
praias. O CF mostrou uma distribuição assimétrica (min=4, mediana=250, média=1,047 
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e máx=1.280.000) com valores acima do limiar em todas as praias. Registradas in situ, 
variáveis meteorológicas e oceanográficas foram usadas para treinar modelos de AM. 
Uma floresta aleatória estratificada mostrou o melhor desempenho nas métricas 
avaliadas, com uma precisão geral de 86% e 60% de melhoria nas taxas positivas 
verdadeiras em relação à linha de base. Dados de alta qualidade gerados por 
instituições governamentais, juntamente com estratégias de modelagem, forneceram 
uma estrutura relevante para auxiliar na gestão de praias e da saúde pública. 
 

Palavras-chave: floresta aleatória, dados não balanceados, contaminação, praia 
recreativa, saúde humana. 
 
INTRODUCCIÓN 

 
El turismo es una de las actividades con mayor crecimiento en las últimas 

décadas. En Uruguay, el turismo de sol y playa es un componente importante 
tanto a nivel social como económico (Gorfinkiel, 2006). Este uso requiere el 
control de la calidad de las playas para la prevención de riesgos en la salud de 
los bañistas. La contaminación por aguas cloacales, indicada por 
concentraciones elevadas de bacterias (coliformes fecales - CF), es un riesgo 
importante para la salud ambiental y humana (Sabino, et al., 2014). Este es un 
problema actual en Uruguay (Kruk, et al., 2018) y en la región (Conde, et al., 
2002), sobre el cual es necesario desarrollar medidas de gestión eficientes. Una 
de las grandes limitaciones para anticipar eventos de contaminación es que la 
estimación de la concentración de CF mediante métodos estándar requiere de 
18 a 24 horas de incubación, lo que impide una predicción en tiempo real de la 
calidad de un ecosistema. La generación de modelos estadísticos que vinculen 
características del medio de fácil registro con el nivel de contaminación permite 
anticiparse a estos eventos y, por lo tanto, cuidar la salud de los bañistas (Bedri, 
et al., 2016). 

 
La contaminación de las playas por aguas de origen cloacal es 

particularmente frecuente en las zonas costeras (Lotze, et al., 2006; Mara, 2013), 
especialmente en aquellas sin saneamiento adecuado, donde está directamente 
asociada al número de habitantes (Kruk, et al., 2019). La contaminación puede 
llegar a la costa no solo a través de la descarga de efluentes sino también desde 
el subsuelo contaminado (Giampaoli y Spica, 2014). La recreación en aguas 
contaminadas incrementa la probabilidad de contraer enfermedades que 
incluyen una amplia variedad de infecciones gastrointestinales, respiratorias, 
neurológicas, de la piel, de los oídos, de los ojos y de las heridas (Sabino, et al., 
2014). Los niños, las mujeres embarazadas, los ancianos y las personas con el 
sistema inmunitario debilitado o comprometido son más susceptibles a contraer 
estas enfermedades (Wade, et al., 2008; Heaney, et al., 2009). Dado que los 
microorganismos patógenos suelen estar en baja concentración, y su detección 
y cuantificación resulta laboriosa (Savichtcheva y Okabe, 2006), se monitorea la 
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calidad bacteriológica a través de la abundancia de microorganismos cultivables 
indicadores de contaminación fecal (por ejemplo, coliformes, enterococos), cuya 
concentración se asocia con la probabilidad de desarrollo de una enfermedad 
específica (Sabino, et al., 2014; WHO, 2018). Los protocolos de monitoreo y 
valores límites permitidos e incluidos en las normativas varían entre países, e 
incluso dentro de un mismo país, según el cuerpo de agua monitoreado. En 
Uruguay, los resultados de coliformes fecales se comparan con el criterio 
establecido en el Decreto 253/79 (Uruguay, 1979), modificativos posteriores, y la 
resolución del Ministerio de Vivienda Orden Territorial y Medio Ambiente del 25 
de febrero de 2005 (Uruguay, 2005), clasificando a las playas en la Clase 3. De 
acuerdo con esta clasificación, no se deberá exceder el límite de 2.000 UFC/100 
mL en ninguna de al menos 5 muestras, debiendo estar por debajo de 1.000 
UFC/100 mL la media geométrica móvil.   

 
La red de saneamiento de Montevideo en la zona Este está conectada al 

sistema de alcantarillado pluvial que, luego de un tratamiento de las aguas, 
descarga a 2 km de la costa, a la altura de Punta Brava, en Punta Carretas 
(Uruguay. Ministerio de Vivienda Ordenamiento Territorial y Medio Ambiente, 
2020). Además, en ciertos puntos de la costa hay estructuras destinadas a 
disminuir el flujo de la red cuando las precipitaciones son intensas, las cuales 
durante dichos eventos descargan directamente sobre la costa (Figura 1; 
Intendencia de Montevideo, 2019). En la zona Oeste, se está proyectando una 
red de saneamiento: actualmente, las descargas de efluentes domésticos se dan 
a través de la napa o de los cursos de agua locales, que están a su vez influidos 
por las descargas pluviales. 

  
La Intendencia de Montevideo (IM) es la institución encargada de velar por la 

calidad de agua de las playas capitalinas. Cuenta con un sistema de monitoreo 
histórico que comprende 23 playas y varios puntos a lo largo de toda la costa 
de Montevideo. Las playas son muestreadas con una frecuencia de hasta 4 
veces por semana en temporada estival. La sugerencia de cerrar playas por 
excesos se realiza en base a los indicadores de CF de los días previos, o en 
forma genérica luego de la ocurrencia de precipitaciones en las 24 o 36 horas 
previas (Intendencia de Montevideo, 2019). Estas decisiones se basan en 
información empírica o en la literatura proveniente de otros países, y no existe 
un modelo estadístico específico que permita aportar predicciones concretas. 

 
Globalmente, se utilizan diversos tipos de algoritmos o criterios para predecir 

la contaminación mediada por CF en playas. Evitar el baño luego de copiosas 
lluvias es el criterio más ampliamente utilizado (Bouchalová, et al., 2013; Eregno, 
et al., 2016; Zhang, et al., 2015), aunque se registran variaciones según el país y 
entre playas de una misma zona. Por tanto, mejorar la capacidad de predicción 
con respecto a la clausura por lluvias es relevante para proteger la salud de los 
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bañistas, así como evitar el cierre innecesario de playas. Los modelos más 
utilizados son las regresiones lineales múltiples (Thoe y Lee, 2014; Shively, et al., 
2016; Searcy, et al., 2018), que asumen un modelo determinado de relación 
lineal entre los CF y un grupo de variables ambientales de fácil registro. 
También se han incorporado otras técnicas de modelización como redes 
neuronales (He y He, 2008; Zhang, et al., 2015), modelos lineales mixtos (Jones, 
et al., 2013), modelos de combinación de árboles, regresiones lineales parciales 
y logísticas (Brooks, et al., 2013; 2016). La agencia de protección ambiental de 
Estados Unidos (EPA, por sus siglas en inglés) provee un programa disponible 
en línea para estimar los CF mediante regresión múltiple, regresión parcial y 
combinación de árboles mediante modelos boosting (United States 
Environmental Protection Agency, 2019). El desafío de predecir estos fenómenos 
radica en su fuerte comportamiento no lineal que requiere emplear técnicas y 
métodos con la flexibilidad suficiente (Bourel y Segura, 2018). El desarrollo de 
algoritmos flexibles y capaces de aprender de los datos ha evolucionado en las 
últimas décadas junto con el poder de cómputo, componiendo una serie de 
técnicas denominadas de “Aprendizaje automático” (Machine Learning) que han 
demostrado una mejor performance en este tipo de problemas (Avila, et al., 
2018; Park, et al., 2018; Shively, et al., 2016). Una de las características más 
sobresalientes de estas aproximaciones es que, en general, se basan en 
algoritmos y no en un modelo estocástico predeterminado, pueden lidiar con 
interacciones de alto orden, y están desarrolladas para “aprender” de los datos 
que se disponen y generar mejores predicciones ante la generación de nuevos 
datos (Bourel y Segura, 2018; Crisci, et al., 2012). Las redes neurales, los bosques 
aleatorios (random forest; Breiman, 2001) y las máquinas de vectores soporte 
(Vapnik, 1998) han sido ampliamente utilizados en problemas de predicción de 
calidad de agua (He y He, 2008; Park, et al., 2018; Parkhurst, et al., 2005; Zhang, 
et al., 2015). Estos métodos han sido aplicados con éxito para predecir 
floraciones de cianobacterias tóxicas en Uruguay (Crisci, et al., 2017; Kruk, et al., 
2017, 2015; Martínez de la Escalera, et al., 2017; Segura, et al., 2017) y 
floraciones marinas (Bourel, et al., 2017), pero no en predicción de coliformes 
fecales en playas recreativas. Además, el fuerte desbalance (90/10) en la relación 
entre casos negativos (que no exceden el límite de contaminación establecido 
en la normativa) y positivos (que exceden la normativa) requiere el uso de 
nuevas técnicas con las que entrenar los algoritmos. 

 
En el presente trabajo se analizó la serie histórica de monitoreo de playas de 

Montevideo y se aplicó una variedad de modelos predictivos basados en 
técnicas de aprendizaje automático para: i) describir las principales tendencias y 
patrones espacio-temporales en la ocurrencia e incidencia de CF en las distintas 
playas de Montevideo y ii) desarrollar y evaluar la capacidad predictiva de los 
modelos de predicción de estos eventos. En base a estos resultados, se 
pretende aportar al desarrollo de un sistema que trasforme la información 
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generada en un producto fácilmente aplicable a la gestión del baño en playas. 
Se realiza además una introducción básica a los modelos utilizados y al modo 
de evaluación de la calidad de éstos. 

 
MATERIALES Y MÉTODOS 

 
Plan de monitoreo de calidad de agua de la IM 

 
La serie de datos analizada proviene del programa de monitoreo de agua de 

playas y costas del departamento de Montevideo, realizado por la Intendencia 
de Montevideo (Departamento de Desarrollo Ambiental, Servicio de Evaluación 
de Calidad y Control Ambiental), con el objetivo de controlar la calidad del agua 
de las playas y prevenir riesgos en la salud de los bañistas (para acceder a la 
base de datos, se debe solicitar al Servicio de Evaluación de Calidad y Control 
Ambiental de la IM). Los datos de las posiciones de los muestreos se encuentran 
en el Informe anual de evaluación de calidad del agua de playas y costas de 
Montevideo para el período abril 2016 - marzo 2017. Durante el monitoreo, las 
principales variables medidas in situ fueron: temperatura del agua, salinidad, 
turbidez, conductividad, oxígeno disuelto (O2), y presencia de espuma 
cianobacteriana. Además, se tomaron muestras para su procesamiento en 
laboratorio, donde se estimó la concentración de clorofila a, feopigmentos, 
microcistinas totales, nitrógeno total, fósforo total, presencia de espuma y 
concentración de coliformes termotolerantes fecales. La concentración de 
coliformes fue estimada siguiendo los procedimientos estandarizados de 
operación del Laboratorio Ambiental de DINAMA (Uruguay. Ministerio de 
Ambiente, Dirección Nacional de Medio Ambiente, 2017), que se basa en la 
técnica de filtración por membrana de APHA (American Public Health 
Association, American Water Works Association y Water Environment 
Federation, 2012) en el Departamento de Desarrollo Ambiental, Servicio de 
Evaluación de Calidad y Control Ambiental de la Intendencia de Montevideo. 
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Figura 1. Mapa del departamento de Montevideo donde se muestran los tipos 
de saneamiento por zonas: Descarga final independiente (gris), Planta de 
pretratamiento Punta Carretas, tipo unitario (azul), y planta de pretratamiento 
Punta Yeguas, tipo separativo (naranja). Además, se indica la ubicación de los 
puntos de muestreo de playas (puntos negros). Modificado de Plan Nacional de 
Saneamiento (Uruguay. Ministerio de Vivienda Ordenamiento Territorial y 
Medio Ambiente, 2020).  
 

Exploración de datos in situ 

 
Se compilaron e integraron las matrices biológicas y ambientales derivadas de 

los monitoreos de calidad de agua de la IM y las posiciones espaciales de los 
sitios de muestreo, y se realizaron controles de calidad para depurar 
inconsistencias (por ejemplo, datos de temperatura menores a 0 y mayores a 40 
°C y de salinidad menores a 0 y mayores a 35). La distribución histórica (Número 
de datos=19359; desde 2009 a 2019) de las principales variables como 
temperatura, salinidad, turbidez y CF (logaritmo en base 10), en cada una de las 
21 playas monitoreadas de Oeste a Este, fue resumida temporal y espacialmente 
mediante gráficos descriptivos. La correlación de las variables ambientales entre 
playas fue evaluada mediante el coeficiente de correlación de Spearman (S). 
 
Bases de datos meteorológicas 

 
Se extrajeron series temporales de valores de variables meteorológicas 

relevantes de bases de datos digitales del INIA (Instituto Nacional de 
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Investigación Agropecuaria, s.d.) y de Meteomanz.com (Meteomanz.com, s.d.). 
Las variables relevadas fueron: precipitación, temperatura del aire, humedad 
relativa, nubosidad e intensidad y dirección del viento. A partir de la variable 
precipitación (Pp) se calculó la precipitación acumulada en 1, 2, 3 y hasta 7 días.  
 
Modelización  

 
En este trabajo aplicaremos técnicas de aprendizaje automático supervisadas 

(Hastie, et al., 2009). Más precisamente se quiere buscar modelar o predecir una 
variable de salida o de respuesta Y en función de variables de entrada o 
explicativas X. En este caso, la variable de respuesta Y es una variable binaria 
que toma dos valores: 0 o 1. Si la playa excede (E), en este caso Y vale 1, o no 
excede (NE), en este caso Y vale 0, el umbral máximo definido en la normativa. 
Si el registro en una playa es mayor a 2000 UFC/100 mL, definimos el estado de 
la playa como E; mientras que si se registra una concentración menor a 2000 
UFC/100 mL, definimos el estado de la playa como NE. De esta forma, tenemos 
un problema que se conoce como de clasificación. En este contexto, 
entrenaremos un modelo que nos permitirá predecir si una playa excede (E) o 
no excede la normativa (NE) sin necesidad de obtener el valor de CF en el 
laboratorio. En el caso de clasificación desbalanceada, es decir, cuando la 
relación entre casos de cada clase no mantiene una proporción equitativa, es 
necesario además introducir técnicas de preparación de los datos que 
disminuyan el desbalance y mejoren la eficiencia de los algoritmos sobre la 
clase minoritaria, que es en general la que presenta mayor dificultad en predecir 
adecuadamente. En nuestro contexto, esta clase minoritaria es E y tiene gran 
relevancia en términos sanitarios. El tratamiento extensivo de estas técnicas está 
fuera del objetivo de este trabajo, pero quien tenga interés se puede referir a 
los trabajos de Chawla y otros (2002) y Kuhn y Johnson (2016). 

 
Algoritmos 

 
Para clasificar el estado de las playas se emplearon 9 algoritmos en 

combinación con un tratamiento específico de los datos para manejar el 
desbalance. Los algoritmos utilizados fueron: análisis lineal discriminante (LDA), 
máquinas de vectores soporte (SVM), modelos lineales generalizados (GLM), 
árboles de clasificación y regresión (CART), y dos métodos de combinación de 
árboles: Adaboost y bosques aleatorios. Sobre este último consideramos tres 
variantes: con punto de corte variable (RFcf), RF con muestreo estratificado 
(RFst) y los RF con pesos diferenciales para las clases (Rfcw). Una introducción 
conceptual y formal a estos modelos se puede encontrar en Bourel y Segura, 
2018. Las variantes de RF han sido desarrolladas por su creador (Breiman, 2001), 
y programadas y utilizadas en numerosas aplicaciones en ecología y calidad de 
agua (Cutler, et al., 2007; Kruk, et al., 2015; Segura, et al., 2017). Todos los 
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modelos y análisis fueron ejecutados en el software estadístico de libre acceso R 
(R Core Team, 2020). 

 

Además, se consideró también el modelo propuesto por la EPA-EEUU para 
calidad bacteriológica del agua “Virtual Beach”, que está disponible en línea de 
forma gratuita. Este programa implementa una regresión lineal múltiple y un 
algoritmo de combinación de árboles (Xgboost) (Cyterski, et al., 2014; Zepp, et 
al., 2010). 

 

En todos los casos, el conjunto de datos L ingresados al modelo tuvieron 
cuatro posibles pretratamientos, i) el mismo conjunto L de datos originales, ii) 
un conjunto donde a L se le agrega réplicas de los datos de la clase minoritaria 
para balancear artificialmente el conjunto (Upsampling) (Kuhn y Johnson, 2016), 
iii) un conjunto obtenido a partir de L en el que la clase mayoritaria fue reducida 
mediante selección aleatoria de casos al número de la clase minoritaria 
(Downsampling) (Kuhn y Johnson, 2016), y iv) un conjunto donde se le agrega a 
L, de manera sintética, observaciones de la clase minoritaria (Chawla, et al., 
2002). 
 

Estrategia de modelización 

 
Para construir y evaluar los modelos, se utilizó una estrategia de partición de 

los datos en la cual: i) se entrenaron los algoritmos empleando los datos hasta 
el mes de septiembre de 2017 (no inclusive) y ii) se evaluó la capacidad 
predictiva con los datos comprendidos entre septiembre de 2017 y septiembre 
de 2019. Esta partición permite evaluar predicciones reales e incluye un gran 
número de casos para el entrenamiento y la evaluación, por lo que no conlleva 
a sesgos creados por la misma. De esta forma se evalúa sobre datos “frescos” 
(que no fueron utilizados para entrenar los métodos) la adecuación de los 
modelos (Crisci, et al., 2012; Hastie, et al., 2009). 
 

Evaluación de modelos 

 
Para definir una playa con riesgo de contaminación fecal se tomó como línea 

de base el registro de precipitaciones en las 24 horas previas. Definimos que la 
playa presenta un exceso (E) si en las 24 previas se registraron precipitaciones 
positivas. Utilizaremos este ejemplo para definir la matriz de confusión, e 
introducir algunas métricas que serán útiles para evaluar el desempeño 
predictivo del modelo. La matriz de confusión es una tabla, en cuyas celdas se 
registran los aciertos y los errores de utilizar un determinado criterio de 
clasificación respecto a lo observado (Tabla 1). De la intersección de los valores 
observados y predichos se desprende que puede haber dos tipos de aciertos, 
predecir E cuando la observación es E, los verdaderos positivos (VP), y predecir 
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NE cuando la observación es NE, los verdaderos negativos (VN). Estos aciertos 
se encuentran repertoriados en la diagonal. En un clasificador ideal, todos los 
casos deberían estar en la diagonal. Entre los dos tipos de errores es fácil 
identificar que no tienen la misma importancia, pues predecir que no hay 
exceso cuando sí lo hubo (falso negativo, FN) implica que los bañistas 
estuvieron expuestos a condiciones con potenciales efectos sobre su salud. 
Mientras que predecir un exceso cuando no lo hubo (falso positivo, FP) implica 
que se cierra la playa sin un motivo aparente. 
 
Tabla 1. Matriz de confusión teórica. En las columnas se agregan los valores 
observados en la realidad y en las filas los valores predichos.  
  

 
 
Una métrica inmediata que se puede calcular a partir de esta tabla es el 

porcentaje total de aciertos (Acc): 
 

 
 
Sin embargo, cuando las clases están desbalanceadas, como en el caso de los 

excesos de CF, es necesario considerar otras métricas. En efecto, si tenemos una 
muy baja proporción de datos de la clase minoritaria E, por ejemplo 5%, tener 
un modelo que acierta en un 95% podría ser un modelo que no acierta en 
ninguna de las observaciones de la clase minoritaria, a pesar de que su 
desempeño global es muy bueno pero que expone a los bañistas en ese 5% 
restante de los casos a riesgos para la salud. Una métrica que pondera los 
aciertos de la clase minoritaria es la Tasa de Verdaderos Positivos (TVP), que 
divide los aciertos en la clase E sobre el total de Excesos observados: 
 

 

 
TVP es una métrica importante de maximizar, junto con la Tasa de Verdaderos 

Negativos (TVN): 
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El mejor modelo será aquel que maximice ambas métricas, pero -como se verá- 
en general existe un compromiso entre ambas, y en cierto punto, cuando una 
aumenta, la otra tiende a disminuir. 

  
A los efectos de ilustrar las métricas consideradas anteriormente analizaremos 

en la Tabla 2 un caso hipotético. 
 
Tabla 2. Ejemplo hipotético de días, estado de las playas observado (Excede -E- 
y No Excede -NE-) y predicción de la línea de base (lluvias en las 24hs previas, 
Pp24) y de un modelo predictivo hipotético que llamaremos AA. 
 

 
 

 
La matriz de confusión resultante de aplicar el criterio de Pp24 es la que 

aparece en la Tabla 3. 
 
 
Tabla 3. Matriz de confusión basada en la línea de base (Pp24) de la tabla 2. 
 

 
 

 
En este caso, observamos que el clasificador acertó a un exceso y en 6 

ocasiones que no hubo exceso, pero se cerró la playa en 2 ocasiones donde no 
era necesario, mientras que en una ocasión no se predijo un exceso cuando lo 
hubo. El modelo de AA en el caso del ejemplo superó en todas las métricas a la 
línea de base (Pp24), y por lo tanto es más adecuado para modelar este 
problema (Tabla 4). Los modelos fueron generados para todo el conjunto de 
playas y evaluados de forma global y calculando las métricas (Acc, TVP, TVN) 
para cada playa. 
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Tabla 4. Resumen de las métricas de evaluación de la calidad de predicción al 
aplicar la línea de base (Pp24) y el modelo de inteligencia artificial (AA) para 
predecir el ejemplo hipotético del estado de la playa. 
 

 
 
 
RESULTADOS 

 
Las variables ambientales periódicamente monitoreadas in situ en las 21 

playas analizadas desde noviembre de 2009 hasta septiembre de 2019 tuvieron 
comportamientos estacionales. La temperatura mostró oscilaciones entre 7.1 y 
32.2 °C, y un comportamiento estacional similar para todas las playas (Figura 2). 
La turbidez (rango 0-1000) y la salinidad (rango 0-35) presentaron fluctuaciones 
estacionales menos periódicas que la temperatura, con una mayor variabilidad 
entre playas (Figura 2). Fue notoria la diferencia en la salinidad entre las playas 
del Este y del Oeste (Figura 3). 

 
 
Figura 2. Dinámica temporal de las variables ambientales más relevantes 
registradas in situ en el plan de monitoreo de la IM. 
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Se cuantificó la abundancia de coliformes fecales (CF; UFC/100 mL) en 19359 
casos (Tabla S1). Todas las playas presentaron casos con excesos puntuales (CF 
> 2000 UFC/100 mL) en el transcurso del monitoreo. 
 

 
 
Figura 3. Salinidad por playa ordenadas de Oeste a Este. Nótese el incremento 
de salinidad de valores menores a 5 en el Oeste a valores de 10 en la zona Este 
(luego de RAM). La línea negra horizontal en cada caja indica la mediana de la 
distribución, y las cajas los cuantiles 0.25 (borde inferior) y 0.75 (borde superior) 
de la distribución. 
 

Los CF tuvieron una distribución asimétrica (mínima=4, mediana=250, 
media=1.047 y máxima=1.280.000; Figura 4) y la proporción de excesos 
puntuales (CF > 2.000) global fue cercana a 8% con diferencias entre playas 
(Figura 4). El número de excesos fue variable entre playas (entre 2 y 275), al 
igual que la proporción de excesos sobre las muestras realizadas, que se ubicó 
entre 0.45 y 29% (Tabla S1). Las playas con mayores proporciones de excesos 
fueron Puerto del Buceo (PPB=29%), Santa Catalina (SC=24%), Playa del Cerro 
(PA=19%), Ramírez (RAM=16%) y Miramar (MIR=13%). Las playas con menor 
número de excesos se encontraron en general al Oeste, y fueron Punta Espinillo 
(PE=0.45%), Playa Nacional (PN=0.9%), Punta Yeguas (PY=1.2%) y La Colorada 
(LC=1.6%). 
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Figura 4. Distribución de los coliformes fecales (logaritmo en base 10) en cada 
playa en toda la serie de datos de 2009 a 2019. La línea punteada gris 
representa el valor máximo permitido por la normativa para excesos puntuales 
en playas recreativas (CF < 2000 UFC/100 mL). La línea negra horizontal en cada 
caja indica la mediana de la distribución, y las cajas los cuantiles 0.25 (borde 
inferior) y 0.75 (borde superior) de la distribución. Las playas se encuentran 
ordenadas de Oeste a Este.  
 
Modelación de la dinámica de coliformes fecales 

 
La línea de base, tomando en cuenta la precipitación en las 24 horas previas 

como criterio para considerar un exceso, presentó un porcentaje total de 
aciertos del 82%, una tasa de verdaderos positivos (TVP) del 40% y una tasa de 
verdaderos negativos (TVN) de 85%. 

 

Los modelos que superaron la performance de la línea de base en todas las 
métricas fueron el bosque aleatorio estratificado (RFst), la máquina de vectores 
soporte (SVM) con datos balanceados por SMOTE y upsampling (Tabla 5). La 
combinación de árboles con Adaboost en los datos balanceados con SMOTE no 
superó la línea de base en el total de aciertos o en la tasa de verdaderos 
negativos, pero estuvo muy cercana y con la mejor performance en los 
verdaderos positivos (Tabla 5). El modelo de bosque aleatorio estratificado 
mostró un desempeño superior, mejorando a sus competidores directos en 
todas las métricas y a la línea de base (Tabla 5). 

  
Tabla 5. Métricas para evaluación de los mejores modelos seleccionados para la 
predicción de excesos puntuales. Los mejores modelos fueron los bosques 
aleatorios estratificados (RFst) utilizando los datos originales (Originales), las 
máquinas de vectores soporte (SVM) y Adaboost ambos entrenados sobre una 
base de datos modificada (Upsampling o SMOTE). Se presenta el porcentaje 
total de aciertos (Acc%), la tasa de verdaderos positivos (TVP%) y la tasa de 
verdaderos negativos (TVN%). El tratamiento de los datos y el tipo de modelo 



 

15 

 

utilizado se compara con la línea de base (Pp24). Se presenta además el caso en 
el cual ningún dato excede el umbral máximo definido en la normativa (Nunca 
Excede) y el modelo propuesto por la agencia de protección ambiental de 
Estados Unidos (EPA).  
 

 
 

 
Las variables más importantes obtenidas a partir de RFst, según el criterio de 

importancia de variables definido para RF, fueron la playa, la concentración de 
los coliformes en esa playa en el muestreo previo (lag_cf), la salinidad y la 
turbidez registradas in situ y las precipitaciones acumuladas en 24 horas (Figura 
5). En las playas con mayor número de excesos (PA, SC, RAM), el modelo 
presentó una capacidad de predicción de los casos riesgosos para la salud (TVP) 
de 86, 82 y 76% respectivamente (Figura 6).  
 

 
 



 

16 

 

Figura 5. Importancia de las principales variables medida como la disminución 
en el índice de Gini, ordenadas de forma decreciente para el modelo de 
bosques aleatorios estratificados (RFst). Por ejemplo, los lag de coliformes 
fecales (lag_cf) son más relevantes que el Índice Oceánico del Niño (ONI). No se 
muestran las variables con importancia relativa menor. 
 

 
 
Figura 6. Métricas por playa ordenadas de Oeste a Este para el RFst, que fue 
considerado el mejor modelo. Se muestra además el número de casos totales 
(N), el número de excesos por playa (E) y el número de veces que la playa 
presentó valores dentro de la reglamentación (NE).  
 
DISCUSIÓN 

 
En este trabajo se emplearon técnicas de aprendizaje automático para 

modelar una extensa serie de datos espacio-temporales con dinámicas 
complejas. Dichos modelos mejoraron la predicción de eventos donde se 
excedió la normativa de contaminación fecal en playas recreativas con respecto 
a la línea de base establecida en función de las precipitaciones en las 24 hs 
previas. Se describieron además los patrones espacio-temporales de 
variabilidad ambiental en las playas y el gradiente entre las zonas Oeste y Este 
de Montevideo. Este tipo de modelización aporta herramientas para minimizar 
el impacto de la contaminación en la salud humana, advirtiendo a las 
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autoridades con antelación la probabilidad de exceso de coliformes fecales en el 
agua. Los modelos utilizados son flexibles, proveen resultados en tiempo real, y 
tienen la capacidad de “aprender” asimilando nueva información, por lo cual 
pueden ser incorporados en un esquema de gestión y monitoreo de ciudades 
inteligentes (Searcy, et al., 2018). Sin embargo, es crucial mejorar el tratamiento 
de las aguas que se vierten en el estuario del Río de la Plata, pues se registraron 
valores de concentración de coliformes fecales que exceden la normativa en 
todas las playas, y en algunos casos con valores órdenes de magnitud por 
encima de la normativa.  

 
Este trabajo presenta un resumen de la información colectada en más de 10 

años de muestreo en las playas de Montevideo. Se evidencian las diferencias en 
la dinámica entre las Playas al Oeste y al Este de Montevideo, tomando como 
sitio de corte Punta Brava. Los cambios estacionales en las variables 
hidrográficas reflejan la dinámica de la zona media del estuario (Calliari, et al., 
2005; Simionato, et al., 2010), marcando la transición que genera el 
desplazamiento estacional del frente de turbidez y de salinidad. Es importante 
destacar que las mediciones son realizadas en una zona somera (prof = 1m), por 
lo tanto, existen efectos locales que pueden generar variabilidad entre playas 
(descargas locales, radiación solar, etcétera). Pero en su conjunto, los datos 
reflejan la dinámica oceanográfica de esta zona relevante del estuario.  

 
La concentración de coliformes fecales fue variable, pero en todas las playas 

se registraron valores que excedieron el máximo estipulado en la normativa 
para valores puntuales (2000 UFC/100 mL). Las playas del extremo Oeste, desde 
Punta Espinillo hasta Punta Yeguas, presentaron en general valores moderados, 
con una media inferior al promedio general. Santa Catalina y la Playa del Cerro 
presentaron mayores valores y un alto porcentaje de excesos. La playa Ramírez 
se sitúa en una posición geográfica intermedia con características diferenciales 
de orientación y forma de la playa. Al ser una bahía cerrada, propicia la 
retención de la contaminación que recibe, y se observaron valores de coliformes 
fecales elevados y un gran porcentaje de excesos. Las playas de la región Este, 
desde Pocitos a Miramar, presentaron en promedio valores de coliformes 
fecales intermedios y similares. La playa del Puerto del Buceo representa una 
excepción con valores muy superiores de coliformes fecales, está localizada 
dentro de un recinto portuario deportivo y actualmente permanece como no 
habilitada para baños.  

 
Los mecanismos que explican esta diferencia geográfica en el 

comportamiento de las concentraciones de coliformes fecales están dados por 
los tipos y el esquema de la red de saneamiento metropolitano, la densidad 
poblacional en las microcuencas, y la circulación dentro y entre playas (Uruguay. 
Ministerio de Vivienda Ordenamiento Territorial y Medio Ambiente, 2020). Las 
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playas del Oeste reciben aportes de fuentes de agua contaminadas de forma 
directa, pues esa región no posee un esquema de saneamiento centralizado, 
que está actualmente en desarrollo (Uruguay. Ministerio de Vivienda 
Ordenamiento Territorial y Medio Ambiente, 2020). Las playas del Este reciben 
en mayor medida el efecto del transporte del agua contaminada proveniente 
del colector subacuático y los aportes puntuales generados por la descarga de 
los aliviaderos (Figura 1). Estos hechos generan una predictibilidad diferencial 
para las playas sujetas a diferentes sistemas de tratamiento. En la zona Oeste, 
existe mayor variabilidad en los aportes, que son puntuales y dispersos en el 
territorio y, por lo tanto, más difíciles de predecir. En la zona Este, se observa 
una menor variabilidad entre playas, tanto en las condiciones ambientales como 
en la concentración de los coliformes. El efecto de la descarga centralizada de 
todos los aportes de la cuenca por el colector, luego del tratamiento, promedia 
los aportes de las microcuencas (barrios) y el transporte de la circulación 
oceanográfica a mesoescala (decenas de km) costera termina definiendo el 
efecto en las playas. Esta variabilidad de mecanismos fue bien capturada por el 
abordaje de modelización utilizado de AA. En este esquema de modelización es 
posible agregar nuevas variables, como las descargas de los aliviaderos, o la 
altura de marea, que podrían mejorar la capacidad predictiva, pues son variables 
que afectan directamente la carga de contaminación que reciben los cuerpos de 
agua y que no fueron incorporadas en la presente formulación. 

 
La estrategia de modelización presentada permite avanzar en la capacidad 

predictiva de los excesos de coliformes fecales. Se alcanzó una mejora del 60% 
en la tasa de verdaderos positivos (TVP) respecto a la línea de base basada en 
precipitación. En playas con situaciones de contaminación comprometida (PA, 
SC, RAM), el modelo presentó un incremento importante en la capacidad de 
predicción de excesos, aumentando la TVP respecto a la línea de base en un 
factor de 4 en Playa Nacional y Santa Catalina, y un factor de 2 en Ramírez. De 
los algoritmos evaluados y las estrategias de tratamiento de los datos se 
desprende que los bosques aleatorios con muestreo estratificado (RFst) fueron 
los que presentaron mejor desempeño y superaron en todas las métricas los 
pronósticos generados por la línea de base. Las máquinas de vectores soporte y 
Adaboost fueron competitivos cuando las clases fueron balanceadas 
artificialmente mediante upsampling y SMOTE. Esto es esperable debido a que 
los algoritmos son “voraces” en el sentido de maximizar el porcentaje de 
aciertos, pero no consideran el acierto en las clases particulares (Breiman, 2001; 
Segura, et al., 2017). Esta voracidad es problemática cuando la clase minoritaria 
tiene una importancia superlativa, pues implica no exponer a los bañistas a 
niveles excesivos de contaminación. El bosque aleatorio con muestreo 
estratificado aumentó la capacidad de predicción en todas las métricas y en 
particular en la clase de Excesos, mejorando con respecto a las técnicas de 
remuestreo (por ejemplo, downsampling) o de incremento artificial de la clase 
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minoritaria (por ejemplo, SMOTE). Este resultado es relevante, y sugiere que en 
bases de datos donde la clase mayoritaria presenta casos poco informativos, la 
estratificación que realiza el algoritmo de RFst permite utilizar toda la 
información disponible, mientras que los algoritmos de downsampling o SMOTE 
no permiten capturar toda la riqueza de la información, pues los datos se 
remuestrean con técnicas rígidas, sin aprovechar todo el conjunto de la 
información. El balanceo de datos para obtener mejores predicciones cuando 
los problemas son desbalanceados es un área en constante desarrollo y 
crecimiento (Kuhn y Johnson, 2016).  

 
El algoritmo RFst presenta gran eficiencia computacional, pues el 

entrenamiento de un RFst con aproximadamente 19000 casos y clase 
minoritaria de 8% tiene un tiempo de ejecución en un computador portátil con 
i7 y 16Gb de memoria RAM de unos 5 segundos. La predicción luego de 
entrenado el modelo con 3000 nuevos casos es instantánea. En este sentido, es 
más eficiente que los algoritmos que requieren ajustes secuenciales, como 
Adaboost o aquellos que requieren un tratamiento de datos previo mediante, 
por ejemplo, upsampling o SMOTE, pues incrementan artificialmente el número 
de datos y por lo tanto el costo computacional. La eficiencia computacional del 
RFst permite que el algoritmo sea ejecutado sin la necesidad de grandes 
plataformas de cómputo. Esto es importante en un contexto de aplicación del 
modelo (por ej. en otras intendencias departamentales) o en oficinas 
descentralizadas, pues permite su manejo aún en condiciones de escasa 
capacidad computacional operativa.  

 
Los algoritmos programados en el software “Virtual Beach” de la agencia de 

protección ambiental de USA (EPA-EEUU) tuvieron una baja performance, y en 
el caso del Boosting no fue posible ejecutarlos pues el modelo no convergió 
dadas las probabilidades iniciales de las clases. Estos resultados resaltan la 
importancia del desarrollo de algoritmos y modelos que contemplen los 
aspectos específicos de las bases de datos locales, y que la aplicación de 
modelos producidos en otros contextos, en general, generan soluciones que no 
son satisfactorias y no son adecuadas a la realidad local. Esto es aún más crítico 
en el área ambiental, donde se requiere un equipo de profesionales que posea 
una visión holística del tema y pueda interactuar entre saberes para desarrollar 
soluciones integrales. En Uruguay, actualmente existen profesionales altamente 
capacitados en estas áreas, y a partir de la descentralización de la Universidad 
de la República en particular, se han desarrollado equipos con una visión 
interdisciplinaria del ambiente que permiten aventurar un salto en la generación 
de conocimiento y desarrollo de estas técnicas y sus aplicaciones. 

 
En resumen, el presente trabajo aportó a sintetizar información relevante 

sobre el estado de las playas. Los algoritmos de aprendizaje automático, 
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entrenados con una excelente base de datos histórica generada por la IM, 
permiten predecir eventos de contaminación y representan un insumo 
importante para la gestión de las playas y el cuidado de la salud humana. Incluir 
estos algoritmos en un esquema de ciudades inteligentes es inmediato. 
Asimismo, la inteligencia artificial o el conjunto de métodos para hacer 
“ciudades inteligentes” requiere que los objetivos de gestión estén integrados y 
reconozcan el valor de una buena calidad ambiental como forma de disminuir 
las desigualdades en el acceso a los bienes naturales. 
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ANEXO 

Tabla S1. Resumen de las principales características de las 21 playas capitalinas 
analizadas ordenadas de Oeste a Este. CF refiere a densidad de coliformes 
fecales (UFC/100 mL) y a los estadísticos mínimo (Mín), máximo (Máx), la 
mediana (Med) y el promedio aritmético (Prom). El número de casos (N) y el 
número de excesos (E; cuando CF>2000 UFC/100 mL). Las variables ambientales 
registradas en el agua temperatura (T), tubidez (Turb) y salinidad (S) junto con 
los estadísticos descriptivos (Ds= desvío estándard). 

 
 
*Nombres de las playas en orden de Oeste a Este (de arriba a abajo en la tabla): Punta 
Espinillo, La Colorada, Pajas Blancas, Zabala, Punta Yeguas, Santa Catalina, Nacional, 
Cerro, Ramírez, Pocitos en Barreiro, Pocitos en Av. Brasil, Puerto del Buceo, Buceo, 
Malvín, Brava, Honda, Ingleses, Verde, Mulata, Carrasco, Miramar. (ver informes con 
descripción detallada en el Programa de monitoreo de agua de playas y costa del 
departamento de Montevideo. Informe anual 2018-2019 (Intendencia de 
Montevideo, 2019). 

 
 


