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RESUMEN

La inclusion de seleccion gendmica (SG) en un programa de mejoramiento
permite acortar los tiempos, incrementando la ganancia genética por unidad de tiempo.
SG puede ser usado en la prediccion de los mejores cruzamientos evaluando la
complementariedad alélica entre los padres y/o prediciendo el desempefio de
individuos. Los modelos mixtos utilizados en SG son una herramienta poderosa que
permite incluir correlaciones entre individuos, ambientes y caracteres permitiendo
utilizar toda la informacion disponible. El objetivo de este trabajo es optimizar
herramientas para la inclusion de SG en el programa de mejoramiento genético de trigo
(PMGT), para el manejo de la interaccion genotipo por ambiente (IGA), la prediccién
de multiples caracteres y la seleccion de los mejores cruzamientos. En este trabajo se
utilizaron datos histéricos del PMGT de Uruguay, proveniente de 35 ambientes, 1495
lineas experimentales evaluadas para rendimiento y 695 lineas evaluadas para
caracteres de calidad panadera de trigo. Se compararon modelos multi-caracter y
multi-ambiente modelando correlaciones en la prediccion de nuevos individuos e
individuos parcialmente fenotipados. También se predijeron los mejores cruzamientos
considerando y no considerando la varianza genética entre ambos padres. Los
resultados muestran que los modelos multi-ambiente y el multi-caracter son Gtiles para
la optimizacion de recursos de un programa de mejoramiento, prediciendo lineas
parcialmente fenotipadas. Finalmente, seleccionar cruzamientos considerando la
media del desempefio de los padres fue tan bueno como considerar ademas la varianza
genética entre ambos padres para rendimiento de grano; no fue asi en los cruzamientos
seleccionados para calidad panadera donde hubo diferencias entre ambos métodos.

Palabras clave: Interaccion genotipo por ambiente, caracteres multiples,

seleccion de cruzamientos, valor genético, modelos mixtos.
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STRATEGIES TO APPLY GENOMIC SELECTION INTO A WHEAT
BREEDING PROGRAM

SUMMARY

The inclusion of genomic selection (GS) in a breeding program allows us to
shorten breeding time, increasing the genetic gain per unit of time. GS can be used to
predict the best crosses, accounting for allelic complementation between parents
and/or predicting individuals’ performance. Mixed models used in GS are a powerful
tool to include individuals™ correlations, environments and traits, allowing the use of
the whole available information. The goal of this study is the optimization of GS as a
tool in the wheat breeding program, to manage the genotype by environment
interaction, multi-trait prediction, and best crosses selection. Historical data from the
national wheat breeding program were used; data were obtained from 35
environments, 1495 experimental lines, evaluated for yield; and 695 lines evaluated
for baking quality. Multi-trait and multi-environment models were compared
modeling correlations to predict new individuals, and individuals partially phenotyped.
Best crosses were also predicted considering or not considering the variance between
parents. Results showed that multi- environment and multi-trait models were useful to
optimize the breeding program resources, by predicting partially phenotyped lines.
Finally, crosses selection considering parent’s mean performance was as good as
including the variance in selection for grain yield, but not for quality traits.

Keywords: genotype by environment interaction, multiple traits, crosses

selection, genetic value, mixed models.
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1. INTRODUCCION

El trigo es un cultivo de importancia mundial en términos econdémicos Yy

productivos dado su rol principal en la alimentacion humana. El area cultivada de trigo
es la mayor en el mundo en comparacion con los principales cultivos (arroz, soja, maiz
y cebada), con entre 212-220 millones de hectareas cosechadas por afio en los ultimos
10 afios (FAO 2017). Aproximadamente el 60% del total de la produccion de trigo es
usada para alimentacion humana (Bonjean et al. 2016), en la cual el trigo contribuye
con aproximadamente el 18% del suministro alimentario de energia (kcal per capita
por dia) y el 20% de las proteinas (g per capita por dia), aportando también fibras y
vitaminas (FAO, 2017). En Uruguay, el trigo ha sido histéricamente el cultivo de
mayor importancia y actualmente ocupa el segundo lugar en superficie sembrada,
después de la soja (DIEA 2017).

El mejoramiento genético en distintas especies cultivadas ha sido la estrategia
por la cual se han obtenido cultivares con mejores rendimientos, buena respuesta a
enfermedades y con calidad industrial, que a su vez son estables dentro de
determinadas regiones del mundo (Duvick 2005; Trethowan et al. 2005; Graybosch y
Peterson 2010; Hawkesford et al. 2013). Un ejemplo de mejoramiento genético de
plantas exitoso fue el desarrollo de cultivares semi-enanos de trigo, insensibles al
fotoperiodo y con resistencia a distintas enfermedades, lo que permitié obtener
variedades con altos rendimientos y amplia adaptacion (Trethowan et al. 2007). El
proceso de obtencidn de una nueva variedad en el mejoramiento de plantas autbgamas
como el trigo, se inicia con cruzamientos entre lineas promisorias con el objetivo de
generar diversidad. Luego, la progenie se autofecunda por varias generaciones con el
objetivo de obtener lineas homogéneas, homocigotas para la mayoria de sus alelos
(lineas puras) para que sean estables luego de multiples generaciones de produccion
de semilla (Baenziger y Depauw 2009). Durante el proceso de obtencion de lineas
puras las plantas pueden o no ser evaluadas fenotipicamente para su seleccion por
caracteristicas de interés. El proceso de obtencidon de una nueva variedad de trigo a
partir de un cruzamiento inicial oscila entre 10-12 afios para el mejoramiento genético
tradicional, lo cual puede reducirse a 5-6 afios utilizando dos siembras por afio en

distintas localidades (también Ilamado siembra fuera de estacion o shuttle breeding;



Ortiz et al. 2007). Uno de los desafios en el mejoramiento de trigo es acortar los
tiempos de obtencion de nuevas variedades adaptadas (Hesey et al. 2002).

Dentro de las estrategias disponibles para la obtencion de lineas puras, los
métodos de descendencia de semilla Unica (DSU) y haploides duplicados (HD)
permiten avanzar generaciones rapidamente y obtener lineas homocigotas en menor
tiempo que los métodos tradicionales de mejoramiento (ej. bulk, masal, pedigri) (Brim
1966; Laurie y O’Donoughue 1994; Guzy-Wrobelska y Szarejko 2003). Una de las
limitantes de estas metodologias es que al aplicarse a gran escala, necesitan una gran
cantidad de recursos. Otra limitante es la imposibilidad de realizar una evaluacion
fenotipica hasta que se obtienen lineas puras, debido a la insuficiente disponibilidad
de semillas (Baenziger y Depauw 2009).

Los marcadores moleculares se han desarrollado en el contexto del
mejoramiento de plantas y son especialmente Utiles para seleccionar individuos
cuando no es posible realizar una evaluacion fenotipica (Lande y Thompson 1990).
Los marcadores por los que se selecciona se encuentran ligados (se heredan juntos) a
las regiones del genoma gue estan involucradas en la expresion del caracter de interés.
Por lo tanto, al seleccionar individuos que poseen los marcadores moleculares de
interés se selecciona indirectamente los individuos que poseen las regiones génicas
favorables para dicho caracter. La identificacion de los marcadores ligados a las
regiones del genoma involucradas en la expresion de caracteres cuali y cuantitativos
requiere pasos previos de analisis de ligamiento (para caracteres cualitativos), analisis
de locus de caracter cuantitativo (QTL) o mapeo asociativo (para caracteres
cuantitativos). Estos analisis permiten identificar si el marcador esta o no ligado a
algin gen o QTL involucrados en la expresion del caracter de interés. Por otro lado, la
seleccion gendmica (SG) es una estrategia de seleccion para caracteres cuantitativos
que utiliza marcadores moleculares, sin realizar una identificacion previa de los
marcadores ligados a los QTL, dado que analiza el efecto de miles de marcadores a lo
largo de todo el genoma. La SG predice el desempefio de nuevas lineas experimentales
utilizando su informacion genotipica y un modelo estadistico “entrenado” (Meuwissen
et al. 2001). Este modelo estadistico integra informacion fenotipica y genotipica de un

grupo de lineas conocidas, denominada poblacién de entrenamiento.



La SG presenta ventajas en la seleccion de lineas para caracteres fenotipicos
complejos, especialmente cuando la informacion fenotipica: 1) no es confiable debido
a la baja heredabilidad de esos caracteres (ej. evaluacién fuera de época); 2) no esta
disponible (ej. poca semilla); o 3) requiere de metodologias mas complejas 0 mas
recursos para su determinacion en comparacion con el genotipado (ej. determinaciones
de calidad industrial). Por lo tanto, se espera que la aplicacién de la SG, en
combinacion con los métodos de rapido avance generacional permita acelerar la tasa
de ganancia genética y acortar los ciclos de mejoramiento (Heffner et al. 2010; Bassi
etal. 2016). Estudios empiricos y de simulacion muestran que la SG, tiene una
adecuada precision en la estimacion de los valores genéticos de los individuos para
distintos cultivos como trigo (Heffner et al. 2011; Poland et al. 2012; Michel et al.
2016; Hayes et al. 2017), maiz (Crossa et al. 2013; Lyra et al. 2017), arroz (Spindel
etal. 2016; Wang et al. 2017) y otras especies (Resende et al. 2011; Kumar et al.
2012b; Zhang et al. 2016).

Una de las etapas mas importantes del mejoramiento genético es el cruzamiento
entre dos individuos promisorios, etapa en la cual se genera la diversidad genética en
la progenie a partir de la cual se realizar la seleccion (Baenziger y Depauw 2009). La
seleccion de las mejores cruzas es una etapa clave del mejoramiento en la cual se
dispone de poca informacién y muchos individuos para elegir (Bernardo 2003). La
mejor cruza no siempre es entre los dos individuos con mejor desempefio, ya que el
desempefio de la progenie dependerd de como se complementen genéticamente ambos
padres (Souza y Sorrells 1991). O sea que si dos padres presentan buen desempefio y
sus alelos son complementarios su descendencia tendra un mayor potencial de
acumular alelos favorables para el caracter de interés que dos padres con alelos
idénticos. Una medida de la complementariedad alélica es la varianza genética entre
ambos padres, la cual puede calcularse considerando que los marcadores estan en
equilibrio de ligamiento (se asume que los marcadores se heredan de forma
independiente entre si) o considerando el desequilibrio de ligamiento presente en la
poblacion (Endelman 2011; Mohammadi et al. 2015). La SG tiene un gran potencial
de aplicacion en la seleccion de estos cruzamientos, ya que utiliza modelos de

prediccidén gendmica para establecer la mejor combinacion de padres (Endelman 2011;



Bernardo 2014; Mohammadi et al. 2015; Tiede et al. 2015). Sin embargo, la prediccion
de los mejores cruzamientos es una herramienta potencial dentro del mejoramiento
genético, cuya utilizacion aun no ha sido validada.

Para la aplicacion de SG en un programa de mejoramiento es necesario predecir
adecuadamente el desempefio de nuevos individuos (sin informacion fenotipica para
ningun caracter ni ambiente) reuniendo la informacion disponible de varios afios,
localidades y caracteres (Cooper et al. 2014). Para la prediccion de caracteres multiples
mediante simulacion, se ha demostrado que, en la prediccion de individuos nuevos, los
modelos que integran la informacion de varios caracteres son mas adecuados que
aquellos que predicen un carécter a la vez (Jia y Jannink 2012; Guo et al. 2014). Sin
embargo, esta ventaja de los modelos multi-caracter ain no se ha corroborado
utilizando datos experimentales en plantas (Jia y Jannink 2012; Dos Santos et al. 2016;
Schulthess et al. 2016; Sun et al. 2017). Por otro lado, la inclusion de datos de distintos
ambientes requiere evaluar la presencia de interaccion genotipo por ambiente (IGA),
esto quiere decir que el ranking o las magnitudes de la diferencias del desempefio de
los genotipos pueden ser distintas en diferentes ambientes. Por lo tanto, al integrar la
informacion multi-afio y multi-localidad para predecir nuevos individuos, es necesario
considerar la presencia de IGA. Burguefio et al. (2012) fueron los primeros en
desarrollar modelos que incorporan la IGA en el contexto de SG, siguiendo la misma
estrategia de los modelos multi-caracter. Para definir la mejor estrategia de prediccién
de nuevas lineas es necesario estudiar la IGA caracteristica de cada region o programa
de mejoramiento (Windhausen et al. 2012; Dawson et al. 2013). A continuacion en el
proceso de seleccion de nuevos individuos es necesario comparar entre estrategias que
ignoren la IGA (prediciendo medias fenotipicas en el total de los ambientes) o la
consideren (prediciendo dentro de mega-ambientes o utilizando modelos multi-
ambiente) en la prediccién de nuevos individuos (Burguefio et al. 2012; Dawson et al.
2013).

Los modelos de prediccion multi-caracter y multi-ambiente son Utiles para
predecir también el comportamiento de individuos en ambientes desconocidos o para
caracteres para los cuales no han sido evaluados, dado que incorporan las varianzas y

covarianzas entre individuos, caracteres y/o ambientes (Burguefio et al. 2012; Guo



et al. 2014). Este tipo de prediccion de individuos parcialmente evaluados puede ser
una ventaja para optimizar los recursos de fenotipado y genotipado dentro de un
programa de mejoramiento (Guo et al. 2014). Se ha demostrado la ventaja de los
modelos multi-caracter en la prediccion de caracteres de alto costo o dificiles de medir,
utilizando caracteres correlacionados de bajo costo y simple medicion (Guo et al.
2014; Rutkoski et al. 2012; Sun et al. 2017). Debido a esto, estos modelos pueden ser
atiles en la prediccion de caracteres complejos como calidad panadera en trigo, la cual
estd determinada por varios caracteres correlacionados entre si y con diferentes costos
de medicién (Battenfield et al. 2016). Sin embargo, para utilizar estos modelos y
optimizar recursos, seria necesario definir una estrategia de prediccion que permita
fenotipar menos individuos y utilizar la informacion gendmica para remplazar el
fenotipado aplicando las predicciones. Los modelos multi-ambiente también ayudan a
optimizar recursos ya que permiten fenotipar mas lineas en menos ambientes y
predecir su valor genético en ambientes desconocidos (Lorenz 2013; Endelman et al.
2014). Burguefio et al. (2012) demostraron que, cuando existe informacion de
individuos en ambientes correlacionados, incorporar las covarianzas ambientales en
los modelos de SG, mejora la precision de las predicciones del valor genético en
determinado ambiente. Para utilizar esta estrategia de optimizacion de recursos son
necesarios mas estudios que permitan determinar cual es la mejor forma de predecir
entre grupos de ambientes.

En este trabajo se buscd optimizar las herramientas para la aplicacion de SG en
un programa de mejoramiento genético de trigo, para lo que se evalu6 si la precision
de las predicciones de nuevos individuos mejora cuando se incluye la IGA en los
modelos de prediccion. Los modelos que incluyen o no IGA se compararon en
presencia de distintos niveles de IGA (grupos de prediccion por localidades, afios y
mega-ambientes) y con distintos tamafios de poblacién de entrenamiento. A
continuacion se evaluaron los modelos multi-caracter y multi-ambiente en la
optimizacion de la asignacion de recursos de un programa de mejoramiento. Para
optimizar los recursos de fenotipado en multiples-ambientes se compard la habilidad
predictiva de modelos que incluyen e ignoran la IGA en la prediccion de individuos

en ambientes desconocidos (Capitulo 3). En el contexto de caracteres mdltiples, se



evaluo la optimizacion del fenotipado de un caracter costoso y de dificil medicion,
comparando modelos multi-cardcter con distintos niveles de fenotipado de dicho
caracter. En el mismo sentido, se optimizé el fenotipado de los caracteres
correlacionados méas economicos y de facil medicion (Capitulo 4). Finalmente, se
determind el rol de la SG en la seleccién de los mejores cruzamientos. Para esto se
comparo la prediccion de cruzamientos utilizando el valor genético medio de los
padres (como predictor de la media de la progenie) y la media del 10% superior de la
progenie, la cual considera la varianza genética de la progenie. Se compard la seleccion
de cruzas utilizando dos formas de prediccion de la varianza: considerando la

poblacién en equilibrio o desequilibrio de ligamiento (Capitulo 5).

1.1. HIPOTESIS DE INVESTIGACION

Capitulo 3: Modelado de la IGA utilizando datos desbalanceados para la aplicacion de
SG en un programa de mejoramiento de trigo

La prediccion del valor genético de nuevos individuos o de individuos
fenotipados en ambientes distintos de los que se quieren predecir se puede realizar
ignorando, reduciendo (a través del uso de mega-ambientes) o incluyendo la IGA en
los modelos de prediccion. Nuestras hipdtesis son que:

o Modelos que incluyen la IGA predicen mejor a nuevos individuos (individuos no
fenotipados) que modelos sin IGA (la precision de las predicciones de modelos
con IGA es superior a la precision de las predicciones de modelos sin IGA).

o Modelar la IGA no ayuda a predecir nuevos individuos cuando se emplea dentro
de mega-ambientes que reducen la IGA (la precisién de las predicciones de los
modelos con y sin IGA es similar dentro de mega-ambientes).

o Modelar la IGA siempre es mejor para predecir individuos parcialmente
fenotipados (la precision de las predicciones de modelos con IGA es superior a la
precision de las predicciones de modelos sin IGA cuando existen individuos

fenotipados en otros ambientes).



Capitulo 4: Optimizacion de la asignacion de recursos utilizando predicciones

genomicas en caracteres multiples de calidad panadera en trigo.

Mediante el uso de los modelos multi-caracter es posible incrementar la
informacién disponible prediciendo de forma conjunta caracteres correlacionados
entre si. Nuestras hipdtesis son que:

o Modelos multi-carécter pueden ser utilizados para reemplazar el fenotipado y
predecir un caracter costoso o de compleja determinacién con menos recursos
utilizando informacion de caracteres correlacionados mas economicos o de facil
medicion.

o Los modelos multi-caracter mantienen su habilidad predictiva al disminuir
considerablemente (ej. 50%) los individuos fenotipados para caracteres
correlacionados.

o Utilizando la misma cantidad de datos fenotipicos es mas eficiente fenotipar mas
individuos desbalanceadamente (fenotipar diferentes individuos para distintos
caracteres) que fenotipar balanceadamente menos individuos (fenotipar los
mismos individuos para todos los caracteres).

Capitulo 5: Estrategias para la seleccion de cruzamientos utilizando predicciones

genomicas en el mejoramiento de trigo.

Es posible seleccionar los mejores cruzamientos considerando Unicamente el
desempefio de los padres, que es un buen predictor del desempefio medio de la
progenie, o considerando también la varianza genética entre ambos padres. A su vez,
la varianza genética puede predecirse considerando los marcadores en equilibrio o
desequilibrio de ligamiento. Nuestras hipotesis son que:

o Seleccionar padres considerando la prediccion de la varianza del cruzamiento
permitird obtener mayores ganancias genéticas en la siguiente generacion en
comparacién con seleccionar padres en funcion de su valor de cria per se.

o Existen diferencias en la seleccion de los mejores cruzamientos si se predice la
varianza de las cruzas tomando en cuenta el desequilibrio de ligamiento o

considerando que la poblacion esta en equilibrio de ligamiento.



o Al aumentar la influencia de la varianza en la seleccion de las mejores cruzas es
posible seleccionar lineas méas diversas sin reducir la ganancia genética en la

siguiente generacion.

1.2. OBJETIVOS

1.2.1. Obijetivo general:

Optimizar herramientas para la aplicacion de SG en distintos estadios de un
programa de mejoramiento genético de trigo para la prediccion de caracteres multiples,
el manejo de la IGA y la seleccion de los mejores cruzamientos.

1.2.2. Obijetivos especificos:

1. Mejorar la capacidad predictiva del valor genético de los individuos modelando
la IGA en la prediccién de nuevos individuos y de individuos parcialmente
fenotipados.

2. Comparar la habilidad predictiva de modelos que incluyen caracteres multiples
correlacionados buscando optimizar la asignacién de los recursos de fenotipado.

3. Predecir la varianza genética de la progenie considerando la poblacion en
equilibrio o desequilibrio de ligamiento y comparar la seleccion de los mejores

cruzamientos incluyendo o no la varianza en dicha seleccion.

1.3. ESQUEMA GENERAL DE TESIS

En los primeros capitulos se presentan la introduccion y el marco teérico de la
tesis (Capitulo 1 y Capitulo 2). Se introducen los conceptos claves del mejoramiento
genético de plantas autdégamas y las estrategias de mejoramiento disponibles para
obtener variedades mejoradas. Luego se presentan las herramientas moleculares
actualmente disponibles para el mejoramiento, dentro de las cuales se incluye SG. Se
introducen los conceptos de IGA, seleccidn por caracteres maltiples y seleccion de
cruzamientos para su aplicacion en el contexto de SG.

Capitulo 3: En este capitulo se evallUa la capacidad de predecir el rendimiento
con modelos que incluyen o ignoran la IGA en escenarios con distintos niveles de IGA.
Estos modelos se evalUan en su capacidad predictiva del rendimiento en nuevas lineas

experimentales y en lineas experimentales que no fueron evaluadas en los ambientes a



predecir. Se presenta el articulo 1 de la tesis: Lado B, Barrios PG, Quincke M, Silva
P, Gutiérrez L. 2016. Modeling Genotype x Environment Interaction for Genomic
Selection with Unbalanced Data from a Wheat Breeding Program. Crop Science, 56:1—
15.

Capitulo 4: En este capitulo se evalla la capacidad predictiva de modelos multi-
caracter de calidad panadera para la optimizaciéon de recursos de un programa de
mejoramiento. Se evalUa cuanto del fenotipado de un caracter costoso y/o dificil de
medir es posible reemplazar fenotipando uno o mas caracteres correlacionados
econdmicos y/o de simple medicion. También se evallan distintas estrategias de
fenotipado de los caracteres correlacionados en la poblacién. Se presenta el articulo 2
de la tesis: Lado B, Vazquez D, Quincke M, Silva P, Gutiérrez L. Theoretical and
Applied Genetics (aceptado, 10/09/2018).

Capitulo 5: En este capitulo se comparan estrategias para la seleccién de
cruzamientos evaluando si la inclusion de la varianza del cruzamiento es relevante en
la seleccion de los mejores padres para rendimiento y calidad panadera. La seleccion
incluyendo la varianza se evalUa con dos estrategias de prediccion, considerando las
lineas en equilibrio de ligamiento o asumiendo el desequilibrio de ligamiento. El
objetivo de este capitulo es definir una estrategia der prediccion de cruzamientos. Se
presenta el articulo 3 de la tesis: Lado B, Battenfield S, Guzman C, Quincke M, Singh
RP, Dreisigacker S, Pefia RJ, Fritz A, Silva P, Poland J, Gutiérrez L. 2017. Strategies
for Selecting Crosses Using Genomic Prediction in Two Wheat Breeding Programs.
The Plant Genome, 20(2):1-12

Capitulo 6 y 7: Discusion general de la tesis y consideraciones finales.



2. MARCO TEORICO

2.1. MEJORAMIENTO GENETICO VEGETAL

El mejoramiento genético de cultivos tiene como objetivo obtener cultivares
mejor adaptados al ambiente y con mejores rendimientos que sean estables en el
tiempo. Para lograr esto, el mejoramiento utiliza la seleccion natural y artificial
buscando reunir en un Gnico material varias caracteristicas favorables a una regién y
tiempo determinados (Allard 1980). Para esto, las principales herramientas para
generar diversidad genética son: la hibridacion, la mutagénesis y la transgénesis.
Luego, las estrategias usadas para seleccionar los mejores individuos y obtener
individuos estables que puedan ser usados para la produccién de semillas en muchas
generaciones son distintas para especies autdgamas, alégamas o de propagacion
vegetativa (Fehr 1987).

Ciclos de seleccion

Lineas recombinantes por hibridaciéon Evaluacion

10¢ Genotipica

Fenotipica

Variedades
comerciales

Figura 1: Esquema de un programa de mejoramiento donde se observa el proceso de
endocria de lineas hibridas de maiz, en un esquema muy similar al de un programa de
mejoramiento de plantas autégamas. Se muestra como comunmente las nuevas lineas
recombinantes provienen de lineas elite del programa. Al inicio hay muchas lineas
para evaluar por lo que la evaluacion fenotipica es minima, a medida que el programa

avanza se descartan lineas y las que quedan son lineas con mayor porcentaje de loci
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homocigotos que son evaluadas fenotipicamente. Al final de un programa se
incrementa la informacién fenotipica disponible para decidir entre las lineas
experimentales que se convertiran en futuras variedades (adaptado de Cooper et al.

(2014)).

2.1.1. Mejoramiento genético de plantas autdgamas

La primera etapa de un programa de mejoramiento vegetal es la seleccion de los
padres a cruzar para generar poblaciones segregantes por hibridacion. En esta etapa se
definen: los caracteres mas importantes por los cuales se va a mejorar, la ganancia
genética que sera posible obtener y la diversidad genética, dada por el cruzamiento,
con la que se contard durante el proceso de mejoramiento. Lo mas comun es
seleccionar los padres entre los cultivares actualmente sembrados en la region y lineas
elite del programa de mejoramiento, a menos que se necesite mayor diversidad (ej.
resistencia a enfermedades o que no se cuente con materiales en la region). La ventaja
de seleccionar como padres a los cultivares o las lineas elite del programa es que
presentan caracteristicas deseadas para la mayoria de los caracteres, son lineas
adaptadas y con rendimiento estable (Bertan et al. 2007). Estas caracteristicas de los
padres son importantes para incrementar la probabilidad de obtener ganancias
genéticas en la progenie. A su vez, debe tenerse en cuenta que los padres seleccionados
provengan de ancestros diversos, para evitar disminuir la diversidad genética del
programa (Fehr 1987).

En un programa de mejoramiento tradicional una forma de incrementar la
variabilidad genética disponible es realizar cruzamientos de lineas elite del programa
o cultivares actualmente sembrados en la region, con cultivares sembrados en otras
regiones, padres mas antiguos que son parte del material genético del programa,
variedades adaptadas a la regién, asi como también realizar cruzas inter-especificas
(McCouch 2004; Fu 2015). Estos métodos se utilizan principalmente para nuevos
caracteres 0 para resistencia a estreses bidticos o abidticos (Witcombe et al. 2008;
Zaim etal. 2017). Sin embargo, un cruzamiento con padres muy alejados
genéticamente que no estén adaptados a las condiciones de la region implica un riesgo

de perder parte de la adaptacion presente en los cultivares conocidos (Fehr 1987).
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Una vez realizados los cruzamientos, la siguiente etapa dentro de un programa
de mejoramiento de plantas autdgamas consiste en obtener lineas puras, que sean
homocigotas para muchos de sus alelos por autofecundacion. Las lineas puras pueden
obtenerse utilizando distintas estrategias entre las cuales se destacan los métodos bulk,
masal, pedigri, descendencia de semilla Unica (DSU) y haploides duplicados (HD)
(Baenziger y Depauw 2009). Los métodos se diferencian en que algunos realizan
seleccion y otro no, en el tipo de seleccion que realizan (seleccion natural y/o
artificial), en la posibilidad de mantener las familias identificadas al avanzar
generaciones y en el tiempo que requieren para la obtencion de lineas puras. Las
distintas metodologias pueden combinarse ofreciendo una mayor cantidad de opciones
para el mejoramiento genético (Fehr 1987) (ver Tabla 1).

El método de bulk implica la cosecha en masa de las plantas F, de las cuales se
siembra una muestra al azar de semillas F3 cosechadas (Figura 2). Este proceso se
repite hasta obtener el nivel de homocigosis deseado a partir del cual se cosechan
plantas individuales (generalmente plantas Fs). Las plantas Fe, derivadas de las plantas
individuales Fs, se evaltan fenotipicamente para su seleccion. EI método permite la
accion de la seleccion natural favoreciendo la produccion de semillas de los individuos
mas vigorosos mientras que los menos vigorosos aportan menos semilla a la siguiente
generacion (Harlan y Martini 1938). EI método de bulk es sencillo y requiere pocos
recursos humanos, sin embargo se corre el riesgo de perder materiales interesantes si
el ambiente de seleccion es desfavorable a un genotipo de interés (Spitters 1979).

El método de seleccion masal es similar al método de bulk con el agregado de
seleccién artificial de plantas o semillas por parte del mejorador. EI método masal
implica la evaluacion de la poblacion segregante de lineas F. y las plantas que no
cumplen con determinados requisitos (ej. altura) se eliminan y el resto de las plantas
se cosechan juntas (Figura 2). Del total de las semillas F3 cosechadas se siembra una
muestra, que puede ser seleccionada al azar o con algun criterio especifico (ej. tamafio
de semilla). En las siguientes generaciones (plantas Fs, Fs y Fs) se repite el
procedimiento hasta obtener plantas altamente homocigotas. En el método masal actua
la seleccion natural y artificial, ya que las plantas menos vigorosas estan menos

representadas en el bulk de semillas cosechado y a su vez se descartan plantas que no
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cumplen con los requisitos del mejorador. Este método requiere pocos recursos
humanos y es eficaz en incrementar la frecuencia del genotipo de interés en una
poblacién. La gran desventaja que presenta el método es que no es util para seleccionar
caracteres de baja heredabilidad y también se corre el riesgo de perder materiales de
interés si se siembran en ambientes desfavorables para un determinado genotipo (Fehr
1987).

En el método de pedigri se seleccionan plantas F. individuales que se siembran
en hilera (surcos) de progenie. Luego se seleccionan las familias (surcos) y dentro de
cada familia se seleccionan las mejores plantas Fs. Luego las semillas provenientes de
una planta Fs seleccionada se siembran en una hilera y mientras que en hileras
contiguas se siembran las semillas pertenecientes a otras plantas Fz de la misma
familia. Se seleccionan las mejores familias, luego las mejores hileras dentro de cada
familia y finalmente las mejores plantas F4 dentro de cada hilera-familia (Figura 2).
Este proceso de seleccion planta-hilera-familia se repite hasta que las lineas sean
fenotipicamente homogéneas. Las plantas homogéneas de la misma hilera se cosechan
juntas en bulk (Love 1927). Este es un meétodo en el cuél predomina la seleccion
artificial desde etapas muy tempranas. La ventaja de este método es que permite
seleccionar cuando existe la mayor variabilidad genética y toma en cuenta la
diversidad genética entre lineas. Sin embargo, como la seleccion se realiza en base al
fenotipo de pocas plantas, resulta un método Util para seleccionar solo por caracteres
de alta heredabilidad. EI método de pedigri requiere muchos recursos humanos ya que
es necesario sembrar muchas lineas en distintos ambientes dénde se maximice la

expresion de los caracteres de interés (Fehr, 1987).
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Figura 2. Métodos de avance generacional en los cuales hay seleccion durante el

proceso de obtencidén de lineas puras.

El método de descendencia de semilla Gnica es otra estrategia en la cual se
avanza la progenie de las plantas F2 a partir de semillas individuales, una por planta
(Brim 1966). Las semillas Fs cosechadas se siembran de forma individual y luego se
cosecha una semilla F4 por cada planta Fs (Figura 3). Este proceso se repite hasta la
obtencion de lineas homocigotas. En este método no existe seleccion durante el
proceso de avance de generaciones y todas las lineas F» estaran representadas en la
generacion final, excepto que exista algun problema con la viabilidad de las semillas
(Fehr 1987). La gran ventaja de este método es que permite reducir el tiempo de
desarrollo de lineas puras dado que, al cosechar una Unica semilla sin seleccion,
pueden realizarse varios ciclos por afio acortandose el ciclo de desarrollo de la planta
en ambientes controlados. Se pueden realizar, de 2 a 6 generaciones por afio en
invernaculo o a contra estacion (Snape y Riggs 1975; Watson etal. 2018). Las
desventajas del método radican en que durante el proceso de avance de generaciones

no se evallan los desempefios de los genotipos y que fallas en la germinacion o
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supervivencia de una planta eliminan progenies completas (Baenziger y Depauw
2009).

Otro meétodo de avance generacional para la obtencion de lineas puras es el
método de HD, que permite generar plantas haploides a partir de un cultivo de anteras
0 microesporas de plantas F1 o por eliminacion de cromosomas mediante cruzamientos
inter-especificos (ej. con plantas de maiz). Los cromosomas de las plantas haploides
regeneradas se duplican utilizando colchicina para obtener plantas diploides (Laurie y
Bennett 1988; Guzy-Wrobelska y Szarejko 2003). Finalmente se cosechan las semillas
de estas plantas diploides que son homocigotas para todos sus alelos (Henry y Buyser
1990). Durante la generacion de HD no hay seleccién artificial ya que no es posible la
evaluacion fenotipica. Sin embargo, puede ocurrir un proceso de seleccidn natural, ya
que genotipos con produccién preferencial de haploides pueden estar mas
representados que el resto, mientras que genotipos que no produzcan haploides se
pierden. Es un método caro de aplicar a gran escala. Su mayor ventaja es que permite
acelerar los tiempos de desarrollo de una linea homocigota en comparacion con los

métodos de bulk, masal y pedigri (Fehr 1987).
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Figura 3. Métodos de avance generacional que no incluyen seleccion durante el

proceso de obtencién de lineas puras.
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Independientemente de la combinacién de métodos que se aplique, el éxito en la
obtencion de nuevos cultivares “mejorados” reside en identificar la mejor combinacion
genética de los padres o las cruzas que daran mejor descendencia y en identificar los
individuos superiores en el menor tiempo posible. La identificacion de las lineas
experimentales superiores puede hacerse directamente por el fenotipo y/o

indirectamente mediante el uso de marcadores.

Tabla 1. Caracteristicas principales de los métodos de obtencion de lineas puras

Método Bulk Masal Pedigri DSU HD
Seleccién Natural Natural y Artificial Sin seleccion  Sin seleccion
artificial

Evaluacién fenotipica Tardia Temprana Temprana  Tardia Tardia

Riesgo de pérdida lineas Alto Alto Medio Bajo Bajo

Requerimiento de recursos | Bajo Bajo Alto Alto Alto

humanos

Costo por afio Bajo Bajo Medio/Alto  Alto Alto

Tiempo (afios) 5-6 5-6 5-6 1-3 1-2

Ambiente Favorable Favorable Favorable Desfavorable Desfavorable
(invernaculo) (laboratorio)

La seleccion directa por el fenotipo de interés ha sido fundamental en la
obtencion de cultivares mejorados (Duvick 2005; Graybosch y Peterson 2010;
Hawkesford et al. 2013). Entre varios aspectos, el éxito de dicha mejora se debe al
desarrollo de disefios de experimentos que permiten diferenciar las distintas fuentes de
variacion involucradas en la expresion del fenotipo, discriminando la variacion
genotipica, de la variacion ambiental y de la variacion debida al error experimental
(Fisher 1925; Federer 1955). Una forma de evaluar el éxito de la seleccion fenotipica
es mediante el calculo de la respuesta a la seleccion:

R=h**ixo0,
donde h2 es la heredabilidad en sentido estricto; i es la intensidad de seleccion; y opes
la raiz cuadrada de la varianza fenotipica. La intensidad de seleccion y la varianza
fenotipica estaran determinadas por el nimero de plantas seleccionadas y los

cruzamientos realizados (Fehr 1987). La heredabilidad en sentido estricto se define
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como la proporcion de la varianza fenotipica atribuida a la varianza genética aditiva
(ca¥/0p?) (Visscher et al. 2008). La seleccion fenotipica de caracteres de muy baja
heredabilidad es dificil de realizar porque la expresion del caracter depende en gran
medida del ambiente. En estos casos, la seleccion utilizando la informacion molecular
presenta mayor utilidad, ya que permite independizarla del ambiente y acortar tiempos
en seleccidn de lineas experimentales (Lande y Thompson 1990).

2.2. SELECCION ASISTIDA POR MARCADORES

La seleccion asistida por marcadores (SAM) es una estrategia de seleccion
indirecta de individuos utilizando marcadores moleculares que estan asociados al

fenotipo de interés (Lande y Thompson 1990; Bonnett et al. 2005).

2.2.1. Marcadores Moleculares

Existen algunas caracteristicas que hacen que algunos marcadores sean
preferidos frente a otros para su aplicacion en la SAM. En general, se pretende que los
marcadores tengan altos niveles de polimorfismos para que sean Utiles en la
diferenciacion de distintas variedades, que sean co-dominantes para diferenciar plantas
homocigotas de heterocigotas, que sean abundantes y con amplia distribucion en el
genoma, de forma de encontrar marcadores ligados a los genes de interés. Ademas,
desde el punto de vista practico, se pretende que sean faciles de identificar en el
laboratorio y de bajo costo para su amplia aplicacion en muestras de un programa de
mejoramiento (Jiang 2013).

Los primeros marcadores en ser desarrollados fueron los polimorfismos en el
largo de los fragmentos de restriccion (RFLP), inicialmente utilizados para la
construccion del mapa de ligamiento humano (Botstein et al. 1980). Los RFLP son
fragmentos de ADN producto de la digestion del ADN con enzimas de restriccion. Los
fragmentos se corren por electroforesis y se obtienen distintos perfiles de restriccion.
Los diferentes perfiles se deben a variantes en la digestion de los fragmentos de ADN
que son atribuidos a cambios en el ADN (inserciones, deleciones, cambios de base,
etc). Estos marcadores son co-dominantes, reproducibles y no requieren equipamiento
especial. EI problema que presentan es que los perfiles de RFLP pueden ser dificiles

de interpretar sin conocimiento de la secuencia del fragmento que se esta analizando,
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tienen bajos niveles de polimorfismo por locus, son muy laboriosos para correr en
muchas muestras, dificiles de automatizar y requieren mucho ADN de buena calidad
(Gupta etal. 1999). Los RFLP han sido dtiles en el mapeo de genes en plantas
(Tanksley et al. 1989) aunque especificamente, su utilizacion ha sido limitada debido
a su baja abundancia. Sin embargo, presentan la ventaja de distinguir entre locus en
cromosomas homedlogos (Gupta et al. 1999).

Otro grupo de marcadores moleculares que han sido usados en el mejoramiento
de plantas se basan en la amplificacion por la técnica de reaccién en cadena de la
polimerasa (PCR). Dentro de este grupo los marcadores mas destacados han sido:
marcadores de amplificacion al azar de ADN polimérfico (del inglés RAPD),
marcadores de polimorfismo en el largo de los fragmentos amplificados (del inglés
AFLP), los microsatélites o secuencias simples repetidas (SSR) y los polimorfismos
de una sola base (SNP). Los RAPD son amplificaciones al azar del genoma realizada
con oligonucleotidos disefiados de forma genérica, luego los fragmentos de ADN
amplificados se evaltan en un gel de agarosa o acrilamida y se comparan los perfiles
de amplificacion entre distintos genotipos. Las variantes en los perfiles de
amplificaciones puede deberse a cambios en el ADN, sustituciones, inserciones y/o
deleciones. Estos marcadores tienen la ventaja sobre los RFLP en que su
instrumentacién es mas sencilla y econdmica, sin embargo han sido menos usados,
dada su baja reproducibilidad (Jiang 2013). Los AFLP son marcadores generados por
una modificacion de los RFLP en la cual se introduce la amplificacion selectiva por
PCR de los fragmentos obtenidos de la digestion con enzimas de restriccion (Vuylsteke
et al. 2007). Los AFLP presentan ventajas frente a los RFLP ya que son marcadores
mas faciles de interpretar, requieren menos ADN, son menos laboriosos, menos
costosos, pueden ser automatizados y son méas abundantes en el genoma (Vuylsteke
etal. 2007; Gupta etal. 2008; Jiang 2013). Sin embargo, presentan algunas
limitaciones dado que requieren una alta calidad de ADN, son dominantes y no son
utiles para detectar pequefias variaciones, como ser cambio de una sola base
(Vuylsteke et al. 2007). Otro tipo de marcadores son los SSR, que son repeticiones de
secuencias de 1 a 6 pares de bases en el ADN, que varian en la cantidad de repeticiones

de dicha secuencia. La técnica mas usada para identificarlos requiere el desarrollo de
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oligonucleotidos especificos que amplifiquen estas regiones (Gupta et al. 1999; Gupta
y Varshney 2000). Los SSR son marcadores muy utilizados en mejoramiento de
plantas, debido a que son altamente polimdrficos, muy abundantes y presentan una
buena distribucion en el genoma (Condit y Hubbell 1991; Gupta y Varshney 2000).
La desventaja de este tipo de marcadores es que requieren conocimiento de la
secuencia a amplificar y que son laboriosos de desarrollar (Jiang 2013).

Los RFLP, AFLP y SSR han sido Utiles en el mejoramiento genético vegetal
para la construccion de mapas de ligamiento, mapeo, introduccion de genes por retro-
cruzamientos y para seleccion de lineas promisorias en etapas tempranas (Varshney y
Tuberosa 2007; Korzun et al. 1997; Kojima et al. 1998; Korzun et al. 1998; Ganal y
Rdder 2007; Silva et al. 2015). Sin embargo, son laboriosos y relativamente costosos
para ser aplicados a gran escala y rutinariamente en un programa de mejoramiento
(Thomson 2014).

Los polimorfismos de una sola base (SNP) son un tipo de marcador empleado
mas recientemente, que ha cobrado importancia debido a su abundancia en el genoma,
a las tecnologias desarrolladas para su identificacién, a la posibilidad de
automatizacién que presentan y los bajos costos para su aplicacion a gran escala
(Gupta et al. 2008; Davey et al. 2011). Actualmente existen plataformas a diferentes
escalas para identificar SNP. Las plataformas de pequefia escala estan basadas en geles
de agarosa o acrilamida y las de mediana escala estan basadas en tecnologias de PCR
en tiempo real (ej. TagMan o0 KASP™). Las plataformas de gran escala se clasifican
en plataformas fijas, basadas en métodos de hibridacion (ej. microarreglos) o en
plataformas de novo que utilizan métodos de re-secuenciacion del genoma (ej.
genotipado por secuenciacion). El desarrollo de plataformas a gran escala es lo que le

ha dado mayor difusion a este tipo de marcadores (Thomson 2014).
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Tabla 2. Propiedades de los marcadores moleculares mas utilizados en seleccion
asistida por marcadores.

Marcadores RFLP RAPD AFLP SSR SNP
Técnica de Enzimasde PCRYy PCRYy PCRYy PCRy geles,
deteccion restricciony  geles geles geles PCR-RT,

geles microarreglos y

re-secuenciacion

Dominancia Co- Dominante Dominante  Co- Co-dominante

dominante dominante
Polimorfismo en Bajo Medio Medio Alto Alto
el genoma
Reproducibilidad | Alta Baja Alta Alta Alta
Abundancia Baja Media Media/Alto  Alta Muy Alta
Grado de labor Alta Baja Media Media - Muy Baja

baja

Grado de Bajo Moderado  Moderado  Alto Muy Alto
automatizacion

Dentro de las plataformas a gran escala, las fijas fueron las primeras en
desarrollarse y se conocen como microarreglos de ADN o chips (ej. BeadArray y
Affymetrix). Se inmovilizan fragmentos de ADN sobre plataformas solidas y luego el
ADN marcado, proveniente de las muestras, se une al ADN fijado sobre la plataforma,
si la secuencia es exactamente complementaria (Wang et al. 1998; Rasheed et al.
2017). Las ventajas de estas plataformas es que son flexibles para genotipar un amplio
rango de muestras y numero de marcadores. A su vez, son sencillas y rapidas de aplicar
a gran escala. La mayor desventaja es el costo de desarrollo de esta tecnologia y el
hecho de que los microarreglos desarrollados para un programa de mejoramiento no
son 100% transferibles a otro programa dado que muchos SNP serdn monomorficos
(Thomson 2014).

Estas limitantes han conducido al desarrollo de tecnologias de secuenciacion de
novo, que permiten el genotipado de miles de marcadores en cientos a miles de
individuos, sin la necesidad de una identificacion previa de los marcadores (Hyten
etal. 2010). Dentro de estas nuevas tecnologias se encuentran los métodos que
comprenden la preparacion de librerias, secuenciacion Yy posterior analisis
bioinformatico para identificar los SNPs, los cuales se basan en la re-secuenciacion

del genoma en pequefios fragmentos de ADN de las distintas muestras a genotipar
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(Davey et al. 2011). La alineacién de estos fragmentos entre si o contra un genoma de
referencia, permite identificar variaciones genéticas de cambios en una uUnica base
nucleotidica, inserciones y deleciones de las mismas (Kumar et al. 2012a). Este tipo
de secuenciacién a gran escala permite identificar un elevado nimero de marcadores
en el genoma, a un costo mas reducido, haciendo posible su utilizacién como
herramienta de apoyo a los programas de mejoramiento de cultivos vegetales
(Ingvarsson y Street 2011; Lado et al. 2013). La mayor limitante que presentan estas
tecnologias es la inversion inicial, por lo que en general, estas plataformas no son
usadas directamente por programa de mejoramiento Sino que se contratan como un
servicio. Como consecuencia, se dificulta la logistica de obtencién de los marcadores
al momento de realizar la seleccion. A su vez, para que estas tecnologias sean
accesibles se secuencian un pool de varias muestras (ej. 96, 192, 384-plex) y se
descartan regiones del genoma que no son de interés, esto genera mucha informacion
genotipica (miles de SNP) incompleta, 0 sea con una alta proporcion de datos faltantes.
A su vez estas técnicas presentan pasos de amplificacion por PCR previos a la
secuenciacion, que junto con los errores mismos de secuenciacion inducen a errores
de genotipado (Davey et al. 2011; Kebschull y Zador 2015). Sin embargo, algunas de
estas limitaciones se deben a que aln es reciente el desarrollo de estas tecnologias
(Thomson 2014).

Existen diversas técnicas de preparacion de librerias que utilizan enzimas de
restriccion, siendo las principales, la secuenciacion de representacion reducida (RRL),
la secuenciacion de ADN asociada a los sitios de restriccion (RAD-seq) y la
secuenciacion de baja cobertura para genotipado (Davey et al., 2011). Una de las
grandes ventajas del uso de enzimas de restriccion, es la posibilidad de excluir regiones
altamente repetidas en el genoma, debido a que existen enzimas que son sensibles a
las regiones metiladas y no son capaces de cortar en estos sitios (Davey et al., 2011).
Todos los métodos de preparacion de librerias con enzimas de restriccion involucran
la digestién del ADN gendmico (con una o mas de estas enzimas) y seleccion de
fragmentos, para la posterior secuenciacion de los fragmentos seleccionados (Figura
4).
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Figura 4. Esquema de la preparacion de librerias de ADN por distintos métodos que
utilizan enzimas de restriccion, librerias de representacion reducida (RRL),
secuenciacion de ADN asociada a sitios de restriccion (RAD-seq) y genotipado por
secuenciacion (GBS) (adaptado de Davey et al. (2011)).

Una de las técnicas méas populares de genotipado a gran escala es el genotipado
por secuenciacion (GBS). El GBS es un método de secuenciacién de baja cobertura ya
que los SNP obtenidos no estan presentes en todas las muestras, por lo que los SNP
identificados tienen muchos datos faltantes (Davey et al. 2011). Una ventaja muy
importante de este método es su sencillez y el bajo costo por muestra (Elshire et al.
2011). EI ADN digerido con enzimas de restriccion se liga a adaptadores u
oligonucledtidos que tienen un cédigo de barras (secuencia de bases unica) diferencial

para cada muestra. Luego es posible hacer un pool de 96, 192 0 384 muestras que se
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amplifica por PCR y se secuencian conjuntamente (Figura 5). Esta tecnologia de
genotipado se ha aplicado con éxito en muchas especies de plantas, por ejemplo en
maiz (Elshire et al. 2011), switchgrass (Grabowski et al. 2014), zanahoria (Mezghani
etal. 2018), papa (Uitdewilligen et al. 2013), cebada (Elshire et al. 2011), arroz
(Huang et al. 2009), garbanzos (Kujur et al. 2015), colza (Bayer et al. 2015), sorgo
(Morris et al. 2013) y trigo (Poland y Rife 2012; Lado et al. 2013), entre otras.

Genotipado por Secuenciacién (GBS)
3. Pool de muestras
4. Limpieza

1. Digestion
2. Ligacién de
adaptadores

>=7

gﬁmumuw

Prlmerl /  Primer2

aners

5.PCR

6. Limpieza 7. Control de calidad

Cédigo de barras Sitio de
restriccion de las
enzimas

Figura 5. Esquema de la metodologia de genotipado por secuenciacion (GBS), en el
cual se indica detalladamente los sucesivos pasos de la técnica (adaptado de Elshire et
al. (2011)).

2.2.2. Mapeo de OTL

La identificacion de marcadores asociadas a regiones genémicas involucradas

en la expresion del caracter cuantitativo de interés se realiza mediante mapeo de loci
cuantitativo (andlisis de QTL; Tanksley 1993 y mapeo asociativo (GWAS); Jannink y
Jansen 2001). El analisis de QTL cobré importancia entre la década de 1980 y 1990
con los primeros estudios en tomate y maiz (Paterson et al. 1990; Stuber et al. 1992).
Esta metodologia fue ampliamente aplicada a distintos cultivos, debido a la

identificacion de regiones gendmicas involucradas en la expresion de caracteres
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complejos (Andaya y Mackill 2003; Kirigwi et al. 2007; Cuesta-Marcos et al. 2009;
Hayes etal. 2013). Este tipo de analisis requiere el desarrollo de poblaciones
segregantes y balanceadas que deben ser genotipadas y fenotipadas, y contar o
construir un mapa de ligamiento para la poblacion a analizar (Tanksley 1993; Lee
1995). A su vez, para su aplicacién en el marco de un programa de mejoramiento, los
QTL identificados deben ser previamente validados en la poblacion local (Parisseaux
y Bernardo 2004; Ordas etal. 2010; Castro etal. 2012). Una vez realizada esta
validacion, la seleccién de los mejores individuos implica identificar los alelos de los
marcadores ligados a los QTL, en cientos a miles de individuos. Una de las limitantes
del andlisis de QTL es el corto historial de recombinacion en las poblaciones
desarrolladas, por lo que es un analisis que tiene bajo poder de deteccién cuando los
marcadores asociados a QTL estdn en zonas del cromosoma con baja tasa de
recombinacion (Dole y Weber 2007). A su vez, este andlisis sub-estima el nimero de
QTL identificados y sobre-estima la magnitud del efecto de los QTL de efectos
menores, esto se conoce como efecto Beavis (Xu 2003). Por ultimo, otra limitante de
este analisis es la dificultad para estimar las interacciones entre marcadores (epistasis),
dado que no es posible incluir las interacciones en el modelo porque incrementa en
gran medida el namero de parametros a estimar (problema p>>n).

Como alternativa al analisis de QTL en poblaciones especificas se desarrollo el
mapeo asociativo del genoma completo (GWAS), que permite identificar QTL en
poblaciones diversas (familias, lineas endocriadas, etc.), como son las disponibles en
un programa de mejoramiento. Una de las dificultades presentes en GWAS es el
manejo de la estructura de la poblacidn, asegurando que las asociaciones entre los
marcadores y los fenotipos se deben a un ligamiento fisico entre los marcadores y los
QTL involucrados en la expresion del fenotipo. Se han desarrollado diversas
estrategias para considerar esta estructura en los modelos y eliminar los falsos
positivos (Pritchard et al. 2000; Yu et al. 2006; Malosetti et al. 2007). EI GWAS ha
sido aplicado con éxito en la identificacién de QTL en poblaciones de mejoramiento
(Gutiérrez et al. 2011; von Zitzewitz et al. 2011; Locatelli et al. 2012). A pesar del
éxito de GWAS, el efecto Beavis sigue siendo una limitante al identificar QTL de

variables complejas. A su vez, los QTL identificados para caracteres complejos solo
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explican una proporcion de la varianza fenotipica, fendmeno que es conocido como
heredabilidad perdida. Las causas de dicho fendmeno son mudltiples y entre las
principales se encuentran factores metodologicos (tamafio poblacional, nimero de
marcadores, etc.), variantes alélicas raras en la poblacion e interacciones génicas
dificiles de detectar (Manolio et al. 2009).

La identificacion de genes y el desarrollo de marcadores han dado lugar a la

aplicacion de SAM. Actualmente existen plataformas con marcadores disponibles para

aplicar SAM en distintos caracteres de interés (ej. http://maswheat.ucdavis.edu/). La
SAM ha sido exitosa en la seleccion de caracteres influenciados por pocos genes e
introgresion de genes en variedades de interés agrondmico (Hospital etal. 1997;
Eathington et al. 2007; Ribaut y Ragot 2007; Silva et al. 2015), como es el caso de los
genes de semi-enanismo en trigo (Ellis et al. 2002). Sin embargo, presenta dificultades
al aplicarse en caracteres complejos influenciados por varios genes (Dekkers 2004).
Las caracteristicas de mayor importancia agrondémica, como ser rendimiento, calidad
y resistencia a enfermedades, presentan en general herencia compleja o cuantitativa
(Mackay et al. 2009). Dichos caracteres complejos estan influenciado por muchos
genes que tienen accion pleiotrdpica sobre el caracter estudiado (Kearsey y Farquhar
1998). A estas complejidades se le suman otros tipos de acciones génicas como ser

dominancia completa, dominancia incompleta y epistasis (Carey 2000).

2.3. SELECCION GENOMICA

La SG es una herramienta de seleccidn indirecta por marcadores moleculares de
los individuos en base a su valor genético. El valor genético de un individuo es la suma
de los efectos de los alelos presentes en el mismo (Meuwissen et al. 2001). Los efectos
de los alelos se estiman utilizando modelos estadisticos que retnen la informacion
genotipica y fenotipica de un grupo de individuos que se conocen como poblacion de
entrenamiento. Estos efectos alélicos estimados son utilizados para predecir los valores
genéticos de individuos que solo cuentan con informaciéon genotipica (Meuwissen
etal. 2001; Heffner etal. 2011). Otra forma de predecir el valor genético de un
individuo es utilizando modelos que incluyen la informacion fenotipica de la poblacion

de entrenamiento junto con la informacion de relacionamiento genético de dicha
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poblacion con el individuo desconocido a predecir (Hayes et al. 2009). La informacion
de relacionamiento genético se calcula a partir de los marcadores moleculares,
obteniéndose matrices de similitud genética que son usadas como matrices de
varianza-covarianza entre los individuos (VanRaden 2008). A diferencia del analisis
de QTL y GWAS, en los cuales solo se consideran los marcadores con efectos
mayores, en la SG se consideran los efectos de todos los marcadores para predecir el
valor genético de los individuos (Heffner et al. 2009). Utilizando SG se espera capturar
regiones genomicas con menor efecto en el fenotipo, las cuales se enmascaran en las
estrategias de andlisis de QTL (Goddard y Hayes 2009). La SG surgio y se desarrollé
inicialmente en el mejoramiento animal, debido a que previo al desarrollo de
tecnologia de genotipado, en animales ya se realizaba la seleccion de individuos en
base a sus valores de cria obtenidos utilizando matrices de pedigri como matrices de
variana-covarianza entre individuos (Hayes et al. 2009; Nakaya y Isobe 2012). Luego,
junto con el desarrollo de técnicas de genotipado a gran escala, la SG comenzé a
aplicarse con mucho éxito en el mejoramiento vegetal (Heffner et al. 2009; de los
Campos et al. 2009b; Crossa et al. 2010b; Iwata y Jannink 2011; Lorenz et al. 2011;
Heslot et al. 2015; Bassi et al. 2016; Michel et al. 2016).

2.3.1. Modelos de prediccion

Los modelos estadisticos utilizados para predecir los valores genéticos se
clasifican segun la estrategia estadistica usada en: modelos de regularizacién, modelos
de seleccion de variables y modelos de kernels, entre otros (Meuwissen et al. 2001;
Gianola et al. 2006; Solberg et al. 2008; Gianola y van Kaam 2008; de los Campos
et al. 2009a; Endelman 2011; Gianola et al. 2011). El problema gue intentan solucionar
estos modelos es que el nimero de predictores (efecto de los marcadores) exceden el
namero de observaciones (p>>n). Por lo tanto no existe una solucién Unica en la
estimacion del efecto de todos los marcadores en simultaneo por el método clasico de
minimos cuadrados, debido a la existencia de mas incognitas que ecuaciones normales
(Endelman y Jannink 2012).

Los modelos lineales que utilizan técnica de penalizacion o regularizacion
solucionan el problema de p>>n, penalizando las estimaciones de los coeficientes de

regresion (efecto de los marcadores) mediante la inclusion de un parametro lambda
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que produce una contraccion de los coeficientes entorno a cero (Hoerl y Kennard
1970). Asi, se reduce la co-linealidad (redundancia) entre los predictores (marcadores).
El parametro lambda puede estimarse minimizando el error del modelo siguiendo la
misma estrategia que en minimos cuadrados:

[1] Y = XBrr + €rr (Ridge Regression)
donde y es el vector fenotipico; X es una matriz de incidencia de los efectos fijos que
contiene la informacion que relaciona los marcadores con los valores fenotipicos; 3 es
el vector de efectos fijos (media general y efecto de los marcadores); € es el vector de
efectos aleatorios de los residuos que siguen una distribucién normal con E (egg) = 0
; var(eggr) = R, donde generalmente:

R=10Z,.

Los efectos de los marcadores se estiman de la siguiente forma:

Bre=(X'X+A) " X'y

En el modelo [1] el parametro g estimado se diferencia del método de minimos
cuadrados por la inclusion del parametro A4, que cuanto mayor sea, mayor sera la
contraccion sobre los efectos de los marcadores (Whittaker et al. 1999).

Otra formas de resolver estos modelos es aplicando penalizacion en el contexto
de los modelos mixtos. Cuando se estima el efecto de los marcadores, se asume que
los efectos provienen de una distribucion normal, con media cero y varianza comdn a
todos los marcadores (Ridge Regression Best Linear Unbiased Predicton; RR-BLUP).
Cuando se predicen directamente los valores de cria de los individuos, se asume que
los valores de los individuos provienen de una distribucién normal con media cero y
una matriz de varianza-covarianza entre individuos estimada con los marcadores
moleculares (Genomic Best Linear Unbiased Predicton, G-BLUP) (Henderson 1975;
Piepho 2009).

El modelo RR-BLUP se representa como:

[2] Y = XBoup + ZMUpp + Epiup (RR-BLUP)
donde y es el vector fenotipico, X es la matriz de inicidencia de efectos fijos y By
el vector de efectos fijos; Z es una matriz de incidencia que une los individuos con las

observaciones; M es la matriz de individuos por marcadores codificada como (-1,0,1);
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Upups Epiup SON VEctores aleatorios con el efecto de los marcadores y de los residuos,
respectivamente. Los residuales se distribuyen igual que en el modelo [1] y u se
distribuye normal con E (u) = 0; var(uyy,,) = G, siendo G = IaZ.

Los efectos fijos y aleatorios se estiman utilizando las siguientes ecuaciones:

Uprp = GM'Z'VY (y _XBblup)

Borp = X'VIX)IX'V-Y

V=ZMGM'Z' + R

Estimar estos parametros requiere invertir la matriz V, esto puede ser

computacionalmente tedioso por lo que se usan las ecuaciones de Henderson
(Henderson 1975):
(e S )= ()
u MZ Ry
SiG =021yR =02l

I 7 -1 XI
(5) - (M)fz)’(x M’Z)’(ZfWM+ /11) ’ (M’Z}:y)

Resolviendo esta ecuacion estimamos el valor de los parametros, A es el inverso
de la heredabilidad (1 = 620,;2) y es el parametros de penalizacion. En la ecuacion de
estimacion de @ es posible ver como la diferencia entre el valor estimado y la media
(y — X[?) se penaliza en funcién de la covarianza genética entre las lineas y la varianza
total estimada (GM’'Z'V~1). El método mas comUn para estimar los parametros del
modelo [1] es mé&xima verosimilitud restringida (REML).

Los modelos mixtos mas utilizados en SG son RR-BLUP y G-BLUP. El modelo
RR-BLUP, como se menciono anteriormente, estima los valores de cria (g) mediante
la estimacion del efecto de los marcadores, como g = Muy,,,,,. En cambio, el modelo
G-BLUP utiliza el modelo tipicamente usado en seleccién animal tradicional pero
incluyendo la matriz de distancia genética estimada con los marcadores como matriz
de varianza-covarianza de los individuos a predecir (Henderson 1984; VanRaden
2008).
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El modelo G-BLUP puede escribirse como:

[3] Y = XBouup + ZGviup + € biup (G-BLUP)
donde y, X, Bpiup, Z, € by S€ definen igual que en el modelo [2]; gp.y, €s el vector
aleatorio de efecto de las lineas, g se distribuye normal con E(gblup) =0y
var(gblup) = Kaj; K es la matriz de relacionamiento genético estimada como K =
MM’ aﬁ/ogz, siendo M la matriz de marcadores previamente definida.

Ambos modelos, GBLUP y RR-BLUP, son equivalentes como se presenta a

continuacion (Hayes et al. 2009; Endelman 2011):
E(gpup) =0
E(Muyy,) = E (Uppp)=0
Var(gpuyp) = Koz = MM’}
Var(Mupp,) = M * Var(uppy) * M' = MIoZM' = MM'o?

En los modelos anteriores (modelo [1] y [2], y por equivalencia el modelo [3]),
los efectos de los marcadores son igualmente encogidos en torno a cero, asumiendo un
modelo infinitesimal en el cual casi todos los marcadores aportan su “efecto” en el
calculo de los valores de cria (de los Campos et al. 2009b).

Si generalizamos la solucion del modelo de Ridge Regression (modelo [1]) de la

forma:

p
Barg:mm Z(yi - Z xijB)? + /1;||/3j||y

]

La primera parte del argumento indica la solucién que minimiza los errores del
modelo (solucion de minimos cuadrados ordinarios) y el segundo término es el de
penalizacién, cuando A es cero la solucién es la de minimos cuadrados (Frank y
Friedman 1993).

Distintos valores de gamma (y) confieren distintas formas de penalizar el
modelo; cuando y = 2, el modelo de penalizacién es el modelo de Ridge Regression
(RR; modelo 1) (Hoerl y Kennard 1970). Cuando y tiende a cero el modelo de

penalizacion se transforma en un modelo de seleccion de variables, dado que el modelo
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fuerza a que haya muchos marcadores con efecto cero. Cuando y = 1, el modelo se
conoce con el nombre de ‘Lasso’, correspondiendo a un modelo que mezcla la
penalizacion y la seleccion de variables, dado que fuerza a que un mayor nimero de
marcadores sean cero (en comparacién con RR), mientras que los efectos de los
marcadores que son distintos de cero son penalizados (Tibshirani 1996; de los Campos
etal. 2013).

A su vez, algunas de las estrategias bayesianas usadas en la SG permiten
combinar técnica de regularizacion con estrategias de seleccion de variables a través
de la eleccion de la distribucion a priori. Estas distribuciones en general, permiten que
muchos marcadores tengan un efecto cero o casi cero y que pocos marcadores tengan
un gran efecto. Los primeros método desarrollado fueron Bayes A y Bayes B
(Meuwissen et al. 2001; de los Campos et al. 2009b) los cuales agregan la posibilidad,
de considerar distintos encogimientos para los distintos marcadores, que no dispone
RR-BLUP. Bayes A asume que el efecto de cada marcador es aleatorio, y el mismo
proviene de una distribucion a priori que es normal con media cero y su propia
varianza. Por ende cada marcador se encoge diferencialmente entorno a cero. Bayes B
utiliza una distribucién a priori diferente de la normal, con mayor densidad de
probabilidad en cero. Esto permite que un mayor nimero de marcadores tengan un
efecto igual a cero y por lo tanto, que se seleccionen variables. Existen otros modelos
bayesianos (ej. Bayes Cn 'y Bayes Dmt) que buscan aproximar los supuestos del modelo
a la realidad. De esta forma, intentan entre otras cosas, que las distribuciones a priori,
sean mas o menos informativas, logrando en mayor medida, que se utilice la
informacion presente en los datos en la estimacion de los parametros (Yiy Xu 2008;
Gianola et al. 2009).

Por otro lado, los métodos semi-paramétricos (Gianola et al. 2006) incorporan a
los modelos anteriormente descriptos, una funcién no-paramétrica con el objetivo de
modelar las interacciones entre los marcadores. Esto libera al modelo del supuesto de
linealidad entre los marcadores y el fenotipo. Al incluir las funciones no-paramétricas
en un modelo mixto, se define un modelo Ilamado Reproducing Kernel Hilbert Space
(RKHS), y pueden representarse como:

[4] y=XB+Zg+k(M)+e¢
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donde enel vector y, X, 8, Z, g, € son iguales al modelo G-BLUP y k(M) es la funcion
que relaciona los marcadores con el fenotipo. Existen diferentes funciones k(M) que
dan al modelo flexibilidad para tomar en cuenta relaciones aditivas, de dominancia y
epitasis.

Las relaciones no aditivas entre marcadores pueden modelarse de forma similar
a la usada en los modelos RKHS, utilizando el modelo G-BLUP, pero cambiando la
forma de estimar la matriz de relaciones genéticas (G), considerando las relaciones no
aditivas entre marcadores (Gianola et al. 2006). Endelman (2011) utiliza un kernel o
nacleo Gaussiano de la forma:

Gi; = exp[-(D;;/0)%]
donde D es la matriz de distancias genéticas euclidianas calculada a partir de los
marcadores; 6 es un parametro de escala que regula cuan rapido se reducen las
covarianzas genéticas con la distancia; y G es una matriz de varianza-covarianza que
permite modelar las relaciones epistaticas entre marcadores a través del calculo de las
relaciones genéticas entre individuos.

Existen muchos trabajos que comparan modelos para realizar las predicciones
pero hasta al dia de hoy, no se ha identificado un modelo que sea mejor a otro en todos
los casos (Meuwissen et al. 2001; Habier et al. 2007; Zhong et al. 2009; Lorenz et al.
2011; Heslot et al. 2012). EI modelo mas utilizado en plantas es el modelo G-BLUP
dado su simplicidad y robustez (Heslot et al. 2015), aunque varios autores sefialan la
importancia de seguir explorando este campo en la blsqueda de modelos cuyas
asunciones se ajusten mas a la realidad (Heslot et al. 2015; Crossa et al. 2017), como
por ejemplo considerar un encogimiento diferencial sobre el efecto de los marcadores
segun exista o no desequilibrio de ligamiento con algin QTL e incorporar
interacciones génicas (Zhong et al. 2009; Lorenzana y Bernardo 2009; Lorenz et al.
2011).

2.3.2. Poblacidon de entrenamiento

La poblacién de entrenamiento se utiliza para entrenar modelos de prediccion o
lo que es lo mismo, estimar los parametros del modelo necesarios para predecir el

comportamiento de nuevos individuos. El éxito de las predicciones va a depender de
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la calidad y cantidad de los datos fenotipicos y genotipicos de esta poblacion, asi como
del parentesco entre la poblacion de entrenamiento y de prediccion.

En relacion a la calidad de los datos fenotipicos, es importante contar con una
evaluacion fenotipica precisa de esta poblacion en distintos ambientes. Actualmente,
la precision en la evaluacion fenotipica es una de las limitantes en la mejora de la
habilidad predictiva de los modelos usados en SG (White et al. 2012; Cobb et al.
2013). Para superar esta limitante, se trabaja incluyendo nuevos datos fenotipicos que
puedan ser medidos a gran escala con mayor precision (Cooper et al. 2014; Rutkoski
et al. 2016; Crain et al. 2018). A su vez, existe una nueva concepcion en la SG basada
en que los datos serén utilizados para estimar efectos de alelos. Por lo tanto, lo mas
importante seria realizar disefios de experimentos que estimen adecuadamente el
efecto de los alelos. Este cambio podria modificar los disefios experimentales donde
se consideraran repeticiones alélicas en vez de repeticiones de individuos (Endelman
et al. 2014).

En relacién a los datos genotipicos, se debe conocer el tamarfio efectivo de la
poblacién, el cual se relaciona con la tasa de endocria de la poblacion en estudio. Las
especies endocriadas como el trigo, presentan mayores distancias en la caida del
desequilibrio de ligamiento que especies de polinizacién cruzada, es decir que
presentan amplias regiones del genoma que se heredan juntas de generacion en
generacion. En una poblacion con mayor distancias en la caida del desequilibrio de
ligamiento, es posible capturar los efectos de todos los QTL involucrados en la
expresion del fenotipo utilizando menos densidad de marcadores que en poblaciones
con menores distancias en la caida del desequilibrio de ligamiento. De todas formas,
el nimero de marcadores actualmente no es una limitante en la mejora de la prediccién
de los valores genéticos de los individuos. Existen trabajos que demuestran un plateau
en el incremento de la precision de las predicciones al incrementar el nimero de
marcadores (Asoro et al. 2011; Lorenz et al. 2011).

Por otro lado, el tamafio y la representatividad de la poblacion de entrenamiento
es determinante para la prediccion de los valores genéticos de los individuos. La
precision de las predicciones mejora bajo dos condiciones; cuando la poblacion de

entrenamiento representa la variacion fenotipica realmente existente para el caracter
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de interés, y cuando ésta se relaciona genéticamente con la poblacién de prediccion,
ya que entonces es posible estimar el efecto de todos los alelos presentes (Asoro et al.
2013; Hickey et al. 2014; Crossa et al. 2014; Isidro et al. 2015). Al igual que con el
incremento en el nimero de marcadores, se ha reportado que al incrementar el nimero
de individuos de la poblacion de entrenamiento las precisiones del calculo de los
valores genéticos de los individuos aumenta hasta un valor determinado, a partir del
cual el incremento de la poblacion no produce estimaciones mas precisas (Asoro et al.
2011; Akdemir et al. 2015; Isidro et al. 2015).

Para aplicar la SG de rutina en un programa de mejoramiento, es necesario contar
con una estrategia de definicion de la poblacion de entrenamiento. Actualmente,
existen algoritmos de optimizacién, que permiten seleccionar una determinada
poblacién de entrenamiento para predecir una poblacion de predicciéon dada (Rincent
etal. 2012; Akdemir et al. 2015; Isidro et al. 2015; Rincent etal. 2017). En estos
algoritmos, la mejor poblacion de entrenamiento se obtiene minimizando la varianza
del error de prediccion o maximizando el coeficiente de determinacion entre la

poblacién de entrenamiento y la de prediccion.

2.4. INTERACCION GENOTIPO POR AMBIENTE

Una vez definidos los individuos que forman parte de la poblacion de
entrenamiento, es necesario que estas lineas sean caracterizadas con buena calidad de
datos fenotipicos para las variables que se quieren predecir (Prasanna et al. 2013). Una
buena caracterizacion para variables fenotipicas de baja heredabilidad, implica la
determinacion del caracter de interés en distintos afios y ambientes. El analisis de datos
provenientes de ensayos multi-ambiente (MET) incluye el manejo de la IGA.

La IGA se define como la diferencia en el desempefio relativo de dos 0 méas
genotipos en distintos ambientes. Existen tres patrones distintos de IGA: cambio de
magnitud en la diferencia de la respuesta sin cambio de ranking entre genotipos,
cambio de ranking sin cambio en la magnitud de las diferencias, y cambio de ranking
y de magnitud. EI cambio de ranking dificulta la seleccion dado que, el mejor genotipo
dependera del ambiente. La IGA se evidencia por cambios en la correlacion del
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desempefio de los genotipos y cambios en las varianzas genotipicas entre ambientes
(Falconer y Mackay 1996).

En el mejoramiento genético existen distintas formas de abordar la IGA:
ignorarla, reducirla o explotarla. Ignorar la presencia de IGA significa seleccionar
genotipos por su media en el conjunto de ambientes y es recomendable solo cuando la
IGA no involucre cambio de ranking de los genotipos. Reducir la IGA significa
agrupar ambientes segun similitudes, y mejorar genotipos para cada subgrupo de
ambientes (mega-ambiente). Las técnicas mas usadas para agrupar ambientes son
andlisis de cluster y componentes principales. Otra forma de abordar la IGA es
explotarla, buscando obtener genotipos especificos segiin ambientes al igual que en el
caso anterior, pero sin reducir la IGA. Se incorporan en esta estrategia los analisis de
estabilidad de los genotipos en los distintos ambientes (Crossa et al. 1991; Crossa et al.
2010a) y los modelos que incorporan la IGA en estimacion de los valores genéticos de
los individuos (Burguefio et al. 2012; Malosetti et al. 2013).

Existen diversos modelos que permiten incluir datos MET, modelando IGA a
través de las matrices de varianza-covarianza (Piepho 1998; Malosetti et al. 2004;
Burguefio etal. 2012). Entre estos modelos que incorporan la IGA modelando la
matriz de varianza-covarianza se destacan los modelos de simetria compuesta, de
factores de analisis, y modelos sin estructura, y se pueden representar de la siguiente
forma:

[5] y=Xf+Zu+¢
donde y es un vector de datos fenotipicos con las observaciones en cada ambiente; 8
el vector de efectos ambientales fijos y X la matriz de disefio para estos efectos; u es
el efecto aleatorio se asume que u~N (0, G) donde G contiene la varianza-covarianzas
entre los efectos aleatorios y Z la matriz de disefio de los efectos aleatorios; ¢ es el
residual del modelo de la forma &~N(0,R). Estos modelos definen distintas
estructuras para la matriz G, segln se consideren varianzas entre ambientes como
homogéneas o heterogéneas (Phiepho 1998, Malossetti et al. 2004).

En el modelo de simetria compuesta u del modelo [5] se define como:

u==2Z,g+ge
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donde Z, = 1. ® I, es la matriz de disefio para los efectos genotipicos (g); g es el
vector aleatorio de efectos genotipicos g~N(0,1;02); ge es el vector aleatorio de la
IGA ge~N(0, Igeagze); I, es una matriz de identidad que indica el relacionamiento
entre individuos; I, una matriz identidad de dimensiones individuos por ambientes;
ag la varianza genética de los individuos; y aje la varianza genética de la IGA.
Considerando esta definicion, la matriz de varianza-covarianza de los efectos
aleatorios (u) sera G = G, ® I, siendo G, la matriz de varianza-covarianza entre
ambientes. Segun el modelo de simetria compuesta G, = /.07 + I.07., siendo J, una
matriz cuadrada de unos, de dimensiones e (nUmero de ambientes). La varianza de un
individuo en un ambiente esta dada por ajz = o + 0, ; la covarianza entre los
ambientes j y j’ es 0j;, = o para un mismo individuo, y g;;, = 0 entre distintos
individuos (Smith etal. 2015). En los modelos de simetria compuesta con
heterogeneidad el vector aleatorio ge se define como ge~N(0, lye ® De); siendo D,
una matriz diagonal de dimension e (nimero de ambientes) D, = diag{ajej} con j el
subindice que indica ambiente, este modelo asume varianzas heterogéneas y requieren
que se estime una varianza por ambiente.

Los modelos de factores de andlisis (FA) es un modelo de regresion multiple,
del efecto de los genotipos en un ambiente sobre k covariables ambientales con una
pendiente por genotipo, en la cual se estima a partir de los datos tanto las pendientes
como las covariables (a diferencia de los modelos de regresion multiple en los cuales
las covariables se miden). Considerando el modelo [5], en los modelos FA el vector

de efectos aleatorios se definir como: w;; = Ayf1; + - + Axjfii + 8;;, donde f,; es el

j
valor de los r-ésimo factor hipotético (r=1 a k) del i-ésimo genotipo (i=1ag) ; 4,; es
el r-ésimo coeficiente del j-ésimo ambiente (j= 1 a e); J;; es el error por falta de ajuste
de la regresion mdaltiple del i-ésimo genotipo en el j-ésimo ambiente. Para continuar
con la notacion definimos u = (A ® 1,)f + &; con A una matriz de e*k coeficientes A
y f un vector de largo g*k de los factores, con f~N(0,1,);y 6~N(0,¢ ® I,) donde
Y es una matriz diagonal de varianza para cada ambiente (conocida como varianza

especifica). Por lo tanto, para el modelo [5] u~N(0, G, & I;) donde G, = AA" + .
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La cantidad de pardmetros a estimar por este modelo dependera de la cantidad de
factores hipotéticos que se consideren en la regresion (Piepho 1997; Burguefio et al.
2008; Smith et al. 2015).

Por otro lado, los modelos de varianza-covarianza no estructurados permiten
asumir varianzas y covarianzas heterogéneas entre ambientes, por lo que se estima
cada uno de los componentes de la matriz Ge. Este tipo de modelos requieren estimar
muchos parametros, por lo que en general son modelos que presentan problemas de
convergencia en las estimaciones (Smith et al. 2015).

Burguefio et al. (2012) integraron estos modelos que incorporan la IGA a los
modelos G-BLUP usados en SG. De esta forma, la IGA se incorpora en la prediccion
de los efectos genéticos, donde la matriz de varianza-covarianza de los efectos
aleatorios (G) es el producto Kronecker entre la matriz de covarianzas entre ambientes
(Ge) y la matriz de relaciones genéticas entre individuos (G, = Koj). Se espera que
estos modelos que incluyen IGA en la prediccion de nuevas lineas experimentales sean
mejores que los modelos que la ignoran al predecir lineas utilizando informacion de
ambientes con IGA. Sin embargo, Burguefio et al. (2012) y Dawson et al. (2013) en
sus trabajos no obtuvieron mejoras de la habilidad predictiva de estos modelos, cuando
predicen nuevas lineas experimentales, respecto a los modelos de medias que ignoran
la IGA. Esto se debe a que en estos trabajos, la correlacion entre los ambientes fue alta
y por ende, hay poca o nula interaccion con cambio de ranking entre genotipos. Lopez-
Cruz et al. (2015) evaltGan individuos en diferentes ambientes con presencia de IGA y
muestran que el modelo que incluye la interaccidn es siempre mejor que el modelo de
medias en el conjunto de ambientes. ES necesario entonces contar con un mayor
namero de evaluaciones del comportamiento de estos modelos en grupos de ambientes
con distintos niveles de IGA, de forma de definir cuando el modelo de medias, que es
mas sencillo, es tan adecuado como el modelo que incluye la IGA.

Una limitante de los modelos anteriormente descritos es que utilizan la
correlacion ambiental para predecir las lineas en un ambiente dado, por lo que es
necesario contar con informacion del ambiente que se va a predecir. Con el objetivo
de superar esta limitante, se desarrollaron modelos que plantean la inclusion de

variables ambientales para caracterizar ambientes en los cuales ninguna linea ha sido
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evaluada. La inclusion de estas variables permiten incorporar la IGA para incrementar
habilidad predictiva de los modelos de SG, sin necesidad de contar con informacion
fenotipica en dichos ambientes (ej. para predecir afios futuros; Heslot et al. 2014;
Jarquin et al. 2014).

2.5. SELECCION POR CARACTERES MULTIPLES

La seleccidn por caracteres maltiples, en general, no es tan efectiva sobre cada
caracter en particular como la seleccion individual sobre el caracter de interés. Sin
embargo, en un programa de mejoramiento genético existen varios caracteres objetivo,
muchos de los cuales estan genéticamente correlacionados y considerarlos
conjuntamente en la seleccidn evita que al seleccionar por un caracter se seleccione

negativamente por otro caracter de interés.

2.5.1. Correlacidn entre caracteres

Dos caracteres fenotipicos pueden estar correlacionados por causas genéticas y/o
no-genéticas. La correlacion genética es la asociacion que nos interesa desde el punto
de vista del mejoramiento genético dado que interviene en la respuesta de seleccion.
La correlacion no-genética se debe a la accion del ambiente y a la seleccion. Las causas
de correlacion genética entre dos caracteres pueden ser ligamiento y pleiotropia. El
ligamiento se produce por la asociacion entre dos genes cercanos que codifican para
los caracteres de interés. Este tipo de correlacion es temporal y puede romperse luego
de varios ciclos de recombinacion. La causa mas importante de correlacion genética
entre dos caracteres es la pleiotropia (Falconer y Mackey 1996), que indica la accién
de un gen sobre dos 0 més caracteres. Este tipo de correlacién tiene bases fisioldgicas
y es estable en el tiempo. Ambos mecanismo permiten obtener valores de correlacion
positivos 0 negativos, favorables o desfavorables. La correlacién fenotipica esta
determinada por la correlacion genética y la correlacién ambiental. En caracteres con
altos valores de heredabilidad, en general la correlacion genética determina el signo

de la correlacion fenotipica.

1, = Tuhehy + 1./ (1 — h2)(1 — h})
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donde 7,7,y 7, son las correlaciones fenotipica, genética aditiva y ambiental,
respectivamente, entre los caracteres x e y; h,y h,, son las heredabilidades de cada uno
de los caracteres.

2.5.2. Respuesta correlacionada a la seleccion

Si existe correlacidn entre caracteres existira una respuesta de seleccion indirecta
en los caracteres correlacionados al caracter por el cual se selecciona. Para poder
cuantificar esta repuesta se define el cambio en un caracter (y) dado el cambio en una
unidad del carécter correlacionado (x) como:

Ja(y)

Oa(x)

ba(xy) =T
siendo o,y ¥ 04(x) 10s desvios estandar genéticos aditivos de ambos caracteres x e y;
1, €S la correlacion genética entre los caracteres x e y. La respuesta directa de seleccion
en un caracter x (R,) depende de su heredabilidad (h,), desvio genético (g,,)) €
intensidad de seleccidn (i) para el caracter por cual se selecciona. La respuesta
correlacionada (CR) en y dependerd también de la correlacion entre el caracter de
interes y el caracter por el cual se selecciona indirectamente:

CRy = bg(xy)Rx = thy1304(

A veces es posible obtener respuestas mayores por seleccién indirecta que por

seleccidn directa lo que dependera de la heredabilidad de los caracteres y la correlacién

entre ellos:
CR h
Yoy
Ry hy

2.5.3. Métodos de seleccién por caracteres multiples

Cuando se selecciona por caracteres maltiples seleccionando por un caracter a
la vez, uno de los métodos mas utilizados en el mejoramiento de plantas es la seleccion
en tandem. Una de las formas mas comunes de seleccion en tdndem consiste en
inicialmente seleccionar plantas por caracteres de alta heredabilidad, que son faciles
de identificar en el campo. En etapas méas avanzadas del programa de mejoramiento se
seleccionan plantas por caracteres mas complejos, de baja heredabilidad. Para la
seleccion en las primeras etapas, se descartan lineas que estén por fuera de un

determinado umbral, esto se denomina seleccién truncada. La seleccidn truncada
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afecta menos a la seleccion de los caracteres en etapas méas avanzadas cuando estos
estan correlacionados con el carécter por el cual se seleccioné en la primera etapa.
Otro enfoque en la seleccidon por multiples caracteres es el calculo del mérito
genético neto utilizando indices de seleccién. Los indices de seleccion son funciones
lineales de los multiples caracteres por los cuales se quiere seleccionar a los cuales se
asigna un peso relativo en la seleccion. Se han construido diferentes indices segun la
forma de asignar estos pesos a los caracteres. El indice de Smith-Hazel, multiplica
cada valor fenotipico de cada carécter por un valor b; (e.j.: I = byy; +.byy, + -+ +
b:y;, considerando t caracteres), que se asigna tomando en cuenta varianzas-
covarianzas entre caracteres y un coeficiente econdémico. Por ejemplo, si consideramos
dos caracteres, tenemos que b; = (041 * 0p1 + 041002 * 0p10p2) * €1, CON Gpy , 04y
la varianza fenotipica y genética aditiva del caracter 1,y 6,1 0,5, 04104 la covarianzas

fenotipica y genética aditiva entre los caracteres 1y 2, respectivamente; e; es el peso
econdmico asignado al caréacter 1 (Smith 1936; Hazel 1943). El indice Smith-Hazel es
atil cuando pueden estimarse adecuadamente las varianzas y covarianzas, en caso
contrario muchas veces se utiliza el indice base que solo considera pesos econémicos
(Williams 1962). Cuando los pesos econdmicos son dificiles de determinar, se utilizan
otros indicescomo por ejemplo el indice multiplicativo, en el cual se asignan valores
limites a cada caracter por debajo de los cuales no se seleccionan individuos, lo que es

una variacion de la seleccion truncada (Subandi et al. 1973). Otro indice es el de

ganancia genética deseada, en el cual se consideran solo las varianzas y covarianzas
genéticas aditivas entre caracteres y la ganancia de seleccion deseada para ese caracter
(Pesek y Baker 1969). A veces es deseable obtener mejoras en algunos caracteres y no
en otros para lo que puede usarse el indice anterior asignando ganancia cero en los
caracteres por los cuales no quiere seleccionarse. Cuando no es posible determinar
pesos econdémicos, ganancias deseadas o limites de seleccion, puede usarse el indice
retrospectivo que utiliza el peso relativo de los caracteres que se ha asignado
historicamente en el programa de mejoramiento (Bernardo 1991). Este indice es
similar al indice Smith-Hazel, pero utiliza Unicamente varianzas y covarianzas

fenotipicas y el diferencial de seleccién en vez de los pesos econdmico. El diferencial
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se calcula como la media de los individuos seleccionados menos la media de la
poblacion.

Los indices de seleccion se han desarrollado previamente para seleccion
fenotipica y este enfoque se ha comenzado a extender incorporando la informacion
genotipica, primero en el contexto de la seleccion asistida por marcadores (Lande y
Thompson 1990) y actualmente para su inclusion en SG (Dekkers 2007; Ceron-Rojas
etal. 2015). Los indices de SG combinan linealmente los valores genéticos de los
individuos calculados para cada caracter con el objetivo de predecir el mérito genético

neto.

2.5.4. Predicciones de caracteres multiples en seleccidon gendémica

La SG presenta un desafio, ya que implica seleccionar tempranamente lineas por
muchas de sus caracteristicas para avanzarlas generacionalmente lo més rapido
posible. Esto implica seleccionar en una Unica etapa del mejoramiento por varias
caracteristicas al mismo tiempo. Con este objetivo se ha investigado la inclusién de
caracteres multiples en los modelos de prediccion gendmica.

Los modelos multi-caracter aumentan la informacion fenotipica disponible en
los modelos de SG (ej. GBLUP), incluyendo informacion de varianzas y covarianzas
de varios caracteres que responde a los mismos genes o a genes ligados entre si (Calus
y Veerkamp 2011; Guo et al. 2014):

y=Xp+Zg+¢
donde y es un vector de datos fenotipicos del conjunto de caracteres; 8 el vector de
efectos fijos y X la matriz de disefio para estos efectos; g es el efecto aleatorio de los
genotipos para cada caracter y se asume que g~N(0,p ® K); p es la matriz de
varianza-covarianza entre caracteres, K es la matriz de relaciones genéticas estimada
con marcadores moleculares; Z la matriz de disefio de estos efectos aleatorios; ¢ es el
residual del modelo de la forma e~N (0, R), R=diag{cZ,} con o/, la varianza residual
para cada caréacter.

Los modelos multi-caracter no han sido mejores que los de un solo caracter, dado
que solo presentaron mayor habilidad predictiva en situaciones simuladas, donde un
caracter de muy baja heredabilidad se predice utilizando caracteres muy

correlacionados y de alta heredabilidad (Jia y Jannink 2012). Sin embargo, se han
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demostrado su utilidad para optimizar los recursos invertidos en un programa de
mejoramiento. Se han logrado obtener mayores precisiones en la prediccion de
caracteres costosos o dificiles de medir, utilizando en la prediccion caracteres
correlacionados que sean mas econdémicos o de facil medicion (Calus y Veerkamp
2011; Jia y Jannink 2012). Actualmente, el desarrollo de métodos de fenotipado
permite evaluar muchos caracteres con alta precision en muchas lineas. A traves de la
aplicacion de los modelos multi-caracter es posible incrementar la precision de las
predicciones de caracteres dificiles de evaluar (ej. rendimiento) utilizando caracteres
correlacionados de més facil medicion (Rutkoski et al. 2015; Hayes et al. 2017; Sun
etal. 2017). Estos modelos multi-caracter son una herramienta poderosa para ser
utilizada en la optimizacién de la asignacion de recursos dentro de un programa de

mejoramiento, que adn no se ha explorado completamente.

2.6. PREDICCION DE CRUZAMIENTOS

La seleccion de los padres a cruzar entre las lineas elite de un programa es un
paso clave del mejoramiento genético, en el cual existen muchas combinaciones
posibles de padres que daran lugar a muchos cruzamientos (Bernardo 2003).
Seleccionar con mayor informacion los mejores cruzamientos evitaria que muchos de
estos cruzamientos sean posteriormente descartados en su totalidad. Con una mayor
selectividad en la eleccién de cruzamientos, se podra evaluar un mayor nimero de
lineas por cruza, dado que los recursos de un programa de mejoramiento son siempre
limitados (Witcombe et al. 2013).

En la seleccion de los cruzamientos se debe tomar en cuenta el desempefio de
los padres a seleccionar, debido a que la media de la performance de ambos padres es
un buen predictor de la media de la progenie del cruzamiento de ambos (Bernardo
2014). Si se evaluan progenies con igual valor medio en su desempefio, pareceria
evidente que vamos a preferir seleccionar el grupo de lineas que presente mayor
varianza, ya que aumentamos la probabilidad de obtener individuos en la progenie con
un desemperfio superior. Por lo tanto es importante considerar el rol de la varianza

genética en la seleccion (Souza y Sorrells 1991).
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Existen trabajos que intentan predecir la varianza genética de la progenie
tomando en cuenta diferencias morfoldgicas y genéticas entre ambos padres (Souza y
Sorrells 1991; Melchinger et al. 1998; Utz et al. 2001; Bertan et al. 2007; Hung et al.
2012; Casassola y Brammer 2013). Hasta ahora sin embargo, no se ha encontrado un
buen método para predecir la varianza de la progenie. Sin embargo, dada la actual
disponibilidad de marcadores a lo largo de todo el genoma, Endelman (2011) y
Bernardo (2014) proponen estimar esta varianza considerando el efecto de los
marcadores que son diferentes entre ambos padres. Mohammadi et al. (2015) y Tiede
et al. (2015) proponen a su vez, la estimacion de la varianza de la progenie
considerando también el desequilibrio de ligamiento presente entre los marcadores.
Estos métodos de estimacion de la varianza requieren su comparacion y evaluacion
con datos experimentales que permitan conocer la precision en la estimacion de las

varianzas genéticas.
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3. MODELADO DE LA INTERACCION GENOTIPO POR AMBIENTE

3.1. RESUMEN DEL CAPITULO

La SG implica predecir el comportamiento de nuevos individuos utilizando
informacion de una poblacion de entrenamiento. Dicha poblacion cuenta con
informacidn genotipica y fenotipica que es utilizada por el modelo para predecir el
comportamiento de los nuevos individuos. Cuanto mas detallada sea la informacién
fenotipica, mas precisa seran las predicciones del modelo. Por lo tanto, para entrenar
el modelo de prediccion se utiliza informacion de multiples afios y localidades. EI uso
de este tipo de informacion requiere analizar la presencia de IGA para estudiar como
utilizarla en el contexto de SG. En este trabajo se compar0 la habilidad predictiva de
un modelo de medias que ignora la IGA (GBLUPwM) y un modelo que la incluye
(GBLUPg) en la prediccion de individuos desconocidos e individuos parcialmente
fenotipados entre grupos de ambientes con distintos niveles de IGA. Para esto, se
utilizaron 1477 lineas avanzadas del programa de mejoramiento de trigo genotipadas
con 81999 marcadores SNP, utilizando la técnica de GBS. La informacion fenotipica
de rendimiento de grano se recolectd en 35 ambientes (combinaciones de 5 afios y 5
localidades), en los cuales se sembraron distintos tipos de ensayo segun la etapa del
programa (preliminar, avanzada y de elite) y segun el ciclo de maduracion del cultivo
(corto, intermedio y largo). Al estudiar la IGA, se identificaron tres mega-ambientes
separados principalmente por IGA significativa entre afios, donde principalmente los
mega-ambientes 1 y 2 reunieron los afios de mejores rendimientos (2010, 2011 y 2013)
y el mega-ambiente 3 los de menor rendimiento (2012 y 2014). En la prediccion de
nuevos individuos, el modelo GBLUPg. fue mejor que GBLUPwm para ambientes con
mayor IGA. Sin embargo, ambos modelos fueron similares cuando se redujo la IGA
(localidades y mega-ambientes). Por otro lado, en la prediccion de individuos
parcialmente fenotipados en otros ambientes, no se encontré un mejor modelo al

predecir distintos grupos de ambientes con distintos niveles de IGA.
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Modeling Genotype X Environment Interaction
for Genomic Selection with Unbalanced Data
from a Wheat Breeding Program
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ABSTRACT

Genomic selection (GS) has successfully been
used in plant breeding to improve selection effi-
ciency and reduce breeding time and cost. How-
ever, there is not a clear strategy on how to incor-
porate genotype x environment interaction (GEI)
to GS models. Increased prediction accuracy
could be achieved using mixed models to exploit
GEl by borrowing information from other environ-
ments. The objective of this work was to com-
pare strategies to exploit GEl in GS using mixed
models. Specifically, we compared strategies to
predict new genotypes by borrowing information
from other environments modeling the correla-
tion matrix across environments and to design
sets of environments aiming for low GEl to pre-
dict genomic performance in new environments.
We evaluated 1477 advanced wheat (Triticum
aestivum L.) lines for yield in 35 location—year
combinations genotyped with genotyping-by-
sequencing (GBS). Mixed models were used to
obtain either overall or by-environment predic-
tions for different sets of environments. Overall
accuracy was high (0.5). Borrowing information
from relatives evaluated in multiple environments
and modeling the correlation matrix across envi-
ronments was the best strategy to predict new
genotypes. On the other hand, the best strategy
for predicting the performance of genotypes in
new environments was either to predict across
locations for single years or to predict within
defined mega-environments (MEs) for any year
or location. In summary, higher predictive ability
was obtained by characterizing and by modeling
GEl in the GS context.
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Abbreviations: ALL, all location—year combinations; AYT, advanced
yield trial; BLUE, best linear unbiased estimation; CV, cross-validation;
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overall genomic predictions

ENOMIC SELECTION has proven highly successful, and plant

breeding programs are implementing GS strategies as part
of their breeding routines (Heffner et al., 2010; Lorenz et al.,
2012; Hayes et al., 2013; Rutkoski et al., 2015). Genomic selec-
tion was first developed in animal breeding (Meuwissen et al.,
2001) and has since been transferred into plant breeding (Heffner
etal., 2009). While most of the GS studies have focused on evalu-
ating GS model performance (Bennewitz et al., 2009; Solberg
et al., 2009; Heslot et al., 2012; de los Campos et al., 2013) and
optimizing the training population in terms of population size
(Lorenzana and Bernardo, 2009; Asoro et al., 2011; Lorenz et
al., 2012), number of markers (Lorenzana and Bernardo, 2009;
Asoro et al., 2011; Heffner et al., 2011), and its structure (Asoro
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et al., 2011; Crossa et al., 2013; Isidro et al., 2014); there
are few reports demonstrating results from implement-
ing GS in the full context of a plant breeding program.
One of the key differences between animal and plant
breeding is that in the latter, GEI is large (Cooper and
Delacy, 1994; Mathews et al., 2008). Multienvironment
trials (MET) are routinely conducted in plant breeding
to capture and account for GEI. However, these trials are
highly unbalanced because of poor lines being removed
from evaluation while promising lines are further eval-
uated (Bernardo, 2010). To implement GS strategies in
plant breeding, GEI needs to be accounted for, modeled,
and predicted (Resende et al., 2011; Burgueno etal., 2012;
Heslot et al., 2014; Lopez-Cruz et al., 2015).

Several strategies have been proposed to deal with
GEI: ignore, reduce, or exploit it (Eisemann et al., 1990;
DeLacy et al., 1996). Ignoring or reducing GEI is pos-
sible when the proportion of the total phenotypic variance
as a result of GEI is low (DeLacy et al., 1996) or when
selection for broad adaptation is conducted (Lal, 2013; Lal,
2014). However, the most powerful strategy is to exploit
GEI to either develop locally adapted material (Mathews
et al., 2008) or to use GEI to better characterize the geno-
types (Dreccer et al., 2007; Mathews et al., 2008; Cooper
et al., 2014). Genotype X environment interaction was
first characterized with linear—bilinear models using the
singular value decomposition of either the GEI matrix
(i.e., additive main effect and multiplicative interaction,
AMMI; Gollob, 1968; Mandel, 1969; Gauch and Zobel,
1988; van Eeuwijk, 1995; Gauch, 2006; Gauch et al., 2008;
Crossa, 2012); the genotypic main effect and GEI matrix
(GGE; Yan et al., 2000, 2007; Yan and Tinker, 2006);
or site regression (Crossa and Cornelius, 1997). Linear—
bilinear models could be graphically represented through
biplots (Gabriel, 1971; Yan and Tinker, 2006) or enhanced
biplots (Gauch, 2006), where genotypes and environments
are plotted in a single graph. Later, mixed models were
introduced to allow more flexibility and to model differ-
ent correlation structures among environments (Piepho,
1998; Burgueno et al., 2008; Kelly et al., 2009; Cullis et
al., 2010), increasing statistical power (Wang and Schmidt,
2002). A number of correlation structures can be mod-
eled with mixed models, from a single correlation among
environments (i.e., compound symmetry models; Piepho,
2005), heterogeneous variances (Piepho, 1998; Malosetti
et al.,, 2004; Burgueno et al., 2008; Cullis et al., 2010),
up to a unique correlation for each pair of environments
(i.e., unstructured variance—covariance; Burgueno et al.,
2008; Malosetti et al., 2013). Finally, MEs were defined as
groups of environments with minimal GEI within (Braun
et al., 1996). Both linear—bilinear and mixed models are
powerful tools to characterize GEI and have successfully
been used in plant breeding.

Breeding programs produce large MET datasets that
are highly unbalanced with heterogeneous quality because
of the degree of replication in different trials (Bernardo,
2010). Early generations usually consist of a large number
of genotypes evaluated in a few environments with few
replications. Advanced trials, on the other hand, consist
of few genotypes evaluated in a large number of environ-
ments with more replications (Bernardo, 2010; Lorenz et
al., 2012). This creates a high level of unbalance in the
data sets that can be properly managed with mixed models
using restricted maximum-likelihood estimates (Patterson
and Thompson, 1971). Mixed models can also model indi-
vidual-plot variability to account for variability in data
quality from MET (Malosetti et al., 2004; Mathews et al.,
2008). In summary, mixed models are flexible enough to
model MET data with high levels of unbalance, with cor-
relation between environments and genotypes, and with
variability in data quality from multiple trials.

Genotype X interaction has
exploited in genomic studies to map quantitative trait loci in
balanced populations (Piepho, 2000; Malosetti et al., 2004;
van Eeuwijk et al., 2005; Boer et al., 2007; Mathews et
al., 2008) and genome-wide association studies (Gutiérrez
et al., 2015) using mixed models. Additionally, GS studies
have included GEI information by performing overall pre-
dictions across environments (Heffner et al., 2011; Resende
et al., 2011), within environments or groups of environ-
ments (Burgueno etal., 2012; Ly et al., 2013; Dawson et al.,
2013; Heslot et al., 2014), or using marker-by-environment
predictions (Jarquin et al., 2014; Lopez-Cruz et al., 2015).
While mixed models have successfully been used to model
GEI in GS, the best strategy to predict new genotypes or
new environments is not clear. The aim of this work was
to improve the predictive ability of the models compar-
ing strategies to exploit GEI in GS to predict new geno-
types and new environments by evaluating different groups
of environments and modeling the variance—covariance
matrix across environments in a large, highly unbalanced,
historical dataset from a wheat breeding program. We spe-
cifically aimed to answer the following questions: Could
we improve the predictive ability by modeling the vari-
ance—covariance matrix across environments and predict-
ing the performance of new genotypes (i.e., unphenotyped
genotypes)? Could we design groups of environments
where overall predictions outperformed environment-spe-
cific predictions? Could we borrow information from some
environments to predict the performance in new environ-
ments (i.e., untested environments)?

environment been

MATERIALS AND METHODS
Plant Material

A total of 1477 advanced inbred lines from the National Agri-
cultural Research Institute (INIA) Wheat Breeding Program
(WBP) were extensively phenotyped and also genotyped to be
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Table 1. Description of the wheat breeding program trials indicating the number of genotypes in each trial or group of trials,
mean yield (kg ha™) per trial, and standard deviation for 1477 genotypes evaluated in 35 environments in preliminary (PYT),
advanced (AYT), and elite (EYT) yield trials grouped by cycle (S, short; |, intermediate; L, long).

No.
Year Location’ EYT EYT, AYTg AYT, AYT, PYT; PYT, PYT_  genotypes Yield SD
2010 DOL 25 64 36 M 5358 455
LE1 25 16 64 36 300 197 326 617 4835 1284
LE2 25 16 41 5566 1265
LE3 25 16 41 4875 11561
LE4 25 16 41 4972 1455
R2 25 25 5336 526
YOU 25 16 64 36 17 5366 681
201 DOL 30 16 81 49 42 159 4028 857
Dz 30 16 44 5758 688
LE1 30 16 81 49 42 239 128 264 957 4652 1416
LE2 30 16 44 5560 631
LE3 30 16 44 5439 719
LE4 30 16 44 3182 1092
R2 30 16 44 6476 504
YOuU 30 16 81 49 42 110 4546 649
2012 DOL 30 20 49 49 42 138 2624 604
LE1 30 20 49 49 42 138 2482 1138
LE2 30 20 48 3342 1029
LE3 30 20 48 3437 1050
LE4 30 20 48 4042 1048
R2 30 20 48 3323 1050
YOU 30 20 49 49 42 138 1920 734
2013 DOL 30 20 50 5782 470
LE1 30 20 233 199 149 631 6737 191
LE2 30 20 50 7819 672
LE3 30 20 50 5667 867
LE4 30 20 50 5055 862
R2 30 20 50 7714 655
YOU 30 20 50 4444 694
2014 DOL 30 30 3538 728
LE1 30 16 64 49 36 132 69 132 528 4341 1125
LE2 30 16 46 4581 1034
LE3 30 16 45 4166 1063
R2 30 16 64 49 36 195 4305 614
YOU 30 16 64 49 36 195 3910 814

T DOL, Dolores; DZ, Durazno; LE, La Estanzuela; R2, Ruta2; YOU, Young.

used as a training set for genomic prediction models. These
genotypes were chosen to represent the advanced inbred lines
at a given time in the breeding program and consisted of all the
lines from the preliminary yield trials (F,; PYT) from 2010,
2011, and 2013 as well as the advanced (Fg; AYT) and elite (F
EYT) yield trials from 2010.

5

Phenotypic Data

Historic data from the INIA-WBP was used to evaluate yield of
genotypes. Phenotypic evaluation from five locations in Uru-
guay evaluated in 5 yr, including one location with four sowing
dates, were used to define a total of 35 environments (Table 1).
Dolores (DOL; 33°50” S, 58°14’ W, 15 m asl), Durazno (DZ;
33°33'S, 56°31" W, 91 m asl), La Estanzuela (LE; 34° 20’ S, 57°
42" W, 81 m asl), Young (YOU; 32°76’ S, 57°57’ W, 85 m asl),
and Ruta2 (R2; 33°45' S, 57°90’ W, 95 m asl) were the five
locations used to evaluate the genotypes. Four sowing dates

were evaluated in LE (LE1, LE2, LE3, and LE4). The evalua-
tion years were 2010 to 2014. However, the data is typical for
a breeding program, as not all genotypes were evaluated in all
the environments, and therefore, the data is highly unbalanced
in years and locations as a result of promising genotypes being
evaluated in multiple environments and poor genotypes being
evaluated in a single environment (Table 1; Fig. 1).

Within each year, genotypes were evaluated in PYT, AYT,
or EYT. Preliminary yield trials consisted of approximately 600
genotypes each year evaluated in a sequence of trials. Three
to twelve PYTs were conducted every year with 50 to 90
genotypes in each trial. Genotypes were grouped in trials by
heading date (i.e., short, PYTg intermediate, PYT;; ot long,
PYT, cycle). Each trial consisted of a resolvable incomplete
block design with two replications where 6 to 10 incomplete
blocks nested within each complete replications were used.
Only location LE1 was used for PYT (Table 1).
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Figure 1. Characterization of genetic correlation across environments and degree of unbalance of 1477 wheat genotypes evaluated in 35
environments. Lower diagonal heat plot indicates genetic correlations among pairs of environments, while upper diagonal indicates the
number of shared genotypes evaluated in each pair of environments. Environments are labeled by their year (i.e., 2010-2014) followed by
their location (i.e., Dolores, Duranzo, La Estanzuela [LE1-LE4], Ruta2, and Young).

Advanced yield trials consisted of approximately 150 geno-
types each year evaluated in a series of trials. Three AYTs were
conducted every year with 35 to 80 genotypes in each trial with
genotypes grouped in trials by heading date (i.e., short, AYT;
intermediate, AYT; or long, AYT,. cycle). Each trial consisted
of a resolvable incomplete block design with three replications
where six to nine incomplete blocks nested within each com-
plete replication were used.

Elite yield trials consisted of approximately 50 genotypes
each year evaluated in a series of trials. Three EYTs were con-
ducted every year with 16 to 30 genotypes in each trial with
genotypes grouped by heading date (i.e., short and intermediate,
EYT,, or long, EYT,, cycle). Each trial consisted of a resolvable
incomplete block design with four replications where four to five
incomplete blocks nested within each complete replication were
used. All five locations were used for EYTs (Table 1). A total of
52 historic as well as commercial varieties were used as checks in
the trials having each trial between eight and 20 checks at a time.

Genotypic Data

The 1477 wheat lines were genotyped by GBS (Elshire et al.
[2011] modified by Poland et al. [2012a] for wheat). The SNP
identifications were conducted using the Tassel pipeline (Glau-
bitz et al. [2014] as in Lado et al. [2013]). Briefly, markers with
a minor allele frequency smaller than 0.01 and more than 80%
of missing data were discarded. We identified 81,999 SNPs.
Marker-data imputation was conducted using the realized rela-
tionship matrix through the multivariate normal expectation
maximization method using the rrBLUP package (Endelman,
2012) from R software (R Development Core Team, 2015).

Phenotypic Data Analysis

Phenotypic best linear unbiased estimations (BLUEs) were
obtained for all genotypes present in each trial. Field analysis was
conducted according to experimental design. Since PYTs con-
sisted of a series of smaller c-design trials connected through
common checks, the following model was used to estimate geno-
typic means for each heading date group in each environment:

(1.

Yiu SHHg e g b teg
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where p is the overall mean, g, is the fixed effect of the ith
genotype, 1, is the random effect of the jth trial, T 18 the fixed
effect of the kth replicate nested within the jth trial, l:,(,k) is the
random effect of the Ith incomplete block nested within the jth
trial and the kth replicate, and €, is the residual error for the ith
genotype in the Ith incomplete block within the kth replicate
in the jth trial with A by and S random variables being f
~N(0,0?), IJIUk) ~N(0,0,%) and €, ~ N, a ).

The advanced and elite yield trials (AYT and EYT) con-
sisted of a-designs, and therefore the following model was used
to estimate genotypic means for each heading date group in
each environment:

Yio SBF G Hh by Fey [2],

where p, g, 1, b were defined as in Eq. [1], with b,
an1d €8 T i ing by, ~ N(O,rr,,.z) and g, ~ N(0,
0 7). Best linear unbiased estimates were estimated for each
genotype in each heading date group and each environment.

Broad-sense heritability was estimated for each trial. We
estimated variance component using restricted maximum like-
lihood method estimates from Eq. [1] or [2] but with genotypes
as random effect. All of the analyses were conducted in R soft-
ware (R Development Core Team, 2015) with package nlme
(Pinheiro et al., 2013).

iy And €5
s random variables being b

Characterization of Genotype x

Environment Interaction

Several strategies were used to characterize GEI including
variance component estimation, correlation between environ-
ments, AMMI and GGE models, and graphical representation
through augmented biplots.

The magnitude of GEI for yield was first characterized with
variance components for all the years and locations. A random
effect model using the PROC MIXED procedure of SAS (SAS
Institute, 2005) was used to estimate variance components for
each yield trial (i.e., PYT, AYT, and EYT). Second, Pearson cor-
relations between all pairs of environments using all the shared
lines between each pair of environments were estimated.

Multiplicative models such as AMMI (Gauch and Zobel,
1988; Zobel et al., 1988) and GGE (Yan et al., 2000) were used
to further characterize GEI. Since most of the GEI structure
is given by the EYT that are evaluated in multiple locations,
a subset consisting of 60 elite genotypes were chosen to con-
struct both AMMI and GGE models. These genotypes were
chosen to have at least 50% coverage in the genotype X environ-
ment table of means and because the GEI structure they create
is similar to that of the complete set of genotypes that have a 7%
coverage (Fig. 1; Supplemental Fig. S1). A mixed model with
the realized additive relationship matrix to model covariance
among genotypes and the estimated correlation matrix across
environments was fitted to predict genotypic performance of
all genotypes in all the environments before fitting AMMI and
GGE models (Henderson, 1984; Bernardo, 2010). The genetic
correlation matrix between environments was estimated using
the spectral decomposition method described by Rebonato and
Jackel (1999) and subsequently used as the variance—covariance
matrix. The mixed model for genomic prediction was fit with

the rrBLUP package (Endelman, 2012) using the Kronecker
product between the additive relationship matrix among gen-
otypes and the estimated variance—covariance matrix among
environments. This model assumes equal genotypic relation-
ship matrix in all environments (for further description of this
model, see the following section). The AMMII to AMMI10 and
GGE1 to GGE10 were fitted in SAS statistical software (SAS
Institute, 2005) and the Gollob’s (1968) statistical test was used
to choose the number of significant axis from both AMMI and
GGE model families. Environments were grouped in MEs with
the best AMMI and GGE models. Additionally, we compared
the MEs formed with the best models to those of the simplest
models: GGE2 and AMMI2. Finally, since the MEs created by
the different strategies were similar, a GGE2 augmented biplot
representation was used to visually represent the GEI structure
using the R statistical software (R Development Core Team,
2015) with the GGEBiplotGUI package (Frutos et al., 2014).

Genomic Predictions and

Prediction Accuracy

To compare strategies to deal with GEI, we partitioned the data
in 13 sets of environments: by year (i.e., all locations for 2010,
2011, 2012, 2013, or 2014), by location (i.e., all years for DOL,
LE1, R2, or YOU), by ME (i.c., all location—year combinations
within each ME1, ME2, and ME3), and all environments (all loca-
tion—year combinations [ALL]). We used two general approaches
to make genomic predictions: overall predictions for the mean
performance within each set of environments (GBLUP,, i.e.,
predictions of genomic estimated breeding values [GEBVs| for
the mean performance of genotypes in each set of environments:
years, locations, ME, or ALL), and predictions by environment
(GBLUPM, i.e., predictions of GEBVs for each environment
within sets created by years, locations, ME, or ALL). We used
the following general model structure to make predictions:

y=1lp+Zg+e [3]

For GBLUP,: y, is the vector of mean yield for each
genotype in the set of environments (i.e., the BLUEs from a
model accounting for field design and environment) of length
N (N = population size or number of genotypes in the set), 1,
is a vector of ones of length N;j ju is the overall mean; g, is a
random vector of genotypic predictors with g~ N(0, ANxNng),
where A is the realized additive relationship matrix; Z_
the corresponding incidence matrix; and € is the residual errors
vector with € ~ N(O,R ) where R is a diagonal matrix with
elements as the reciprocals of the variances of the adjusted
means for each genotype from the phenotypic analysis stage to
account for heterogeneity in mean estimate precision following
Rodrigues et al. (2014).

In GBLUP, .y, is the mean vector of yield for each gen-
otype in each environment (i.e BLUEs from field experiments)
with length n (n = number of genotypes [N] by number of envi-
ronment [R]: N x k); 1, is a vector of ones of length n; ju is the
overall mean; g, is a random vector of genotype x environment
predictors with g ~ N[0, (A ®pkxk)cf] , where p,_, is the
estimated correlation matrix among environments and k is the

1S
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number of environments; Z__ is the corresponding incidence
matrix; and € is the residual errors vector with € ~ N(O,RHXH),
where R is a diagonal matrix with elements as the reciprocals of
the variances of the adjusted means for each genotype from the
phenotypic analysis stage to account for heterogeneity in mean
estimate precision following Rodrigues et al. (2014).

Accuracy of GEBVs was estimated as the correlation
between predicted and observed genotypic values using cross-
validation (CV, Legarra et al., 2008). A k-fold CV (CV)) was
used following Burguefio et al. (2012). Briefly, the observations
were randomly divided into k non-overlapping subsets. Then,
k — 1 groups were used as training set, and the remaining group
was used as the validation set (i.e., GEBV are obtained for each
individual in the validation set). This procedure is followed
until breeding values from individuals in all k subsets are esti-
mated. A total of 100 replications of the CV with k = 7 were
performed and the correlation between GEBV and observed
genotypic values was used to estimate the accuracy of GEBV.

Predictions of New Genotypes
(Unphenotyped Genotypes)
To predict new genotypes we compared the GBLUP, | with the
GBLUPgXL_ models. To make unbiased comparisons, the pre-
dictive ability of the GBLUP,, model was estimated with the
sevenfold CV (CV)). In the case of the GBLUPNC model, the
sevenfold CV was modified (CV,) to predict breeding values
for a genotype without any phenotypic information per se from
the same genotype in other environments. Briefly, we split the
genotype X environment data into seven subsets. However, to
ensure fairness when predicting new genotypes, no information
from a given genotype was used to predict its own performance.
Therefore, yield data from multiple environments for a single
genotype were grouped in the same kth subset. Additionally, sets
were constructed to have the same amount of information (i.e.,
data points) and not necessarily the same number of genotypes.
Therefore, the number of genotypes in each subset is slightly
different. We also used 100 replications of the CV to estimate
the correlation between GEBV and observed genotypic values.
Finally, because the sets of environments include different
number of genotypes (i.e., population size), we compared the
predictive ability of GBLUP,, and GBLUP,  models for all sets
of environments using a series of random samples with differ-
ent sizes for all sets (i.e., N =99, N = 200, N = 500, and N =
900). We compared the predictive ability using the sevenfold
CV described earlier (CV, and CV,).

Predictions of New Environments

(Unphenotyped Environments)

Different sets of environments were used to predict genotypes
in new environments (unphenotyped environments) using both
GBLUP models. First, we considered environments grouped by
year and we predicted the genomic breeding values for the tested
genotypes in each location within a year using all the remain-
ing locations for that year. This way, the training set consisted
of all genotypes in all the locations less one, and the testing set
consisted of the same genotypes in the remaining location. We
followed this procedure to predict genomic breeding values for
all genotypes in all locations one at a time. The accuracy of the

genomic prediction was estimated as the correlation between
genomic estimated breeding values for a specific location and
the observed yield performance of genotypes for that location.
Second, we used the same principle but for environments grouped
by location. We used all years less one for a specific location as
the training set while we used the remaining year as the testing
set. Finally, we used the same principle but for environments
grouped in MEs. We trained the model with all environments
(i.e., combination of locations and years) in a ME less one, and we
tested it with the remaining environment for that ME.

RESULTS

Phenotypic Data Analysis

The dataset is highly unbalanced having pairs of envi-
ronments sharing from six to 268 genotypes (Fig. 1). The
LE1 location included PYT, AYT, and EYT, it is there-
fore the environment with the largest number of geno-
types (Table 1; Fig. 1). The other locations with the larg-
est number of genotypes were YOU in all years, DOL in
2010 to 2013, and R2 in 2014.

The broad-sense heritability estimated on a line-mean
basis was high for most trials (i.e., >0.65 with an average
of 0.82; Fig. 2), and only four trials had low heritability
(i.e., 0.26 and 0.54 in EYT in R2 in 2013 and 0.42 and
0.47 in LE1 in 2010; Fig. 2).

Environmental Characterization

of Genotype x Environment Interaction
Genotype X environment interaction contributed a large
proportion of the total variance, being 7.6, 16.9, and 15.5%
of the total variance in the PYT, AYT, and EYT, respec-
tively (Table 2). Specifically, GEI explained much more
than the genotypic variance in AYT and EYT, where sev-
eral years were evaluated. The year component was large
in all cases and GEI among years is larger than GEI among
locations (Table 2).

Eight components were significantly different from
zero in both AMMI and GGE models (Table 3). The best
GGE model family (i.e., GGES) identified three MEs that
were the same as the simplest model (i.e., GGE2, data not
shown); ME1 (with 11 location—year combinations) and
ME2 (with 10 location—year combinations) included all
locations for 2010, 2011, and 2013 while ME3 (with 14
location—year combinations) included all locations for 2012
and 2014 (Fig. 3). In GGE models, the first two components
explained 74% and the first eight explained 97% of total
variance (genotype plus GEI variance). The best one of the
AMMI model family (i.e., AMMIS) grouped environments
into two MEs collapsing ME1 and ME2 into a single group
and discriminating years 2012 and 2014 from the remain-
ing years (data not shown). In the AMMI models, the first
two components explained 74%, and the first eight compo-
nents explained 96% of the total variance (GEI variance).
The environments with the largest discriminative ability
were LE4 in 2011, LE2 and YOU in 2013, LE1 and YOU
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Figure 2. Pairwise correlations among environments and heritability for all trials (PYTg PYT, PYT_AYTg, AYT, AYT, EYT,

& and EYT)

within sets of environments. The number of trials, years, locations, and the proportidn of the gehotype x environment interaction for
each set of environments is indicated. The 35 environments are grouped by either years (i.e., 2010-2014), locations (i.e., Dolores [DOL],
La Estanzuela [LE1], Ruta2 [R2], Young [YOU]), mega-environment (MVE1-ME3), or all together (ALL).

Table 2. Yield variance component estimation and proportion of the total variance for preliminary (PYT), advanced (AYT), and
elite (EYT) yield trial for 1477 wheat genotypes evaluated in 35 environments that are a combination of locations and years.

PYT AYT EYT
Variance Component Yield Proportion Yield Proportion Yield Proportion

kg ha™' % kg ha™' % kg ha™' %
Location - - 100576 3.2 307877 10.2
Year 1640866 46.6 2069766 66.5 1221367 40.4
Genotype 921628 26.2 101345 3.3 172070 5.7
Genotype x location - - 85633 2.8 61219 20
Genotype x year 266829 7.6 163231 5.2 156339 5.2
Genotype x location x year - - 278384 8.9 252138 8.3
Replication 72844 2.1 36548 1.2 458388 16.2
Incomplete block 56121 1.6 51841 1.7 40882 1.4
Residual 561969 16.0 225249 7.2 351171 1.6
Total 3520257 100.0 3112573 100.0 3021451 100.0

in 2014, while the environments with the least discrimina-
tive ability were YOU in 2010 and LE2 in 2014.

Genomic Predictions

of Unphenotyped Genotypes

Predicting genotypic performance of new genotypes for
each environment with the GBLUP _ was better than
predicting for the mean of the environment with the
GBLUP,, for most sets of environments (Fig. 4). The
advantage of the GBLUP model was more evident

for larger population sizes (Fig. 4, 5). Furthermore, LE1

(the location with the largest number of genotypes) had
the largest difference in mean prediction comparing
both GBLUP models (Fig. 5), GBLUP__ being better
than the GBLUP,;. On the other hand,hmost of the sets
grouping environments by years have higher accuracies
with the GBLUP,, model (i.e., 2012, 2013, and 2014;
Fig. 4, 5). In addition, 2012 shows the highest accuracy
for the GBLUP,; model, with an accuracy of 0.5 (Fig.
5). Finally, no differences in prediction ability between
GBLUP,; and GBLUP_ were found for large data sets
(N =500 or N = 900; Fig. 5).
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Table 3. Additive main effect and multiplicative interaction (AMMI) and GGE family models for the genotype x environment
interaction analysis of wheat lines evaluated in 35 environments including locations in years. The sum of squares (SS), propor-
tion of the total GEI variance, and test of significance for the first 10 principal components is shown.

AMMI GGE
Model SS Proportion P-value SS Proportion P-value
1 1396.2 51.46 <0.0001 1889.8 44.02 <0.0001
2 616.6 2272 <0.0001 1306.2 30.42 <0.0001
3 198.0 7.27 <0.0001 544.2 12.67 <0.0001
4 148.9 5.48 <0.0001 186.8 435 <0.0001
5 88.4 3.26 <0.0001 88.5 2.06 <0.0001
6 66.0 243 <0.0001 68.2 1.58 <0.0001
7 44.6 1.7 0.0003 47.3 110 0.0002
8 36.2 1.33 0.0332 36.3 0.84 0.0312
9 24.5 0.90 0.6731 271 0.63 0.4363
10 221 0.81 0.8108 23.3 0.54 0.7328
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Figure 3. GGE biplot for yield in a wheat dataset considering 60 genotypes evaluated in 35 environments. Grouping in three mega-
environments (MEs) based on winning genotypes (i.e., indicated within square) are shown (i.e., represented as polygon): ME1, ME2, and
ME3. The environments for each ME are labeled outside the polygon.
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Figure 4. Accuracy of genomic breeding values predictions for yield in different sets of environments predicted either for the mean
(GBLUP,,) or each environment within a set (GBLUPQ(E) in 1477 wheat genotypes evaluated in 35 environments. The accuracy was
estimated for different sample sizes (N = 99, N = 200, N = 500 and N = 900). Environments are grouped in sets by either years (i.e.,
2010-2014), locations (i.e., DOL, LE1, R2, YOU), mega-environments (ME1-MES3), or all together (ALL).

Genomic Predictions of
Unphenotyped Environments

When comparing independent training and testing sets
and predicting for new environments, predictions for spe-
cific locations were high with either the GBLUP,, or the
GBLUP,_  models using either information from otherloca-
tions in a single year or using other environments within a
ME (Table 4). However, predictions across years are poorly
achieved using single locations with either GBLUP models
and are only reasonably achieved predicting within ME
with either the GBLUP,, or the GBLUPKXc models (Table
4). The GBLUP,; model should be used for predicting per-
formance of genotypes in new environments (i.e., environ-
ments without previous phenotypic information) because
the GBLUP = model requires an estimation of genotypic
correlations between environments that would be unavail-
able if no phenotypic information is available.

DISCUSSION

One of the most challenging issues in plant breeding is
the use of highly unbalanced existing phenotyping in the
presence of GEI (Burgueno et al., 2012; Dawson et al.,
2013; Heslot et al., 2014). Breeding programs produce
large MET datasets that are highly unbalanced and with
different levels of quality because of the degree of replica-
tion in different trials (Bernardo, 2010). We used a large
MET dataset with 1477 genotypes extensively pheno-
typed in 35 environments to compare different strategies
for handling GEI. Our dataset had very good experimen-
tal design yield data quality with an average heritability
on a line-mean basis of 0.82, and our predictive ability
was moderate to high for a complex trait like grain yield
with an overall prediction accuracy of 0.5. We specifi-
cally aimed to answer the following questions: Could
we improve the predictive ability by modeling the vari-
ance—covariance matrix across environments and predict-
ing performance of genotypes by environment? Could we
design groups of environments were overall predictions
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Figure 5. Accuracy of genomic breeding values predictions for yield in different sets of environments predicted either for the mean
(GBLUP,,) or each environment within a set (GBLUPQW) in 1477 wheat genotypes evaluated in 35 environments indicating the standard
deviation of the accuracy. The accuracy was estimated for different samples sizes (N =99, N = 200, N = 500, and N = 900). Environments
are grouped in sets by either years (i.e., 2010-2014), locations (i.e., Dolores [DOL], La Estanzuela [LE1], Young [YOU], Ruta2 [R2]), mega-
environments (ME1-MES3) or all together (ALL). The range of prediction accuracy is for 100 replications of the sevenfold cross-validation.

Table 4. Accuracy for unphenotyped environments with GBLUP,, (1) and GBLUPgxe (2), using independent training and testing
sets for 1477 genotypes evaluated in 35 environments. Environments were grouped in sets by either year (2010-2014), location
(Dolores [DOL], La Estanzuela [LE1], Young [YOU], Ruta2 [R2]) or mega-environment (ME1-ME4). Different training sets were
used to predict genotypic performance in new environments (i.e. the testing set).

Testing location

) LE YOU DOL R2
Testing
Set Training set Year 1 2 1 2 1 2 1 2
By year! All locations 2010 0.31 0.31 012 017 071 0.71 0.57 0.44
in tgitti”ogngeaf 201 0.42 0.39 0.39 0.31 0.52 0.37 0.44 0.57
2012 0.74 079 0.44 0.54 078 0.81 0.57 0.65
2013 0.03 0.05 0.40 074 0.36 0.59 0.28 0.36
2014 0.23 -0.14 0.30 019 0.58 0.71 0.30 019
By location® All years 2010 0.16 017 0.01 -0.02 -0.06 0.04 0.01 0.1
fort?u'togsgon 2011 0.23 0.18 0.27 0.34 0.08 0.14 019 0.29
2012 0.50 0.31 0.10 0.04 0.33 0.29 0.05 015
2013 0.23 0.10 -0.05 0.08 0.31 0.56 0 019
2014 0.21 0.20 0.06 ~0.05 0.08 0.36 -0.05 0.33
By mega- All environments 2010 010 (1)1 0.20 (1) 011 (1) 018 (1) 0.72 (1) 0.72 (1) 0.32 (3) 0.35(3)
environment®  for a specific 2011 036 035() 036(2) 0442 039(1) 0.28(1) 0.38(1) 039(1)
mega»enwronment
but one 2012 063(@3) 0453 046() 0542 075(3) 0.80(3) 063(3) 0.30(@)
2013 0.28(1)  018(1) 046(3) 0.43(3) 0432 050(2) 044(1)  0.32(1)
2014 024(2) 025@Q) -001(@ 01109 063(3) 078 -003(3) 0.20(@)

TWhen sets of environments are grouped by year, the training set includes all genotypes in all locations but one for a given year, while the testing set includes the remaining
location; one location at a time is left out of the training set and is being predicted.

t When sets of environments are grouped by location, the training set includes all genotypes in all years but one for a given location, while the testing set includes the
remaining year; 1 yr at a time is left out of the training set and is being predicted.

§When sets of environments are grouped by ME, the training set includes all genotypes in all environments within a ME but one, while the testing set includes the remaining
environment; one environment at a time is left out of the training set and is being predicted.

TNumbers 1 through 3 indicate the ME to which the specific environment belongs.
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outperformed environment-specific predictions? Could
we borrow information from other environments to pre-
dict performance in unphenotyped environments?

Correlation between Environments

and Mega-Environments

Mixed Models are one of the most effective tools to
handle unbalanced data while modeling correlation struc-
tures (Piepho, 1997, 1998; Yu et al., 2006; Piepho et al.,
2007; Piepho and M&hring, 2007; Malosetti et al., 2007;
Meyer, 2009). However, reliable estimates of correlation
should be used to model the variance—covariance matrix
among environments. In breeding programs, it is common
to evaluate lines using less replication and environments
during early testing (i.e., in PYT) saving resources for
larger replication and environments of fewer lines in
advanced trials (i.e., AYT or EYT; Bernardo, 2010). This
creates a structure in GEI data where only promising lines
are evaluated in multiple environments. Therefore, the
estimation of the correlation among environments could
be biased by the use of selected lines. We found that the
genetic correlations matrices between environments esti-
mated with 60 elite lines was similar to the correlation
estimated with all available lines (i.e., r = 0.7, p < 0.001;
Fig. 1; Supplemental Fig. S1). Furthermore, the genetic
correlation between two environments for unselected
lines (i.e., AYT) was similar to the correlation between
the same two environments for selected lines (i.e., EYT;
Supplemental Fig. S2). Piepho and Mdhring (2006) argue
that it is reasonable to assume that the change in allelic
frequencies as a result of selection from training to testing
populations is minimal, and therefore, prediction accu-
racy in the testing population is appropriate. Therefore, it
is reasonable to assume that genotypic correlations among
environments from selected individuals properly esti-
mate correlations for the entire population. Other studies
have shown that creating unbalanced data to sample more
environments and genotypes produce higher prediction
accuracy than having smaller population sizes and fewer
environments with balanced data (Endelman et al., 2014).

Genotype x Environment

Interaction Characterization

Genotype X environment interaction is a widespread
phenomenon in plants, and therefore, a proper character-
ization of the GEI is key to decide on strategies to handle
it (Crossa and Cornelius, 1997; Piepho, 1997, 1998; Bur-
gueiio et al., 2008; Malosetti et al., 2013). We found three
ME:s in our dataset: ME1 and ME2 have a strong correla-
tion between environments and are composed of 2010,
2011, and 2013 environments; ME3 also has a strong
correlation between environments and are composed of
2012 and 2014 environments. This pattern was detected
by either the use of the best GGE or AMMI model, but

also by the GGE2 model using the winning genotypes
in each ME (i.e., genotypes LE2382, LE2410, and LE
2391; Fig. 3). Several studies have shown the advantages
of either AMMI (Gauch, 2006, 2013; Gauch et al., 2008)
or GGE models (Yan et al., 2000, 2007; Yang et al., 2009)
to model GEI, but we identified the same general pattern
with either an AMMI or a GGE model. We found that
genotype X year interactions contributed a large propor-
tion of the GEI in our study. Year-to-year variations are
more difficult to predict (Dawson et al., 2013) and usually
contribute to a large proportion of the GEI (Ceretta and
van Eeuwijk, 2008; Heslot et al., 2014). In our study, years
2010, 2011, and 2013 were high-yielding environments
(i-e., yield average of 5370 kg ha™!), while years 2012 and
2014 were low- or medium-yielding environments (i.e.,
yield average of 3946 kg ha™!). Other studies found a simi-
lar pattern of environments grouping by yield performance
(Byth etal., 1976; Windhausen et al., 2012). Furthermore,
we found that while the average monthly rainfall in these
locations is 80 mm mo™', heavy rainfall occurred during
anthesis and grain filling in years 2012 and 2014 (Supple-
mental Fig. S3). The heavy rainfall increased disease pres-
ence, causing a severe infection of Fusarium head blight,
which, in turn, decreased yield performance of lines. Fur-
ther environmental characterization will provide a better
insight into the GEI structure, but, by and large, we were
able to successfully predict for rainy—dry anthesis period
environments and might be able to predict performance
for Fusarium and non-Fusarium years in this dataset.

Predictive Ability

Plant breeders seek to develop varieties with the best per-
formance for their target environments (Comstock, 1977).
Most research on genomic selection has focused on accu-
rately predicting the genotypic mean performance over
all environments, assuming that all trial locations belong
to the same target population of environments (Asoro et
al., 2011; Charmet and Storlie, 2012; Storlie and Charmet,
2013; Crossa et al., 2013; Dawson et al., 2013). However,
since GEI 1s widespread, the accuracy of genomic pre-
diction could be lowered especially by the presence of
crossover interaction (Burgueno et al., 2012; Dawson et
al., 2013; Jarquin et al., 2014). Mixed models are power-
ful tools to make predictions by modeling the variance—
covariance structure across environments to account for
GEI (Piepho, 1997; Burguenio et al., 2008; Meyer, 2009;
Malosetti et al., 2013). We compared two strategies to deal
with GEI: reduce it (i.e., predict overall performance for
a set of environments, GBLUP,,) and exploit it (i.e., pre-
dict performance by environment using the correlations
among environments, GBLUPgXC). We obtained high
overall predictions accuracies for grain yield (GBLUP, )
compared with other studies (Heffner et al., 2011; Bur-
gueno et al., 2012; Poland et al., 2012b; Charmet and
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Storlie, 2012; Dawson et al., 2013; Lado et al., 2013;
Crossa et al., 2014; Lopez-Cruz et al., 2015). This prob-
ably is due to the large population size with extensive
phenotyping and high quality experimental design with
two to four replications and high heritability. High pre-
diction ability has been found to be associated with large
population sizes, a large number of sampled environments
(Riedelsheimer and Melchinger, 2013) even at the cost
of unbalanced designs (Heftner et al., 2011; Endelman et
al., 2014), and good experimental designs (Cooper et al.,
2014) with large numbers of replications (Lorenz, 2013).
To reduce GEI, environments were grouped into sets
based on different criteria (i.e., year, location, or ME). The
genotype X environment model (i.e., GBLUP,_, ) out-
performed the overall model (GBLUP,)) when predict-
ing within MEs or locations. On the other hand, most of
the overall predictions within years (i.e., GBLUP,,) were
higher than by-environment predictions (i.e., GBLUP_ ),
indicating low GEI within years. The only exception to
this pattern is the location YOU. The improvement in the
predictive ability of the GBLUP,,  can be explained by the
shared information among environments. The GBLUP,,
model is equivalent to the GBLUP,, model with a cor-
relation between environments equal to one. Therefore,
when correlations among environments are high (like cor-
relations among locations within years), similar predictive
ability is found between GBLUP,, and GBLUP__, models.
Furthermore, we found that predicting unpheno-
typed environments is better achieved within MEs and
years. This result is not unexpected because lower GEI
is found within years or MEs, while higher GEI is found
across years. The use of multienvironment models to
make overall genomic predictions has been documented
elsewhere (Jarquin et al., 2014). However, the use of pre-
dictions within MEs has improved predictive ability in
some studies (Burguenio et al., 2012; Dawson et al., 2013)
but not in others (Windhausen et al., 2012). We found
that grouping environments in MEs that are mainly based
on year-to-year repeatable variations and predicting over-
all performance yielded high predictive ability in most of
the situations. Therefore, using locations to sample GEI is
not a good strategy to capture all GEI for this program.
Furthermore, predictions based on single-year pheno-
typic evaluation were unreliable, and historic data from
breeding programs in the form of MET data is the key
to characterize GEI and to increase predictive ability of
GS models. However, we found that even random envi-
ronmental factors (i.e., years) could be better modeled
when GEI is included in the prediction model with the
GBLUP,_ model. Furthermore, when the size of popula-
tion increases, all sets of environments and models tended
to have the same performance with close predictive ability.
We were able to successfully predict new geno-
types borrowing information from relatives evaluated in

multiple environments using the GBLUP, model. This
model proved to be superior for predicting unphenotyped
genotypes. However, where genomic predictions for new
environments is desirable, the use of genetic correlations
between environments is not possible, and therefore the
GBLUP,, should be used. We showed that for predicting
performance of genotypes in new environments, the best
strategy was to either predict across locations for single
years or to predict within ME for any year or location.

CONCLUSIONS

Modeling GEI increased predictive ability. The use of
ME:s to identify groups of environments with small GEI,
and overall predictions within MEs produces higher pre-
diction accuracy compared with overall predictions across
years. Borrowing information from environments by
modeling the variance—covariance matrix is beneficial for
predicting new genotypes before phenotyping. Finally,
when large data sets were used, the sets of environments
and models tend to perform similar.
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4. OPTIMIZACION DE RECURSOS EN LA PREDICCION DE MULTIPLES
CARACTERES DE CALIDAD PANADERA DE TRIGO

4.1. RESUMEN DEL CAPITULO

Las lineas experimentales dentro de un programa de mejoramiento son evaluadas
para varios caracteres por los cuales se buscan mejorar. Muchos de estos caracteres
estan correlacionados entre si, dado que en su expresion intervienen los mismos genes,
tal es el caso de varios de los caracteres de calidad panadera en trigo. La prediccion
conjunta de estos caracteres, mediante modelos multi-caracter, puede utilizarse para
fenotipar menos caracteres de alto costo y dificil medicion y predecirlos a través de
caracteres correlacionados de menor costo y/o de determinacion mas sencilla. El uso
de modelos multi-carécter podria ser una ventaja en la optimizacion de recursos dentro
de un programa de mejoramiento. En este trabajo se utilizaron modelos multi-carécter
para evaluar qué proporcion del fenotipado de un carécter es posible reducir si se
compensa utilizando caracteres correlacionados fenotipados en toda la poblacion de
entrenamiento y prediccién. Luego, esto mismo se evalud utilizando el 50% de los
individuos fenotipados, para los caracteres correlacionados, de forma balanceada y
desbalanceada. Se fenotiparon y genotiparon 495 individuos para ocho caracteres de
calidad panadera y 6.655 SNP utilizando genotipado por secuenciacion. Se obtuvieron
dos grupos de cuatro caracteres mas correlacionados entre si que fueron predichos por
separado. Utilizando los modelos multi-caracter fue posible reducir hasta un 30% el
fenotipado de un caracter si se cuenta con el 100% de las lineas fenotipadas para
caracteres correlacionados. Fenotipar el 50% de las lineas para caracteres
correlacionados de forma desbalanceada es una buena estrategia que permite optimizar
el uso de recursos e incrementar las predicciones respecto al modelo de un solo
caracter. Concluimos que los modelos multi-caracter son una herramienta Gtil en la
optimizacion de recursos de un programa de mejoramiento, dado que es posible reducir
significativamente el fenotipado de un caracter de alto costo y dificil medicion, si se

cuenta con caracteres correlacionados.
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ABSTRACT

Multi-trait genomic prediction models can be used to predict labor intensive or
expensive correlated traits where phenotyping depth of correlated traits could be larger
than phenotyping depth of targeted traits, reducing resources and improving prediction
accuracy. This is particularly important in the context of allocating phenotyping
resources in plant breeding programs. The objective of this work was to evaluate multi-
trait models” predictive ability with different depth of phenotypic information from
correlated traits. We evaluated 495 wheat advanced breeding lines for eight baking
quality traits which were genotyped with genotyping-by-sequencing. Through
different approaches for cross-validation we evaluated the predictive ability of a
single-trait model and a multi-trait model. Moreover, we evaluated different sizes of
the training population (from 50 to 396 individuals) for the trait of interest, different
depth of phenotypic information for correlated traits (50 and 100%), and the number
of correlated traits to be used (one to three). There was no loss in the predictive ability
by reducing the training population up to 30% (149 individuals) when using correlated
traits. The use of a multi-trait model with one highly correlated trait phenotyped for
both, the training and the testing sets, was the best model considering phenotyping
resources and gain in predictive ability. The inclusion of correlated traits in the training
population and testing lines is a strategic approach to replace phenotyping of labor

intensive and high cost traits in a breeding program.

Keywords: genomic selection, unbalanced phenotyping, correlated traits.
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4.2. INTRODUCTION

Wheat is one of the most important staple food crop of humans (Shewry and Hey
2015), providing 18% of the total caloric intake of the world (FAO 2017). Bread is
one of the most important end use products of wheat, therefore improving bread quality
Is a key aspect of wheat improvement. Baking bread quality is a complex trait with
quantitative inheritance, derived by several individual traits, each one with a different
level of environmental influence (Williams et al. 2008). One of the traits that
determines baking quality is gluten strength, which is a key factor for loaf volume that
determines rising and shape maintenance during the baking process (MacRitchie
1992). Gluten strength is affected by the proportion of glutenins and gliadins
polypeptides (75-80% of total proteins) synthetized by each wheat variety (MacRitchie
1992). Therefore, the amount and quality of proteins determines gluten strength and
can be evaluated with the sedimentation volume value (MacRitchie 1992). Protein
quantity also determines the stability of the dough to create a network and retain water,
which is called wet gluten (WG). There is a complex interaction between proteins and
other components, like pentosans (Hamer et al. 2009), making dough strength
predictability from chemical composition very difficult. Therefore, rheological tests
are required, including the use of the alveograph to investigate the stretching
properties of the dough. The total energy required for breaking a standardized bubble
is called baking strength (W). The length of the curve (L), or the time required to break
it, is the extensibility and the height of the peak (P) represents the tenacity or maximum
dough resistance to rupture (Indrani et al. 2007). All these traits are used to select
varieties with better bread quality (Vazquez 2009).

Baking quality is a complex quantitative trait and several breeding strategies
have been successfully used to improve complex traits. In the pre-genomic era
common breeding strategies involved the use of classical quantitative genetic
approaches (Lynch and Walsh 1998), including pedigree information, to estimate Best
Linear Unbiased Predictors (BLUPs; Henderson and Quaas 1976). With the
widespread availability of molecular markers, genomic approaches have been used
(Lande and Thompson 1990). One of the most widely used strategies involves using

the additive relationship matrix estimated from markers instead of the additive
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relationship matrix estimated from pedigree with BLUP models. This was the
beginning of the genomic selection (GS) era, and the new BLUP model was called a
G-BLUP model (Meuwissen et al. 2001; Habier et al. 2007). The G-BLUP model is
equivalent to a Ridge Regression BLUP model (RR-BLUP; Habier et al. 2007) and to
Bayesian models that assume Gaussian priors for marker effects (i.e. Bayesian Ridge
Regression; VanRaden 2008). The latter models compute genetic breeding values
(GEBV) adding up all marker effects which were estimated assuming a normal
distribution of marker effects with common variance. These models have been the
model of choice in most of the prediction scenarios due to their high predictive ability
and simple implementation (Heslot et al. 2015). However, other models that assume
heterogeneity of variances and different distributions for marker effects performing
variable selection (de los Campos et al. 2013) have higher predictive ability in specific
situations (reviewed in Lorenz et al. 2011).

Classical quantitative genetics theory also provides the necessary framework for
selecting multiple traits; classical approaches used for multi-trait selection include an
independent culling approach, tandem and index selection (Falconer and Mackay
1996). Multi-trait (MT) selection is justified only when traits are genetically correlated
(Henderson and Quaas 1976) which can be the result of pleiotropy or linkage
disequilibrium between genes (Falconer and Mackay 1996). A particular case of
selection indices (i.e Smith-Hazel Index (Smith 1936; Hazel 1943)) use the correlation
and the phenotypic and genotypic variance-covariance matrices among traits to
estimate the net merit of genotypes. Multi-trait predictions have been extended for the
use of genomic information (Calus and Veerkamp 2011; Ceron-Rojas et al. 2015). In
this case, the correlation among observations is a function of the additive genetic
correlation among traits and the additive genetic relationship among individuals (Calus
and Veerkamp 2011). This same strategy was applied to predict lines in the context of
genotype by environment interaction using the environmental correlation as multi-trait
(Burguerio et al. 2012). Similar to single-trait models, multi-trait models could assume
different marker distributions to estimate the breeding values. Calus and Veerkamp
(2011) presented three models, one model estimates all marker effects assuming a

unique variance (multi-trait G-BLUP); the other two models perform variable
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selection, one assumes the same variance for all the SNPs (BayesCn), while the other
assumes different variances whether the SNPs were or not associated with a
Quantitative Trait Loci (QTL; BayesSSVS). In this study the differences in
performance among methods was small (Calus and Veerkamp 2011). Jia and Jannink
(2012) compared three models that were similar to those of Calus and Veerkamp
(2011) but used different genetic architectures for the traits, and found that the models
assuming different variance (BayesA) and performing variable selection (BayesCr)
were the best option when QTL of major effects were simulated. However, for truly
quantitative traits, models assuming normal distribution of marker effects and unique
variances were similar to more complex models. Therefore, a simple model using
additive relationship matrix as variance—covariance matrix among individuals seems
to perform well for predicting single (Habier et al. 2007) and multi-trait models (Jia
and Jannink 2012; Guo et al. 2014).

Prediction of new un-phenotyped individuals has been studied using multi-trait
and single-trait genomic prediction models (Calus and Veerkamp 2011; Jia and
Jannink 2012; Guo et al. 2014). Calus and Veerkamp (2011) did not find significant
differences between both models using simulated data for predicting traits with
different but high heritability (h?=0.6 and h?=0.9). However, the multi-trait model
showed good performance to predict low heritability traits with the help of correlated
traits with high heritability (Jia and Jannink 2012; Guo et al. 2014), and was optimal
when the genetic architecture was explained by major QTL. Finally, the advantage of
multi-trait models to predict new un-phenotyped individuals was not so obvious when
using experimental data for disease resistance in pine (Jia and Jannink 2012), grain
yield and protein content in rice (Schulthess et al. 2016), several traits in maize (Dos
Santos et al. 2016) and grain yield in wheat through normalized difference vegetation
index (NDVI) and canopy temperature (Sun et al. 2017). Therefore, the superiority of
multi-trait models for predicting un-phenotyped individuals when using simulated data
was not confirmed using experimental data.

On the other hand, simulated and empirical studies show that multi-trait models
were useful for predicting traits when individuals were partially phenotyped (Rutkoski
et al. 2012; Jia and Jannink 2012; Guo et al. 2014; Rutkoski et al. 2016; Hayes et al.
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2017; Sun et al. 2017). Both, Rutkoski et al. 2012 and Sun et al. (2017) found
advantages of multi-trait models using correlated traits from high-throughput
phenotyping (i.e. NDVI and canopy temperature) in wheat. Jia and Jannink (2012) also
found an improvement in predicting rust gall volume and presence or absence of rust
in pine. Finally, Hayes et al. 2017 found that end-use quality traits could be better
predicted using near infrared (NIR) or nuclear magnetic resonance (NMR). The results
show that multi-trait models could be used to decide the optimal depth of phenotyping
for each trait, mainly for expensive or difficult to measure traits (Guo et al. 2014).
However, there is no evaluation on how much phenotyping of the labor intensive and
expensive traits could be replaced by evaluating correlated inexpensive traits.

The objective of this work was to evaluate how multi-trait models could be used
to optimize phenotyping resource allocation in breeding programs for expensive or
labor intensive traits. Specifically, we evaluated whether the phenotyping of expensive
and labor intensive traits could be replaced by the use of simple to measure traits
without affecting the predictive ability; and we compared phenotyping strategies
including the use of purposefully unbalanced designs that would require phenotyping
the same number of individuals for each trait but in an unbalanced manner such that
the population evaluated is significantly larger and therefore, the predictive ability
potentially higher.

4.3. MATERIALS AND METHODS

4.3.1. Plant Material
Advanced inbred lines from the wheat-breeding program from the ‘Instituto
Nacional de Investigacion Agropecuaria’ (INIA), Uruguay, were used for this study.
We used 820 advanced inbred lines for the phenotypic analysis and 1,974 advanced
inbred lines for the genotypic analyses. Finally, only 495 advanced inbreed lines,
having both genotypic and phenotypic information were used to adjust the genomic

selection models.
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4.3.2. Phenotyping

The advanced inbred lines from INIA’s wheat breeding program were
phenotyped for eight baking quality traits. The lines were grown in 82 trials in nine
location-year combinations (environment) as part of the wheat-breeding program
(Table S1). There were trials from different breeding scheme stages in each
environment; preliminary and advanced trials, and two maturity groups: short and long
maturity. The traits were evaluated in field nurseries located in La Estanzuela
(34°20°S, 57°42°W; 81 m asl), Colonia, Uruguay over 5 years (2010-2014).
Additionally, approximately one third of the lines were also evaluated in Young
(32°76°S, 57°57°W; 85 m asl) and Ruta 2 (33°45°S, 57°90"W; 95 m asl; Table S1).
There were two to eight lines that linked the trials within and among environments
(Table S2).

Eight baking quality traits were evaluated in 820 experimental advanced inbred
lines. Most lines were evaluated in a single environment (~680 lines), while the most
promissory lines were evaluated in multiple environments (~140 lines). Grain protein
content (Pt) and test weight (TW) were determined with methods 46-12, and 55-10 of
the American Association of Cereal Chemists (AACC 2000), respectively. Refined
flour was obtained using the Biihler Mill (AACC Approved Method 26-21A, AACC
2000) method or equivalent. Flour attributes including wet gluten content (WG),
alveograph parameters (W and L), and mixograph parameters (stability (MH) and time
(MT)), were evaluated using the AACC methods 38-12, 54-30 and 54-40 (AACC
2000), respectively. Sedimentation volume (SV) was measured according to Pefia et
al. 1990.

4.3.3. Statistic analyses of phenotypic traits

Best linear unbiased estimation (BLUE) for bread baking quality traits were
estimated from data coming from the different trials and environments using the
following model:

[ yije =1+ 9+ ¢ + ey + €ijic

where y; ;. is the phenotypic value of the i-th genotype in j-th year-location for
k-th trial, p is the overall mean, gi is the fixed effect of the i-th genotype, e; is the fixed

effect of j-th environment; tyg) is the random effect of the k-th trial nested within j-th
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environment; &ijk IS the residual error for the i-th genotype in the in j-th environment
and k-th trial; where tyg) and sij were random variables being tkg ~ N(0,6t%) and sij ~
N(0, ce?). The BLUEs were estimated using ‘nlme’ (Pinheiro and Bates 2017) and
‘Ismeans’ (Lenth 2016) packages from the R statistical software (R Development Core
Team 2016).

To evaluate the genotype by environment interaction and the impact of
unbalanced designs, Pearson’s correlation between environments was estimated using
BLUEs computed by environment (as in model 1 but without the environmental
effect). Additionally, genotypic, environmental, and genotype by environment
interaction variance components were estimated. Finally, Pearson’s correlation and
principal components analysis between traits were estimated to evaluate the
correlation among traits using the BLUES estimated from model 1. The final additive
variance-covariance matrix between traits was later estimated from the genomic
prediction model.

Broad sense heritability for baking quality traits was estimated following
(Piepho and Mohring 2007):

2
9g
2,V

2] H?=

where o4? is the genotypic variance and v the mean varince of the difference of

two adjusted means.

4.3.4. Genotyping
Leaf tissue from 1,974 lines was collected, and the CTAB method (Saghai-

Maroof et al. 1984) was used to isolate DNA for genotyping-by-sequencing (Poland
et al. 2012a). The TASSEL-GBS pipeline (Glaubitz et al. 2014) was run with
modifications for non-reference genomes (Poland et al. 2012b). SNPs were filtered
setting maximum missing value of 20%. Individuals with more than 50% missing
information were also discarded. The initial calling of alleles was conducted on the
large number of individuals, and then marker information for the 495 individuals with
available phenotypic information was used. Therefore, the remaining 6,655 SNPs
were those with minor allele frequency larger than 0.05 across the 495 individuals.

SNP imputation was conducted using the multivariate normal expectation
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maximization method (Endelman 2011; Poland et al. 2012a). The additive relationship

matrix (K) was estimated as K = ——

where W is the centered genotypic matrix,

X Pmdm
Wi = Xim + (1 — 2p,) With X, the genotype of the i-th individual for the m-th
marker as {-1,0,1} and p,, g, the allelic frequencies where q,, = 1 — p,, (Endelman
and Jannink 2012). K was estimated using the ‘rcrBLUP’ package in R Statistical
Software (Endelman 2011).

4.3.5. Genomic prediction models

Predictions were obtained from 495 inbreed lines with phenotypic and genotypic

information.
4.3.5.1.  Single-trait model

Using the single-trait (ST) model, the prediction performance values were
obtained for the eight baking quality traits using a Bayesian Ridge Regression (BRR)
model by trait.

[Blyi =1u + Z;:? xijBj + &

where, y; is the adjusted phenotypic mean of individual i for a single trait; p is
the overall mean; x;; the score of the j-th SNP in individual i; p; is the effect of j-th
marker; and «; is the vector of residual errors. The conditional prior distribution is
g~N(0,0%) with o?~y~2(c?|df,S) for residuals, and pB;~N(0,0f) with
a§~ )(‘Z(dfﬁ, Sg) for genotypic values. The total genetic values (gi) were predicted as
gi = j::’l’ x;jB;. Starting values were set for the degrees of freedom of the inverse-chi
squared distributions (df) as 5 and scale parameters were calculated as S=var(y)*0.5
following Pérez and de los Campos (2014). We used 1,500 burn-in and 3,000 iterations
for the Gibbs-sampler algorithm implemented in the ‘BGLR’ package (Pérez and de
los Campos 2014). Prediction accuracies for the ST model were estimated using only
one cross-validation approach CV1 (de Leon et al. 2016), explained below and in Fig
1.
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4.3.5.2.  Multi-trait models

Multi-trait (MT) models were estimated fitting a Bayesian Multivariate Gaussian
model estimating an unstructured variance-covariance matrix between traits (3)) and a
residual matrix (R). The multi-trait model is:

Bly=1u+Zu+e¢

where y is a vector of N*t length (N individuals and t traits), g is the means
vector of length N*t; u is a vector of predicted genetic values of the individuals for all
traits with u~N(0, Y, ® K) and ¢ is a vector of residuals with e~N(0,R ® I), where
K is the realized additive relationship matrix among individuals estimated from the
markers and, Y and R are the variance-covariance matrices for the genetic and residual
effects for each individual in all traits, respectively, estimated using a Gibbs sampler
algorithm with 1,500 burn-in and 3,000 iterations. >, was estimated as an unstructured
matrix and R as a diagonal matrix, assuming heterogeneous variance and no
correlation between traits, to ensure model adjustment. To estimate ) and R Scaled-
Inverse Chi-square prior distributions were assigned to Y ~ y~2(dfs, Sy) and
R~x~2(dfgr,Sr), with arbitrary assigned initial scale random matrix Sy=k, Sg = 1,
and degrees of freedom dfs=4 and dfg = 1,. The predictions were obtained using the
‘MTM’ package in R (de los Campos and Griineberg 2016). Finally, a multi-trait

model without marker information was evaluated where K was an identity matrix.

4.3.6. Cross-validation scheme

Prediction accuracies were estimated using two main strategies of cross-
validation also shown in Fig 1. The first cross-validation strategy (CV1 following de
Leon et al. 2016) used phenotypic and genotypic information from a random set of the
advanced inbred lines to train the model (for example 60% of the population or 297
individuals). Then, the remaining lines (for example 40% or 198) were predicted using
genotypic data only. Pearson’s correlations between the adjusted phenotypic means
(model 1) and their predicted values (model 3) were estimated. This process was
iterated 100 times selecting different sets of lines each time. This scheme of cross-
validation was used for ST and MT models (ST-CV1 and MT-CV1).

The second cross-validation strategy (CV2 following de Leon et al. 2016) used
phenotypic and genotypic information from a random set of lines (for example 60% or

70



297 individuals) from the trait of interest to train the model. In addition, phenotypic
and genotypic information for all lines of correlated traits was used. The trait of interest
was predicted in the lines not phenotyped for the trait of interest (for example 40% or
198 individuals, Fig 1). Pearson’s correlations between adjusted phenotypic means
(model 1) and predicted values (model 4) were estimated. This process was iterated
100 times selecting different set of lines each time. This scheme of cross-validation
was used only for the MT models (MT-CV2). Multi-trait models were used to predict
traits including information from up to three correlated traits which were chosen based
on their relationships revealed by principal component analyses and their Pearson’s

correlations.

4.3.7. Improving efficiency of phenotyping

In order to evaluate the possibility to train the models with fewer phenotyped
lines, we trained the MT models using 50 to 396 individuals (10 to 80%) from the
training population and 100% of the lines phenotyped for the other correlated traits for
W, L, and MH. This strategy was used to predict each trait at a time using three
correlated traits from the same group of traits (4T), two traits from the group (3T), or
one trait from the group (2T). The 2T models were constructed with SV for both W
and MH, and with WG for L. The 3T models were constructed with SV and MH for
W, SV and TW for MH, and WG and Pt for L. We evaluated the accuracy of the
predictions using 100 iterations in all traits and CV2.

Prediction for alveograph and mixograph parameters (MH, W and L)

In order to improve the efficiency to predict complex traits such as the
parameters from the alveograph or mixograph, we compared the prediction of MH, W
and L using different depth of phenotypic information on correlated traits. The
mixograph parameter MT was not evaluated because it is poorly correlated to other
traits in its group. First, we evaluated different sizes of this training population for the
predicted traits when information on the other three traits was present only in 50% of
the lines in a balanced or unbalanced manner. We used the same approach as before
with 10 to 80% of the training population for predicting the traits but using phenotypic
information for only 50% of the lines for each correlated trait. To mask 50% of the

lines we followed two strategies, designed as balanced (MT-CV2-50%b) or
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unbalanced (MT-CV2-50%u). The balanced strategy masks the same 50% of the lines
in all correlated traits. In the unbalanced strategy, each trait is also phenotyped in 50%
of the individuals, but different individuals are phenotyped for different traits. To mask

50% of the lines, both, the training and the testing sets were divided in four equal parts.

Then, two different sets from the training population and two different sets from the

testing population were masked in each correlated trait. The lines were randomly

assigned to each of the four sets. This procedure was conducted for 100 random

iterations (Fig 1).
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Fig.1 Predictive strategies for an expensive or difficult to measure trait (i.e. Trait 1).
ST-CV1: single-trait prediction cross validation 1 where a trait is predicted at a time,
we used 60% of individuals as the training population (phenotyped and genotyped,
green) and 40% of the individuals as the testing population (genotyped but not
phenotyped, purple) as an example; MT-CV1: multi-trait prediction for new un-
phenotyped individuals, we used 60% of individuals as the training population
(phenotyped for all traits and genotyped, green) and 40% of the individuals as the
testing population (genotyped but not phenotyped for any trait, purple) as an example;
MT-CV2: multi-trait prediction with cross-validation 2 where 100% of the information
from three correlated traits is available for the individuals to be predicted, we used
60% of individuals as the training population (phenotyped for all traits and genotyped,
green) and 40% of the individuals as the testing population (phenotyped for correlated
traits but not for the targeted trait, and genotyped, purple) as an example; MT-CV2-
50%b: multi-trait prediction cross-validation 2 with 50% of balanced information in
three correlated traits where the same 50% of individuals were phenotyped for each
correlated traits; MT-CV2-50%u: multi-trait prediction cross-validation 2 with 50% of
unbalanced information in three correlated traits where 50% of individuals were
phenotyped for each correlated trait but in an unbalanced manner such that each
individual is not necessarily phenotyped for all correlated traits. Rectangles represents

lines and colors the presence (green) or absence (purple) of phenotypic information.

4.4. RESULTS

4.4.1. Phenotypic characterization of the population

Genotypic means for the multi-environment evaluation were used for genomic
predictions since genotype by environment interaction among years was low (i.e. high
correlation between environments, large heritability across environments, and
relatively low proportion of the total phenotypic variance explained by the genotype
by environment interaction; Table S2). Two groups of correlated traits were defined
using principal component analysis (Fig 2) and Pearson’s correlation between traits
(Fig 3). The first and second principal components explained 40 and 20% of the total

phenotypic variance, respectively. Both groups were represented by four traits. Group

73



1 includes MH, SV and W with high correlation and TW with intermediate correlation
with all other traits (Fig 3). Group 2 includes Pt, WG, MT and L. MT had a low and
negative correlation with all traits in this group. The heritability for each trait was
medium (0.36-0.64, Fig 3).
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Fig.2 Principal Component analysis for the eight baking bread quality traits.
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Fig.3 Scatter plot matrix with Pearson’s correlations and phenotypic distributions and
trait heritability (on the diagonal) for each group of traits. Groupl (left) including: TW:
test weight; MH: mixograph height; SV: SDS sedimentation volume; W: alveograph
parameter W. Group?2 (right) including: WG: Wet gluten; MT: mixing time; Pt: grain
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protein content; L: alveograph L. *** indicates significantly different from 0 with a=

0.05.

4.4.2. Multi-trait genomic predictions

Similar predictive ability of ST and MT models was found for predicting new
un-phenotype individuals (ST-CV1 and MT-CV1, Fig 4). The traits with the highest
predictive ability were TW and Pt (r(,,5) = 0.43 for both), while the trait with the

lowest predictive ability was L (r(, 3y = 0.24, Fig 4).

4.4.3. Multi-trait predictions using correlated traits

Using information of correlated traits from predicted individuals increased the
predictive ability for all traits (MT-CV1 vs MT-CV2, Fig 4). The improvement in
predictive ability through CV2 was different for each trait and related to the correlation
between traits. In group 1, TW was the trait with the smallest increase in predictive
ability (Fig 4) due to its low correlation to other traits (Fig 3 Fig 3). On the other hand,
the increase obtained for highly correlated traits, MT, W and SV was high. In group 2,
WG was the trait with the largest increase in predictive ability, and this was the trait

with the highest correlation to the others three traits in the group (Fig 3 and Fig 4).
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Fig.4 Predictive ability (r(y,¥)) for eight baking bread quality traits. Single-trait
prediction model (ST-CV1), and multi-trait prediction model (MT) with two schemes
of cross-validation (MT-CV1, predicting new individuals and MT-CV2, predicting
individuals phenotyped for correlated traits) with or without genotypic information
(CV2s and CV2ng, respectively). Groupl of traits (above): TW: test weight; MH:
mixograph height; SV: SDS-sedimentation volume; W: alveograph parameter W.
Group 2 of traits (below): WG: wet gluten; MT: mixograph parameter-mixing time;
Pt: grain protein content; L: alveograph parameter L.

4.4.4. Replace phenotyping

Using correlated traits from predicted individuals, the training population size
can be reduced up to 30% of its size without significantly affecting the predictive
ability of the model (Fig 5). In addition, the inclusion of marker information improved
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2-14% the predictive ability of multi-trait models for W while there was no
improvement for L (Fig 5).

One highly correlated trait (2T) increased more than 50% the predictive ability
compared to the single trait model for both W and L (Fig 5). Two highly correlated
traits (3T) increased the predictive ability 14% for W and 3% for L compared to the
model with one correlated trait (Fig 5). TW did not contribute substantially to W
predictions while MH and SV improved the predictive ability regardless of the model
used (Fig 5). In addition, MT and Pt did not contribute to L predictions while WG

increased the predictive ability for L.
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Fig.5 Predictive ability (r(y,¥)) and standard deviation (shadowed interval) for the
alveograph parameters W and L using different sizes of the training population
(N=495) on the predicted trait. The traits were predicted using the multi-trait model
cross-validation 2 (MT-CV2) with four, three, or two traits (4T, 3T, 2T), and single
trait model (ST-CV1) to predict one trait (1T). Prediction were assessed using
genotypic information (Wg and Lg) and without genotypic information (Wne and
Lna).

To predict an expensive trait using correlated traits with equal phenotyping cost,

a purposefully unbalanced phenotyping design with 50% of each trait was explored
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(MT-CV2 50%u). In this case, each trait was phenotyped for 50% of the individuals
but for different individuals with some overlaps. This strategy yielded higher
predictive ability than using even more phenotyping but only in the training population
(MT-CV1vs MT-CV2 50%u, Fig 6). For example, 396 individuals phenotyped for W
on a ST model had a predictive ability of 0.361+ 0.09, while phenotyping 99
individuals for W and 495 for SV had a predictive ability of 0.404+ 0.06 (Fig 6). The
predictive ability using MT-CV2 50%u for two traits was between 28% to 34% higher
than the ST model for MH, W and L (Fig 6). Deep phenotyping on correlated trait
always reached higher predictive ability than reducing the phenotyping to 50% of the
lines for these traits. The predictions obtained using an unbalanced strategy were
slightly larger than the balanced strategy. However, there were no differences in the
predictive ability of both strategies used to phenotype 50% of the lines.
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Fig.6 Predictive ability (r(y,y)) and standard deviation (shadowed interval) of
alveograph parameters (W, L) and mixograph parameter (MH) predictions using
different sizes of training population (N=495). Single-trait predictions (ST-CV1) were
obtained using the predicted trait to train model (1T), or one, two, or three correlated
traits to train the model (MT-CV2 for 2T, 3T and 4T, respectively). MT-CV2: multi-
trait predictions with 100% of information in three correlated traits; MT-CV2-50%u:
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multi-trait predictions with 50% of unbalanced information in three correlated traits;
MT-CV2-50%b: multi-trait predictions with 50% of balanced information in three

correlated traits.

4.5. DISCUSSION

Our grouping of traits, where one group was associated to gluten strength and
the other one was related to protein quantity, is similar to that found in Vazquez et al.
(2012). The high correlation we found between MH, W, and SV, was also found in
others studies (Pefia et al. 1994; Ruiz and Carillo 1995; Indrani et al. 2007). Model
predictive ability using single-trait prediction through CV1 with 40% of randomly
masked individuals (198 individuals) was lower (between 0.24-0.43) than previously
found in Battenfield et al. (2016) (between 0.45 and 0.60) predicted using 20%
randomly masked individuals. In addition, they were higher than those found in Hayes
et al. (2017) although the strategy used to predict performance was different since we
used cross-validation approaches and Hayes et al. (2017) predicted traits across years

and locations.

4.5.1. Multi-trait genomic predictions

Predicting new un-phenotyped individuals is always a challenge and different
strategies have been used to improve the predictive ability in those circumstances. The
use of correlated trait responses has been effective when the predicted trait is of low
heritability and the highly correlated trait is of high heritability (Jia and Jannink 2012;
Guo et al. 2014; Jiang et al. 2015). These has been thoroughly studied both
theoretically and empirically, in classic quantitative genetic studies (Falconer and
Mackay 1996; Lynch and Walsh 1998) and with genomic studies (Calus and
Veerkamp 2011; Jia and Jannink 2012; Guo et al. 2014; Jiang et al. 2015). However,
for very complex polygenic traits, there is a small advantage of a multi-trait model
with correlated responses even with high differences in heritability among traits (Jia
and Jannink 2012). Furthermore, studies with real experimental data from quantitative
genetics using genomic information did not show a significant improvement of multi-
trait models in mice (Jiang et al. 2015), avocado (He et al. 2016), maize (Dos Santos
et al. 2016), or rice (Schulthess et al. 2016). We also found that the multi-trait model
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(MT-CV1) did not perform better than the single-trait model (ST-CV1). This was
expected because although our traits were correlated, all traits have high heritability
and because of the theoretical complexity of the traits (Nelson et al. 2006; Sun et al.
2008; Li et al. 2016).
Predictions for partially phenotyped individuals

Correlated traits can also be used to predict a correlated response when the
individuals have been phenotyped for other traits (Rutkoski et al. 2012; Jia and Jannink
2012). Previous work showed high prediction accuracy using highly correlated traits,
but not with intermediate to low correlated traits (Calus and Veerkamp 2011; Jia and
Jannink 2012; Jiang et al. 2015). We found the same trend in our study, where the use
of correlated responses using information from other traits increased the predictive
ability of models, and the predictive ability was directly related with the correlation
between traits. Therefore, correlated traits can be used to increase the predictive ability

of the models in the lines to be predicted.

4.5.2. Predictions for replace phenotyping
We showed that the use of correlated traits from predicted individuals (MT-CV2)

increase the predictive ability of the models. The next question we wanted to address
was how much we could reduce the depth of phenotyping of an expensive trait (i.e. W
or L in or study based on prices from the Canadian Grain Commission, Wheat
Marketing Center, and AIB International), and in consequence the training population
size, by using correlated traits without compromising the predictive ability of the
model. It has been widely proven that smaller population sizes reduce prediction
accuracy (Asoro et al. 2011; Heffner et al. 2011; Rincent et al. 2012; Akdemir et al.
2015; Rutkoski et al. 2015; Cericola et al. 2017). However, our hypothesis was that by
using correlated traits we could off-set the effect of smaller population sizes. This
hypothesis was tested with a range of population sizes (i.e. 50 to 396 individuals or 10
to 80%) and with real data. We found that the training population could be reduced up
to 30% of the total population without significantly affecting the predictive ability of
the models if correlated traits were used. Our results show that it is possible to
effectively design training populations where expensive or difficult to phenotype traits

are phenotyped at a smaller depth than cheaper or easier to phenotype correlated traits.
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Our results were obtained with individuals from the training population chosen at
random. Other studies found that optimizing the training population to select the most
predictive individuals instead of using a random sample increase the predictive ability
(Akdemir et al. 2015; Isidro et al. 2015; Rincent et al. 2017). We would therefore
expect that our results are the baseline for the gain that could be achieved by using
replaced phenotyping when the training population is optimized.

We found that the increase in predictive ability including marker information
was marginal compared to the MT model using phenotypic data from correlated traits
when a large number of highly correlated traits was used. However, Crain et al. (2018)
showed the importance of using marker information to predict traits in a new
environment where phenotypic correlation could be lower than expected due to
genotype by environment interaction. We conducted cross-validation using the same
population, but this is not the situation during selection in a breeding program.

We showed that expensive traits could be assessed for fewer individuals without
affecting its predictive ability if information of correlated trait is used from all
individuals. This requires extensive phenotyping for all correlated traits. Our results
showed that using 50% of correlated information (MT-CV2-50%u) the predictive
ability was lower than the full phenotyping (MT-CV2) models, but the predictive
ability was still high. In addition, the use of an unbalanced strategy to reduce
phenotyping on correlated traits was slightly better than reducing phenotyping using a
balanced strategy (MT-CV2-50%u vs MT-CV2-50%b). Therefore, unbalanced
phenotyping of correlated traits could be another approach to predict traits that are
expensive to phenotype or labor intensive.

Finally, we evaluated if the inclusion of more than one trait increases the
predictive ability of the model if this trait is highly correlated. We found that models
with two highly correlated traits are better than models with one highly correlated trait.
However the increase in predictions is low with the addition of a second correlated
trait. Therefore, it will be important to evaluate the cost of prediction using two instead
of one correlated trait, balancing gain in accuracy with the costs of using another trait
to help predictions. The use of mildly correlated traits such as TW, MT, and Pt was

not useful.
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4.6. CONCLUSION

The use of MT models is useful to improve the predictive ability of partially
phenotyped individuals. Expensive or difficult to phenotype traits can be phenotyped
in smaller populations if the predicted individuals are phenotyped fully or partially for
less expensive correlated traits. Particularly we found that the use of only one
correlated trait in the model was the most effective way to increase the predictive

ability with fewer resources.
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5. COMPARACION DE _ESTRATEGIAS DE _PREDICCION DE
CRUZAMIENTOS PARA LA SELECCION DE LOS MEJORES
CRUZAMIENTOS EN UN PROGRAMA DE MEJORAMIENTO
GENETICO DE TRIGO

5.1. RESUMEN DEL CAPITULO

La seleccién de cruzamientos dentro de un programa de mejoramiento es un paso
clave en la mejora genética del cultivo ya que impacta directamente en los resultados
obtenidos. Sin embargo, es una etapa en la cual la disponibilidad de informacion de
sustento para esta decision es escasa. Existen muchos posibles cruzamientos y sélo
unos pocos son factibles de realizar, dado que cada cruzamiento incrementa de manera
exponencial el nimero de lineas que se evaluaran en las distintas etapas del programa.
El incremento de informacion genémica disponible y el desarrollo de modelos de
prediccion hacen que hoy en dia existan mas elementos disponibles de apoyo a la
decision sobre los cruzamientos a realizar. El objetivo de este trabajo fue evaluar y
comparar la seleccién de cruzamientos considerando la media de la progenie o
considerando la media del 10% superior de la progenie, prediciendo la varianza
genética asumiendo equilibrio de ligamiento (VLe) en la poblacion y considerando el
desequilibrio de ligamiento (Vip). Se evaluaron 1.465 lineas provenientes del
programa de mejoramiento de INIA-Uruguay para rendimiento de grano, con un total
de 3.884 SNPs identificados. Para calidad panadera, se evaluaron tres caracteres en
5.984 lineas del programa de mejoramiento de CIMMYT-México con 1.164 SNPs
identificados. La media de la progenie se predijo como la media del desempefio de
ambos padres, que se estim6 utilizando el modelo RR-BLUP y Bayes Lasso
incluyendo la informacion genotipica. La varianza de los padres se estimo
considerando los marcadores en equilibrio de ligamiento segin Endelman (2011) y
considerandolos en desequilibrio de ligamiento segin Mohammadi et al. (2015). Los
resultados muestran que para rendimiento no hubo diferencias entre los métodos de
seleccion, por lo que la seleccion de cruzas utilizando las medias de los padres es la
mejor estrategia. Sin embargo, para los caracteres de calidad, considerar la varianza

genética permitio seleccionar cruzas que no fueron seleccionadas considerando sélo
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lel desempefio de ambos padres. Por lo que en este caso, el considerar la varianza fue
importante, aunque no hubo diferencias entre los dos métodos usados para la

prediccion de la varianza (Viey Vip).
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Abstract

The single most important decision in plant breeding programs
is the selection of appropriate crosses. The ideal cross would
provide superior predicted progeny performance and enough
diversity to mainfain genetic gain. The aim of this study was fo
compare the best crosses predicted using combinations of mid-
parent value and variance prediction accounting for linkage
disequilibrium (V) or assuming linkage equilibrium (V). After
predicting the mean and the variance of each cross, we selected
crosses based on mid-parent value, the top 10% of the progeny,
and weighted mean and variance within progenies for grain
yield, grain protein content, mixing time, and loaf volume in two
applied wheat (Triticum aestivum L.) breeding programs: Instituto
Nacional de Investigacién Agropecuaria (INIA) Uruguay and
CIMMYT Mexico. Although the variance of the progeny is
important fo increase the chances of finding superior individuals
from transgressive segregation, we observed that the mid-parent
values of the crosses drove the genetic gain but the variance of
the progeny had a small impact on genetic gain for grain yield.
However, the relative importance of the variance of the progeny
was larger for quality traifs. Overall, the genomic resources and
the statistical models are now available to plant breeders to
predict both the performance of breeding lines per se as well as
the value of progeny from any potential crosses.
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Core Ideas

«  Cross prediction strategies for grain yield and bak-
ing quality traits were compared.

«  Crosses for all parent combinations were obtained
via genomic prediction models.

o Mid-parent selection was similar to accounting for
variance when selecting yield.

»  The variance had a larger impact in cross predic-
tions for quality traits.

THE MAIN OBJECTIVE of plant breeding is to increase
the yield, productivity, adaptation, and quality of
crops while optimizing resource use (Allard 1960).
Genetic gain in plant breeding is accomplished through
the selection of best genetic combinations between
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genotypes (Fehr, 1987). The most important traits
selected in breeding are generally complex quantitative
traits that are influenced by many genes and the envi-
ronment (Falconer and Mackay, 1996; Bernardo, 2010).
Historically, strategies for selecting superior individu-
als have relied on phenotypic evaluation of individuals
and pedigree information. However, at the end of the
twentieth century, marker-assisted selection strategies
were sought. To this end, quantitative trait loci (QTL)
were detected to identify genes involved in the expres-
sion of complex traits through biparental QTL mapping
(Lander and Botstein, 1989; Lande and Thompson, 1990),

or genome-wide association studies (Jannink et al., 2001).

These genetic markers were then used in marker-assisted
selection strategies (Dekkers and Hospital, 2002). How-
ever, not all of the segregating QTL are identified in a
given study and the ones that are identified are largely
overestimated (Beavis, 1994). Therefore, methodologies
for QTL identification have been insufficient to capture
the effects of the many genes involved in common com-
plex traits (Manolio et al., 2009) and the actual use of
marker-assisted selection for identified QTL has been
very limited in breeding programs (Bernardo, 2008).

Genomic prediction (Meuwissen et al., 2001) pro-
vides an alternative method of using genetic information
in breeding decisions. Rather than using individual QTL
information, genomic prediction involves the prediction
of genotypic performance accounting for all genome-
wide marker effects simultaneously (Meuwissen et al.,
2001). When these predictions are used as a selection
strategy, it is called genomic selection (GS). Genomic
selection has been extensively researched in plants
(reviewed in Heslot et al., 2015) while the implementa-
tion in plant breeding programs has been evaluated
through optimization of the training population (Asoro
etal,, 2011; Zhao et al., 2013; Liu et al., 2015; Isidro et
al., 2015) and genotype x environment interaction (Bur-
guerio et al., 2012; Heslot et al., 2014; Jarquin et al., 2014;
Lado et al.,, 2016). Additionally, strategies of GS to select
the best crosses by modeling the variance of a cross have
been proposed but no study has assessed the conse-
quences in cross selection (Bernardo, 2014; Mohammadi
et al., 2015; Tiede et al., 2015).

Crossing is one of the main decisions of a breed-
ing program. The number of possible crosses is orders
of magnitude larger than the number of feasible crosses
(Witcombe et al., 2013). Although breeders attempt to
take into consideration all available information on the
potential parents to determine which crosses to make,
many crosses are discarded in subsequent years, as they
do not deliver superior progeny (Koebner and Summers,
2003; Heslot et al., 2015). Methods to select optimum
crosses accounting for the performance per se of each line
(e.g., yield, adaptability, quality) were initially proposed
on the basis of the progeny’s mean and variance. The vari-
ance was predicted using morphological data, pedigree
information, a few molecular markers, or a combina-
tion of these (Souza and Sorrells, 1991; Melchinger et al.,

1998; Utz et al., 2001; Bertan et al., 2007; Casassola and
Brammer, 2013). These methods were then extended to
genome-wide marker coverage (Endelman, 2011; Ber-
nardo, 2014; Mohammadi et al., 2015; Tiede et al., 2015).
The progeny mean was well-predicted from the mid-
parent value (Bernardo, 2014). However, genetic variances
were difficult to predict using either phenotypic, pedigree,
or genetic distances (Souza and Sorrells, 1991; Melchinger
etal,, 1998; Utz et al., 2001; Hung et al., 2012) but could
be adequately modeled by simulating progeny by using
genomic prediction (Bernardo, 2014; Mohammadi et

al,, 2015; Tiede et al., 2015). Endelman (2011) proposed

a strategy of estimating the mean and variance for the
progeny of a cross using genomic data, where the progeny
mean was estimated as the mid-parent value of the esti-
mated parental performance. In this method, the variance
was estimated from the marker effects, assuming linkage
equilibrium (V) between markers. Another strategy
used to estimate progeny variance with large genomic
data is to simulate the progeny, accounting for the true
linkage structure and recombination, and then to predict
the performance of the progeny (Bernardo, 2014; Moham-
madi et al., 2015; Tiede et al., 2015).

The aim of this research was to evaluate the selection
of crosses based on progeny variance, predicted either by
assuming linkage equilibrium (V, ) or by accounting for
linkage disequilibrium (V) between the parents. Spe-
cifically, we evaluated the impact of cross selection based
only on mid-parent performance or mid-parent perfor-
mance in a combination with progeny variance, where the
variance was estimated either by assuming V, . or V, .
We analyzed data for grain yield in the INTA spring bread
wheat breeding program in Uruguay, and grain protein
content, mixograph optimal mixing time, and loaf vol-
ume quality traits from the CIMMYT spring bread wheat
breeding program in Mexico. We evaluated multiple traits
and breeding programs to limit possible trait or program
bias in the prediction methodology results.

Materials and Methods
Plant Material

INIA

A total of 1465 spring bread wheat lines from the INTA
Wheat Breeding Program were used as the training pop-
ulation for GS for grain yield. The INIA lines consisted
of all the lines from the preliminary yield trails (F,) from
2010, 2011, and 2013, as well as the advanced (Fs) and
elite (F,) yield trials from 2010.

Grain yield evaluations were conducted in 35 envi-
ronments in Uruguay including five locations evalu-
ated in 4 yr and one location with four sowing dates.
Locations used to evaluate the genotypes were Dolores
(33°50'S, 58°14'W; 15 m asl), Durazno (33°33’S, 56°31’'W;
91 m asl), La Estanzuela (34°20'S, 57°42’W; 81 m asl),
Young (32°76'S, 57°57'W; 85 m asl), and Ruta2 (33°45'S,
57°90’W; 95 m asl). Four sowing dates were evaluated in
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La Estanzuela (LE1, LE2, LE3, and LE4). The evaluation
years were 2010 to 2014. The trials from 2012 and most
of the locations of 2014 were not included in this study
because of a strong genotype by environment interaction
(see experimental details in Lado et al., 2016).

CIMMYT

In total, 6095 spring bread wheat lines from the CIM-
MYT Global Bread Wheat Breeding Program were
evaluated for quality traits (Battenfield et al., 2016). The
CIMMYT lines were materials in the preliminary yield
trials between 2009 and 2015. All lines were grown in
Ciudad Obregon, Sonora, Mexico (27°29'N, 109°56’W;
40 m asl). Three phenotypes were chosen to represent dif-
ferent stages of testing wheat as grain, dough, and final
product. Grain protein content was determined by near-
infrared spectroscopy, using NIR Systems 6500 (Foss,
Denmark) using AACC International (2000a) Method
39-10, and reported at 12.5% moisture basis. Grain
samples were tempered and milled using Brabender
Quadrumat Senior (C. W. Brabender OHG, Germany).
Mixograph optimal mixing time was assessed using the
Swanson and Working Mixograph (National MFG Co.,
National Manufacturing Company, Lincoln, NE) accord-
ing to AACC International Method 54-40A (AACC
International, 2000b). Loaf volume was assessed on pup
loaves baked according to AACC International (2000c¢)
Method 10-09. Loaf volume and mixing time tests used
the adjustment for optimal water absorption described in
Guzman et al. (2015).

Genotyping

Tissue was collected and the CTAB method (Saghai-
Maroof et al., 1984) was used to isolate DNA for the
genotyping-by-sequencing protocol as described in
Poland et al. (2012a). The TASSEL-GBS pipeline (Glaub-
itz et al., 2014) was run with modifications for nonrefer-
ence genomes in the INTA material (Poland et al., 2012b).
The TASSEL Version 5.2 with alignment to the T. aesti-
vum International Wheat Genome Sequencing Consor-
tium genome assembly version 2.25 (Mayer et al., 2014)
using Bowtie2 version 2.24 (Langmead and Salzberg,
2012) was used in the CIMMYT lines. Genotyping-by-
sequencing tags with single nucleotide polymorphisms
(SNPs) were mapped against the POPSEQ Synthetic
W7984 by Opata M85 reference to determine the map
position (Chapman et al., 2015). Single nucleotide poly-
morphisms were filtered by setting maximum missing
values of 20% for the INIA and 50% for the CIMMYT
populations. Different thresholds for missing data were
used to keep the balance between coverage and good
SNP quality at each population. Low tolerance for miss-
ing values was used to increase the reliability of the
imputed SNPs. Individuals with more than 50% missing
information were discarded. The final number of indi-
viduals were 1465 and 5984 in the INIA and CIMMYT
populations, respectively. SNP imputation was conducted
using multivariate normal expectation maximization

imputation (Endelman, 2011; Poland et al., 2012a). This
method assumes that marker genotypes follow a multi-
variate normal distribution. The imputation was done
through multiple regression starting with the mean of
the marker and was then updated using maximum likeli-
hood to estimate the mean and covariance between lines
with nonmissing data.

Phenotypic Data Analysis

Phenotypic best linear unbiased estimations were
obtained for the grain yield of all genotypes present in
each trial. Field analysis was conducted according to an
experimental design that consisted of a series of smaller
a-design trials connected through common checks. The
following model was used to estimate INIA grain yield
genotypic means:

Yiam =W+ & €+ i) + 1 + 0,000 T > [

where  is the overall mean, g, is the fixed effect of the
i" genotype; e, is the fixed effect of j'" year-location
combination; tk(],) is the random effect of the k' trial
nested within the j*" year-location; 7\(j) is the random
effect of the I'" replicate nested within the k' trial and
j*" year-location; b, is the random effect of the m'"
incomplete block nested within the I'" replicate, k" trial,
and the j'" year-location; and g, is the residual error for
the it genotype in the m™ block within the I* replicate
in the I trial located in the j*" year-location; and t,
Tin, bn}{}jk), and €y ATE random variables: by~ N(0,6,2),
Mgy ~ 0,09, by ~ N(0,0,?), and Eiktm ™ I\}(O’ 0,). The
best linear unbiased estimations were estimated with

the nlme package (Pinheiro et al., 2013) in R statistical
software (R Development Core Team, 2016). Heritability
was estimated via the model shown in Eq. [1] but with
genotypes as the random effect, being g ~ N(0, Gcgz). G
is the genotypic variance-covariance matrix between
lines estimated by using markers, as was proposed by
VanRaden (2008), and those estimated by using the
A.mat function in the rrBLUP package (Endelman, 2011).
Genotypic variance (o %) and the average pairwise vari-
ance error of the best linear unbiased predictor (v, ,)
were estimated using the sommer R package (Covarru-
bias-Pazaran, 2016). Heritability for grain yield was esti-
mated following Cullis et al. (2006):

H? =1— (U 1 202). (2]

For the CIMMYT population, quality data were not
replicated within or across years and no statistical design
was used within years, since only high-yielding selections
from the yield trial were advanced to quality testing. The
heritability of the quality traits was estimated as in Bat-
tenfield et al. (2016) for CIMMYT data from the ridge
regression best linear unbiased predictor (RR-BLUP)
model, which only models additive effects. Briefly,
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where o} is the phenotypic variance of the trait in the
training population and o? is the error variance of the
RR-BLUP model. The o? is assumed to include geno-
typic variance caused by dominance and epistatic effects,
as well as any nongenetic errors. This leaves only additive
genetic variance when o is subtracted from o? .

Genomic Prediction Models
Two genomic prediction models were compared in order
to estimate marker effects and the performance of each
parent. The ridge regression model was evaluated via
the rrBLUP package (Endelman, 2011) and the Bayesian
Lasso (BL) model was calculated via the BGLR package
(Pérez and de los Campos, 2010), both in R software (R
Development Core Team, 2016). Genomic prediction
models incorporated the genotypic matrix X codified as
(—1, 0, 1), where +1 indicates that loci were homozygous
to the most frequent allele at a given locus, —1 indicates
that loci were homozygous to the least frequent allele at
given locus, and 0 indicates heterozygous loci. The miss-
ing SNPs were imputed as fractions between —1 and 1,
and then were rounded to the nearest whole number (to
1 if the SNP value was >0.5, —1 if the SNP value was less
than or below —0.5, and 0 if the SNP value was between
—0.5 and 0.5). For BL, initial arbitrary values of trait heri-
tability and error variance were used, then values were
optimized via prediction accuracy to calculate the hyper-
parameter rate and shape from the double exponential
distribution. Next, the marker effects and parent perfor-
mance values were estimated from the posterior distribu-
tion. For the ridge regression model, marker effects were
estimated by using mixed models with markers consid-
ered as random with N(0, o, ?). After that, to predict
the performance of the parents, mixed models with lines
(g;) as random effects were used with N(0, Gogz), where G
is the variance-covariance matrix estimated as in Van-
Raden (2008) via the A.mat function in the rrBLUP pack-
age (Endelman, 2011). The models were selected because
of their use of different statistical approaches (mixed
models and Bayesian, respectively) and their different
assumptions about marker effects on predictions.
Random cross-validation was conducted by using
60% of the lines to train the model, predicting the
remaining 40% of entries for both the INIA and CIM-
MYT datasets separately. Each model was iterated 100
times and then, the model with the best predictive ability
was used for subsequent analysis. All genotyped parents
were included in the training population to estimate the
marker effects and the parents’ performance for grain
yield (n = 1465), grain protein content, mixing time, and
loaf volume (1 = 5984), via the model with the best pre-
dictive ability. However, as there were no differences in
the accuracy of predictions between the models, the RR-
BLUP model was used to estimate marker effects for all
traits for the remaining analyses.

Cross Selection Based on the Performance

of Simulated Progeny

Progeny of all possible pairwise cross combinations were
simulated and their performance was predicted for grain
yield in the INTA population. However, in the CIMMYT
population, only the lines evaluated in 2015 (n = 1425)
were used as parents for progeny simulation and predic-
tion. Reciprocal crosses were not predicted, as negligible
maternal effects were assumed to be present (McNeal et
al., 1968; Jumbo and Carena, 2008).

The V, ; of the progeny within each cross (V,,, ) was
predicted, taking into account allelic differences between
the parents and markers effects for each trait, following
Endelman (2011):

k=M
vus(i) = (1*(Pk s )Z)Xf‘[k]z > [4]

k=1

where p, _ is the frequency of the k' SNP of biallele +1 for
parents of progeny in i cross and p,_is the same for the
biallele —1, and u is the vector of marker effects with
a length M (the number of SNPs). Marker effects were
estimated via RR-BLUP. For example, if both parents had
the allele +1, the frequencies were p,, = 1 and p,_ = 0; if
one parent had the allele +1 and the other had —1, the
frequencies were p, = 0.5 and p, = 0.5; if both parents
had the alleles 0, p,, = 0 and p, = 0, and so on. Next, the
distribution of predicted performance values for the pop-
ulation of progeny in each cross was simulated, assuming
a normal distribution for the progeny. The parameters
used in the normal distribution were the mean (equal
to the mid-parent value) and the variance (equal to the
progeny variance estimated as in Eq. [4]). The mean of
the top 10% of the progeny was estimated for each cross.
To predict V, ), we used the PopVar package described
in Mohammadi et al. (2015) and implemented in R software
(R Development Core Team, 2016). Within PopVar, recom-
binant inbred lines (RILs) were simulated via the Rqtl pack-
age (Broman et al., 2003), which requires ordered markers
with genetic distances to account for recombination. The
function simulates recombination points along the chromo-
some by using independent crossovers, following the Stahl
model (Stahl, 1979). Using this package, we simulated 1000
RILs for each cross and then estimated the predicted per-
formance of each individual simulated RIL. The mean per-
formance of the 1000 RILs was used to estimate the progeny
mean performance of each cross. The variance of the pre-
dicted performance of the 1000 RILs was used to estimate
the progeny variance performance of each cross. The mean
of the top 10% of the progeny was estimated for each cross.
Finally, the best 1000 crosses were selected for grain
yield, grain protein, and loaf volume on the basis of either
their mid-parent performance value or the predicted per-
formance of the top 10% of their progeny, assuming V, |
or V, .. For mixing time, where an intermediate optimal
time is desired, the best crosses were selected on the basis
of having the lowest variance within a window of targeted
predicted progeny performance values (i.e., 2.5-4.0 min.).
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Weighting Progeny Variance in Cross Selection
Five values of performance were established as thresh-
olds to illustrate the trade-offs of selection on the basis
of maximizing the expected mean or accounting for the
variance. Therefore, five groups with different weights
on the relative importance of the variance were estab-
lished. The maximum parental predicted performance
minus 20, 40, 60, 80 or 100% of the difference between
the maximum and the mean predicted performance was
used to define the groups G1 (20%), G2 (40%), G3 (60%),
G4 (80%), and G5 (100%). One hundred crosses were
selected within each group, taking into account the mean
predicted progeny performance above the threshold and
the maximum variance for three traits (mixing time was
excluded from this analysis because the selection criteria
for this trait are different). Finally, the mean of all prog-
enies and the mean of the top 10% of the progeny for the
100 selected progenies were calculated.

Results and Discussion

Genotype Data

For INTA data, a total of 81,044 SNPs were identified
after the TASSEL pipeline was run and duplicate markers
were removed. Of these, 23,771 were mapped using the
POPSEQ genetic framework. Finally, we kept 3884 SNPs
with less than 20% missing data and 1465 individuals
with less than 50% missing data. For CIMMYT data,

a total of 31,166 SNPs were identified after the TASSEL
pipeline was run and duplicate markers were removed.
Of these, 8443 SNPs were mapped using POPSEQ.
Finally, we kept 1164 SNPs with less than 50% missing
data and 5984 individuals with less than 50% missing
data. The SNPs were distributed in all chromosomes with
amedian of 0 and 0 cM and maximum gap of 61 cM and
94 cM, for the INIA and CIMMYT genetic maps, respec-
tively (Supplemental Fig. S1).

Phenotype Data

Mean grain yield for the INIA dataset was 5160 kg ha™
(SE = 853) and the heritability was 0.67. The means of the
three end-use quality traits from CIMMYT were 11.97%
(SE = 0.77) for grain protein content, 3.13 min (SE = 0.80)
for mixing time, and 802 cm® (SE = 59) for loaf volume.
The heritability of the CIMMYT quality traits were 0.67,
0.71, and 0.68 for grain protein content, mixing time, and
loaf volume, respectively.

Genomic Selection Models

High correlations between observed and predicted
breeding values were found for grain yield in the INIA
dataset (1, ., = 0.42) and for grain protein content (75.5)
= 0.63), mixing time (r, 05) = 0.64), and loaf volume ( 5.5
=0.59) in the CIMMY'LI‘Z Jataset. The predictive ability
using both models, BL and RR-BLUP, were similar. As
expected, the correlation of marker effects between mod-
els decreased at the extreme values for each trait (Supple-
mental Fig. $2). The BL method induces less shrinkage

than RR-BLUP in marker effects estimation as it sets
some of the marker effects to zero and thus BL estimates
fewer but larger effects than RR-BLUP (Park and Casella,
2008). Mixing time shows the largest shrinkage effect

for RR-BLUP (Supplemental Fig. S2). This was expected,
because mixing time is influenced by a few genes with

a large effect (Payne et al., 1987). However, when the
marker effect values were combined to predict perfor-
mance of the parents, there was no difference between
GS models (Supplemental Fig. S2). It has been docu-
mented elsewhere that different GS models had similar
prediction ability in plants (Heslot et al., 2012). Thus
because of the similarity in accuracies between RR-BLUP
and BL predictions, all further analyses were conducted
using RR-BLUP model.

Progeny Prediction

The predicted mean performance of the progeny was per-
fectly correlated between the mid-parent value and mean
of the simulated progenies for all traits (data not shown).
This result was expected because in an additive model,
the expected value of the mean of the progeny calculated
as the mid-parent value is the same as the mean of the
RILs” performance. The same results were found in maize
(Zea mays L.) for silking date and protein (Bernardo,
2014) and in barley (Hordeum vulgare L.) for yield and
deoxynivalenol content (Mohammadi et al., 2015).

The correlation between V| and V| ; was differ-
ent for each trait and was probably associated with trait
complexity (Fig. 1). The order of the variance correlation
between estimations was grain yield < grain protein con-
tent < loaf volume < mixing time. Variance predictions
of more complex traits are more inconsistent (Bernardo,
2008) and thus modeling variances for these traits has
less impact in progeny predictions. This is probably
because the error in the estimates of marker effects has
a stronger influence on the variance than on the mean
predictions of a cross (Zhong and Jannink, 2007). The
higher variances correlation for mixing time found in
our study can be explained by the fact that mixing time
is a trait that is influenced by a few major genes (Payne et
al., 1987; Simons et al., 2012).

The variance of predicted performance from 1000
progeny was larger for V,  than for V, . (Fig. 2 and Fig.
3). A potential explanation for this is as follows. The
genetic variance for each pair of markers is the sum of
the variance of each marker, plus twice the covariance
between the two markers (Falconer and Mackay, 1996).
When we assume linkage equilibrium, the markers were
independent and therefore, the covariance between the
markers was zero. If markers are in the coupling phase,
the covariance is positive and therefore V|  is smaller
than V,  (Lynch and Walsh, 1998; Bernardo, 2010).
However, if the markers are in the repulsion phase, the
covariance between markers becomes negative and
therefore, V, ; is larger than V,  (Lynch and Walsh, 1998;
Bernardo, 2010). Hence, the relative magnitude of the

variances (i.e., V|  and V, ) will depend on the marker
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Fig. 1. Correlation between the variance of predicted progeny performance accounting for linkage disequilibrium (V ;) or assuming
linkage equilibrium (V g}, for wheat grain yield, grain protein content, mixing time, and loaf volume.

phasing. In our case, we believe we have coupling phases
in several situations. For example, one of the crosses that
exhibits the largest differences in variance estimated by
V,pand V, . showed a predominance of coupling phases
for most chromosomes (Fig. 4).

We found a triangular relationship between vari-
ance and the mean of predicted progeny performance
for the crosses in all traits when modeling V, , but not
when modeling V, ; (Fig. 2 and Fig. 3). This relationship
was stronger for grain yield than for the other traits (Fig.
2 and Fig. 3). This triangular relationship is generated
when lines with similar trait values at the end of their
distribution (i.e., low x low or high x high) are crossed,
resulting in progeny with extreme values for mean and
low variance (Bernardo, 2014). On the other hand, when
lines from opposite extremes are crossed (i.e., low x
high), the progeny have intermediate means with higher
variance. This is supported by previous findings by Ber-
nardo (2014) and Mohammadi et al. (2015). Furthermore,
as in Bernardo (2014), we found a linear relationship
between the mean and variance of crosses from the same
parent prediction when using V, |, (Fig. 4), which caused
the triangular shape. Recombination between extreme
parents would account for differences arising from cou-
pling and repulsion linkage. These differences may not
have an immediate impact but could become relevant for
longer-term selection (Bernardo, 2014).

Cross Selection

When selecting crosses based on mid-parent values or on
the basis of the mean of the top 10% of the progeny via
two variance estimates (V, jand V| ), we observed that
many of the selected crosses and parents were the same
for all three selection methods (Fig. 2 and Fig. 3). Of the
1000 best crosses based on the two variance methods,
there were 879 crosses in common for grain yield, 757

for grain protein content, 769 for mixing time, and 738
for loaf volume (Fig. 2B,E and Fig. 3B,E). In addition, 837
of the common crosses selected for grain yield were the
same ones with the highest mid-parent values. This was
also confirmed by the high correlation (r = 0.94, p < 0.001)
between total progeny mean and the mean of the top 10%
of the predicted progeny performance for the 1000 best
crosses (selected by top 10%). These results indicate that
the predicted mean progeny performance is the strongest
driver for selecting superior crosses for grain yield. Thus
regardless of the approach for predicting progeny vari-
ance, the crosses with the highest mid-parent values also
provided the best top 10% of the progeny. This was largely
independent of the genetic distance between parents.
Mid-parent strategies are superior for selecting crosses
than a combination of mid-parent and progeny variance
when there is more variation in the progeny means than
in the progeny variance (Zhong and Jannink, 2007).
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Fig. 2. Cross performance characterization. Expected mid-parent performance (MP) versus the predicted progeny variance account-
ing for linkage disequilibrium (V ;) for yield (A) and grain protein content (D). Expected MP versus the predicted progeny variance
assuming linkage equilibrium (V ;) for yield (C) and grain protein content (F). The top 1000 crosses selected by MP (green), V,, (blue),
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groups (black) for grain yield (B) and grain protein content (E).

For quality traits, the percentage of crosses in com-
mon between the three cross prediction strategies were
56.7% for grain protein content and 59.8% loaf volume
(Fig. 2 and Fig. 3). In addition, the correlations between
the total progeny mean and the mean of the top 10% of
the predicted progeny performance for the best 1000
crosses (selected by top 10%) were, 0.67 (p < 0.001) for
grain protein content and 0.80 (p < 0.001) for loaf volume.
These results indicate that for quality traits, the influence
of variance was a more relevant factor in determining
cross selection. The results found by Bernardo (2014) for
silking date and protein concentration in maize are more
similar to those found for wheat quality traits in which
crosses with an undesirable mean value but high variance
could reach the same mean as the top 10% of the progeny.

Accounting for more variance (i.e., by having lower
thresholds) decreased the number of shared crosses

between V| and V,  (Fig. 5, left and right plots). Addition-
ally, the mean of the top 10% of the progeny increased as
the threshold value increased, regardless of cross variance
(Fig. 5, middle plots). This effect was more pronounced for
grain yield, which had the highest ratio between the vari-
ance of mean predicted progeny performance values and
the variance of progeny SD among crosses (Table 1).
Although the differences between the variance pre-
dicted by the strategies considering V|, or V, . are high
for some traits, the parents and the crosses selected on
the basis of the top 10% performance of the progeny are
similar. Therefore, the use of Vizasa substitute for Vipis
a reasonable compromise if computation time or the lack
of a linkage map are important considerations. The use of
V,; could be favored when one considers only one gen-
eration of improvement. For grain yield, where all three
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methods gave similar results, the use of the mid-parent
value would be the simplest method of cross prediction.
On the basis of our results, the best strategy of main-
taining diversity is not clear. Fu (2015) discussed the dif-
ficulty of measuring and accounting for the impacts of
plant breeding on crop genetic diversity. Jacobson et al.
(2015) and Rutkoski et al. (2015) found that the losses of
genetic diversity incurred when using genome-wide selec-
tion is higher than that for phenotypic selection, although
there are situations in which some losses of diversity are
necessary to obtain increased genetic gains. However, to
sustain genetic gain in wheat breeding programs, genetic
diversity is essential because it allows effective recombina-
tion, which, in turn, creates more diversity (Fehr, 1987).
This diversity is fundamental when new challenges are
encountered, such as changing races in biotic stressors,
or changing environmental factors and abiotic stressors
(Dreisigacker et al., 2005; Borlaug, 2007; Babiker et al.,

2015). Thus, Fu (2015) emphasized the importance of
maintaining allele variability to have the possibility to
improve under unfavorable conditions.

Conclusions

Mid-parent value has historically been used for cross
selection in plant breeding. Here, progeny mean was
estimated using genomic predicted mid-parent value,
which was identical to the mean of the simulated prog-
eny. Modeling the variance to predict the best crosses
had a small impact for complex traits like grain yield.
However, for quality traits, the influence of variance was
a large factor in determining cross selection. Differences
in selection assuming either V, or V| were small for all
traits and the assumption of V , was less computation-
ally intensive. Although selection of parental combina-
tions based on the expected progeny variance for yield
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Fig. 4. Relationship between mid-parent performance (MP) and variance for all possible crosses predicted considering linkage disequi-

librium (V,

Y

left) or linkage equilibrium (V,.; right). An extreme cross between a high-performing parent and a low-performing parent

is highlighted, as well as the progeny of each of those parents (i.e., dark colors for the high-performing parent and light colors for the
low-performing parent). The bottom panel of the figure represents the average allelic phasing for each chromosome calculated for adja-

cent close markers.

had little impact on improving the overall cross perfor-
mance, maintaining genetic diversity should also be con-
sidered. In reality, this may be accomplished through the
choice of parents that achieve high average yield through
slightly different strategies or yield components.
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Supplemental Fig. S1. Single nucleotide polymorphism
(SNP) map with marker distribution across the wheat
genome in the INIA (on the left) and CIMMYT (on the
right) populations. Single nucleotide polymorphisms
were mapped against the POPSEQ Synthetic W7984 by
Opata M85 reference.

Supplemental Fig. $2. RR-BLUP vs BL scatterplots for
marker effects (upper row), mid-parent value (MP, middle
row), and progeny variance assuming linkage equilibrium
(VLE, bottom row) for grain yield, grain protein content,
mixing time and loaf volume (traits by column).
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Table 1. Variance of mean predicted progeny perfor-
mance (Var[MP )) among crosses and variance of the SD
of predicted progeny performance (,/V, ) and the ratio
between them [Var[\/w )/ Var(MP)]. Predictions were
obtained by considering linkage disequilibrium for four
traits: grain yield, grain protein content, mixing time,
and loaf volume.

Trait Var(MP) VarlyV ) Ratio
Grain yield (kg ha™) 90,969 28,400,576 312
Grain profein content (%) 0.056 0.022 25
Mixing time (min.) 0.070 0.012 58
Loaf volume (cm®) 0.093 0011 8.5
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6. DISCUSION GENERAL
Para la aplicacién de SG como herramienta de prediccion del desempefio de

individuos que no han sido fenotipados, es necesario entrenar modelos de SG con una
poblacién de entrenamiento conocida y de gran tamafio, que reuna toda la informacion
disponible del programa de mejoramiento. Esto implica utilizar informacion de varios
caracteres, afios y ensayos. La informacién de ensayos multi-ambiente (MET)
potencialmente presenta IGA. Por lo tanto, para predecir el comportamiento de nuevos
individuos es necesario evaluar la presencia de IGA y estudiar la mejor estrategia para
realizar las predicciones. Los resultados presentados en el capitulo 3 de este trabajo
muestran que los mega-ambientes se formaron basicamente dividiendo afios con bajo
rendimiento de afios con alto rendimiento. Esta misma division fue propuesta por
Windhausen et al. (2012) al analizar la base de datos de maiz de CIMMYT y subdividir
los datos segun distintos criterios agrondmicos. Los autores proponen que la presencia
de IGA con cambio de ranking, ocurre Unicamente al sub-dividir los ambientes con
bajos y altos rendimientos, estableciendo éste como criterio futuro para subdividir los
ambientes objetivos.

En este trabajo encontramos que la habilidad predictiva del modelo que incluye
la IGA (GBLUPge) fue mayor que la del modelo que utiliza medias en el conjunto de
ambientes (GBLUPw). Lo anterior ocurre cuando se utiliza un tamafio grande (N>500)
de poblacién de entrenamiento y cuando la IGA es significativa (ej. predicciones entre
los distintos afios en una localidad). En cambio, cuando la IGA fue menor (ej.
predicciones entre localidades en un mismo afo), no existieron diferencias entre los
modelos (Lado et al. 2016). Esto puede ser explicado porque, el modelo que utiliza las
medias asume una correlacion de uno entre los ambientes, por lo que, cuando los
ambientes estan muy correlacionados entre si, es similar predecir con uno u otro
modelo. Burguefio et al. (2012) utilizaron ambientes altamente correlacionados y al
igual que lo observado en este trabajo, no obtuvieron diferencias en la habilidad
predictiva de los modelos que incorporan o no la IGA. Similares resultados fueron
encontrados por Dawson et al. (2013) utilizando datos experimentales, debido a que
dicha base de datos estaba compuesta por genotipos que fueron mejorados para un

amplio conjunto de ambientes, con probable ausencia de IGA entre sus mega-
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ambientes. Sin embargo, al usar datos simulados con distintas correlaciones entre
ambientes, Dawson et al. (2013) encontraron ventajas en el uso de modelos que
consideran la IGA, cuando la correlacion entre ambientes es baja. A su vez, Lopez-
Cruz et al. (2015), utilizando datos en los cuales se simulo la presencia de IGA para
ambientes contrastantes, obtuvieron mejor habilidad predictiva de los modelos que
incorporan la IGA. Lo anterior permite concluir que los modelos que incluyen IGA
son mejores en la prediccion de nuevos individuos en condiciones de cambio de
ranking entre los genotipos en presencia de IGA, es decir, cuando la correlacion entre
ambientes es baja.

La informacion fenotipica disponible en un programa de mejoramiento es de
varios caracteres por lo que, integrar dicha informacién en la prediccion de nuevos
individuos en SG podria ser ventajosa para predecir caracteres correlacionados entre
si. Sin embargo, Calus y Veerkamp (2011); Jia y Jannink (2012), pioneros en el uso
de modelos multi-caracter en SG, sugieren que estos modelos sdlo son mejores para
predecir caracteres de baja heredabilidad si se utilizan caracteres correlacionados que
presenten alta heredabilidad. Estos resultados son evidentes para predicciones
realizadas utilizando datos simulados, pero la ventaja de los modelos multi-caracter
fue menor cuando la prediccion fue realizada a partir de datos experimentales. En este
trabajo, el uso de estos modelos multi-caracter no presentd ventajas en la prediccidn
de nuevos individuos, lo que era esperable dado que los caracteres de calidad utilizados
presentan valores de heredabilidad similares.

Los modelos de SG, ademas de ser utilizados para la prediccion del
comportamiento de nuevos individuos, pueden aplicarse para predecir el desempefio
de individuos (que ya cuentan con cierta informacién fenotipica) para nuevos
caracteres 0 nuevos ambientes. Esto es posible debido a que los modelos mixtos usados
en SG permiten “prestar” informacion entre lineas, caracteres y ambientes, valiéndose
de la matriz de varianza-covarianza que modela las relaciones existentes. Con este fin,
se han desarrollado estrategias que utilizan los modelos multi-ambiente y multi-
caracter para optimizar los recursos invertidos en un programa de mejoramiento
(Rutkoski et al. 2012; Endelman et al. 2014; Guo et al. 2014; Rutkoski et al. 2016).
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Por un lado, el desarrollo de modelos multi-ambiente permite predecir el
desempefio de lineas en ambientes en los cuéles no han sido evaluadas. Esto es (til
para evaluar un mayor namero de lineas utilizando los mismos recursos, ya que no es
necesario evaluar todas las lineas en todos los ambientes. Endelman et al. (2014)
demostraron que en poblaciones bi-parentales es mas efectivo evaluar un mayor
namero de genotipos de forma desbalanceada y luego predecir el comportamiento
utilizando informacién de relacionamiento genético, que invertir mas recursos en
fenotipar detalladamente menos individuos. A su vez, Burguefio et al (2012) y Lopez-
Cruz et al. (2015) encontraron que la prediccion de individuos conocidos en nuevos
ambientes es mas precisa cuando se utilizan modelos que incluyan la IGA, en
ambientes correlacionados entre si.

Los resultados obtenidos muestran que para predecir individuos conocidos en
nuevos ambientes es preferible utilizar informacion de grupos de ambientes con menor
IGA, como por ejemplo, mega-ambientes definidos a partir de los datos (Lado et al.
2016). A diferencia de Burguerio et al. (2012), no se obtuvo un modelo que siempre
predijera mejor individuos conocidos en nuevos ambientes; en ocasiones fue mejor el
modelo GBLUPgye y en otras el modelo GBLUPw, sin mostrar un patron claro de
comportamiento. En relacion con esto, Lopez-Cruz et al. (2015) mostraron que la
mejor habilidad predictiva de los modelos que incluyen IGA no es tan clara cuando el
conjunto de ambientes presenta una estructura compleja de varianzas-covarianzas, y
que en estos casos, es mejor predecir entre pares de ambientes correlacionados. En
nuestro caso, la estructura de varianzas-covarianzas dentro de los grupos de ambientes
(afios, localidades y mega-ambientes) es compleja, ya que existe un amplio rango de
correlaciones. Predecir nuevos ambientes utilizando todos los ambientes del grupo,
probablemente no sea una buena estrategia, como sefialaron Lopez-Cruz et al. (2015).
Quiza sea mas adecuado seleccionar Unicamente los ambientes que muestren altas
correlaciones entre si para predecir genotipos con informacion fenotipica.

Por otro lado, el uso de modelos multi-caracter es también una herramienta Util
en la optimizacion de recursos de un programa de mejoramiento. Trabajos previos
muestran la utilidad de estos modelos para predecir caracteres complejos de medir a

través de caracteres correlacionados de facil medicion (Rutkoski et al. 2011; Guo et al.
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2014). Los resultados presentados en este trabajo sugieren que la optimizacién de
recursos puede maximizarse fenotipando: 1) una pequefia proporcion de las lineas de
la poblacion de entrenamiento (30%) para el caracter complejo de medir, y 2)
utilizando la poblacién de entrenamiento y la de prediccion de forma desbalanceada,
para los caracteres correlacionados de facil medicién (Lado et al. 2018).

Lo anteriormente expuesto en conjunto con los resultados publicados en
Burguefio et al. (2012) y Endelman et al. (2014), sugieren que puede lograrse una
maxima optimizacion a través del fenotipado desbalanceado de las lineas en distintos
ambientes y para distintos caracteres. Dicha estrategia requiere estimar con adecuada
precision las correlaciones entre ambientes y caracteres, para luego predecir los
individuos para los ambientes y caracteres faltantes. Esta estrategia, en conjunto con
las metodologias de fenotipado de alta precision (Rutkoski et al. 2012; Montesinos-
Lopez et al. 2016; Hayes et al. 2017; Sun et al. 2017) y el uso de la informacion de
pedigri (Rutkoski etal. 2012; Montesinos-Lopez et al. 2016), pueden mejorar la
utilizacion de los recursos de un programa de mejora genética.

Otra posible aplicacion de la SG radica en orientar la seleccion de los mejores
cruzamientos a realizar en el proceso inicial de mejora genética. La seleccion de los
mejores cruzamientos a realizar no necesariamente implica seleccionar los mejores
padres en cuanto a su desempefio individual. Por ejemplo, si consideramos dos
individuos con buen desempefio, pero genéticamente idénticos, su progenie sera
exactamente igual a ellos y no habré lugar para la mejora genética. Por lo tanto, la
varianza genética entre los padres incidira en la varianza de la progenie y por ende, en
la seleccion de los mejores cruzamientos (Souza y Sorrells 1991). Al igual que lo
observado por Zhong y Jannink (2007), en este trabajo identificamos que cuando el
ratio entre la varianza de la medias de los padres de los posibles cruzamientos y la
varianza de los desvios estandares de las progenies es grande, el mayor determinante
de la seleccion es la media de los padres, o sea el desempefio de cada padre (Lado et
al. 2017). En nuestro caso los caracteres de calidad que presentaron valores bajos de
este ratio (2,5 — 8,5) mostraron diferencias entre la seleccion de cruzas por la media de
los padres y la seleccion por el 10% superior de la progenie considerando la varianza.

En cambio, para la variable rendimiento, que tuvo el mayor valor de este ratio (312),

106



no se observaron diferencias entre ambas formas de seleccionar los cruzamientos. El
rendimiento es una variable compleja influenciada por varios genes, esto explicaria la
existencia de mayor variacion alélica entre padres, lo cual permitiria obtener mejoras
en la siguiente generacion incluso sin tomar en cuenta la varianza. Resulta interesante
plantear que consecuencias existirian al seleccionar en varias generaciones con unay
otra metodologia.

Para predecir la varianza de la progenie y seleccionar el 10% superior se
consideraron los marcadores en equilibrio o desequilibrio de ligamiento, obteniéndose
resultados similares en la seleccién de cruzamientos (Lado et al. 2017). Sin embargo,
es importante considerar que al predecir la varianza considerando el desequilibrio de
ligamiento, los puntos de recombinacion fueron elegidos al azar sin tomar en cuenta
la frecuencia de recombinacién entre los marcadores en la poblacién en estudio,
consideracién que, podria mejorar la estrategia de prediccion de la varianza. Se plantea
entonces, que evaluar la varianza predicha tomando en cuenta una amplia cobertura de
marcadores en el genoma y su desequilibrio de ligamiento podria ser una mejor
estrategia para predecir la varianza de la progenie.

Los resultados hallados en este trabajo aportan insumos para la discusion de la
estrategia para la inclusion de la SG en el Programa de mejoramiento genético de trigo
(PMGT) de INIA.

Este trabajo muestra que en el caso de Uruguay y para la variable rendimiento
de grano de trigo, la IGA presente en las localidades no es representativa de la IGA
observada entre afos, lo que habia sido también observado por Ceretta y van Eeuwijk
(2008). Las precisiones en las predicciones entre las localidades de un mismo afio
fueron relativamente altas (precision media de 0,43 entre todas las localidades),
mientras que las precisiones en las predicciones entre afios fueron bajas (precision
media de 0,16 entre todos los afios). Uno de los probables factores que explicaria la
existencia de interaccion entre afios, es la presencia de fusariosis de la espiga en los
afios donde el rendimiento fue més bajo (2012 y 2014), debido probablemente a que
los mejores genotipos (en rendimiento de grano) fueron genotipos resistentes y no
genotipos que presentan alelos favorables para los componentes de rendimiento per

se, como si ocurrié en los otros anos.
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Los resultados del andlisis de los datos de calidad permitieron definir dos grupos
de caracteres correlacionados. Estos grupos coinciden con los propuestos por Vazquez
et al. (2012), donde uno de los grupos esta formado por caracteres vinculados con la
calidad de la proteina de trigo (volumen de sedimentacion (SV), parametro W del
alveograma (W) y el pico maximo del mixograma (MH)), mientras que el otro grupo
se asocia con caracteres vinculados a la cantidad de proteina (contenido de proteina en
gran (Pt), parametro L del alveograma (L) y contenido de gluten hiumedo (WG)). La
separacion entre estos grupos no es total, ya que también existe relacion entre la
calidad y la cantidad de proteina. A su vez, las interacciones y relaciones genéticas
entre los caracteres de calidad son complejas y atin no han sido plenamente dilucidadas
(Simons et al. 2012; Krystkowiak et al. 2017).

El valor de W del alveograma es un parametro de calidad muy importante, que
es dificil de determinar en el laboratorio, dado que, ademas de sus elevados costos,
requieren muestras grandes y mucho tiempo para su determinacion (Vazquez 2009).
Este trabajo muestra que es posible predecir W utilizando el SV y la MH fenotipados
en las poblaciones de entrenamiento y de prediccion. EI SV y la MH son caracteres
de més facil determinacion que el W, en particular el SV (comm. pers. D. Vazquez).
A su vez esta prediccion puede realizarse optimizando los recursos del programa y
utilizando Unicamente el 30% de las lineas de la poblacion de entrenamiento sin perder
habilidad predictiva, lo que representa una gran ventaja en comparacion a utilizar el
100% de las lineas de la poblacion de entrenamiento fenotipadas para W.

Respecto a la seleccion de cruzamientos los resultados muestran que seleccionar
por la media de los valores genéticos de los padres para rendimiento es una buena
estrategia para aplicar en el programa de mejoramiento nacional. En cambio para los
caracteres de calidad, es mas importante considerar la varianza genética existente entre

ambos padres.
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7. CONSIDERACIONES FINALES Y PERSPECTIVAS
Este trabajo propone que para la aplicacion de SG en el mejoramiento genético

de trigo, es importante estudiar inicialmente la IGA para seleccionar los modelos
adecuados (que incluyan o no IGA segun la correlacion existente entre ambientes) en
el proceso de prediccion del desempefio de nuevas lineas experimentales. En este
contexto, este trabajo muestra que no existe un Unico modelo para realizar esta
prediccion, sino que en algunos casos es mas efectivo el GBLUPge Yy en otros el
GBLUPwM. El modelo GBLUPgy es Util para predecir entre ambientes con presencia de
IGA con cambio de ranking (bajas correlaciones). Sin embargo en algunos casos puede
convenir eliminar ambientes con bajas correlaciones disminuyendo la IGA y
prediciendo con el modelo GBLUPw.

La inclusién de modelos multi-caracter en la aplicacion de SG, no es (til para la
prediccion del comportamiento de nuevos individuos (individuos sin informacion
fenotipica). Es recomendable predecir un caracter a la vez, dada la simplicidad de los
modelos.

La habilidad predictiva de los modelos se mantiene al fenotipar menos
individuos (hasta un 30% del total) para un caracter costoso o de dificil medicién, si
se cuenta con informacion complementaria de otros caracteres correlacionados
fenotipados en todas las lineas (de las poblaciones de entrenamiento y prediccion).
Ademas de reemplazar el fenotipado del caracter de interés, también es posible obtener
buenas predicciones fenotipando menos individuos (ej. el 50%) para los caracteres
correlacionados. La mejor estrategia al fenotipar menos individuos es hacerlo de forma
desbalanceada, fenotipar distintas lineas para distintos caracteres. A futuro, los datos
de fenotipado en alta escala podrian usarse como caracteres secundarios
correlacionados que ayuden en la prediccion de los caracteres complejos de intereés.
Este tipo de fenotipado permitiria reunir informacion de muchas lineas, que junto con
la informacion gendmica y el pedigri, seria util para incrementar la precision de las
predicciones de caracteres costosos o de dificil medicion.

La optimizacion de recursos de un programa también puede hacerse evaluando
distintos individuos en diferentes ambientes correlacionados entre si, para luego

predecir los individuos faltantes utilizando los modelos multi-ambiente. A futuro,
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podrian disefiarse experimentos que consideren la mejor forma de predecir las lineas
faltantes tomando en cuenta esta estrategia. Lo anterior evitaria evaluar todas las lineas
en todos los ambientes, como se hace hoy en dia en los programas de mejoramiento,
CcON su consecuente uso de recursos.

En el caso de la mejora de la variable rendimiento, la seleccion de los mejores
cruzamientos deberia realizarse utilizando la media de los padres, dado que no presenta
diferencias con la seleccién por el 10% superior de la progenie predicha y es de mas
simple aplicacion. En cambio, para las variables que determinan la calidad de trigo,
predecir la varianza y seleccionar por el 10% superior de la progenie predicha,
constituye una mejor estrategia a aplicar en la seleccion de los cruzamientos. A futuro,
parece interesante evaluar la precision en la prediccion de la varianza de la progenie
utilizando informacidn genética de alta densidad. Ademas, seria interesante comparar
la seleccion realizada considerando la varianza de la progenie o la media de los padres,

luego de varias etapas de mejoramiento.
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