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Resumen

En esta tesis se estudian técnicas para modelar secuencias de datos, en particular secuencias de ADN.
Si bien las técnicas de secuenciacién de genomas han avanzado mucho en estos ltimos anos, las herra-
mientas para la anotacién, es decir para la identificacién de las regiones codificantes o genes, no se han
desarrollado con la misma velocidad, por lo que es de gran importancia el estudio y perfeccionamiento
de procedimientos que permitan la prediccién de genes.

Como posibles predictores de genes se estudian los modelos de Markov ocultos (HMM) y modelos pro-
babilisiticos condicionados como los modelos de Markov de méxima entropia (MEMM) y los campos
aleatorios condicionados (CRF), con un especial énfasis en los primeros. Se detallan los algoritmos de
entrenamiento y posterior inferencia de los HMM y se aplican al caso particular de bisqueda de genes

VSG en Trypanosoma brucei.



Capitulo 1

Introduccion

En el analisis de problemas bioldgicos es frecuente la utilizacion de modelos matematicos para des-
cribir, explicar y predecir el fenémeno bajo estudio. Un modelo matematico permite la representacién
de un problema de una manera objetiva, en la cual es posible definir un conjunto de relaciones entre
las mediciones cuantitativas del problema y sus propiedades.

Uno de los problemas béasicos que se plantea en biologia es el de la transmisién hereditaria, que con-
siste en inferir los mecanismos que transforman elementos biologicos, como el ADN, en caracteristicas

fenotipicas, como por ejemplo el color de ojos.

El primer modelo para describir la transmision hereditaria de caracteres fue presentado por Gregor
Mendel en la Sociedad de Historia Natural de Briinn en 1865 y publicado al afio siguiente bajo el titulo
Experimentos sobre hibridacion de plantas. En sus experimentos de cruce de semillas, en particular
de variedades de guisantes de la especie Pisum sativum, Mendel observé que aquellas variaciones fe-
notipicas como el color verde o amarillo, ocurrian siempre en proporciones numéricas simples. A las
caracteristicas fenotipicas las llamé caracteres, mientras que para referirse a las entidades hereditarias
utilizé el nombre de elementos. Estos elementos son lo que hoy se denominan genes. Las versiones
diferentes de genes responsables de un determinado fenotipo reciben el nombre de alelos, por lo que

los guisantes verdes y amarillos corresponden entonces a distintos alelos del gen responsable del color.

Afios maés tarde, en 1944, se establece que los genes son segmentos de dcido desoxirribonucleiclo o
ADN. El ADN es un polimero (o sea una macromolécula) de nucledtidos cada uno de ellos compuesto
por aztcar (desoxirribosa), fosfato y una de las cuatro bases nitrogenadas que los identifica: adenina

(A), guanina (G), citosina (C) y timina (T).



En 1953 James Watson y Francis Crick [31] publican un trabajo en el cual presentan la estructura de
doble hélice del ADN, donde cada par de bases complementarias (la adenina y la timina son comple-
mentarias, mientras que la guanina es el complemento de la citosina) se une mediante un puente de
hidrégeno. En cada hebra de esta doble hélice dos nucleétidos adyacentes se conectan por un enlace

quimico entre el azicar de uno y el fosfato del siguiente. Asi en una secuencia de nucleétidos la hebra

Figura 1.1: La doble hélice del ADN.

positiva de izquierda (extremo 5’) a derecha (extremo 3’) se complementa con la hebra en la direccién
opuesta (Figura 1.1).

Dentro de las células, el ADN se encuentra en los cromosomas. En las células eucariotas, como las de
los animales, plantas y hongos, el ADN se almacena en su mayor parte en el nicleo celular, mientras
que en las procariotas (células carentes de nicleo como las de las bacterias y arqueas) se encuentra
en el citoplasma. El ADN contenido en cada célula de un organismo es el mismo y es ademés carac-

teristico de cada especie. Esta informacién genética se denomina genoma!.

Si bien en las células eucariotas el ADN se encuentra en el nicleo, las proteinas se crean en el cito-
plasma, siendo el ARN (&cido ribonucleico) la molécula que transfiere la informacién para la sintesis
de proteinas necesaria para la actividad y desarrollo celular. E1 ARN esta formado por sélo una hebra
y las mismas bases nitrogenadas que el ADN pero sustituyendo timina (T) por uracilo (U).

El dogma central de la biologia molecular, propuesto por Francis Crick en 1958 y publicado en 1970 [6],
es el proceso por el cual el ADN se transcribe a ARN mensajero y éste se traduce en proteinas. En una
secuencia de ADN se tienen genes y regiones intergénicas, los genes contienen partes que se traducen

en proteinas (exones) y partes que no se traducen (intrones) y son removidas en la transcripcién.

! Genome es un acrénimo de gene y chromosome
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Figura 1.2: Dogma central de la Biologia molecular.

En el primer paso de este proceso, la transcripcién, se crea una cadena de dcido ribonucleico mensa-
jero (pre-mARN). El pre-mARN es una secuencia de nucledtidos cuyas bases son las mismas que se
encuentran en el ADN, salvo que en el ARN la adenina se complementa con uracilo. En el pre-mARN
se separan los exones de los intrones y los exones se acoplan para formar el mARN.

A partir del mARN se crea una proteina en el proceso de traduccién que comienza en un codén (triplete
de nucledtidos consecutivos) de inicio y se detiene en un codén de parada. Las regiones restantes no se
traducen y llevan el nombre de untranslated regions (UTR). En la etapa de traduccidn, los ribosomas
(macromoléculas cuya funcién es ensamblar proteinas a partir de la informacién obtenida del ADN)
asocian los codones con los aminodcidos correspondientes (Figura 1.2). Existen veinte aminoécidos,
cada uno de los cuales se corresponde con uno o mas codones de ARN. Finalmente se crea una macro-
molécula de forma tridimensional formada por cadenas lineales de aminoédcidos denominada proteina.
Las proteinas desarrollan una variedad de funciones en la célula (enziméticas, reguladores, defensivas),
dependiendo de su estructura y de la secuencia de aminoacidos que las componen.

En resumen, el ADN es una secuencia de nucledtidos que contiene instrucciones para la sintesis de
proteinas. Ahora, dado que no todos los elementos de la cadena contribuyen a este propdsito, resulta

dificil determinar de antemano qué proteinas seran generadas por una secuencia arbitraria de ADN.



Estas regiones del ADN que codifican en proteinas son los genes, por lo que tiene especial interés la

busqueda de subsecuencias de ADN que correspondan a genes.

Gen

Figura 1.3: Estructura de un gen.

Entre los métodos méas importantes a la hora de la prediccién o busqueda de genes, se encuentran
los modelos de Markov ocultos, Hidden Markov Models (HMM) [26] cuya utilizacién ha sido muy
difundida en procesamiento y reconocimiento de secuencias de texto. Debido a la similitud existente
entre las cadenas de ADN y las secuencias en el lenguaje, estas metodologias han podido ser adaptadas
a la busqueda de genes.

Como el problema de la prediccién de genes consiste en, dada una secuencia de nucleétidos, encontrar
las regiones de ésta que codifican en proteinas, puede definirse entonces como un problema de asigna-
cion de las etiquetas gen y regidn intergénica a cada nucleétido de la cadena.

Una secuencia de ADN puede pensarse como una palabra de un alfabeto de cuatro letras {A, C, G,
T}, por lo que una secuencia de longitud n puede representarse entonces como =z = (x1,x2,...,Ty)
donde cada z; toma los valores A, C, G o T.

Los HMM son modelos generativos en los cuales se representa la probabilidad conjunta de la estructura

oculta de genes y y la secuencia observada de nucleétidos z:

n

P(z,y) = [ [P wilyi-1) P (2ilys)
=1

El modelo genera la secuencia de nucleétidos x y la secuencia de etiquetas y estd formada por los esta-

dos correspondientes a cada nucleétido. Luego, para una secuencia x dada, puede calcularse el camino



de estados y que la genera con mayor probabilidad. Por ejemplo, dada la secuencia de nucledtidos
(z1,x2, 23,24, x5), una vez ajustado el modelo se puede obtener una secuencia de etiquetas como (gen,
gen, gen, intergénica, intergénica) lo cual indica que las tres primeras observaciones forman parte de
un gen y las dos siguientes de la regién intergénica.

El ntimero de etiquetas o estados del modelo depende del problema a resolver, por ejemplo puede ser
de interés ademds de predecir la ubicacién de los genes en una secuencia de ADN, identificar las regio-
nes que corresponden a exones e intrones (Figura 1.3). En este caso el nimero de estados aumentaria
a tres: exon, intron, intergénica.

Los HMM se generalizan dando lugar a los modelos de Markov ocultos generalizados, Generalized
Hidden Markov Models (GHMM), donde el modelo no emite un nucleétido individual por estado sino

un segmento o subsecuencia de nucleétidos correspondientes a la misma etiqueta.

Mejorar la precisién de los modelos de Markov ocultos implica incrementar su complejidad lo que
redunda en falta de eficiencia, razon por la cual se han explorado otras técnicas como los campos
aleatorios condicionados, Conditional Random Fields (CRF), introducidos por Lafferty et al en 2001
[22] para el procesamiento de textos.

Dado que en el problema de la biisqueda de genes la salida del modelo consiste en secuencias de eti-
quetas, corresponde entonces la utilizacién de CRF para secuencias, esto es, Linear Chain Conditional
Random Fields (LCCRF). Un LCCRF modela la probabilidad condicional de la secuencia oculta de

estados y dada la secuencia observada de nucleétidos x como

P(y|z) = Z,\l(:c) exp (Z)\jfj(yilayi»x,i)>
i=1

j=1
donde ¢ indica la posicién en la secuencia de observaciones z, A; son pardmetros reales, f; funciones
caracteristicas y Z) es una constante de normalizacion.
La parte fundamental en el diseno de un CRF es la eleccién de las funciones caracteristicas f; que,
debido a la constante de normalizacién Zy, pueden ser funciones a valores reales cualesquiera y no
necesariamente distribuciones de probabilidad, lo que permite incorporar informacién al modelo de
una manera sencilla.
En el analisis de secuencias de ADN, los CRF pueden entonces introducir, en forma de funciones
caracteristicas, informacion adicional al modelo proveniente por ejemplo de secuencias alineadas de
otros genomas o bien de Expressed Sequence Tag (EST), esto es, subsecuencias cortas de una secuencia

de nucledtidos ya transcrita.



Los CRF trabajan entonces no solo sobre la secuencia bajo estudio sino que incorporan otro tipo de
informacién lo cual implica que sean modelos mas eficientes que los HMM (que en definitiva pueden
verse como un caso particular de éstos) pero més complejos y sin duda més costosos desde el punto
de vista computacional.

En resumen, la gran diferencia entre los predictores de genes basados en HMM o en GHMM y aquellos
cuyo soporte son los CRF, es que los primeros toman como entrada sélo la secuencia objetivo y los
ultimos incluyen ademads otras referencias codificadas en las funciones caracteristicas.

Existen varios predictores de genes que utilizan CRF, a modo de ejemplo se pueden citar CONRAD
(CONditional RAnDom Fields)? y CONTRAST (CONditionally TRAined Search for Transcripts)?.
CONRAD presentado por DeCaprio et al [8] es un predictor de genes basado en Semi-Markov Con-
ditional Random Fields (SMCRF) que incorpora informacién de ESTs y fue disenado para predecir
genes en Cryptococcus neoformans 'y Aspergillus nidulans.

CONTRAST (CONditionally TRAined Search for Transcripts) desarrollado por Gross et al [16] y
probado para el genoma humano, incorpora datos de genomas informantes combinando ademas CRF

con Support Vector Machine (SVM).

En esta tesis se aborda el problema de la modelizacién de secuencias, se estudian diferentes mo-
delos aplicables a este tipo de problemas y se analiza una aplicaciéon a un conjunto de datos reales.
En el capitulo 2 se describen los modelos de Markov ocultos (HMM), detallando los algoritmos para
su entrenamiento y posterior inferencia.

En el tercer capitulo se introducen los modelos probabilisticos condicionados, en particular los mo-
delos de Markov de maxima entropia (MEMM), presentando el Principio de méxima entropia y la
representacion de los MEMM como modelos exponenciales.

El capitulo 4 se centra en los Campos aleatorios condicionados (CRF), en particular en aquellos uti-
lizados para modelar secuencias. Se incluye ademéas de una descripcién del modelo, la aplicacién de
éstos a la prediccién de genes descrita en la literatura.

En el dltimo capitulo se aborda el problema de la busqueda de genes VSG en el genoma de Trypa-
nosoma brucei, detallando la eleccion del modelo a aplicar, los experimentos llevados a cabo y los

resultados obtenidos.

http://www.broadinstitute.org/annotation /conrad,/
3http://contra.stanford.edu/contrast



Capitulo 2

Modelos de Markov ocultos

2.1. EIl modelo

2.1.1. Definicion del modelo

Los modelos de Markov ocultos, Hidden Markov Model (HMM), son modelos de Markov en tiempo
discreto que se utilizan para modelar secuencias de observaciones.
La teoria basica de los HMM fue introducida por Leonard Baum a fines de la década de 1960 en
sus publicaciones sobre funciones probabilisticas de cadenas de Markov [1], [2]. En 1989, Lawrence
Rabiner publica un tutorial sobre HMM donde describe la teoria de Baum aplicada al reconocimiento

del habla que constituye una referencia en el estudio de este tipo de modelos.

Dados una secuencia de observaciones & = (z1,22,...,%y), donde cada z; es un simbolo pro-
veniente de un alfabeto finito A, y un conjunto también finito de estados o etiquetas £, un HMM
describe la forma en que se genera la secuencia de observaciones x y de estados y = (y1,y2,-- -, Yn)
que corresponden a cada observacién z;, donde y; € £ para j = 1,...,n. Un HMM es por tanto un
modelo generativo que representa la probabilidad conjunta P(x,y) de la secuencia de observaciones x
y de estados y.

Como en general se conoce la secuencia de observaciones pero no la secuencia de estados, se puede

decir que esta ultima se encuentra oculta, de ahi la denominaciéon de modelo de Markov oculto.

Los HMM inicialmente utilizados en problemas de reconocimiento y extraccién de informacion de

secuencias de texto, habla y escritura, resultan aplicables en otras areas, como por ejemplo en Bio-



informatica, donde constituyen una herramienta para la bisqueda de genes. La prediccién de genes
es un problema que consiste en, dada una secuencia de ADN, asignar las etiquetas gen y no gen (o
regién intergénica) a cada nucleétido de la secuencia. Al ser x una secuencia de ADN se tiene que
A={A, C, G, T} y cada x; representa un nucleétido de la cadena. El conjunto de estados podria
ser por ejemplo & = {gen, regién intergénica}. En este problema el modelo de Markov oculto represen-

ta la probabilidad conjunta de la estructura oculta de genes ¥ y la secuencia observada de nucleétidos x.

Un HMM modela el proceso por el cual se genera una secuencia de observaciones de la siguiente
manera: el modelo comienza en un estado que es escogido segiin un vector de probabilidades de inicio,
éste emite una observacién, transita a un nuevo estado que emite una nueva observacion y asi hasta

alcanzar el final.

Los parametros del modelo son las probabilidades de transicién de estados y las probabilidades
de emisién de observaciones, parametros que se estiman mediante el método de méxima verosimilitud
(algoritmo de Baum - Welch). Una vez entrenado el modelo éste puede utilizarse, por ejemplo, para
encontrar la secuencia de estados que mas probablemente se corresponde con una secuencia de obser-

vaciones dada (algoritmo de Viterbi).

Un HMM consiste entonces de un conjunto finito de estados £, un conjunto finito de sfmbolos A y
dos conjuntos de parametros: probabilidades de transiciéon de estados y probabilidades de emisién de
simbolos.

La probabilidad de transicion del estado k al estado [ se define como P(yi+1 =lly; = k), es decir la
probabilidad condicional de que el modelo se encuentre en el estado [ en la posicion i+ 1 de la secuencia
dado que en el lugar ¢ se encontraba en el estado k. Por simplicidad a veces se nota la probabilidad
de transicién del estado en la posicién i de la secuencia al estado en la posicién i 4+ 1 como P (yit+1]yi)-
Para cada estado k£ y para cada simbolo x; se define la probabilidad de que el estado k£ emita el
simbolo z;, esto es P (z;|y; = k). Igual que en el caso de las probabilidades de transicién se escribe

esta probabilidad como P (z;|y;).

Un HMM genera una secuencia de simbolos paso a paso. El primer paso consiste en generar el
estado de inicio con probabilidad P(y;). Luego en cada paso, el modelo genera aleatoriamente un

simbolo y se traslada hacia un nuevo estado hasta llegar al estado final. Tanto el simbolo como el
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nuevo estado, sélo dependen del estado actual. Si el estado actual es y;, el simbolo x; se genera con
probabilidad P (x;|y;) y se pasa al siguiente estado con probabilidad P (y;1+1|y;).

En n pasos el modelo genera una secuencia = (1,2, ..., xy,) para lo cual transita por una secuencia
de etiquetas o camino de estados y = (y1, 92, - -.,Yyn). Para una longitud fija n el modelo define una
distribucién de probabilidad sobre todas las secuencias de observaciones x y sobre todos los posibles
estados y. Luego la probabilidad de que el modelo transite por el camino y y genere la secuencia x

esta dada por
n—1
Plovs) = Blon) (TP il P i) )P (o)
=1

Es frecuente, para simplificar la notacién, escribir la probabilidad de inicio P(y1) como P(yi|yo), de

esta forma la probabilidad conjunta se escribe como

n

P(z,y) = [P (wilyi1) P (zilw:)
=1

2.1.2. Supuestos del modelo

Supuesto de Markov
En las probabilidades de transicién de estados definidas como IP’(yHl\yi), se asume que el préximo
estado sélo depende del estado actual, lo que recibe el nombre de supuesto de Markov de primer orden.
Cuando el préximo estado depende de los j estados anteriores el modelo de Markov se dice de orden

J v en ese caso las probabilidades de transicién se definen como

P(yis1l¥i Vi1, - Yieji1)

En este trabajo sélo se consideran modelos de Markov de primer orden.

Supuesto de modelo homogéneo
Se asume que las probabilidades de transiciéon de estados son homogéneas, esto es, son independientes
de su ubicacién en la secuencia. Asi la probabilidad de pasar de un estado al siguiente no depende de
la posicion de la secuencia en la cual ocurre esta transicién.

Se supone que las probabilidades de emisién son también homogéneas.

Supuesto de independencia condicional de las secuencias de observaciones
En un HMM cada observacion z; s6lo depende del estado y; que la genera, P (x;|y;), por lo que cuan-
do el modelo predice el valor de la etiqueta y; no toma en cuenta las observaciones de la secuencia

x = (x1,29,...,2Ty) & excepcién de z;. Se asume entonces que las observaciones xy,xo,...,x, son
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condicionalmente independientes.

2.1.3. Estructura grafica del modelo

Los modelos probabilisticos pueden representarse de forma grafica, donde cada nodo o vértice del
grafo representa una variable aleatoria y las aristas que unen dos nodos las relaciones probabilisticas
entre estas variables. El grafo representa la forma en la cual la distribucion conjunta de todas las
variables aleatorias puede descomponerse en un producto de factores donde cada uno depende sélo de

un subconjunto de variables.

El concepto de independencia condicional de variables, que es representado en el grafo por la
ausencia de arista entre estas variables, permite simplificar la estructura del modelo y los calculos ne-
cesarios tanto en el entrenamiento como en la inferencia, dado que admite la posibilidad de factorizar

una distribucién de probabilidad compleja como un producto de probabilidades.

Dos variables a y b son independientes dada una tercera variable ¢ si son independientes en su
distribucién condicional, esto es, si se verifica P(a,b|c) = P(alc)P(blc). Asi, condicionando en ¢, la
probabilidad conjunta de a y b se factoriza en el producto de las probabilidades marginales de a y de b
(ambas condicionadas en ¢) y se representa con la ausencia de arista entre los nodos correspondientes

a las variables a y b y aristas dirigidas desde el nodo ¢ a los dos primeros (Figura 2.1).

¢

O

Figura 2.1: Independencia condicional de las variables a y b dada c.
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Si G = (V,E) es un grafo con vértices V' y aristas E, los vértices (simbolizados por circulos)
corresponden a las variables aleatorias que representan las observaciones x y las salidas y del modelo .
Un HMM es un grafo dirigido donde la probabilidad conjunta P(z,y) puede ser escrita como producto
de probabilidades condicionales de cada nodo v; € V condicionado a sus nodos padres vf eVo
también como un producto de factores W.(v.) donde v, es el subconjunto de variables aleatorias que

constituyen cada factor:

n

P(z,y) = [ [P Wilyi-1) P (@ilys) = [[P(vjlo}) = ] Telve)

i=1 J
Si por ejemplo la secuencia de observaciones es x = (x1,x2,x3), entonces HMM (Figura 2.2)

representa la probabilidad conjunta como el siguiente producto de factores

P(x1, 22, 23,91, 92,y3) = Py1)P(@1|y1)P(y2ly1)P(z2]y2)P(ys|y2) P(23]ys)

= Wi(y1)Va(z1, y1)V3(y1, y2) Yalwa, y2) Vs (12, y3) Y6 (23, y3)

i Yi Yist

i+1

Figura 2.2: Estructura grafica de un HMM.

Esta representaciéon de un HMM resalta las relaciones de independencia condicional presentes en
el modelo. La probabilidad del estado en la posicién i sélo depende del estado anterior ¢ — 1 y la

observacién generada en el lugar ¢ sélo depende del estado en la ubicacién +.

2.1.4. Eleccién del modelo

A la hora de elegir el modelo debe determinarse tanto el nimero de estados y de simbolos, como la

estructura de las transiciones de la cadena de Markov (por ejemplo decidiendo si todas las transiciones
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son posibles para el problema a modelar).

En el caso del analisis de una secuencia de ADN los simbolos representan las cuatro bases (A, C,
T, G), y el nimero de estados depende del problema que se plantee resolver. Podria considerarse dos
estados, por ejemplo gen y regién intergénica, si se quiere predecir solamente aquellas regiones del
genoma que se corresponden con genes o podria elegirse trabajar més en detalle definiendo ademds

estados que reflejen otras estructuras.

2.2. Inferencia

Conocidos los parametros del modelo, puede plantearse como objetivo encontrar la mejor secuencia
de estados y que genera una secuencia dada de observaciones x de longitud n. Este proceso puede

plantearse de varias formas dependiendo de qué se entienda como el mejor camino de estados.

2.2.1. Algoritmo de Viterbi

Si se considera que el mejor camino es aquel que con mayor probabilidad genera la secuencia dada,

se utiliza una técnica de programacion dindamica llamada algoritmo de Viterbi.

El camino de estados y que mas probablemente genera una secuencia de observaciones x, se obtiene

maximizando la probabilidad condicional de y dada x, esto es maximizando

Pylz) =

Por lo tanto el camino éptimo es y* tal que

P(z,y)
P(z)

Ahora, como el denominador es constante para una secuencia dada x, lo que se necesita encontrar es

y* = argmax
y

el camino y* que maximiza la probabilidad conjunta P(z,y).

Para cada lugar ¢ en la secuencia de observaciones y para cada estado k, el algoritmo encuentra el
camino de estados 41,2, . - ., ¥; que mas probablemente genera la secuencia x1, x2, ..., z; y que finaliza
en el estado k (o sea y; = k).

Sea V;(k) la probabilidad del mejor camino hasta el estado k conocidas las primeras i observacio-

nes. Luego para la posicion ¢ + 1 de la secuencia se calcula la probabilidad del mejor camino que,
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considerando las observaciones x1, xs, ..., x;4+1, termina en el estado [ para cada [, es decir
Vi1 (1) = méx (W(k)P(?ﬁH =llyi = k)>P(xz'+1!yz'+1 =1)

El algoritmo comienza entonces calculando las probabilidades de que la observacién x; sea generada
por cada uno de lo estados y toma Vj(k) como valor inicial. Luego en forma recursiva se calcula V;(1)
para cada estado [ y para cada i = 2,...,n.

Como el objetivo es calcular la secuencia de estados que més probablemente genera la secuencia de
observaciones dada, es necesario almacenar el argumento que corresponde al camino éptimo en cada
paso i y para cada estado [. Se define entonces una nueva variable: I;(1).

La probabilidad P(z,y*) es el méximo de V,, (k) sobre todos los estados k, y la reconstruccién del

camino més probable y* se realiza rastreando hacia atrds (desde n hasta 1) el estado correspondiente

y;{71 = Il(y;k)

Algoritmo de Viterbi
1. inicializacién
Vi(k) =P(y1 = k)P(z1|y1 = k) para todo k
I (k) =0 para todo k

2. iteracién

para ¢ =2 hasta n:
Vi) = i (Vies (0 (o = s = 8) ) Bl = 1)
1) = angmg (Vioa (9P (s = llsor = 1))
3. finalizacién
P(z,y") = mix V. (k)
v = argmix Vi ()

4. reconstruccién del camino de estados (backtracking)

para ¢ =n hasta i =1:

yio = Li(y))

En cuanto al niimero de operaciones a realizar por el algoritmo, el costo computacional es de orden

K?n, siendo n la longitud de la secuencia y K el ntimero de estados.
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2.2.2. Decodificaciéon a posteriori

El algoritmo de Viterbi encuentra el camino de estados que, con mayor probabilidad, genera una
secuencia dada x. Ahora, muchos caminos en un HMM pueden generar la misma secuencia de simbolos.
Consideremos, dada una secuencia x de longitud n, la probabilidad de que en la posicién i se esté en
el estado k, esto es, la probabilidad a posteriori IP’(yi = k|:1:) Luego es posible, por ejemplo, encontrar

el estado k& con mayor probabilidad a posteriori para cada posicién ¢ de la secuencia, es decir
Y, = arg méix]P’(yi = k|z)

a diferencia del algoritmo de Viterbi que calcula el camino mas probable para la secuencia completa.
Este proceso recibe el nombre de decodificacion a posteriori.
Consideremos entonces la probabilidad de generar una secuencia donde el i-ésimo simbolo sea emitido

por el estado k:
Pz,y; = k) = P(x1,...,2,9 = kE)P(zit1,. .., 2p|z1, ... 25,9 = k)
= P(xy,...,z5,y = K)P(xig1, ..., x|y = k)
= o () Br()

donde ay(7) es la probabilidad conjunta de generar los primeros i simbolos de la secuencia y terminar
en el estado k (probabilidad forward) y [ (i) es la probabilidad condicional de emitir los simbolos

restantes dado que en el ubicacién i se estd en el estado k (probabilidad backward). Luego

Pl = ko) = g =) (21)

Las probabilidades forward y backward se calculan en forma recursiva
Oék(Z) == ]P)(Ll?l, ey Ly Y = k‘)
= P(x]y; = k) Zaj(i - D)P(y; = klyi-1 = j)
J

Be(i) = P(xit1,...,Tnlyi = k)

= S P(ziilyisr = 1)Bii + DP(yis = Uy = k)
l

utilizando para ello los llamados algoritmos de avance (o forward) y retroceso (o backward) respecti-
vamente.
La probabilidad P(z) del denominador de la férmula 2.1 se calcula también mediante el algoritmo

forward:

P(z) = ) ax(n)
k
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2.2.3. Algoritmo forward

El algoritmo forward comienza considerando la probabilidad conjunta de que el proceso inicie en
el estado k y dicho estado genere la observacién z1, para cada estado k. En el paso i-ésimo de la
recursion se calcula ag (i), que representa la probabilidad conjunta que el proceso genere la sucesién
(r1,22,...,2;) y que el estado y; sea k, como la probabilidad de que el estado k emita la observacién
x; por la suma, en todos los estados posibles j, del producto o (i — 1)P(yi = klyi—1 = j). El algoritmo
finaliza con el célculo de P(x) sumando todas las variables ay(n).

La complejidad del algoritmo de orden K?n, siendo n la longitud de la secuencia y K el nimero de

estados.

Algoritmo forward
1. inicializacién
ar(l) = P(ml,yl = k) = P(yl = k)]P’(:z:l\yl = k:) para todo k
2. iteracién

para ¢ =2 hasta n:

ay(i) = P(zily; = k) Z a;(i — )Py = klyi—1 = j)

3. finalizacién

P(x) = Z ag(n)
k

2.2.4. Algoritmo backward

En el primer paso del algoritmo backward se asigna el valor 1 a las K variables (x(n) (considerando
K como el nimero de estados). En el paso inductivo ;(i+1) es la probabilidad de obtener la secuencia
(Tit2,-..,2y) dado que el estado en la ubicacién i + 1 es [. Esta se multiplica por la probabilidad de
pasar del estado k al [ y por la probabilidad de que el estado [ emita la observacién ;1. Calculando
este producto para cada uno de los [ estados posibles y sumando se obtiene ((7).
En el paso final se obtiene P(x) en la direccién contraria del algoritmo forward, multiplicando (1) por
la probabilidad de comenzar en el estado k y la probabilidad de que el estado k& emita la observacion
x1.

El costo computacional, al igual que en algoritmo forward, es de orden K?n, siendo n la longitud de
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la secuencia y K el ntiimero de estados.

Algoritmo backward
1. inicializacién
Br(n) =1 para todo k

2. iteracién

para ¢ =n —1 hasta 1:

B (i) = Zp(mi-&-llyi-&-l =1)6i(i + DP(yiy1 = lly: = k)
I

3. finalizacién

P(z) = Zp(yﬂyo = k)P(z1|yr = k) Br(1)
k

2.2.5. Estabilidad numérica de los algoritmos

Todos los algoritmos presentados hasta el momento involucran calculos con productos de probabili-
dades lo que puede dar como resultado valores numéricos muy pequenos e inestabilizar los algoritmos.
Para subsanar este problema se puede trabajar con logaritmos de las probabilidades, o bien utilizar

coeficientes de escalado.

Transformacién logaritmica
En el algoritmo de Viterbi el problema de la inestabilidad puede solucionarse trabajando con logaritmos
con lo cual los productos se convierten en sumas y se mejora la eficiencia. Asi la relacién de recurrencia

del algoritmo se convierte en
log Vi(1) = mliix (log Vic1(k) + logP(yi =llyi—1 = k)) + logP(mi\yi = l)

La base del logaritmo puede ser cualquiera de las habituales: 2, e o 10.
Para los algoritmos forward y backward la utilizaciéon de logaritmos no es buena idea debido a que
los céalculos en éstos involucrarian logaritmos de sumas de probabilidades lo que finalmente resulta

costoso desde el punto de vista de la eficiencia computacional.
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Coeficientes de escalado
Una alternativa a la utilizacién de logaritmos consiste en considerar coeficientes de escalado para las
probabilidades forward y backward de forma tal que, en cada iteracion, los resultados de las operaciones
con estas probabilidades se mantengan dentro de cierto rango numérico. Para ello se definen variables

de escalado s; y las probabilidades en el paso ¢ de los algoritmos forward y backward se calculan como:
1
v (4 = —P ZZ:]{/‘ (1t —1)P Z:]{/‘ i1 =]
Gr(i) = —P(wily )Ej:ag(z )P (y; = klyi1 = )
. 1 =
Br(i) = 5 > P(ailyiv =186 + DP(yir1 = Uy = k)
L

siendo los coeficientes s; tales que >, a(i) = 1.

2.3. Entrenamiento

El entrenamiento del modelo consiste en, dada una secuencia z, determinar el pardmetro 6 (que
representa las probabilidades de transicién y de emisién) que maximiza Py(x). En otras palabras,
entrenar el modelo implica ajustar las probabilidades de transicién y emisién del HMM para maximizar
la verosimilitud de que la secuencia x sea generada por el modelo (Principio de mdzima verosimilitud).
Para determinar los pardmetros py; = ]P)(yi_t,-l =lly; = k:) y ex(b) = P(mi =bly; = k:) se calculan los
correspondientes estimadores de maxima verosimilitud:

Py

. By (b)
Phl= =5
> Prr

) = = T )

donde Py es numero de transiciones de k a [l y Ei(b) el nimero de veces que el estado k emite el

simbolo b en la secuencia de entrenamiento.

Ahora, si no se cuenta con la secuencia completa de estados en el conjunto de entrenamiento, no es
posible calcular los estimadores de los parametros de esta manera. En este caso se utilizan algoritmos,

como el algoritmo de Baum - Welch, un caso particular de algoritmo EM (Ezpectation-Mazimization).

2.3.1. Algoritmo de Baum - Welch

Un algoritmo EM permite encontrar estimadores de maxima verosimilitud de los pardmetros en
modelos probabilisticos, aun cuando en el conjunto de entrenamiento se tienen datos faltantes (en el

caso de un HMM los datos faltantes serian los estados que se encuentran ocultos). EM alterna un paso
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de célculo del valor esperado de la verosimilitud (paso E) con un paso de célculo de los estimadores
de los parametros del modelo que maximizan la verosimilitud esperada calculada en el paso anterior
(paso M). Luego, con los pardmetros recalculados en el paso M, se vuelve al paso E repitiendo este

proceso hasta que se satisface cierto criterio de parada.

El algoritmo de Baum - Welch [32] comienza asignando valores iniciales a los pardmetros, esto
es a las probabilidades de transicién y de emisién, que pueden o bien sortearse de una distribucién
uniforme o elegirse si se cuenta con algiin conocimiento a priori que lo permita. En cada iteracion se
calcula el nimero esperado de veces en que cada transicién y emisién es utilizada por el modelo para
generar los datos de entrenamiento con los parametros del paso anterior. Luego se actualizan las proba-

bilidades de transicién y emision de forma tal que se maximice la verosimilitud de los valores esperados.

Intuitivamente el algoritmo de Baum - Welch podria describirse de la siguiente manera. En un
comienzo no se conocen los pardametros que mejor ajustan al modelo por lo que se eligen en forma
aleatoria, pero se dispone una o mas secuencias de entrenamiento x que pueden ser utilizadas para
maximizar Pg(x). Con los pardmetros escogidos en el paso de inicio, se identifican las transiciones
y emisiones mas probables para el conjunto de entrenamiento, que suplantan entonces a los valores
iniciales de las probabilidades de transicién y emisién y como consecuencia se mejora el modelo, es
decir se obtiene un modelo con mayor probabilidad de haber generado la secuencia dada. El proceso

se repite hasta que no se observan mejoras en el modelo.

Si z es una secuencia de entrenamiento, la probabilidad de que la transicién del estado k al estado

[ sea utilizada en la posicién ¢ de x es

P(y; =k, yip1 =1, 2)

P(y; = k,yit1 =l|z) =

P (x)
_ Pla,my = k)P(yir1 = Uy = k)P(ziga|yiv:s = 1) P(zit2, . . ., Tnlyir = 1)
P (z)
k()P (yir1 = lyi = k)P(zig1|yita = 1) Bi(i + 1)

P (x)
donde (i) = P(z1,...,xi,yi=k) vy Bi(i + 1) = P(zit2,...,2n|yiy1 =1) son las probabilidades
forward y backward definidas anteriormente y la probabilidad del denominador se calcula mediante el
algoritmo forward.

Luego, para calcular la proporcién esperada de veces que se utiliza la transicién del estado k al estado
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[ en la secuencia x, basta con sumar en todos los lugares ¢

k(P (yi1 = lyi = B)P(zip1 |yiqr = 1) Bi(i + 1)
Z P ()

Y Py =k oy =llz) =

i
De manera analoga se calcula la proporcién de veces que el simbolo b es generado por el estado k:

Z{i:mi:b} v (4) B (2)
P(x)

tcon t =

Supongamos se cuenta con un numero 7' de secuencias de entrenamiento que llamamos x
1,...,T.

Por un lado las probabilidades de transicién se estiman como el cociente entre el nimero esperado de
transiciones del estado k al [ y el ntiimero esperado de transiciones desde k en todas las secuencias .
Por otra parte las probabilidades de emisién son calculadas como el cociente entre el niimero esperado
de veces que se transita por el estado k y se emite el simbolo b y el niimero esperado de veces que se
pasa por k también en todas las secuencias de entrenamiento.

Luego los estimadores de los pardametros del modelo py; y éx(b) son

i = Py e (b) = Ey(b)
> v P >y Er(t)

donde

1 . .
Pu=" = Y k()P (yir1 = Uy = k) P(allyis = 1) B +1)
t .

> ak(®)B(i)
{i:xi=b}
Ahora, si se suplantan los valores de los parametros éh (Pri1 v éx(b) en el paso h) por los calculados en
el paso siguiente entonces, puede probarse que P9h+1 (x) > Péh (z), es decir, la verosimilitud del modelo

aumenta con las sucesivas iteraciones.

El algoritmo llega a su fin o bien cuando la diferencia en las probabilidades de un paso a otro es

imperceptible o cuando se alcanza el nimero de iteraciones fijado (criterio de parada).

El método de Baum - Welch presenta una fuerte dependencia de la eleccién inicial de los pardme-
tros lo que implica que el algoritmo puede no encontrar el mejor modelo si la inicializacién de las

probabilidades de transicion y emisiéon no resultan adecuadas.
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Algoritmo Baum - Welch
1. inicializacién
se elige un valor arbitrario para 0

2. iteracién

a) cdlculo de af(i), BL(i) para cada secuencia t, Py y Ej(b)
b) calculo de pPg; v éx(b), es decir calculo de 0 (nuevo modelo)
c) calculo de Py(x)

d) si Py(x) > Py(x) se considera ¢ =0 y se vuelve al paso a

3. finalizacion

si Pj(x) =Pp(x) o se alcanza el nimero de iteraciones pautado

2.3.2. Prueba del algoritmo de Baum - Welch

El proceso iterativo en el algoritmo de Baum - Welch se basa en el aumento de la verosimilitud en
cada paso, en esta seccién se mostrard por qué la funcién de verosimilitud es creciente con el niimero

de iteraciones.

Definicion 2.3.1. Entropia relativa
La entropia relativa o distancia de Kullback-Leibler de dos distribuciones de probabilidad P y Py se

define como

d(Py(x), Py(x)) = ZPI(“) tog @;Ei:;)

La entropia relativa representa una medida no simétrica de la diferencia entre dos distribuciones.

Es no negativa (Teorema 2.3.1) y toma el valor cero sélo si Pi(x;) = Pa(x;) para todo i.

Teorema 2.3.1. Desigualdad de Gibbs

Si Py es la distribucion de probabilidad de una variable aleatoria x y Py es otra distribucion de proba-

)20

bilidad discreta entonces

Py (z;)
Pg(ml)

(B (), Pa() = 3 P (a:) log <
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Demostracién:

Si ¢ es una funcién convexa, la desigualdad de Jensen establece que E (¢(y)) > ¢ (E(y)).

Dado que la funcién ¢(y) = —log(y) es convexa, aplicando la desigualdad de Jensen a la variable
. Py(x) )
aleatoria y = se tiene que
P1(z)

ZIPl(:):i) log <£;Ei3> > —logZ]P’l(xi)giEZ; = —logZIP’g(xi) =0

con lo cual queda demostrado que la entropia relativa es no negativa.

Teorema 2.3.2. La funcion Q

Sean x ey variables aleatorias y la funcién Q(0,0") = Z Py(y|x) log Py (z,y), donde 6 y &' representan

y
los pardmetros de dos modelos distintos. Entonces

Q0,0') > Q(0,0) = Py(z) > Py()

Demostracién:
P
Como Py(z) = 0 (2, y)’ tomando logaritmos se tiene que
Py (y|x)

P9($,y)
logPy(x) = lo =logPy (z,y) — logP T
g Py(x) 8 By (y]2) g Py (z,y) — log Py (y|x)

Multiplicando por Py (y|z) y sumando en y:

logPy(z) = > Pg(yla)logPs(z,y) — > Py (ylz)logPy (y|z)
Y Y

= Q(0,0) = > Py (ylz)log Py (y|x)

Y
Luego

log Py () —logPy(x) = Q(6,6') = > Py (yla)log Py (y|z) — Q(6,6) + > _ Py (y|z) log Py (y]x)
Yy Y

= Q0,0") — Q(6,0) + > Py (y|z)log m

El dltimo sumando resulta no negativo debido a la desigualdad de Gibbs (Teorema 2.3.1) por lo que
log Py (z) — logPy(x) > Q(0,6") — Q(6,0), de donde se concluye que si Q(6,60") > Q(0,6) entonces
log Py (z) > log Py(x), es decir Py (x) > Py(x).
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El algoritmo de Baum - Welch se fundamenta en el teorema anterior, puesto que, si se encuentra
un valor del pardmetro ¢’ para el cual se satisface la primera desigualdad en el Teorema 2.3.2, los
datos de entrenamiento x serdn mas probables bajo el modelo de pardmetro 6’ que bajo el modelo de

parametro 6, es decir aumenta la verosimilitud.

Se observa que la igualdad en el Teorema 2.3.2 se alcanza sélo si 6 = 6" o si Py (y|z) = Py (y|x)
para algiin 6 # #'. Ademis si se elige el pardmetro en el paso h + 1 como 6" = arg méaxyn Q(6,0")

la verosimilitud del nuevo modelo resulta mayor o igual que la del modelo del paso anterior h.

El algoritmo EM comienza asignando un valor arbitrario a 6 y repite los pasos E y M de manera

alternada:

paso E: se toma el valor esperado de la variable aleatoria log Py (z,y) con respecto a la distribucién

Py(y|z), esto es, se considera Q(6,60") = ZPg(y|x) log Py (z,y).
y

paso M: se maximiza @ como funcién del argumento 6"

A continuacién se muestran los cdlculos que permiten maximizar la funcién () considerando, para
simplificar y dado que la prueba es andloga en el caso general, que 6 = py;, es decir no se toma en

cuenta la estimacién de las probabilidades de emisién.

Teorema 2.3.3. Maximizacién de la funcién Q

El mdzimo de la funcion Q) se alcanza en

1

h : ‘
= MePo(z) Po(yi+1 = llyi = k)Po(zit1|yit1 =1 1
i = 3B (@) > ar(Py(yir = lys = k)Po(@ipa|yips = 1)Bi(i + 1)

i
Demostracion:

Si le es la probabilidad de transicién del estado k al I bajo el modelo de pardmetro 6%, para rees-

timar las probabilidades de transicién debemos maximizar la funcién Q(6,6") respecto de le con la

restriccion Zp’,;l = 1.

!
La funcién de Lagrange asociada al problema es

LA(0") = Q(6,6") = Y M <ZPZl - 1)
k I
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derivando con respecto a pf, se obtiene

) D (oo )
ap,’;lmm:%(@(ee Z (me—l)) ZPQW pgh@y) — M

n n
Dado que Py (x,y) = HIP’(;;L (xilyi) Pon (yilyi—1) = H]Pgh (3:z|yl)p?_1Z la derivada con respecto a p

i=1 =1
es

0 0 -
Wpeh (z,y) = (‘?pj (Hpeh (zily:) H p?—l,i H p?—l,i)
Kl N =1

P (i—1,8) £ (kD) (=1, 8)=(k,])

n 8 c
— il;[lIP’gh (zlys) H Pl 61921( (le> kl)

(i—1,4)#(k,l)

n cpi—1
= Hpeh (zily:) H p?_u Ck:l< (pZz) >
i=1

(i_lv l)#(kvl)

n
Cl Ckl
= et T o (()™)
=1

(i—1, z‘);ﬁ(k ) Kl
n
= HPeh(wi!yz sz 1,i
kl =1
Ckl
= —Pou(z,y)
pkl

siendo cy; el namero de veces que la transicién del estado k al [ se da en la secuencia de estados y.

Entonces 5
—Pon(z,9)
oy _ Gkl
Pﬁh (:Evy) le

ademads el punto estacionario de la funciéon de Lagrange es un punto donde la funcién alcanza un

maximo pues

62
5P (7,9)
a(PZz)Q ’ _ Ckl <0
Pon (z,y) (pZZ)Q
Asi
0 1
7L,\(9h) =0 < Py yfﬂﬁ =\, & ply = Po(y|z)c

. - ]P)G (937 y) h 1
b P = t = — g P .
Si escribimos Py(y|z) entonces pyy; "Po(7) o(T,y)crl

Py (z)
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Reescribiendo cg; = Z Li(ii+1)=(k,)} Y suplantando

%

1
t_
Pei = M ZZpe(x’y)l{(i,i+l):(k,l)}
= /\kPO ZPH 1y Ty Y = K)Po(yir1 = Uy = B)Po(zit1|yiv1 = DPo(iv1, -« plyivss = 1)
1
= T Zak ()Py(yir1 = Uy = k)Py(iz1|yis1 = DB(i + 1)

se obtiene el valor de le que maximiza Q(6, 8") sujeta a la restriccién D le =1, esto es, se tiene la

reestimacion de la probabilidad de transicién del estado k al .

Una vez reestimados los pardmetros 0", éstos se utilizan en la siguiente iteracién, aumentando en
cada paso el valor de la funcién Q(6, ") y por lo tanto la verosimilitud Pyx () resulta mayor que Py (x)

(Teorema 2.3.2).

2.3.3. Una alternativa al algoritmo de Baum - Welch

Una alternativa al algoritmo de Baum - Welch para entrenar el modelo es el algoritmo de en-
trenamiento de Viterbi. Este se basa en la aplicacién del algoritmo de Viterbi para el calculo de los
caminos de estados mds probables para las secuencias de entrenamiento que luego son utilizados para
la estimacién de los pardmetros del modelo [13].

El ntimero de operaciones involucradas en algoritmo de Baum - Welch es mayor que en el algoritmo
de entrenamiento de Viterbi, lo que redunda en un costo computacional mas alto, sin embargo Baum

- Welch brinda mejores resultados por lo que resulta mas adecuado.



Capitulo 3

Modelos de Markov de maxima

entropia

3.1. Introduccion

Entre los métodos mas utilizados para modelar secuencias de observaciones se encuentran los
modelos de Markov ocultos (HMM), pero un HMM resulta a menudo inadecuado para describir si-
tuaciones reales. La propiedad de Markov de primer orden establece que la probabilidad de un estado

s6lo depende de la probabilidad del estado anterior

P(yir1lyr yo, - vi) = P(yisilyi)

lo que implica que un modelo basado en este supuesto no tiene en cuenta las relaciones entre dos
estados no consecutivos y por lo tanto no modela muchas de las situaciones que se plantean en los
problemas reales.

Otra desventaja es que en un HMM cada observacién z; de la secuencia x se genera en forma in-
dependiente, dependiendo sélo del estado y;, no representando entonces posibles interacciones entre
las observaciones. Se asume por lo tanto, que las observaciones 1, xs,...,x; son condicionalmente

independientes.

Cuando se plantea un modelo matemaético para predecir o explicar determinado problema en cual-
quier area de la ciencia, como por ejemplo etiquetar una secuencia de observaciones, se busca que
éste refleje las interacciones entre las observaciones sin asumir independencias condicionales no desea-

das, pero también es necesario considerar un modelo que sea tratable desde el punto de vista de la
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inferencia estadistica a partir del cual pueda comprenderse o interpretarse el fenémeno bajo estudio.
Los HMM se construyen sobre determinados supuestos para ser modelos manejables estadisticamente,

pero presentan, en algunos casos, debilidades.

Una forma de sortear las desventajas que plantea un HMM consiste en considerar un modelo
de probabilidad condicional, esto es, un modelo que calcule P(y|z), la probabilidad condicional de la
secuencia de etiquetas y dada una secuencia de observaciones z, en lugar de la probabilidad con-
junta P(z,y). Dado que los modelos de probabilidad condicional no representan la forma en que se

generan las observaciones x, no es necesario imponer condiciones sobre las secuencias de observaciones.

En 2000 McCallum et al [23] proponen los modelos de Markov de méxima entropia, Mazimum
Entropy Markov Models (MEMM), para extraccién de informacién y segmentacién de textos.
Los MEMM son modelos probabilisticos condicionales no generativos basados en el Principio de Mdxi-
ma Entropia (Jaynes, 1957) [18], en los que las probabilidades de transicién y emisién de los HMM
son reemplazadas por una unica funcién P (y;|yi—1,x;), que representa la probabilidad del estado y;
dados el estado anterior y;_1 y la observacion z; (Figure 3.1).
Las observaciones estan dadas, por lo cual no debemos preocuparnos por calcular su probabilidad.
Ademds en un MEMM, la observacién en el lugar ¢ de la secuencia depende no sélo del estado y; sino
también del estado anterior y;_1, por lo que a diferencia de los HMM las observaciones estan asociadas
con las probabilidades de transicién més que con los propios estados.

El modelo es entonces

P (ylz) =P (y1]|21) HP<yi’yi—1,xz‘)

1=2

o también
n

P (yle) = HP (Yilyi—1, i)

i=1

considerando P (y1|yo, 1) = P (y1|x1)
Las probabilidades condicionales de un estado dada una observacién y el estado anterior, se repre-
sentan por modelos exponenciales de acuerdo con los modelos de maxima entropia, como se detalla

en las secciones que siguen.

Los problemas que tratan los HMM se resuelven también utilizando los MEMM para lo cual se

consideran variantes de los algoritmos forward-backward, Viterbi y Baum-Welch.
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i+1

Figura 3.1: Estructura grafica de un MEMM.

3.2. Principio de maxima entropia

3.2.1. El Principio de maxima entropia

El principio de maxima entropia es una herramienta para estimar la distribuciéon de probabilidad
de un conjunto de datos. Se basa en la idea de que el mejor modelo para los datos es aquel que asume
el menor nimero de supuestos posibles, pero es consistente con las limitaciones o restricciones que
presenta el conjuntos de las observaciones. Una distribucion de probabilidad que considera un niimero
reducido de supuestos es una distribucion cercana a la uniforme, que es la distribucién de maxima en-
tropia. Por esta razon se busca estimar aquella distribucion de probabilidad que maximiza la entropia

y refleja ademads las caracteristicas de los datos de entrenamiento.

El principio fue expuesto por primera vez por Edwin T. Jaynes en 1957 [18], quien en un trabajo
publicado en 1990 [3], [19], explica el concepto de la distribucién de maxima entropia de la siguiente

manera:

... the fact that a certain probability distribution maximizes entropy subject to certain cons-
traints representing our incomplete information, is the fundamental property which justifies
use of that distribution for inference; it agrees with everything that is known, but carefully
avoids assuming anything that is not known. It is a transcription into mathematics of an

ancient principle of wisdom...
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3.2.2. Distribuciones de probabilidad de entropia maxima

Definicion 3.2.1. Entropia
St X es una variable aleatoria discreta con valores x1,x2,...,x, y distribucion de probabilidad

P(X =x;)=p; VYi=1,...,n, se define la entropia de Shannon como
n
H(p) = - sz‘ In(p;)
i=1

considerando 0log 0 = 0.

La entropia H(p) (o también H(X)) es una medida de uniformidad o de incertidumbre de una
distribucién de probabilidad, asi, cuando la entropia es alta, resulta dificil predecir los valores de la
variable X debido a que estos tienen probabilidades similares, mientras que si existen valores de X
que son mucho mas probables que otros la entropia es baja.

Por ejemplo, para una variable X con una distribucién Bernoulli de parametro p, se tiene

H(p)=—(1-p)In(1 —p) — pln(p)

Sip=0o0p=1entonces H(p) =0. Para 0 < p < 1 se tiene que

1-— 1-— 1
H’(P)—ln(l—p)—ln(p)—ln(p> 0o — L=l ep=-
P P 2
por lo que, dado que H”(p) < 0 para p tal que 0 < p < 1, se tiene que H(p) alcanza su mdximo en
p= %; lo que se corresponde con la nocién intuitiva de que la mayor incertidumbre se presenta cuando

los dos posibles valores de la variable tienen la misma probabilidad de ocurrir.

Teorema 3.2.1. Distribucién de entropia maxima

Sea X una variable aleatoria discreta con valores x1,x2,...,x, y distribucion de probabilidad
P(X = ;) = p; Vi=1,...,n. Entonces la funcion de probabilidad que mazimiza la entropia es
aquella tal que p; = % Vi=1,...,n.

Demostracion:

n n

Se quiere maximizar la funcién H(p) = — Z pi In(p;) sujeta a la restriccion Zpi =1.
i=1 i=1

La funcién de Lagrange asociada al problema es

Li(p) = —Zn:pi In(p;) + A(Zn:pi — 1>

i=1 =1
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cuya derivada respecto de p; para cada¢=1,...,n es
9 1+A
Ly(p) = —(In(pi) + 1) + A =0 & p; ="
Ip;
Luego, sustituyendo en la restricciéon se obtiene
- 1
d pi=ne =1 & p=—
; n
=1
2 1
Como la funcién es céncava dado que WL,\(p) = —— <0, se deduce que en el punto obtenido se
D; Di

presenta un maximo.

Si se conoce ademas el Valor esperado de una funcién de las observaciones f, es decir, si se intro-

duce la condicién E (f Z f(z;)p; =7, el problema se resuelve agregando un multiplicador de

Lagrange para la nueva restrlcmon y derivando como en el Teorema 3.2.1.

La nueva funcion de Lagrange es

LAO,Al(P)Z—ZZZ;pilH(pz (Ao +1) (ZPZ—1> +/\1<Zf( i)pi ’Y)

de donde

0

afp,L,\O,,\l(p) =—(In(p)+1)+X+1+Nf(z;) =0 & p; =exp (/\0 + Alf(ﬂfi))

Para calcular los multiplicadores se sustituye p; en las restricciones obteniendo

En:exp ()\0 + Alf(aci)> =1

=1

S far)exp (3o afta)) =

=1

Finalmente

Mo =—1In <Zexp()\1f(xi))> = —In(Zy, (X))

=1

> ey f(xi) exp <)\1f(3ci)> ) S @) exp <)\1f(w¢)>
S exp <>\1 f(:ci)) - 75, (X)

’y:

donde Zy,(X) = Z exp(A1 f(z;)) se denomina funcion particion [18]. Entonces
i=1

pi = exp (Ao + /\1f(90i)> = exp(Ao) exp(A1 f(zi)) = exp(A1f(z;))

1
Z>\1 (X)
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Este resultado se generaliza de manera anédloga cuando se cuenta con un nimero m de funciones f de

las cuales se conoce el valor esperado.

Teorema 3.2.2. Modelo exponencial de entropia maxima
Sea X una variable aleatoria discreta con valores x1,xs,...,xy y distribucion de probabilidad
P(X =z;) =p; Vi=1,...,n. Sif; es tal que E(f;(X))=r; Vj=1,...,m entonces, la funcion

de probabilidad que maximiza la entropia es aquella definida por

pi= ey 0 (MA@ ot Anf(e)) = 5y e (i M) )

n

m
donde Z)(X) = Zexp ( A f; (xl)> y las constantes se determinan de las ecuaciones
i=1 j=1

1 ¢ -
Vi = Z/\()(,)Zzlf](ﬁﬂz)exp(;Aij(xl))

N = —In(Zy(X))

Si lo que se quiere maximizar es la entropia condicional H(y|z), definida como

H(ylz) = =Y P(x,y)logP(ylz)
(z,y)

el modelo resulta

P(y|z) = Z)\l(x) exp (Z )\jfj(m,y)>

7j=1
donde

Za(x) =) jexp < i A fi(z, y)>

j:
3.3. El modelo

Los HMM utilizan por un lado probabilidades de transicién de estados y por otro probabilidades
condicionales de las observaciones dados los estados, mientras que, en los MEMM, sélo se plantea la
transicion del estado en la posicién i dados el estado en la ubicacién anterior ¢ — 1 y la observacion
x;. Esto permite modelar las transiciones en términos de caracteristicas independientes de las obser-

vaciones, lo cual se lleva a cabo ajustando modelos exponenciales que maximizan la entropia.
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Para construir un modelo que incluya de forma precisa la informacién contenida en el conjunto de
entrenamiento se necesita representar de alguna forma ese conocimiento sobre los datos, lo que puede
hacerse incluyendo restricciones en el modelo que expresen caracteristicas de éstos. McCallum et al
[23], consideran restricciones basadas en funciones caracteristicas binarias que dependen tanto de la

observacién x; como del estado y; y son de la forma

1 sig(z;) es verdadero ; y; = k
figm (Ti, yi) =
0 en otro caso

donde g es una funcién que toma el valor 1 cuando al evaluarla en z; resulta verdadera y 0 cuando
resulta falsa.
Asi cada funcién f; indica cudndo una caracteristica binaria g es verdadera para la observacién z; y

el estado en la posicién i es k.

Por ejemplo en caso de modelar secuencias de texto, podria considerarse g(x;) = 1 si la palabra
x; estd escrita en mayusculas y 0 en otro caso. Asi una posible funcién caracteristica es aquella que
toma el valor 1 si la observacién en la posicién i de la cadena esta escrita en letras mayusculas y el

estado correspondiente es nombre propio:

1 sig(x;) es verdadera , y; = nombre propio
fwisyi) =

0 en otro caso

De esta manera, considerando un conjunto de funciones caracteristicas de este tipo, se resume la in-

formacién relevante contenida en el conjunto 7 de datos de entrenamiento.

Ahora, para que el modelo refleje la informacién contenida en los datos, el valor esperado de cada

funcién caracteristica f; en la distribucién estimada
()
debe coincidir con su promedio en el conjunto de entrenamiento 7', es decir E(f;) = E(f;) siendo
E(f;) =Y Plx,y)fi(z,y) Z fi(z,y) (3.1)
(ﬁ’y) ( ,y GT

La distribucién empirica P se calcula como el cociente entre el nimero de veces que ocurre (z,y) en

el conjunto de entrenamiento 7 y el cardinal de éste, T. Como P(z,y) = 0 si (z,y) no pertenece a T,
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se tiene la segunda igualdad en la ecuacién 3.1.
Si se aproxima P(x) por la empirica P(z) se obtiene P(z,y) = P(2)P(y|z) ~ P(z)P(y|z) de donde

() ~ 7 30 S Bl fi(.)

z€7 Y

Las condiciones E(f;) = E(f;), junto con P(ylz) > 0y >, P(ylz) =1 Vz, conforman las restricciones
del problema y son de la misma forma que las planteadas en el Teorema 3.2.2. Luego, la distribucién

de méaxima entropia para estas condiciones es

1
P(yz’|yi—17$z‘) = meXp (Z)‘jfj@z‘vyi))
1y J1— ]

donde los A; son parametros a estimar y Z) es una constante de normalizacién que se calcula como
Zx(xi,yi1)) = Y _exp (Z Ajifi (@i, yz‘))

Para estimar los ;iarémetrojs de cada modelo exponencial se utiliza una técnica denominada Generalized
Iterative Scaling, [23].

Al igual que los HMM, los MEMM se utilizan para etiquetar nuevos datos identificando la secuencia
de etiquetas que mejor describe la nueva secuencia de observaciones, para lo cual se busca el camino
de estados més probable para la secuencia de observaciones dada. McCallum et al [23], presentan para

ello una variante del algoritmo de Viterbi.

3.4. Desventajas de los modelos de maxima entropia

Los modelos de Markov de entropia maxima presentan una debilidad que Lafferty et al [22], llaman

label bias problem y exponen mediante el siguiente ejemplo.

Supongamos se quiere analizar las secuencias (r,i,b) y (r,o0,b), para lo cual se plantea el modelo

MEMM dado por
3

P (ylz) = [P (wilyi-1, :)

i=1
donde

P (yilyi-1, 7:) = 7 oxp (ijfj<xi,yi>>
J

Z\(wi, i1
siendo Z) es una constante de normalizacién y se busca la secuencia de estados y que maximiza la

probabilidad de la secuencia dada .
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En la Figura 3.2 (Lafferty et al, [22]) se visualizan las probabilidades de transicién del modelo, en
cada nodo del grafo las aristas dirigidas indican una posible transiciéon al nodo siguiente. La suma de

las probabilidades de salida en cada nodo debe ser igual a 1.

Figura 3.2: Ejemplo de label bias problem.

Supongamos que se quiere encontrar el camino de estados mas probable para la secuencia de obser-
vaciones = (r,i,b). En un primer paso observamos r, dado que desde el estado inicial 0 es posible
pasar al estado 1 o al estado 4 al condicionar en r, se tiene que la probabilidad se divide en dos
partes P(1|0,r) y P(4]|0,r) que verifican P(1]0,r) 4+ P(4|0,r) = 1 pues la suma desde todos los estados
alcanzables desde 0 (en este caso 1 y 4) debe sumar 1.

En un segundo paso observamos i. Como las probabilidades de todos los estados alcanzables desde
1 (solamente el estado 2) y desde 4 (sélo el estado 5) deben sumar 1, tenemos que P(2|1,i) = 1y
P(5/4,1i) = 1. Obviamente la probabilidad de un evento que no ocurre en el conjunto de entrenamiento
debe ser casi nula, en este caso los datos de entrenamiento no contienen ninguna transicion del estado
4 al 5 en la observacién i y, sin embargo, P(5]4,1) = 1.

Por lo tanto los estados con sélo una transiciéon posible ignoran la observacion a la cual estan con-
dicionados. En el ejemplo, los caminos de estados (0,1,2,3) y (0,4,5,3) resultan igualmente probables

independientemente de la secuencia de observaciones dada.

La exigencia de que la suma de las probabilidades de los estados alcanzables desde uno dado sea
igual a 1, implica que las observaciones sélo influyen en la eleccion del estado siguiente, pero no en la
probabilidad de la transicion.

Esto da como resultado la existencia de un sesgo hacia los estados con transicién de baja entropia,
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modelo  error error fdv

HMM  5.69%  45.99 %
MEMM 6.37% 54.61%

Cuadro 3.1: Tasa de error por palabra y tasa de error por palabra fuera de vocabulario para POS

usando HMM y MEMM.

por lo que aquellos estados que se suceden de estados de baja entropia no toman en cuenta las ob-
servaciones y, en el caso extremo de los estados con una tUnica transicién de salida, la observacion es

directamente omitida.

Si bien en muchos casos se obtienen mejores resultados al aplicar un MEMM que al utilizar un
HMM [23], es posible que la performance de los MEMM sea peor que las de los HMM cuando ocurre el
problema label bias. Lafferty et al [22] realizaron varios experimentos para comparar estos modelos en
aplicaciones de andlisis de textos (Part Of Speech (POS)) donde a cada palabra en una frase se le debe
asignar una de 45 etiquetas posibles. Los resultados obtenidos con HMM son mejores que aquellos

logrados con MEMM, como consecuencia del problema label bias y se visualizan en el Cuadro 3.1.



Capitulo 4

Campos aleatorios condicionados

4.1. Introduccién

Los campos aleatorios condicionados, Conditional Random Fields (CRF), presentados en 2001 por
Lafferty et al [22], son modelos probabilisticos utilizados para segmentar y etiquetar secuencias de
observaciones. Presentan ventajas sobre los modelos de Markov ocultos (HMM) puesto que relajan
las fuertes hipétesis de independencia condicional que éstos asumen y también sobre los modelos de

Markov de maxima entropia (MEMM) ya que superan el problema denominado label bias problem.

Los HMM son modelos probabilisticos generativos que modelan la probabilidad conjunta de las
observaciones y la secuencia de etiquetas asumiendo, para hacer el modelo tratable desde el punto de
vista del entrenamiento y de la inferencia, hipétesis como la independencia condicional de las obser-

vaciones.

Los MEMM son modelos probabilisticos condicionales que modelan la probabilidad condicional de
la secuencia de etiquetas dada la secuencia de observaciones, utilizando para ello un modelo exponen-
cial para cada estado de acuerdo con el principio de maxima entropia. En los MEMM las observaciones
solo influyen en la eleccién del estado siguiente, pero no en la probabilidad de la transicién, lo que da

como resultado la existencia de un sesgo hacia los estados con transicién de baja entropia.

Los CRF son también modelos condicionales que definen la probabilidad condicional P(y|z) de la
secuencia de etiquetas y dada una secuencia de observaciones x. Como en todos los modelos condi-

cionales, en un CRF no se modela la distribuciéon de las observaciones y por lo tanto no es necesario

36
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imponer condiciones sobre éstas, teniendo entonces libertad de incluir en el modelo caracteristicas ar-
bitrarias de las mismas. Los CRF se representan mediante grafos no dirigidos (o Campos aleatorios de
Markov), en los cuales no se necesita definir para cada estado la distribucién de los estados siguientes
dado el actual, sino que se define la distribucién de la secuencia de etiquetas en su totalidad dada la

secuencia de observaciones.

4.2. Campos aleatorios condicionados para secuencias

Dentro de la familia de modelos CRF, los méas utilizados son aquellos con una estructura de
cadena lineal y que se denominan campos aleatorios condicionados para secuencias o campos aleatorios

condicionados con estructura de cadena lineal, Linear Chain Conditional Random Field (LCCRF).

4.2.1. El modelo

Un HMM modela la probabilidad conjunta de la secuencia de observaciones x = (z1,2,...,Ty) y
de etiquetas y = (y1,92,---,Yn), con la convencién P(y;|yo) = P(y1), como

n

P(z,y) = [ [ Pilyi—1)P(2ily:)
=1

Si como en Sutton y McCallum (2007) [27] se definen los pardmetros A\ = InP(y; = lyi—1 = k) y
pp = InP(x; = bly; = 1) , la probabilidad anterior resulta

Bly) = % P ( PIP IR I TSRS DI Mbll{yil}l{xib}>
) l b

ikl

siendo Z una constante de normalizacién.

Si se introducen, al igual que en los modelos de méxima entropia, funciones caracteristicas de la for-
ma fj(yi—1, s, ¢;), donde se consideran para cada transicién (k,[) y para cada par estado-observacién
(1,b) las funciones

1 siyi=1lLyi—1=k

fkl(yhyi—l,fﬂi) = l{yi—lzk}l{yi:l} =
0 en otro caso

1 si Y; = l, Ty = b
fw(Yi, yim1, i) = Ly Liz=p) =
0  en otro caso
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entonces la probabilidad conjunta en un HMM es
1
P(z,y) = 7 P (Z Z Aj i (i i1, iUz‘))
i

Luego

B(ylz) = P(z,y) exp<Zi2j)‘jfj(yi7yi—lywi)>
>y Pla,y) [N
Zy/ eXp Zz Z] )‘J f] (yw ylfp xz)

Esta distribucién condicional es un caso particular de LCCRF, en el cual sélo se incluye la informacién
de la posicién i de la secuencia de observaciones (x;), pero un LCCRF puede utilizar informacién més
completa de la secuencia de observaciones x permitiendo que las funciones caracteristicas f; sean mas

generales.

Un LCCRF modela la probabilidad condicional P(y|x) como

P(y|x) = Z,\l(m) exp <Z Z A £ (i1, i, %Z))

i=1 j=1
donde ¢ indica la posicién en la secuencia de observaciones z, A; son pardmetros reales, f; funciones

caracteristicas y Z) es una constante de normalizacién

Zx(x) =) exp <zn:§:>\jfj(yilayiaxvi)>

y i=1 j=1

Luego la forma general de un LCCRF es:

1 = - .
P(y|z) = Z,\(a:)il_lleXp (;Ajfj(yi—layhx,z))

Las funciones caracteristicas f;(yi—1, ¥, «, 1) son funciones a valores reales cualesquiera, por ejemplo
el valor de una funcién f; en la posicién ¢ puede depender del valor de las observaciones x en una

ubicacion distante de ¢, lo cual permite al modelo captar interacciones de largo alcance.

Para calcular la constante de normalizacién Z)(x) se debe sumar en todos las posibles secuencias

de estados para lo cual se utiliza un algoritmo forward-backward.

En ocasiones se escribe

P(y|z) = Z:(x) EeXp (EJ; i fi(Yiz1, yir x,0) + Ek:ukgk(yi,fv,i)>




39

donde cada f;(yi—1,¥i,x,4) contiene alguna informacién sobre las etiquetas en las posiciones i e i — 1
y sobre la secuencia de observaciones completa y cada gg(yi,x,7) es una funcién de la etiqueta en la

posicién ¢ y la secuencia de observaciones x.

4.2.2. Representacién grafica

Un modelo probabilistico puede representarse de forma gréafica lo que permite visualizar cémo la
distribucién conjunta de las variables aleatorias (representadas como los nodos o vértices del grafo)
puede descomponerse en un producto de factores donde cada factor depende sélo de un subconjunto
de las variables.

En un HMM la probabilidad conjunta P(x,y) puede ser escrita como producto de factores W.(v.)

donde v, es el subconjunto de variables aleatorias que componen cada factor:

n

P(z,y) = HP(Z/”Z/FI)P(%@@') = H‘I’c(vc)

i=1
Las funciones V., llamadas funciones potenciales, no necesariamente deben ser probabilidades como

en un ]EH\/H\/L sino que una distribucién de probabilidad puede escribirse como
P(v) = W (v
A4 P e

donde los factores W.(v.) > 0 son funciones de las variables aleatorias v, que se corresponden con
el subconjunto ¢ de los nodos o vértices del grafo que verifican que todo par de vértices en ¢ estan
conectados por una arista (clique).

En un modelo probabilistico generativo como los HMM, el grafo subyacente es dirigido y las funciones
W, son probabilidades, mientras que en un modelo grafico no dirigido las funciones potenciales son
sélo funciones no negativas, lo que hace necesario introducir un factor de normalizacién Z(v) =
> w11, Ye(ve) para tener una medida de probabilidad.

Un LCCRF se escribe como

Plyla) = 5 [ Witow)

n
donde la constante de normalizacién es Z(x) = Z H U, (x,y") v los factores ¥; son de la forma

T i1
U;(z,y) = exp <Z)‘jfj(yil7yia$ai))
=1

y se representa mediante un grafo no dirigido (Figura 4.1).
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Figura 4.1: Estructura gréfica de un LCCRF.

4.2.3. Entrenamiento del modelo

Entrenar el modelo implica estimar los parametros \; en

1 -~ — ,
P(y|z) = 7@ exp <Zz)\jfj(yi1,yi, UC»Z))
i=1 j=1
para j = 1,...,m. Para ello se buscan los parametros de forma tal que se maximice la log-verosimilitud

L()\) de los datos del conjunto de entrenamiento 7. Supongamos dado 7 con T' secuencias de entre-
namiento (z!,y') donde z* = (z},z%, ... 2%), v* = (y!,45,...,y) son secuencias de observaciones y

de etiquetas. Se buscan los Aj, j = 1,...,m que hacen maxima

exp (Z?zl > N (Wie1, vis i))

L) = Z InP(ylz) = Z In [ }
(zy)eT (z,y)eT Zy, exp <Z:L1 Z;"Zl Nifi (Y, Yl o, z)>

La suma del denominador es sobre todas las secuencias de estados vy’ posibles y no sélo en los estados

de las secuencias de entrenamiento.
2

Para evitar el sobreajuste del modelo se introduce un factor de penalizacién: — Z 2732 [27].
~ 20

J

Reescribiendo la log-verosimilitud como en Klinger y Tomanek (2007) [20] se obtiene
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e (SIS im0
L(A) = Z InP(y|x) Z ln[ ] —
(zy)eT (zy)eT Zy, exp (Z?l Z;nzl Nifi(i_y ul z))
- Z ZZA f] Yi-1,Yi, T, Z)

(zy)eT i=1 j=1

o (Zexp <ZZAjfj(y§_1,y§7x,i)>> - Z Ajg

(z,y)eT ' i=1 j=1

Las derivadas respecto de \; cada sumando son

88 (ZQXP<ZZ)‘fﬂ Vi 17?/17371)): > InZy(z

(z,y)€T i=1 j=1 ¥ @yer
B 1 9Z\()
_(xyZeTZ)‘ O
n m
= Z Z Zexp<zz)\f] yz layzaw’L)ka yz 1>yz’$z)
(z,y)ET )‘ =1 j=1
= Z ZZ eXp(ZZ)\]fj yz 17?/173: Z>ka yz 1,yl,x Z)
(z,9)eT V' )‘ =1 j=1
= Z ZPy|x Z (yz 1797,737 Z)
(my)GT Yy
__ Z ZZ)\ f] Yi—1,Yi, T, Z Z ka Yi—1,Yi, X, ’L)
(acy)eTZ 1j=1 (zy)€T =1

o —ZA? B
O - 202) " 252 o2

por lo que

I UREELED 3 s Ve B ETE

(zy)€T =1 (zy)ET v
La funcién L£(A) es céncava ya que es una suma de funciones céncavas: el primer sumando es li-
n m
neal, el segundo sumando — g anexp (Z g )\jfj(yg_l,y;,w,i)> es céncavo ya que la fun-
(zy)eT o i=1 j=1

cién In Z exp(x;) es convexa y el tercero también lo es dado que la derivada segunda respecto de Ay

i
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resulta negativa. Asi basta con anular las derivadas parciales de la log verosimilitud para encontrar su
maximo global.

La derivada parcial del primer sumando de £(\) es el valor esperado E (fx) de la funcién caracteristica

T
- 1
fr respecto de la distribucién empirica P(z,y) = T Z Ty—yty Lg—sty-
t=1
La derivada del segundo término es el valor esperado de fi bajo la distribucién del modelo, E(f%),

- A
por lo que anular la derivada parcial de £(\) respecto de A\ equivale a anular E(fy) — E(fx) — —g
o
Para calcular E(f},) basta con contar cuintas veces ocurre cada caracteristica en los datos de entrena-
miento, pero calcular FE(fy) sélo es posible en forma numérica utilizando una variante del algoritmo

forward-backward descrito para HMM (McDonald y Pereira [24]).

4.2.4. Inferencia
Una vez estimados los parametros del modelo, el objetivo de la inferencia consiste en encon-
trar la secuencia de etiquetas y mas probable para la secuencia de observaciones dada, esto es
y* = arg max P(y|x). Para ello se utiliza una variante del algoritmo de Viterbi.
y

4.3. Campos aleatorios condicionados generales

Lafferty et al [22] introducen los CRF en su forma general, esto es, no necesariamente con una

estructura de cadena lineal en la que cada funcién caracteristica sélo involucra dos estados consecutivos.

La generalizacién de un LCCRF a un CRF implica no sé6lo un cambio en la estructura del grafo

sino la utilizacién de algoritmos més generales para el entrenamiento y la inferencia del modelo.

La definicién 4.1 es la de un campo aleatorio condicionado general (Lafferty et al [22]).



43

Definicion 4.1. Si X e Y son variables aleatorias que representan secuencias de observaciones y de
etiquetas respectivamente y G = (V, E) es un grafo con vértices V' y aristas E tal que Y = (Yy)pev,
entonces (X,Y) es un CRF si, al condicionar en X, las variables aleatorias Y, obedecen la propiedad

de Markov con respecto al grafo:
P(Y,|X, Yy, w #v) = P(Y,| X, Yy, w ~ )

donde w ~ v significa que w y v son vecinos en el grafo G.

4.4. Aplicacion de CRF en Bioinformatica

La gran diferencia entre los predictores de genes basados en HMM y aquellos que se basan en
CRF, es que los primeros utilizan como dato solamente la secuencia a anotar (secuencia objetivo) y
los tltimos incorporan ademés informacién de otro tipo mediante las funciones caracteristicas. Esto
trae como consecuencia una mejora en la performance de los modelos CRF respecto de los HMM, pero
tiene como desventaja el incremento de la complejidad del modelo.

Los CRF si bien fueron disenados para andlisis de textos [22], han sido adaptados a los problemas
de busqueda de genes, existiendo en la actualidad varios modelos creados para la identificaciéon de
regiones codificantes en genomas particulares. En éstos la forma en la cual se introduce en el modelo
la informacién esté especialmente adaptada al genoma bajo estudio, razén por la cual resulta impres-
cindible adaptar el programa para cada caso que se desee analizar. Debe tenerse en cuenta ademés

que el costo computacional en este tipo de programas es muy elevado.

Flicek [15] resume los predictores de genes que han sido mayormente utilizados en los tltimos
anos. Entre los programas basados en GHMM, GENSCAN presentado en 1997, es el mas conocido y
el que demostré mayor precisiéon entre los predictores de genes hasta ese momento, atin prediciendo
de manera correcta sélo un pequeno porcentaje de los genes en conjuntos de datos reales. En 2002 se
publica la secuencia de genes del ratén que puede ser utilizada en genémica comparativa para descifrar
por ejemplo, el genoma humano, lo que trae como consecuencia el desarrollo de varios programas con
el objetivo de incorporar esta nueva fuente de datos. El programa maés exitoso en este campo fue
TWINSCAN y maés adelante su extensién N-SCAN.

En 2007 se presentan varios programas predictores de genes que utilizan CRF. Algunos basados en

semi-Markov CRF como CRAIG desarrollado por Bernal et al [4] y CONRAD creado por DeCaprio
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et al [8]. Otros se basan en CRF combinado con otros clasificadores y utilizando secuencias genémicas

informantes como CONTRAST [16].

4.4.1. LCCRF para predicciéon de genes

Dado que en el problema de la biisqueda de genes la salida del modelo consiste en secuencias de
etiquetas, por ejemplo (exon, exon, exon, intron , intron), corresponde entonces, la utilizacién de
CRF para secuencias, esto es LCCRF.

Un LCCRF modela la probabilidad condicional de la secuencia oculta de estados y dada la secuencia

observada de nucledtidos x como

1 n m
P(ylz) = MHEXP (;/\jfj(yz‘—hyi,w,i))

donde ¢ indica la posicién en la secuencia de observaciones x, A\; son pardmetros reales, f; funciones
caracteristicas y Z) es una constante de normalizacién. La parte fundamental en el disefio de un CRF
es la eleccién de las funciones caracteristicas f;.

Las aplicaciones f(y;—1,v:,2,1) v 9(yi, x,1) son ejemplos de funciones caracteristicas.

) 1 siy;—1 =intron,y; = exon
f(yi—h Yi, T, Z) =
0 en otro caso

) 1 siy;—1 =intron,z; =G’
9(yi, x,1) =
0 en otro caso

4.4.2. SMCRF para prediccién de genes

En prediccion de genes, los estados ocultos y tienen una estructura lineal, esto es, la salida del
modelo es un vector y1,v2, ..., y, donde cada y;, que puede ser por ejemplo exon o intron, se corres-
ponde con cada nucleétido de la secuencia x a anotar.

O también, la secuencia y puede estar formada por etiquetas que se correspondan con la divisién de
la secuencia de nucleétidos en un niimero variable r de intervalos (¢;, u;,v;) parai =1,2,...,r, donde

t; indica el inicio del intervalo, u; el final y v; la etiqueta asignada a éste:
t1=1; uy > t;; up =05 vi1 # v

Yt; = yti+1 = yti+2 =i = Yu; = V4
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Por ejemplo, la secuencia (z1, z2, T3, T4, x5) puede etiquetarse como (exon, exon, exon, intron, intron)
o también segmentarse en r = 2 intervalos, uno con el rétulo exon y otro con intron, esto es
(t1,u1,v1) = (1,3,exon) y (t2,u2,v2) = (4,5, intron).

Esta forma de asignar las etiquetas permite modelar con mayor comodidad algunas de las restricciones
que se presentan en las transiciones de una etiqueta a otra, por ejemplo, la transicién de una regién
intergénica (intergénica) a un exon (exon) sélo puede darse cuando el codon de inicio es ATG, esto es
si v;_1 = intergénica entonces (t;,u;,v;) = (A, G, exon). Al igual que en los HMM o GHMM se impone
la condicién de que cada intervalo (t;, u;, v;) interactie solamente con sus vecinos, luego las funciones

caracteristicas son de la forma f;(vi—1,t;, ui, v, x,7) y el modelo es

1 n m
exp i fi(vizq, b, ug, v, 2,0
A L (St

donde ¢ indica la posicién en la secuencia de observaciones x, A; son pardmetros reales, f; funciones

Pylz) =

caracteristicas y Z es una constante de normalizacién
m n
Zy(x) = Z exp <Z Z N fi(vimt, ti, ug, vs, 2, Z)>

Yy =1 j=1
Entonces, para anotar una secuencia de observaciones x dada, el modelo encuentra la secuencia seg-
mentada de etiquetas y que hace méxima la probabilidad P(y|z). Este tipo de modelo CRF recibe el
nombre de Semi-Markov Conditional Random Fields (SMCRF).
Los parametros A; en un CRF se entrenan maximizando la funcién de log-verosimilitud de y dado
x utilizando para ello el conjunto de secuencias de entrenamiento. Esta funcién, que resulta céncava
tiene maximo global que se calcula usando el método del gradiente descendente. Para un SMCRF las
derivadas parciales de la funcién log-verosimilitud se calculan usando un algoritmo de programacién

dindmica del tipo forward-backward. Para la inferencia se utiliza una variante del algoritmo de Viterbi.

4.4.3. CONRAD y CONTRAST

Los CRF pueden incorporar informacién al modelo en forma de funciones caracteristicas. Esta
informacién puede provenir por ejemplo de secuencias alineadas de otros genomas o de EST 1.
Entre los modelos que utilizan CRF para la bisqueda de genes disponibles, se describen brevemente

a continuacién CONRAD y CONTRAST.

'Las EST son subsecuencias cortas de una secuencia de nucledtidos ya transcrita.
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CONRAD, CONditional RAnDom Fields

CONRAD, presentado por DeCaprio et al [8] es un predictor de genes basado en Semi-Markov
Linear Chain Conditional Random Fields (SMLCCRF). CONRAD incorpora informacién adicional
como las EST, que codifica en forma de funciones caracteristicas.

En procesamiento de textos se definen con frecuencia muchas funciones caracteristicas binarias, que
valen 0 la mayor parte del tiempo y 1 sélo en algunas situaciones especiales. En prediccién de ge-
nes se toma como punto de partida en la construccién de las funciones caracteristicas los modelos
probabilisticos ya existentes. En el enfoque propuesto por DeCaprio et al [8] se utilizan modelos pro-
babilisiticos para las funciones caracteristicas siempre que esto sea posible y modelos no probabilisticos
solo cuando es necesario.

El modelo se aplica para predecir genes en Cryptococcus neoformansy Aspergillus nidulans. Los resulta-
dos son comparados con los obtenidos en programas como TWINSCAN para Cryptococcus neoformans
y FGENESH para el caso de Aspergillus nidulans [8].

A la hora de construir un modelo CRF ademds de decidir sobre el nimero de estados a incluir, debe
tenerse especial cuidado en el disefio de las funciones caracterisiticas f; y en la seleccién de los pesos
Aj. Las funciones caracteristicas captan las propiedades relevantes de las observaciones x y las utili-
zan para asignar un valor a cada etiqueta de cada intervalo posible, no requiriendo independencia ni
interpretaciéon probabilistica.

CONRAD cuenta 13 estados que modelan las regiones codificantes en los genes y 29 funciones carac-
teristicas.

Para calcular los pesos, esto es para entrenar el modelo, se utilizan algoritmos como Conditional
Mazximum-Likelihood (CML) y Mazimum Ezpected Accuracy (MEA) [8].

Si bien CONRAD muestra mejoras respecto de los principales programas de prediccién en los genomas

de hongos, su aplicacién a los genomas de mamiferos es computacionalmente prohibitiva [15].

CONTRAST (CONditionally TRAined Search for Transcripts)

CONTRAST, desarrollado por Gross et al [16] incorpora datos de genomas informantes combinan-
do ademés CRF con una técnica de aprendizaje automético llamada Support Vector Machine (SVM).
El programa utiliza clasificadores SVM para el reconocimiento de las fronteras de las regiones codifi-

cantes (sitios de empalme, codones de inicio y finalizacién) y CRF para modelar la estructura del gen.
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Integra los resultados obtenidos por SVM con datos provenientes de secuencias alineadas de otros ge-
nomas llamados informantes, efectuando un alineamiento multiple basado en algunos supuestos sobre
los respectivos procesos evolutivos. La similitud entre los genomas de dos especies esté correlacionada
con su distancia evolutiva, esto es, con los cambios genéticos producidos a partir de la ramificacién de
las especies de un ancestro comun. Entonces si se consideran dos especies con una distancia evolutiva
apropiada, el alineamiento de sus secuencias puede usarse para identificar regiones del genoma que se

hayan conservado, en particular regiones que codifican en proteinas.

El programa fue testeado con el genoma humano encontrando correctamente casi el 60 % de los
genes, utilizando para ello 11 especies informantes. Para evaluar la precisién se compararon los re-
sultados obtenidos con CONTRAST con las predicciones calculadas con otro software, N-SCAN, que

predice correctamente casi el 35% de los genes humanos.

Algunos de los resultados obtenidos en el trabajo de Gross et al, dados en porcentaje de sensibili-
dad y especificidad utilizando N-SCAN y CONTRAST con el genoma de ratén como tinico informante
y CONTRAST con 11 informantes, se muestran en el Cuadro 4.1 (Gross et al [16]).

N-SCAN (ratéon) CONTRAST (ratén) CONTRAST (11 informantes)

Sensibilidad 35.6 50.8 58.6
Especificidad 25.1 29.3 35.5
Genes predichos 22596 27614 26260

Cuadro 4.1: Porcentajes de sensibilidad y especificidad en genes del genoma humano.



Capitulo 5

Prediccién de genes VSG en

Trypanosoma bruces

5.1.  Trypanosoma brucei

La tripanosomiasis africana o enfermedad del sueno, es causada por un parasito: el Trypanosoma
brucei'.
Las infecciones se limitan al Africa subsahariana, donde los insectos que resultan ser vectores transmi-
sores de la enfermedad (moscas tse-tse) son endémicos. Se estima que en la actualidad entre 50000 y
70000 personas estan infectadas de tripanosomiasis africana segin datos de la Organizacién Mundial
de la Salud [33].
La enfermedad es transmitida mediante la picadura de una mosca tse-tse infectada (Figura 5.1)? y
en el caso de la tripanosomiasis africana humana se presenta en dos formas dependiendo del parésito
involucrado: Trypanosoma brucei gambiense, que representa el 90 % de los casos de la enfermedad del
sueno y causa una infeccion crénica en la cual una persona puede estar infectada durante largo tiempo
sin presentar sintomas (éstos se manifiestan cuando la persona se encuentra en una etapa avanzada
de la enfermedad); y Trypanosoma brucei rhodesiens que ocasiona una infeccién aguda afectando el

sistema nervioso central en cuestion de semanas.

La enfermedad también se manifiesta en otros animales particularmente en el ganado (en este caso

'Los tripanosomas son protozoos que integran el Reino Protista. Este estd formado por organismos con células

eucariotas que no se clasifican como hongos, animales o plantas, como es el caso de las algas y los protozoos.
2Centers for Disease Control and Prevention (CDC), disponible en

http://www.dpd.cde.gov/dpdx/HTML/TrypanosomiasisAfrican.htm

48
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Figura 5.1: Ciclo de la tripanosomiasis africana.

se le llama Nagana?), incidiendo en el desarrollo econdmico de las 4reas rurales afectadas.

En América del Sur y América Central se da otro tipo de tripanosomiasis que se denomina tripa-
nosomiasis americana o enfermedad de Chagas, siendo en este caso el Trypanosoma cruzi el agente
infeccioso.

La superficie de la célula de los tripanosomas se compone de una capa uniforme de glicoproteina
variante de superficie (VSG) que funciona como una barrera que bloquea el reconocimiento del tripa-
nosoma por el sistema inmunitario del mamifero huésped.

Una vez que el individuo resulta infectado, el tripanosoma expresa una VSG en particular y el sistema
inmune del huésped reacciona generando una respuesta a esta capa de proteinas lo que produce una
disminucion en el nimero de tripanosomas. Pero algunos tripanosomas eluden este reconocimiento
expresando una VSG alternativa para la cual aun no se han desarrollado anticuerpos, aumentando
nuevamente la poblacién de agentes infecciosos. Asi se suceden distintas infecciones cada una de las

cuales es ocasionada por células con diferentes expresiones de cubiertas VSG.

3N’gana una palabra zuld que significa estar deprimido.
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Los genes que codifican VSG (que llamaremos genes VSG) pueden buscarse dentro del genoma
del Trypanosoma brucei utilizando técnicas basadas en homologia de secuencias, esto es comparando
la secuencia de ADN dada con secuencias almacenadas en bases de datos. Pero, como las secuencias
codificantes de VSG presentan una gran variabilidad, la biisqueda de genes VSG basada en la homo-
logia puede no arrojar buenos resultados.

Cabe preguntarse entonces si estos genes VSG presentan caracteristicas particulares que determinen
la posibilidad de localizarlos mediante otros métodos, por ejemplo utilizando modelos matematicos.
Los modelos de Markov ocultos (HMM) son modelos probabilisticos disenados para el andlisis de se-
cuencias de datos, por lo que pueden utilizarse para determinar si es posible distinguir en el genoma
del Trypanosoma brucei zonas homogéneas (esto es, regiones correspondientes a un mismo estado) que

se identifiquen con genes VSG.

5.2. HMM para prediccién de genes VSG

5.2.1. Datos y eleccién del modelo

Se cuenta con nueve secuencias del cromosoma 9 del genoma del Trypanosoma Brucei donde se
localizan clusters de genes VSG (Cuadro 5.1) y se elige para modelar el problema de prediccién de
genes VSG un modelo de Markov oculto (HMM). Para definir el modelo se debe establecer el niimero
de estados y el de simbolos, es decir debe elegirse el niimero de pardmetros. Como los datos en este
caso son secuencias de ADN, el alfabeto de simbolos cuenta con cuatro letras que se corresponden con
las cuatro bases: adenina (A), guanina (G), citosina (C) y timina (T). En cuanto al niimero de estados
se comienza ajustando un HMM con dos estados, que representarian las zonas VSG y no VSG.

Para estimar las matrices de probabilidades de transicién de estados (estT) y emisién de simbolos
(estE) del modelo de Markov oculto, se divide en forma aleatoria el conjunto de las nueve secuencias
dadas en dos grupos.

El primero de estos grupos (conjunto de entrenamiento) se utiliza para estimar los parametros del
modelo por medio del algoritmo de Baum - Welch. Se ingresan como datos sélo las secuencias de
nucledtidos, esto es no se tiene en cuenta el conocimiento existente sobre la anotaciéon de los genes
VSG. El algoritmo de Baum - Welch finaliza cuando el cambio, de un paso de iteracién a otro, en la

funcién de log-verosimilitud (de que la secuencia dada sea generada por los valores estimados de las
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secuencias  longitud (pb) ntdmero de genes VSG anotados

secuencia 1 75462 16
secuencia 2 67530 21
secuencia 3 19745 7
secuencia 4 89317 10
secuencia 5 102962 3
secuencia 6 17110 5
secuencia 7 88923 8
secuencia 8 24879 0
secuencia 9 65933 7

Cuadro 5.1: Longitud medida en pares de bases (pb) y numero de genes VSG identificados en 9

secuencias del cromosoma 9 del genoma de Trypanosoma brucei que contienen clusters de genes VSG.

probabilidades de transicién y emisién en ese paso) y la norma? de la matrices de transicién y emision,
sean todas cantidades menores que un valor determinado denominado tolerancia. En todos los analisis
se considerd una tolerancia de 0.00001 y se colocé ademéas como condicién de parada adicional que el
numero maximo de iteraciones a ejecutar sea 500.

El otro grupo de secuencias (conjunto de testeo) es utilizado para validar el modelo.

Luego, mediante el algoritmo de Viterbi se estima, para cada secuencia de testeo, el camino de
estados més probable segin la estimacion de pardmetros obtenida por Baum - Welch, determinando
cuales regiones de las secuencias de testeo son predichas como genes VSG. Estos resultados se com-

paran con los genes VSG anotados para estas secuencias.

Finalmente se calcula la precision de las predicciones obtenidas con el modelo elegido. Al comparar
las predicciones del modelo con los genes VSG observados pueden darse varios tipos de error.
Por ejemplo el modelo puede predecir un VSG que no figura como tal en la secuencia anotada o puede
ser que un gen VSG anotado no sea predicho por el modelo (Figura 5.2).
También puede ocurrir que aquellos genes VSG encontrados correctamente por el modelo no coincidan

exactamente en su ubicacién dentro de la secuencia con los genes VSG anotados (Figura 5.3).

4La norma de una matriz es una medida de la magnitud de los elementos de la matriz. Si bien pueden definirse varias

normas de matrices, el algoritmo utilizado se basa en la norma definida como el mayor valor singular de la matriz.
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Figura 5.2: Precisién de las predicciones de VSG.

Los aciertos en predecir genes VSG se cuentan como verdaderos positivos (VP). Las diferencias cuan-
do el modelo predice que determinados nucleétidos forman parte de un gen VSG cuando esto no es
cierto se contabilizan como falsos positivos (FP) y, como falsos negativos (FN), se cuentan aquellos

nucleétidos que el modelo no predice como parte de VSG y si forman parte.

predicciones  anotaciones positivo negativo

positivo verdadero positivo (VP) falso positivo (FP)

negativo falso negativo (FN) verdadero negativo (VN)

Cuadro 5.2: Medidas de precision.

Es frecuente analizar la precision del modelo calculando la sensibilidad y especificidad tomando en
cuenta el nimero de nucleétidos predichos en acierto y en error.
La sensibilidad se define como el cociente entre el nimero de nucleétidos predichos correctamente
sobre el total de nucleétidos que forman parte de los VSG, es decir da la proporcién de nucle6tidos
predichos como parte de genes VSG entre todos los posibles nucleétidos de genes VSG.
La especificidad se calcula como el cociente entre las observaciones predichas correctamente como VSG
sobre el total de observaciones predichas como VSG, esto es da la proporcién de nucledtidos predichos

como parte de genes VSG entre todos los genes VSG predichos.



53
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Figura 5.3: Precision de las predicciones en nucleétidos.
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5.2.2. Modelo con dos estados

Se escoge en primera instancia como modelo para la busqueda de los genes VSG un HMM con dos
estados.
Para estimar los pardametros del modelo se divide el conjunto de secuencias en dos grupos: seis secuen-
cias (1, 2, 4, 5, 7, 8 que forman el grupo de llamaremos A) para el entrenamiento y las tres restantes
(3, 6, 9) para la validacién. Se considera ademads otra particién de los datos con las secuencias 1, 2,
4, 3, 6, 9 (grupo B) para la estimacién de pardmetros. El nimero de iteraciones necesarias para la
convergencia del algoritmo de Baum-Welch en los dos casos no alcanza las 160.
Para evaluar el modelo se calcula el camino de estados mas probable para las secuencias que no par-
ticiparon en el entrenamiento del HMM y se comparan las sucesiones de estados predichas con los

correspondientes de la secuencias anotadas.
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En ambas pruebas se observa que el modelo predice todos los genes VSG, pero se cometen errores
tanto en la localizacion exacta de los genes VSG predichos como en la prediccién de genes VSG que no
lo son, razén por la cual la sensibilidad es alta (superior al 94 % en todos los casos) y la especificidad

baja (inferior al 50 % en la mayoria de los casos) (Cuadro 5.3).

grupo A grupo B

secuencia 3 secuencia 6 secuencia 9 secuencia 5 secuencia 7 secuencia 8

Sensitividad 0.9709 0.9634 0.9838 0.9724 0.9485 -
Especificidad 0.5214 0.4652 0.2781 0.2457 0.4775 -
VSG anotados 7 5 7 3 8 0
VSG predichos 10 5 23 18 15 1
VSG no encontrados 0 0 0 0 0 0

Cuadro 5.3: Sensibilidad, especificidad y VSG encontrados para el modelo con dos estados.

5.2.3. Modelo con tres estados

Se realizaron pruebas con un HMM considerando tres estados para investigar la posibilidad de la
existencia de un tercer grupo de regiones reconocibles por el modelo. Se consideran los mismos con-
juntos de entrenamiento que los utilizados para el modelo con dos estados a modo de comparacién. Es
decir, los conjuntos de entrenamiento los conforman las secuencias 1, 2, 4, 5, 7, 8 (grupo A) y 1, 2, 4,
3, 6, 9 (grupo B). El algoritmo de Baum - Welch converge luego de 323 (Figura 5.4) y 262 iteraciones

en el primer y segundo grupo respectivamente.

Las matrices de probabilidades de transicién y emisién estimadas para el grupo A de secuencias
indican que las probabilidades de permanencia en cada estado, ubicadas en la diagonal de la matriz
estT, son altas. Ademads, dado que los simbolos 1, 2, 3 y 4 se corresponden con las bases A, C, G
y T respectivamente, en la matriz estE se visualizan las probabilidades de que cada estado emita el

simbolo correspondiente.

0,9956 0,0028 0,0016 0,3610 0,1455 0,1388 0,3547
estT=[ 0,0021 0,9976 0,0003 estE=|[ 0,1712 0,2346 0,2267 0,3675
0,0017 0,0003 0,9980 0,3610 10,2330 0,2369 0,1691
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Figura 5.4: Log-verosimilitud del HMM con tres estados para el grupo A de secuencias de entrena-

miento en funcién del niimero de iteraciones del algoritmo de Baum-Welch.

En primer lugar es claro que el modelo de Markov oculto con tres estados ajusta mejor que aquel
con dos estados, ya que en todos los casos si bien la sensibilidad disminuye levemente (no se obtienen

valores por debajo del 94 %), la especificidad aumenta de manera significativa (Cuadro 5.4).

grupo A grupo B

secuencia 3 secuencia 6 secuencia 9 secuencia 5 secuencia 7 secuencia 8

Sensitividad 0.9472 0.9540 0.9559 0.9535 0.9405 -
Especificidad 0.6712 0.7080 0.4022 0.3985 0.6629 -
VSG anotados 7 5 7 3 8 0
VSG predichos 14 11 13 13 12 2
VSG no encontrados 0 0 0 0 0 0

Cuadro 5.4: Sensibilidad, especificidad y VSG encontrados para el modelo con tres estados.

Consideremos, como ejemplo para analizar con detalle, la secuencia 9, para la cual el HMM con

tres estados encuentra los siete genes VSG y predice equivocadamente seis genes VSG.



coordenadas genes VSG

coordenadas genes VSG predichos

1001 - 2502 658 - 2427
3056 - 3169
4223 - 5692 3423 - 5640
6846 - 7375 6429 - 7544
8875 - 10387 8626 - 10315

12360 - 13819

10829 - 11339
11555 - 13748
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14192 - 14845
16342 - 17943 16184 - 17849
18148 - 18398
18712 - 18918
20343 - 21634 19746 - 21585
21676 - 27276
50143 - 52575

Cuadro 5.5: Localizacién de los genes VSG anotados y predichos en la secuencia 9 con el modelo HMM

con tres estados.

La longitud de los genes VSG predichos correctamente en la secuencia 9 varia entre un minimo
de 1115 pb a un méaximo de 2217 pb, mientras que los genes VSG predichos equivocadamente por el
modelo tienen longitudes de 113, 510, 653, 250, 206, 5600, 2432 pb respectivamente; es decir todas
cantidades fuera del rango 1115 - 2217. Esta situacién respecto de las longitudes de los VSG predichos
en forma errénea, se da para un gran nimero de los genes mal predichos en las secuencias de valida-
cién, lo cual indica que si se considera la longitud de las predicciones correctas es posible ajustar las
predicciones brindadas por el modelo descartando aquellas que estén fuera del intervalo determinado

por las longitudes minima y méaxima de los genes VSG predichos en forma acertada.

Los genes VSG en la secuencia en 9 se localizan entre los primeros 22000 nucleétidos (Cuadro 5.5),
region en la cual el camino de estados mas probable determinado por el algoritmo de Viterbi muestra,
que salvo entre las coordenadas 6277 - 6429 en la cual se estima el estado 2, se alternan transiciones

s6lo entre los estados 1 y 3 (este ultimo es el que se corresponde con los genes VSG). A partir de
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la ubicacién 27560 sélo se alternan cambios entre los estados 1 y 2 (con solamente la excepcién del
estado 3 entre los lugares 50143 y 52575). Esto podria estar indicando la posibilidad de que el modelo
esté detectando, ademéas de los genes VSG, otro tipo de regiones (correspondientes al estado 2) con
caracteristicas particulares que las hacen distinguibles de aquellas predichas como estados 1 y 3.
Si se observan las coordenadas de los genes VSG localizados en la secuencia complementaria y se
comparan éstas con las correspondientes a las predicciones del estado 2 (Cuadro 5.6) es posible concluir
que este estado se corresponde entonces con los genes VSG de la secuencia complementaria.

Para visualizar Los genes VSG anotados y predichos para la secuencia 9 se utilizé el programa
Artemis®. Las anotaciones se indican con la etiqueta vsg (color oscuro) y las predicciones se rotulan

pred (color claro) (Figura 5.5).

Entry: [¥] CRS cluster V3G secuenciaf .gbk 2 CRS prediceionss Wik secuencia 9. gbk

E Bl E B B

wsQg  wsg WSt Vg vag wIg wIg
1> > AN ] D (Y
pre pred pred re pred pred zc pred d :zed pred
6500 |13000 19500 |z6000 |32500 |3s000 lass0n |52000 |sa500 |65000
q e e g/ aada R O L O (B O
pred pr ] pred pred 1 pred pred pred d pred:.d pred d ar pred cer pred pred
EE EaEE EBE &
wEg vSsg wEy wvsg wvsg vag vay vEg wsy vy WSy

Figura 5.5: Genes VSG anotados y predichos por HMM con tres estados para la secuencia 9.

Resultados similares se observan en las restantes secuencias de validacién, esto es, el HMM con tres
estados identifica como tercera zona con caracteristicas homogéneas en el genoma de Trypanosoma
brucei aquellas que se corresponden con los genes VSG ubicados en las secuencias complementarias
(Cuadro 5.7).

Finalmente se incorporan los resultados obtenidos al entrenar el modelo con el tercer grupo de secuen-

cias formados por la 3, 6, 9, 5, 7, 8 (grupo C) (Cuadro 5.7).

5 Artemis, software disponible en http://www.sanger.ac.uk/Software/Artemis
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5.3. Independencia de las secuencias

Un aspecto de gran importancia en los datos de referencia, tanto aquellos que se utilizan para
entrenar como para testear, es que éstos presenten independencia, es decir que sean realizaciones mu-
tuamente independientes de un mismo fenémeno.

Un problema corriente al utilizar datos de tipo genémico para estudios de reconocimiento de patrones,
es que muchos genes o segmentos genémicos no son independientes, sino que derivan de un ancestro
comun. Las secuencias de datos pueden estar altamente correlacionadas dado que cuando comenzé el
proceso de divergencia, éstas eran idénticas. La correlacion entre secuencias se le llama inercia filo-
genética e indica la similitud que presentan dos secuencias debido a la ancestria comun. Debe tenerse
en cuenta sin embargo, que el proceso de divergencia evolutiva borra progresivamente la huella filo-
genética, de hecho en dos secuencias que hayan divergido lo suficiente, los vestigios de un antepasado
comun pueden haber desaparecido completamente.

Debido a que la ancestria resulta en una gran similitud no sélo en las propiedades estadisticas de los
segmentos de ADN o proteinas en cuestién, sino también similitud en la secuencias (ordenamiento
lineal de los componentes de la molécula), es posible determinar el grado de independencia de dos
segmentos de ADN mediante la comparacién del ordenamiento de sus nucledtidos (comparacién de
secuencias). Por ejemplo, dos secuencias aleatorias con la misma composicién de bases (de 1/4 para
cada nucledtido) tienen una similitud del 25 % (la similitud esperada por azar logicamente depende
de la frecuencia de los distintos nucleétidos). Por otra parte, dos secuencias que hayan surgido de un
ancestro comun (y por tanto idénticas a tiempo 0) tienen una similitud esperada luego de un tiempo
infinito de divergencia también de un 25 %, es decir igual al que presentan dos secuencias aleatorias.
Esto dltimo quiere decir que el porcentaje de identidad de secuencias puede ser usado como indica-
dor de independencia estadistica de las mismas. Asi, si se quiere construir un conjunto de secuencias
estadisticamente independiente, el procedimiento consiste en comparar todas las secuencias contra
todas y retener a aquel conjunto que no incluya a ningin par de secuencias cuya identidad es mayor
a lo esperado por azar. Este procedimiento en la jerga bioinformaética se le llama producir un set no
redundante.

A pesar de que los genes VSG constituyen una superfamilia génica, y por lo tanto son derivados de un
ancestro comun, los mismos presentan una identidad aminoacidica extremadamente baja. Esto implica
que los genes VSG pueden considerarse un set basicamente no redundante y por ende independiente.

(Alvarez, Fernando. 2010. Comunicacién personal).
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5.4. Conclusiones

Los resultados obtenidos indican que los genes VSG presentan caracteristicas que los hacen reco-
nocibles como zonas homogéneas, con caracteristicas particulares, dentro del genoma de Trypanosoma
brucei.

Los anélisis realizados permiten concluir ademés que el modelo de Markov oculto utilizado resulté ser
eficiente en la busqueda de genes VSG, en todas las pruebas la sensibilidad alcanzada por el modelo
supera el 90 %, prediciéndose todos los genes objetivo. Sin embargo, debido a que también se predicen
como genes VSG regiones del genoma que no resultan serlo, la especificidad del HMM es baja. Ahora,
dado que un gran numero de los genes VSG mal predichos por el modelo tienen una longitud inferior
o superior a las longitudes minima y maxima de los VSG predichos correctamente, una opcién pa-

ra refinar los resultados podria ser eliminar aquellas predicciones cuya longitud esté fuera de este rango.

La pregunta que podria plantearse es si los genes VSG mal predichos por el modelo corresponden
a algun tipo de estructura biolégica determinada. Los datos con los cuales se cuenta en este trabajo
no permiten la posibilidad de plantear un modelo con cuatro o mas estados y reconocer una nueva
zona, debido a que sélo se tiene informacion sobre tres regiones dentro de cada secuencia: gen VSG,

regién intergénica y gen VSG en la secuencia complementaria.

Para intentar responder esta interrogante se consideraron algunos de los genes mal predichos por
el modelo (de la secuencia 9 tomada como ejemplo) y se compararon las secuencia de aminoécidos
correspondientes utilizando BLAST, Basic Local Alignment Search Tool ®. BLAST es un programa de
alineamiento local de secuencias ADN o de proteinas. Compara una secuencia objetivo con secuencias
que se encuentran en una gran base de datos, encontrando aquellas secuencias que tienen mayor pa-
recido a la secuencia objetivo. Las consultas realizadas indican que en algunos casos los genes VSG
mal predichos podrian ser genes no VSG, en otros casos podrian ser genes VSG no anotados hasta el
momento y en otras consultas no se encuentra la correspondencia de la secuencia objetivo con ninguna

region particular.

Finalmente, se concluye que al escoger como modelo para la bisqueda de genes VSG en el cromo-

soma 9 del genoma del Trypanosoma brucei un HMM sélo se elige el nimero de pardmetros (estados

SBLAST disponible en http://www.ncbi.nlm.nih.gov/BLAST/
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y simbolos). Se ingresa como datos para el funcionamiento del HMM solamente secuencias de ADN
sin introducir ningun tipo de informacién biolégica sobre el problema. Ain contando con sélo esos
datos de inicio, HMM es capaz que encontrar los genes objetivo tanto en la secuencia como en la
complementaria.

La inexactitud en las predicciones indica que el modelo no es del todo eficiente, por lo que para ajustar

las predicciones resulta razonable la combinacién de este modelo con otras técnicas.
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coordenadas genes VSG  coordenadas genes VSG predichos

secuencia complementaria secuencia complementaria

27500 - 29086

30672 - 32290

34509 - 35973

37592 - 39046

40462 - 41986

44756 - 46342

48819 - 50113

53634 - 55059
56172 - 57665

59975 - 61544

63341 - 64935

27560 - 29217
29404 - 29594
30216 - 30348
30752 - 32972
33791 - 34145
34619 - 36483
37648 - 40083
40528 - 42688
43715 - 43783
43853 - 44335
44816 - 46881
47692 - 48183
48910 - 50143
52782 - 53268
53685 - 55339
96223 - 57969
58034 - 59358
60042 - 62274
62542 - 63076
63466 - 65166
65468 - 65933

secuencia 9 con el modelo HMM con tres estados.

Cuadro 5.6: Localizacién de los genes VSG reales y predichos en la secuencia complementaria de la
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